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Abstract: Functional near-infrared spectroscopy-based brain-computer interface (fNIRS-based BCI) has been receiv-

ing much attention. However, we are practically constrained to obtain a lot of fNIRS data by inherent hemodynamic

delay. For this reason, when employing machine learning techniques, a problem due to the high-dimensional feature

vector may be encountered, such as deteriorated classification accuracy. In this study, we employ an elastic net-based

feature selection which is one of the embedded methods and demonstrate the utility of which by analyzing the results.

Using the fNIRS dataset obtained from 18 participants for classifying brain activation induced by mental arithmetic

and idle state, we calculated classification accuracies after performing feature selection while changing the parameter

α (weight of lasso vs. ridge regularization). Grand averages of classification accuracy are 80.0 ± 9.4%, 79.3 ± 9.6%,

79.0 ± 9.2%, 79.7 ± 10.1%, 77.6 ± 10.3%, 79.2 ± 8.9%, and 80.0 ± 7.8% for the various values of α = 0.001, 0.005,

0.01, 0.05, 0.1, 0.2, and 0.5, respectively, and are not statistically different from the grand average of classification

accuracy estimated with all features (80.1 ± 9.5%). As a result, no difference in classification accuracy is revealed

for all considered parameter α values. Especially for α = 0.5, we are able to achieve the statistically same level of

classification accuracy with even 16.4% features of the total features. Since elastic net-based feature selection can

be easily applied to other cases without complicated initialization and parameter fine-tuning, we can be looking for-

ward to seeing that the elastic-based feature selection can be actively applied to fNIRS data.
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I. 서 론

기능적 근적외선 분광법(functional near-infrared

spectroscopy; fNIRS)은 혈액 속에 포함되어 있는 산화/환

원 헤모글로빈의 농도를 추정하여 뇌의 활성화를 측정할 수

있는 비침습적인 뇌 이미징 기술이다. fNIRS 장비는 특별

한 사용 제한 조건이 없기 때문에 사용이 편리하여 최근 많은

연구 분야에 적용되어 활발히 사용되고 있다[1,2]. 다양한

분야 중 뇌-컴퓨터 인터페이스(brain-computer interface;

BCI) 분야에서 fNIRS는 뇌파(electroencephalography;

EEG) 및 기능적 자기 공명 영상(functional magnetic

resonance imaging; fMRI)이 가지고 있는 단점을 보완할

수 있는 차세대 기술로 인정받고 있으며 많은 연구가 활발

하게 이루어지고 있다[3].

fNIRS 기반 BCI 연구를 진행하기 위해서는 머신 러닝

(machine learning) 기술이 필수적으로 적용되어야 하기
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때문에 다양한 fNIRS 전처리 기술, 분류기 및 특징 공학 기

술들을 적용하여 fNIRS 기반 BCI 시스템 성능을 향상시

키는 노력들이 이루어지고 있다[4-8]. 또한 최근 딥러닝 기

술을 적용하여 fNIRS 기반 BCI 시스템 성능 향상에 대한

다양한 시도가 이루어지고 있다[9-11].

하지만, 머신 러닝 관점에서 보았을 때, fNIRS 기반 BCI

연구에 어려움이 존재한다. 일반적으로 높은 분류 정확도를

달성하기 위해서는 데이터셋의 크기가 큰 학습 데이터를 이

용하여 분류기의 학습이 이루어져야 좋은 일반화된 분류기

성능을 비교적 용이하게 달성할 수 있다. EEG의 경우 자

극에 대한 응답 지연 시간이 수 밀리초(millisecond) 단위

에 지나지 않는다. 이와 달리 혈역학적 응답의 응답 지연 시

간은 수 초 단위이며[12], 혈역학적 응답이 기저 상태로 돌

아오기까지 돌아오는 시간도 EEG에 비하여 현저하게 오래

걸리기 때문에, 분류기 학습을 위하여 많은 fNIRS 데이터를 모

으는 것은 쉽지 않다[13,14]. 따라서 학습 데이터 개수에 비

하여 특징의 개수가 훨씬 더 많은 고차원 특징 벡터를 구성

할 수밖에 없는 상황이 빈번하게 발생하여, 이른 바 차원의

저주(curse of dimensionality)로 인한 분류 정확도 저하

문제를 겪을 수 있다.

이러한 문제를 해결하기 위한 방법으로는 첫째로, 특징 별

중요도를 계산하여 전체 특징 중에서 높은 중요도를 가지는

일부의 특징을 선택하는 특징 선택(feature selection)이 있

고, 둘째로, 분류기가 가질 수 있는 모수에 제약을 부여하여

과적합(overfitting)을 피하고 및 강건성(robustness)을 높

여 분류 정확도의 저하를 최대한 억제할 수 있는 정규화

(regularization)가 있다[15]. 일반적으로 fNIRS 기반 BCI

데이터셋에 적용되는 특징 선택 방법 중 filter method로

피셔 점수(fisher score)가 있고[16], 최근 연구에는 Minimum

Redundancy Maximum Relevance(mRMR) 특징 선택

알고리즘이 새롭게 적용되고 있다[17]. 이 mRMR 방법은

각 특징 간 및 특징과 클래스 간의 상호 정보량을 계산하여

redundancy와 relevance를 각각 정의하고, redundancy를 최

소화하고, relevance를 최대화하는 특징들을 선택한다. 따

라서 특징 선택을 위하여 효율적인 계산이 가능하지만, 특

징들끼리 상호 작용을 통하여 중요성이 높아지는 특징을 제

외할 수 있는 단점이 존재한다[18]. Wrapper method로는

대표적으로 sequential forward selection (SFS)/backward

elimination(SBE)이 있다. 이 방법은 탐욕 알고리즘을 기

반으로 suboptimal 특징을 선택할 수 있다는 장점이 있지

만, 계산 시간이 굉장히 오래 걸리며, 지역 최적해에 빠지는

문제를 해결하지 못해 종종 낮은 성능을 보이는 단점이 존

재한다. 이외에 자연의 진화 과정을 모방한 유전 알고리즘도

fNIRS 특징 선택에 적용되고 있다[19]. 전반적으로 filter

method의 경우 가장 적합한 특징의 조합을 찾아내는 능력

에 한계점이 존재하여 선택된 특징 수가 줄어듦에 따라서

분류 정확도가 현저하게 떨어지는 문제가 있으며, wrapper

method 및 유전 알고리즘의 경우 계산 속도가 굉장히 느

리며, 특히 SBS의 경우 특징 선택을 이용한 특징 벡터의 차

원 축소에 큰 효과가 없을 수 있다.

따라서 본 연구에서는 분류 정확도의 저하를 방지하고, 높은

계산 복잡도를 줄이기 위하여 embedded method 특징 선

택 방법을 사용한다. 여러 가지 embedded method 중에서

elastic net을 이용하여 분류 정확도 저하 없이 특징 벡터의 효

과적인 차원 축소를 할 수 있는 지 살펴보고, 분류 결과를

mRMR, SFS를 적용한 결과와 비교하여 elastic net의 효

용성에 대해서 논의한다.

II. 연구 방법

1. fNIRS 기반 BCI 데이터셋

본 연구는 신재영 외[20]에서 사용되었던 데이터셋을 사

용하였다. 이 데이터셋에 대한 접근은 다음의 URL로 가능

하다(https://doi.org/10.6084/m9.figshare.9198932.v1). 이 데

이터셋은 그림 1에 나타난 이마에 위치한 16개의 채널에서

수집된 데이터를 포함한다. 18명의 피험자가 정신 산술

(task 1: Mental Arithmetic), 움직임 상상(task 2: Motor

Imagery)을 수행하거나, 유휴 상태(task 3: Idle State)일

때 fNIRS 신호가 수집되었다. 피험자는 각 과제를 10초 동

안 연속적으로 수행한 후, 30초의 과제 간 휴식(inter-task

break)을 가졌다. 세 종류의 과제는 임의의 순서로 진행되

었으며, 각 과제당 30개의 fNIRS 신호가 수집되었다. 전전

두 피질(prefrontal cortex)에서 주로 관측되는 정신 산술

에 의한 뇌활성화와 유휴 상태를 분류하는 이진 분류를 수

행하기 위하여, 정신 산술(task 1)과 유휴 상태(task 3)에

해당하는 데이터만 선별적으로 추출하여 이진(binary) 분류

그림 1. 16개의 fNIRS 채널 구성 (광원: 빨간색, 광검출기: 파란색)

Fig. 1. Sixteen fNIRS channel configuration (source: red,

detector: blue)
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를 위한 데이터셋을 구성하였다. 따라서 포함된 데이터의 개

수는 각 피험자당 60개이다(N = 60). 데이터셋에 대한 추가

적인 내용은 관련 연구에 상세히 기술되어 있다.

2. 전처리

본 연구에서 모든 신호 처리는 MATLAB R2020a

(Mathworks, MA, USA)을 이용하여 수행되었다. 획득한

fNIRS 신호는 통과 대역 0.01−0.09 Hz를 가지는 3차 버

터워스(Butterworth) 필터 기반 영위상 필터를 적용하여,

위상 지연 없이 fNIRS 신호에 포함되어 있는 다양한 생체

잡음, 저주파 드리프트 등을 제거하였다[21-25]. 필터링 된

신호는 임무 시작 시간(0 초)을 기준으로 -1−0 초 구간의 각

채널의 신호 평균값을 이용하여 기준선 정렬을 수행하였다.

3. 특징 벡터

특징 벡터를 구성하기 위하여 fNIRS 기반 BCI에서 가

장 많이 특징으로 사용되는 특정 시간 구간의 채널 별 신호

평균을 특징으로 선택하였다. 신호 평균을 계산하기 위한 시

간 구간으로는 0−3, 3−6, 6−9 초 및 혈역학적 지연 시간을

고려하여 9−12, 12−15 초도 추가적으로 설정하였다. 즉, 5

개의 시간 구간에서 각 채널 별 산소 헤모글로빈 농도의 변

화(ΔHbO)와 환원 헤모글로빈 농도의 변화(ΔHbR)의 평균

값을 계산하였다. 따라서 특징 벡터의 차원은 [16개의 채널]

× [2종류의 fNIRS 신호] × [5개의 시간 구간] = 160이다

(P = 160). N = 60 이므로 특징 벡터의 차원은 데이터의 개

수보다 약 2.7배 크다.

4. Elastic net 기반 특징 선택

추출된 P = 160개의 특징 중에서 유의미한 특징을 선택

하기 위하여 embedded method 중에서 ridge 회귀와 lasso

회귀를 결합한 elastic net을 사용하였다. 이 방식은 ridge

회귀의 단점인 유의하지 않은 변수의 제거 기능 부재와

lasso 회귀의 단점인 큰 정보 손실에 의한 분류 정확도 저

하의 단점을 개선하는 방식이며, 각 특징끼리 상관 관계가

존재하는 데이터셋에 적용하기 유리하다. Elastic net은 식

(1)을 만족하는 회귀 계수 β와 β0를 찾는 방법이다[26,27].

arg (1)

xi와 yi는 각각 i번째 데이터에 해당하는 특징 벡터와 클

래스 레이블, α는 L1−규제와 L2−규제의 적용 비율을 조절

하는 모수(0 ≤ α ≤ 1)이다. α = 0이면 ridge 회귀, α = 1이면

lasso 회귀와 같아진다. λ는 음이 아닌 정규화 모수이며,

는 n차 노름(norm)을 나타낸다. 특징 선택을 위해 학습 데

이터 내에서 10−겹 교차 검증(k−fold cross validation)을

통하여 최소 교차 검증 평균 제곱 오차를 나타내는 특징들

을 선택하였다. 대체로 모수 α는 작을수록 L2−규제의 영향

이 커서(ridge) 선택되는 특징의 개수가 많아지고, α가 클

수록 L1−규제의 영향이 커서(lasso) 선택되는 특징의 개수

가 줄어든다. 따라서 본 연구는 모수 α의 값이 1에 가까워

질수록 선택되는 특징의 개수가 굉장히 적어지는 문제점을

고려하여 α = 0.001, 0.005, 0.01, 0.05, 0.1, 0.2 그리고

0.5까지만 적용하였다. λ선형 회귀 모델이 null이 되지 않

는 최댓값이 사용되었다.

5. Filter 및 wrapper 기반 특징 선택

Elastic net 기반 특징 선택 방법과의 특징 선택의 우수

성을 비교하기 위하여 filter method와 wrapper method를 각

각 한가지를 선정하였다. filter method로는 최근 fNIRS 연

구에서 사용된 mRMR 방법을 선정하였다[28]. Wrapper

method로는 목적 함수 값이 더 이상 감소하지 않을 때까

지 가장 적절한 특징을 순차적으로 하나씩 추가는 SFS를

선정하였다[29]. 본 연구에서 mRMR에 의하여 선택되는 특

징은 가장 적은 수의 특징이 선택되는 elastic net 모수

α = 0.05일 때 각 피험자에 해당하는 특징 개수만큼 선택하

였다. (예: 피험자 1은 160×12.5% = 20개의 특징을 선택).

SFS에 의하여 선택되는 특징은 선형 서포트 벡터 머신(linear

support vector machine; linear SVM)을 이용하였을 때

오분류율이 더 이상 감소하지 않을 때까지 특징의 개수를

증가시키면서 선택하였다.

6. 교차 검증

일반적으로, linear SVM과 선형 판별 분석(linear discriminant

analysis; LDA) 분류기가 빠른 계산 속도 및 높은 분류 성

능을 나타내므로 fNIRS 기반 BCI 연구에 가장 많이 사용

된다[30]. 이 중에서 LDA는 정규화 또는 특징 선택을 적용

하지 않으면 고차원 특징 벡터를 이용한 분류 시 굉장히 많은

분류 성능 저하가 발생하기 때문에 이러한 점이 두드러지게

나타나지 않는 linear SVM을 사용하였다. 분류기 학습 시

학습의 효율성 높이기 위하여 특징 벡터의 표준화를 수행하

였다. 일반화된 분류 정확도를 계산하기 위하여 leave-one-out

교차 검증(LOOCV)을 적용하였다. 피험자 당 60개의(정신

산술: 30개, 유휴 상태: 30 개) 데이터 샘플이 존재하기 때

문에 60번의 교차 검증이 진행되었고, 테스트 샘플에 대한

분류 정확도의 평균 정확도로 일반화된 분류 정확도를 계산

하였다. 그림 2는 본 연구에 적용된 LOOCV에 대한 설명을 나

타낸다.

7. 통계 분석

데이터 분포의 정규성을 검증하기 위하여 Anderson-

min
β β0,

1
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Darling 검정을 사용하였다[31]. 데이터 표본 간의 평균의

차이를 확인하기 위하여 Levene 등분산 검정 후, 분류 정

확도의 차이가 유의한 지 검증하기 위하여 일원배치 분산분

석(one-way ANOVA)을 적용하였다. 사후 분석(post-hoc

analysis)을 위하여 Tukey의 honestly significant difference

(HSD) 검정 및 Duncan의 검정을 이용하였다[32]. 통계 분

석은 MATLAB R2020a 및 SPSS 25(IBM, NY, USA)를 이

용하여 수행되었다.

III. 연구 결과

1. 혈역학적 응답

그림 3은 과제 수행에 의하여 유도된 task-related 혈역

학적 응답이 가장 잘 나타난 Ch15의 모든 피험자 평균이다. 정

신 산술을 수행할 경우, ΔHbO는 과제 수행 중 점차 감소

하며, 과제 수행이 끝난 지 약 1초 이후 최저점이 도달한다. 그

이후 계속 과제 간 휴식 상태이므로 ΔHbO는 기저 상태로

돌아온다. ΔHbR은 과제 수행 중 점차 증가하며, 과제 수행

이 끝난 지 약 1초 이후 최고점에 도달한다. 그 이후 과제 간

휴식 상태에 ΔHbR는 기저 상태로 돌아온다. ΔHbO와 ΔHbR

의 활성화 극성은 반대이며 ΔHbO 변화 폭은 ΔHbR의 변

화 폭보다 크다.

2. 특징 선택 및 분류 정확도

표 1은 특징 선택을 적용하지 않았을 때와 elastic net 기

반 특징 선택을 적용하였을 때 계산된 분류 정확도이다. 특징

선택을 적용하지 않고 P=160개의 특징을 모두 사용하여 분류

정확도를 계산하였을 시(표 1에 n/a로 표시됨), 80.1 ± 9.5%

(평균 ±표준 편차)의 분류 정확도를 얻을 수 있다. 모수

α= 0.01 또는 0.1일 경우 분류 정확도는 각각, 79.0 ± 10.3%과

77.6 ± 10.3%로 약간 낮은 수준이다. 하지만, 이외의 경우는 특

그림 2. 일반화된 분류 정확도를 계산하기 위한 LOOCV

Fig. 2. LOOCV for estimating generalized classification accuracy

그림 3. Ch15의 과제 관련 (a) 산소 헤모글로빈(ΔHbO)과 (b) 환원

헤모글로빈(ΔHbR) 농도 변화의 피험자 전체 평균. 음영은 과제 수

행 구간(0−10 초)를 나타냄

Fig. 3. Grand average of task-related (a) ΔHbO and (b)

ΔHbR in Ch15. Shades indicate a task period (0−10 s)
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징 선택을 적용하지 않을 경우와 분류 정확도 차이가 매우 미미

한 수준이다(평균 1% 차이 이내).

표 2는 모수 α의 변화에 따라서 특징이 선택된 평균 비

율을 나타낸다. P = 160개의 총 특징 개수를 기준으로 모수

α = 0.001인 경우, 약 153개(96.7%의 특징이 선택되었고,

모수 α의 값이 증가함에 따라서 131, 112, 64, 48, 36, 그

리고 26개의 특징 평균적으로 선택되었다. 예상한대로 α가

커질수록 lasso 회귀의 영향력이 증가하여 선택되는 특징의

개수가 감소하는 면을 보여준다.

IV. 고 찰

1. Elastic net 기반 특징 선택의 효용성

이전의 많은 연구에서 다양한 특징 선택 방법들을 fNIRS

기반 BCI 데이터셋에 적용하였다[33-35]. 특징 선택을 하

였을 때 분류 정확도 관점에서 최고의 효율을 나타내는지는

검증되지 않은 경우가 많이 있고, 최적의 특징 선택을 위한

알고리즘을 다른 연구에 적용하기도 쉽지 않다. 하지만 본

연구에서는 모수 α의 다양한 경우에 대하여 분류 정확도를

계산하였으며 분류 정확도의 차이가 크지 않다는 것을 확인

하였다. 표 3과 그림 4에 나와 있듯이 일원배치 분산분석

결과, 본 연구에서 고려한 모든 경우의 모수 α에 대하여 분

류 정확도의 유의한 차이가 발견되지 않았다(F = 0.140,

p = 0.995). 결과적으로, elastic net 기반 특징 선택 방법

을 적용하였을 때, 분류 정확도 측면에서 효과적인 특징이

올바르게 선택된다는 것을 알 수 있고, 고려된 모수 α값의

범위 내에서는 모수 α값의 변화에 분류 정확도가 큰 영향을 받

지 않는다는 사실을 유추할 수 있다. 이는 다른 fNIRS 데

이터셋에도 여러가지 고려사항 없이 적절한 수준의(극단적인 경

우를 제외한) α값을 사용하면 우수한 특징 선택 성능을 나

타낼 수 있다는 사실로 귀결될 수 있다. 즉, 본 연구의 분

석 결과는 elastic net 기반특징 선택의 실용적 효용성을 입

증한다.

2. 차원 축소

표 2에 나와 있듯이 모수 α값이 커질수록 선택되는 특징

의 비율은 95% 대에서 16% 대로 줄어들게 된다. 하지만,

분류 정확도의 차이는 없으므로(F = 0.140, p = 0.995) 매

표 1. Elastic net 모수 α의 변화에 따른 분류 정확도(단위: %)

Table 1. Classification accuracies according to parameter α in elastic net (unit: %)

Participant n/a*
0.001 0.005 0.01 0.05 0.1 0.2 0.5

1 80.0 80.0 83.3 80.0 80.0 76.7 81.7 86.7

2 83.3 83.3 83.3 85.0 85.0 78.3 78.3 81.7

3 75.0 75.0 73.3 71.7 75.0 65.0 66.7 78.3

4 93.3 93.3 91.7 91.7 95.0 91.7 93.3 93.3

5 68.3 70.0 70.0 70.0 71.7 73.3 70.0 71.7

6 83.3 83.3 85.0 83.3 81.7 83.3 81.7 80.0

7 63.3 63.3 63.3 63.3 65.0 61.7 63.3 66.7

8 76.7 78.3 75.0 78.3 85.0 83.3 86.7 85.0

9 80.0 80.0 76.7 76.7 75.0 70.0 73.3 71.7

10 73.3 71.7 66.7 65.0 65.0 61.7 71.7 76.7

11 81.7 80.0 81.7 80.0 78.3 76.7 75.0 78.3

12 86.7 86.7 85.0 80.0 85.0 83.3 83.3 76.7

13 63.3 63.3 63.3 66.7 61.7 63.3 75.0 71.7

14 95.0 95.0 95.0 95.0 95.0 95.0 93.3 88.3

15 78.3 78.3 78.3 80.0 80.0 83.3 85.0 85.0

16 96.7 96.7 95.0 93.3 95.0 91.7 93.3 95.0

17 83.3 81.7 81.7 83.3 86.7 81.7 75.0 73. 

18 80.0 80.0 78.3 78.3 75.0 76.7 78.3 80.0

Mean 80.1 80.0 79.3 79.0 79.7 77.6 79.2 80.0

Std 9.5 9.4 9.6 9.2 10.1 10.3 8.9 7.8

*Feature selection was not employed
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우 효율적으로 특징 선택이 이루어졌다는 사실을 알 수 있

다. 이는 기존의 filter method나 wrapper method로는 달

성하기 어려우며, 26개의 특징(전체 대비 약 16.1%만으로

달성한 의미 있는 결과이다. 유전 알고리즘 같은 경우, 최적

의 특징 선택을 위해서 매우 다양한 모수들의 상세한 초기

값 설정 및 최적 결과를 도출하기 위한 정교한 모수 미세

조정이 필요하는 등 기술적인 어려움이 존재한다. 더불어 차

원 축소 관점에서 큰 효과가 없는 경우도 있다. 하지만 본

연구에서 얻어진 결과는 elastic net의 중요한 모수 중 하

나인 α값의 변화만으로 분류 정확도의 희생 없이 차원 축

표 2. Elastic net 모수 α의 변화에 따라 특징이 선택된 평균 비율(단위: %)

Table 2. Average of feature selection ratio according to parameter α in elastic net(unit: %)

Participant n/a*
0.001 0.005 0.01 0.05 0.1 0.2 0.5

1 100 97.4 82.1 69.3 37.1 26.4 17.5 12.5

2 100 97.5 89.8 80.4 55.0 43.4 31.0 23.1

3 100 96.7 81.6 66.8 32.9 23.3 16.2 10.1

4 100 95.5 82.3 72.6 48.4 40.0 32.5 24.4

5 100 95.5 82.6 72.0 40.5 30.3 23.4 16.2

6 100 96.6 84.1 73.4 38.9 27.1 19.6 11.6

7 100 94.0 74.6 58.4 31.5 22.5 17.4 11.7

8 100 95.5 81.3 66.5 29.8 19.0 14.1 9.5

9 100 97.7 89.0 80.9 51.0 35.5 23.2 14.0

10 100 94.1 76.4 63.9 41.2 30.1 24.3 14.7

11 100 94.8 80.2 69.4 40.6 31.5 22.8 16.3

12 100 96.0 83.4 72.1 41.0 29.8 21.4 15.1

13 100 93.6 76.2 64.2 32.5 22.4 16.2 9.0

14 100 98.0 90.4 81.2 57.8 48.4 38.7 28.9

15 100 93.3 72.0 59.3 30.4 21.3 17.9 13.6

16 100 93.5 77.9 66.2 35.6 29.7 23.0 17.0

17 100 95.9 79.5 67.8 35.9 27.9 19.4 15.7

18 100 96.7 85.3 76.0 42.8 35.8 30.0 25.8

Mean 100 95.7 81.6 70.0 40.2 30.2 22.7 16.1

Std - 1.5 5.1 6.8 8.3 7.9 6.6 5.8

*Feature selection was not employed

표 3. 선택된 특징의 개수에 따른 분류 정확도 차이의 유의성을 확인하기 위한 일원배치 분산분석 결과표

Table 3. One-way ANOVA result table to test the significance of difference in classification accuracy according to the number

of selected features

ss df Mean Square F Significance

Between groups .009 7 .001 .140 .995

Within groups 1.196 136 .009

Total 1.205 143

표 4. 특징 선택 방법에 따른 분류 정확도 차이의 유의성을 확인하기 위한 일원배치 분산분석 결과표

Table 4. One-way ANOVA result table to test the significance of difference in classification accuracy according to the feature

selection method

ss df Mean Square F Significance

Between groups .085 3 .028 3.103 .032

Within groups .624 68 .009

Total .709 71
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소를 매우 효과적으로 달성할 수 있다. 따라서 elastic net

기반 특징 선택은 fNIRS 데이터셋에 매우 적합한 특징 선

택 방법이다.

3. 특징 선택 방법에 따른 분류 정확도 비교 분석

그림 5는 특징 선택 방법에 따른 평균 분류 정확도를 나

타낸다. 앞서 표 1에도 나와 있듯이 특징 선택을 하지 않을

경우 80.1 ± 9.5%, elastic net 기반 특징 선택을 적용할 경

우(α = 0.5, 80.0 ± 7.8%의 분류 정확도를 보여준다. SFS와

mRMR 기반 특징 선택을 적용할 경우 분류 정확도는 각각

73.3±12.0%와 73.0±8.5%이다. One-way ANOVA 분석 결과,

표 4와 같이 특징 선택 방법에 따른 분류 정확도의 유의한 차이

가 있음이 확인되었지만(F = 3.103, p = 0.032), 표 5와 같

이 Tukey HSD 사후 분석 결과 유의한 차이가 확인되지 않

았다. 하지만 표 6에 주어진 Duncan 사후 분석 결과 {모든 특

징 선택, elastic net}과 {SFS, mRMR}은 유의 수준 α= 0.05에

서 분류 정확도가 같은 동질적 부분 집합(homogenous subset)

인 subset 1과 subset 2로 구분되었다. 달리 말하면, 동일한

subset 내에서는 분류 정확도는 유의한 차이가 없고, subset 1

과 subset 2은 통계적으로 유의한 분류 정확도의 차이가 존

그림 4. 모수 α 값에 대한 분류 정확도 상자 그림

Fig. 4. Boxplot of classification accuracies according to

parameter α value 그림 5. 특징 선택 방법에 따른 분류 정확도 상자 그림

Fig. 5. Boxplot of classification accuracies according to

feature selection method

표 5. Tukey HSD사후 분석 결과표(이상치 포함)

Table 5. Tukey HSD post-hoc analysis result table (with outlier results)

Multiple Comparisons

Posthoc (A) Method (B) Method Mean Difference (A-B) Significance

Tukey HSD

No FSa

Elastic net 0.00 1.00

SFS 0.07 0.16

mRMR 0.07 0.13

Elastic net

No FSa 0.00 1.00

SFS 0.07 0.17

mRMR 0.07 0.13

SFS

No FSa -0.07 0.16

Elastic net -0.07 0.17

mRMR 0.00 1.00

mRMR

No FSa -0.07 0.13

Elastic net -0.07 0.13

SFS 0.00 1.00

aNo feature selection method was employed (i.e., all features were used)
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재한다.

Grubbs 검정을 이용해 분류 정확도 이상치(피험자 7 분류 정

확도)를 제거 후[36], One-way ANOVA 분석 결과, 특징

선택 방법에 따른 분류 정확도의 유의한 차이가 있음이 확

인되었고(p=0.020), Tukey HSD 사후 분석 결과 ‘모든 특징 선택

vs. mRMR(p = 0.055)’, ‘elastic net 적용 vs. mRMR 적

용(p= 0.071)’의 분류 정확도 사이에서 거의 유의한(marginally

significant) 분류 정확도 차이가 확인되었다(논문에 제시하

지는 않음). 종합하면, 통계적으로 다소 엄격하지는 않지만

분류 정확도 측면에서 elastic net은 mRMR과 SFS보다 우수

한 특징 선택 성능을 나타낸다고 할 수 있다.

4. 한계점 및 의의

Elastic net 특징 선택은 분류 정확도의 저하 없이 유의

미한 특징을 선택할 수 있다는 장점이 존재하지만, 특징 선

택을 통하여 분류 정확도의 향상을 이루기 어렵다는 문제점

이 있다. 즉, linear SVM 분류기를 사용하였을 경우, 고차

원 특징 벡터로 인한 분류 정확도 저하의 문제점이 두드러

지게 발생하지 않기 때문에 특징 선택 과정이 필요 없을 수

도 있다. 하지만 고차원의 특징 벡터는 linear SVM 이외

의 다양한 분류기의 적용시 분류 정확도 감소 등의 문제가

발생할 여지가 많다. 예를 들면, 특징 선택을 하지 않고 LDA

분류기 적용 시 평균 분류 정확도는 linear SVM 대비 약 7.5%

저하된다(자세한 결과는 주어지지 않음). 만약 linear SVM

이외의 더 적합한 분류 방법이 있다면 elastic net 특징 선

택은 고차원 특징 벡터로 인하여 발생하는 문제에 대한 좋은

해결책이 될 수 있다.

V. 결 론

본 연구에서는 embedded method 중 하나인 elastic net

특징 선택을 적용하여 fNIRS 기반 BCI 데이터셋의 분류 정확

도 계산 및 차원 축소 효용성에 대하여 알아보았다. 분석 결

과, 모수 α값의 변화만으로 분류 정확도의 저하 없이 고차

원의 특징 벡터의 차원 축소를 효율적으로 할 수 있었다. 따

라서 elastic net 기반 특징 선택은 fNIRS 기반 BCI 데이

터셋에 적용할 수 있는 우수한 특징 선택 방법이며 복잡한

초기값 설정 및 모수 미세 조정 없이 쉽게 적용할 수 있으

므로, 앞으로 연구에 계속 적용하여 fNIRS 기반 BCI의 성

능 향상을 도모할 수 있다.
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