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요  약

머신러닝은 인지심리, 뇌과학과 긴밀한 관계를 유지하며 함께 발전하고 있다. 본 논문은 OASIS-3 dataset을 머신

러닝 기법을 이용하여 분석하고, 이를 통해 치매를 예측하는 모델을 제안한다. OASIS-3 데이터 중 각 영역의 부피를 

수치화한 데이터들에 대해 PCA(Principal component analysis) 를 통한 차원 축소를 실행한 뒤, 중요한 요소(특징)들
만 추출 후 이에 대해 그래디언트 부스팅, 스태킹을 포함한 다양한 머신러닝 모델들을 적용, 각각의 성능을 비교한다. 
제안하는 기법은 기존 연구들과 달리 뇌 생체 데이터들은 물론 참가자의 성별 등의 기본 정보 데이터, 참여자의 의료 

정보 데이터를 사용했기에 차별성이 크다. 또한, 다양한 성능평가를 통해 제안하는 기법이 다양한 수치 데이터 중 치

매와 더 많은 관련성을 보이는 특징들을 찾아내어 치매를 더 잘 예측할 수 있는 모델임을 보였다.

ABSTRACT

Machine learning has a close relationship with cognitive psychology and brain science and is developing together. This 
paper analyzes the OASIS-3 dataset using machine learning techniques and proposes a model for predicting dementia. 
Dimensional reduction through PCA (Principal Component Analysis) is performed on the data quantifying the volume of 
each area among OASIS-3 data, and only important elements (features) are extracted and then various machine learning 
including gradient boosting and stacking Apply the models and compare the performance of each. Unlike previous studies, 
the proposed technique has a great differentiation because it uses not only the brain biometric data, but also basic 
information data such as the participant's gender and medical information data of the participant. In addition, it was 
shown that the proposed technique through various performance evaluations is a model that can better predict dementia 
by finding features that are more related to dementia among various numerical data.
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Ⅰ. 서  론 

1.1. 선행연구

머신러닝과 딥러닝의 발전은 다양한 분야에서 변화

와 발전을 이끌고 있다. 금융, 교육, 생산 등 수많은 분야

에서 머신러닝 기법을 활용하여 효율성을 추구하고자 

한다. 그리고 이러한 변화는 뇌과학 분야에서도 마찬가

지로 나타나고 있다. 인지심리, 뇌과학과 함께 발전한 

인공지능은 여전히 이들 분야와 긴밀한 관계를 맺고 있

다. 그리고 이로부터 발달된 기술들은 의료 및 헬스케어 

영역에도 적용되고 있다.
본 연구는 이러한 동향에 따라 그레디언트 부스팅 기

법을 적용하여 OASIS-3 dataset을 분석하고 치매를 예

측하는 모델을 만들고자 한다.
치매란 점차적으로 기억이 손실되고 관련 인지 기능

들이 악화되는 증상을 말하는 것으로, 치매의 가장 흔한 

형태가 알츠하이머 병으로 인한 치매이다. 치매는 아밀

로이드반(amyloid plauque), 신경섬유 다발(neurofibrillary 
tangles) 등 다양한 지표를 가지는데 뇌 조직(brain 
tissue)의 부피 역시 치매와 관련되어 있다[1] 

MRI 데이터에 머신러닝 기법을 적용하여 치매를 분석

하고 예측하는 연구들은 크게 두 가지로 나뉜다. 뇌영상 

데이터 자체를 분석하거나 영상 데이터로부터 얻을 수 있

는 정보를 수치화한 데이터들을 분석하는 방식이다.
Chunfeng Lian 등의 연구(2020)에서는 기존의 딥러

닝을 적용한 뇌영상 데이터 연구들이 질병과 관련된 뇌

의 하위 부분을 미리 상정하고, 그 부분에 대해서만 분

석을 진행하는 것을 지적한다. 이에 이 연구에서는 뇌 

전반의 sMRI 영상에서 치매와 연관되어 있는 부분을 찾

는 과정을 자동화하는 것부터 시작한다. 합성공 신경망

(CNN)을 통해 뇌 전반에서 특수한 부분에 대한 정보를 

얻은 후, 그 부분에 대한 지역 데이터를 분석하기 위해 

각 부분별로 patch-level sub networks를 형성하여 

H-FCN(계층적 완전 합성곱신경망)을 적용한다. 이후 

다른 딥러닝 방법론들과의 비교에서 치매 진단에 대해 

더 나은 성능을 관찰할 수 있었다. patch location 설정 

방법 등을 개선하면 더욱 더 정밀한 분석이 가능할 것이

라 예상된다.[2]
Young-Beom Lee 등의 연구(2019)에서는 기존의 연

구들이 시간의 경과에 따른 뇌 상태 변화에만 관심을 가

질 뿐, 뇌상태(brain-states) 전환 자체에 대해서는 관심

을 가지지 않음을 지적하며, 이를 기반으로 한 뇌의 역

동적 기능 네트워크 분석 모듈을 만드는 것을 시도한다. 
먼저, 모든 ROI(Region of Interest)간의 피어슨 상관계

수를 계산하여 기능적 상관 행렬을 만든다.

(1)

모든 상관행렬들은 뇌상태 클러스터링에 사용되어진

다. 이때 BIC(Baysian Information Criteria) 점수를 이용

하여 계속해서 데이터셋을 나눌 것인지, 그만 나눌 것인

지를 매 단계마다 결정한다.

(2)

초기화 문제를 해결하기 위해 k-means++ algorithm
을 사용하여 최초의 중심은 랜덤으로, 그리고 그 중심으

로부터의 거리를 기반으로 다음 중심을 선택한다.
이후 여러 단계의 타당화 과정을 거쳐 모델의 타당성

을 검증한다. 그리고 이 모델을 통해 휴지기 동안의 디

폴트 모드 네트워크(Defaul Mode Network, DMN)에서 

적은 상관이 발생하는 것을 기반으로 치매 환자를 식별

해낸다.[3]
Seong-Eun Ryu 등의 연구(2020)에서는 위와 같은 영

상 데이터 분석이 가지는 시간적 측면 등에서의 한계를 

지적하며, 이 데이터들로부터 추출한 수치화된 데이터

를 분석하는 방법을 제시하였고, 그 방법으로 그래디언

트 부스팅 모델을 차용한 XGboost 모델과 하이퍼 파라

미터 최적화를 사용하였다. 이후 결정 트리, 랜덤 포레

스트, SVM, k-NN 모델과 비교하여 XGboost 모델의 성

능이 우수함을 확인하였다.[4]
Sebastian 등의 연구(2020)에서는 딥러닝 기법을 이

용하여 OASIS-3 데이터셋의 이미지 데이터와 수치화

된 데이터 둘 다를 분석하였으며, 이 둘을 합치는 하이

브리드 분류 역시 시도하였다. 정확도는 하이브리드 분

류기가 가장 높았으며, 약 1% 차이로 수치 분류기가 다

음으로 높은 정확도를 보였다.[5] 

1.2. 연구 동향

최근의 연구 동향은 MRI 뇌영상 데이터에 기계학습

을 접목시켜 나가는 것에 있음을 알 수 있다. 또한 모든 
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연구의 기반에는 뇌의 기능적 국재화를 전제하고 있어, 
뇌의 각 부분과 그들 간의 상호작용이 치매라는 현상과 

어떤 관련을 맺는지를 탐구하는 것이 연구 동향임을 알 

수 있다.
또한 선행연구는 이미지 자체에 대한 분석뿐만 아니

라 그 이미지에서 추출된 수치화된 자료들을 대상으로 

한 기계학습 역시 분석에 드는 시간적 비용 등과 최종 

모델의 성능을 고려했을 때 유용한 방법이 될 수 있음을 

시사한다. 특히 이 방법의 경우 기존의 이미지 데이터 

중심 분석 방법과 달리 실험 참가자의 나이, 교육 수준 

등 생물학적 뇌 이외의 요소들 역시 고려할 수 있어 더

욱 더 많은 변수를 반영할 수 있다. 딥러닝 기법을 적용

하였을 때는 수치화된 데이터 분류기가 이미지 데이터 

분류기보다 더 좋은 성능을 나타내기도 하였다. 표. 1은 

기존연구들의 연구 동향을 분석한 표이다.
이에 본 연구 역시 수치화된 자료들을 대상으로 한 모

델 개발을 하고자 한다. 하지만 기존의 그레디언트 부스

팅 기법을 적용한 치매 데이터 연구는 OASIS dataset의 

1, 2 버전만 사용하였으며, 연구의 한계점으로 데이터셋 

부족을 지적하였다. OASIS dataset 3의 경우, OASIS 

daset 1,2 버전을 합친 데이터 수보다 더 많은 데이터셋

을 가지고 있어 이 문제를 해결할 수 있을 것으로 기대

한다.
또한 기존의 수치화된 OASIS 데이터셋 대상 연구는 

7개의 독립변수 중 3개만이 MRI 데이터셋에서 추출된 

뇌의 부피 특성이고 나머지는 교육, 나이, 사회경제적 

지위, 성별로 뇌조직 특성에 비교적 덜 주목하였다. 본 

연구는 MRI 데이터셋에서 추출된 뇌조직 특성에 대한 

분석을 늘림으로써 이들을 기반으로 한 치매 예측 모델

을 만들고자 한다.
마지막으로 기존 연구의 경우 치매예측 모델을 만들

기 위해 XGBoost 모델을 사용하거나 CNN을 사용하였

다. 본 연구에서는 다른 질병 예측에 있어서 좋은 성능을 

보였던 앙상블 모델 중 하나인 stacking을 적용시킨다.
또한 이전 연구에서 수치 기반 딥러닝 모델이 좋은 성

능을 냈던 것에 착안하여, 딥러닝 모델 역시 사용한 후 

최종적으로 voting 모델을 통해 치매 예측 모델의 성능

을 향상시킬 수 있는 방향을 제안하고자 한다.
따라서 본 연구는 그림. 1과 같이 뇌영상 데이터가 아

닌 이를 수치화한 데이터를 이용하여 뇌 조직 기반 치매 

Table. 1 Comparison table of the previous work
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예측 모델을 만드는 데 기여한다. 특히 기존에 적용되지 

않은 stacking 모델을 통해 치매 예측의 정확도를 높이

는 데 기여하며, 뿐만 아니라 XGBoost와 CNN 모델과

의 결합을 통해 모델의 성능을 높인다. 또한 보다 다양

한 뇌 조직 특성들을 고려함으로써 이들 중 어떤 조직이 

치매 예측에 큰 부분을 차지하는지 역시 파악하였다.
본 논문은 다음과 같이 구성된다. 먼저, 제 II 장에서

는 연구에서 사용된 알고리즘들에 대한 설명을 한다. 제 

III장에서는 모델 훈련 및 예측, 모델의 성능 비교를 진

행하며, V장에서는 결론 및 의의, 한계를 언급한다.

Ⅱ. 분석 알고리즘

2.1. 데이터 전처리

2.1.1. PCA(주성분분석)
OASIS-3 dataset의 freesurfers 데이터 같은 경우 뇌의 

각 부분의 부피에 대한 정보를 포함하고 있기 때문에 한 

사람의 데이터가 고차원이다. 따라서, 이들 특성 중 데

이터를 설명하는 데 얼마나 중요하냐에 따라 일부만 선

택함으로써 차원을 축소시킬 필요가 있다. 
PCA는 특성들이 통계적으로 상관관계가 없도록 데

이터셋을 회전시키는 기술이다. 먼저, 분산되어 있는 데

이터들에서 분산이 가장 큰 방향을 찾는다. 이 방향이 

데이터에서 가장 많은 정보를 담고 있는 방향이다. 즉, 
특성들의 상관관계가 가장 큰 방향이다. 그리고 나서, 
앞서 찾은 방향과 직각인 방향 중에서 가장 많은 정보를 

담은 방향을 찾는다. 이와 같은 일련의 과정을 거쳐 찾

은 방향을 데이터에 있는 주된 분산의 방향이라고 해서 

그림. 2와 같이 주성분이라고 한다. 일반적으로 원본 특

성 개수만큼 주성분이 있다. 이후 데이터에서 평균을 빼

서 중심을 원점에 맞춘 후, 앞에서 구한 주성분 1, 2 (i.e., 
PC1, PC2 in 그림. 2) 를 x축과 y축에 나란하도록 회전

시킨다. 회전시킨 상태에서 가장 유용한 방향을 찾아 그

에 해당하는 주성분만 유지시키면 차원을 감소시킬 수 

있다. 마지막으로 데이터에 다시 평균을 더해 반대로 회

전시킴으로써 데이터들이 원래의 특성공간에 놓여 있

지만 첫 번째 주성분의 정보만 담고 있도록 한다.[6]

Fig. 2 PCA (Principal Component Analysis) example

2.2. 기계학습 모델

2.2.1. 부스팅

부스팅은 여러 개의 약한 모델을 묶어 강한 모델로 만

드는 앙상블 방식의 모델로, 이전 예측기의 오차를 보완

하는 방식으로 순차적으로 모델을 훈련시킨다. 현재까

지 가장 있기있는 모델은 AdaBoost와 그래디언트 부스

팅이다.[7]

2.2.2. 그래디언트 부스팅

그래디언트 부스팅은 예측기의 오차를 보완시키는 

방식이지만, 새로운 예측기(predictor)를 이전의 예측기

에 의해 만들어진 잔차(residual error)에 맞춰 훈련시킨

다.[7]
즉, 원래 값()와 예측값의 오차를 최소화할 수 있는 

함수 f(x)에 대한 추정값을 갖는 것이다.

(3)

그래디언트 부스팅의 종류에는 XGBoost, LightGBM, 

Fig. 1 The proposed scheme
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CatBoost 세 가지가 있다. 
XGBoost는 트리 부스팅의 확장 가능한 머신러닝 시

스템으로 다양한 분야의 데이터 분석에서 그 성능을 입

증한 바 있다. 새로운 규제를 적용한 손실 함수를 통해 

모델의 복잡도를 조절한다. 

(4)

또한 전역 변수와 지역 변수를 사용하여 트리를 나누

는 Approximate Algorithm을 도입하였으며, weighted 
quantile sketch를 통해 같지 않은 가중치 데이터 구조들

도 다를 수 있다.[8]

2.2.3. 스택(Stacking)
Stacking은 하나의 앙상블 내에 있는 모든 예측기의 

예측들을 집합시키는 앙상블 모델이다. 훈련 데이터 셋

을 두 개의 데이터셋으로 나눈 후 첫 번째 데이터셋이 

첫 번째 레이어에서 예측기들을 훈련시키는 데 사용된

다. 그리고 그 예측기들이 두 번째 데이터셋에 대해 예

측하는 데 사용된다. 이 과정을 통해 세 개의 예측값이 

나오게 되고 이들을 입력 특성으로 사용하는 새로운 하

나의 훈련 데이터 셋을 만든다. 블렌더(blender)는 이 새

로운 훈련 세트에 대해 훈련되어 예측을 수행한다. 여기

서 블렌더를 훈련시키는 방법은 선형 회귀, 랜덤 포레스

트 회귀 등으로 다양하다.[7]

Ⅲ. 연구 방법

본 연구는 OASIS-3[9]의 FreeSurfers 데이터를 대상

으로 한다. 다양한 수치 데이터 중 치매와 더 많은 관련

성을 보이는 특징들을 찾아내어 치매를 더 잘 예측할 수 

있는 모델을 제시하는 것을 목표로 하며, 모델은

stacking 모델을 기반으로 한다.

3.1. 데이터설명

본 연구의 연구 대상은 OASIS-3 데이터셋이다. OASIS-3
는 30년동안 1000명 이상의 42-95세 사람들을 대상으로 

수집한 뇌영상데이터, 치매 판정 등에 대한 정보들을 가

지고 있는 종단 연구 데이터셋이다. 이 중 609명은 인지

적으로 정상인 사람이고, 489명은 인지 능력 감소의 다

양한 단계에 있는 사람들이다.[10] BOLD, PET 등 다양

한 자료들이 수집되어 있지만 본 연구에서는 이 중 일부

를 사용한다. 사용하는 데이터로는 뇌의 각 영역의 부피

를 숫자로 제공하는 Freesurfer 처리를 거친 데이터들과 

참가자의 성별 등의 기본 정보를 가지고 있는 데이터, 
참여자의 의료 정보가 포함되어 있는 데이터를 사용한다.

부피를 측정한 데이터(freesurfers_a)는 총 2047개이

다. 총 10개의 특성이 있으며, 내용은 표 2와 같다.
ADRC 데이터셋은 피험자의 나이(ageAtEntry) 및 CDR 

(Clinical Dementia Rating) 등의 데이터를 가지고 있다. 
CDR은 6개의 영역을 기반으로 치매의 심각성을 5단계

로 분류한다. 본 연구는 CDR을 종속변수로 삼고 연구를 

진행한다. 

3.2. 데이터 전처리

3.2.1. 데이터셋 별 키(key)값 설정 및 중복 데이터 처리

2개 데이터셋으로 분산되어 있는 데이터들을 합쳐야

만 한 사람에 대한 온전한 특성 및 라벨을 얻을 수 있으

므로 이들 데이터를 연결시킬만한 키(key)값을 마련하

고자 하였다.
확인 결과 ADRC와 freesurfers_a는 같은 참가자에 대

해서 서로 다른 개수의 데이터를 가지고 있고 코드의 일

부를 다르게 지정해놓았기 때문에 1대 1 매칭이 불가능

하였다.
데이터 합치기를 가능하게 하기 위해 표. 3과 같이 

freesurfers_a의 label을 이용하여 새로운 Subject열을 만

들었다. 이는 “OAS30296_Freesurfer53_d0069”를 슬라

이싱하여 “OAS30296"만 추출한 데이터이다. 
이렇게 생성된 subject를 기반으로 중복되는 데이터

셋이 있는지 확인 한 결과 모든 데이터셋에서 중복데이

터가 발견되었다. 이는 OASIS-3가 종단 연구 데이터셋

이기 때문에 발생한 현상인 것으로 추정된다. 하지만 중

복 데이터의 수를 보았을 때 한 개인에 대해 여러 번 연

구가 이루어진 시계열 데이터가 많지 않아 시계열 분석

을 하기에는 적절하지 않았다. 이에 freesurfers_a데이터

셋에서 여러 개의 데이터들을 가지고 있는 참여자의 데

이터는 각 열별로 평균을 구하여 한 개인에 대한 여러 

데이터셋을 하나로 요약하였다. ADRC데이터셋에 대

해서는 환자의 cdr 중 최댓값만 저장하였다.



한국정보통신학회논문지 Vol. 25, No. 12: 1729-1738, Dec. 2021

1734

이후 Subject를 기준으로 ADRC와 freesurfers_a 데이

터셋을 합쳐 free_ADRC 통합 데이터셋을 만들었다. 데
이터의 총 개수는 1053개이다.

Table. 2 freesurfers_a feature[11]

feature meaning
IntraCranialVol Intracranial volume

lhCortexVol Left hemisphere cortical gray 
matter volume

rhCortexVol Right hemisphere cortical gray 
matter volume

CortexVol Total cortical gray matter volume
SubCortGrayVol Subcortical gray matter volume

TotalGrayVol Total gray matter volume
SupraTentorialVol Supratentorial volume

lhCorticalWhiteMatterVol Left hemisphere cerebral white 
matter volume

rhCorticalWhiteMatterVol Right hemisphere cerebral white 
matter volume

CorticalWhiteMatterVol Cortical white matter volume

3.2.2. MaxAbsScaler
MaxAbsScaler는 각 특성을 그것의 최대 절대값을 이

용하여 스케일링한다. 학습 세트에 있는 각 특성의 최대 

절대값이 1.0이 되도록 각 특성을 개별적으로 확장하고 

변환한다. [12] OASIS-3 dataset의 경우 데이터들의 값

의 범위가 다양하고, 단위 역시 다양하기 때문에 이를 

분석하기 위해서는 데이터의 스케일을 조정해주는 전

처리 과정이 필요하다.

3.2.3. 종속 변수 범위 조정

종속 변수인 cdr열의 데이터는 0, 0.5, 1, 2, 3으로 이

루어져 있다. 이 데이터를 조정하여 이진분류와 다중분

류를 시도하였다. 먼저, 5개의 cdr 중 0.5, 1, 2, 3을 치매

인 경우(1)로 분류하고, 0을 치매가 아닌 경우(0)로 분류

하여 이진 분류를 진행하였다. 이때 치매가 아닌 데이터

의 수는 597개, 치매인 데이터의 수는 456개였다. 또한 5
개의 cdr 중 0을 치매가 아닌 경우(0), 0.5와 1을 경미한 

치매(1)로, 2와 3을 심각한 치매(2)로 분류하여 다중 분

류 역시 진행하였다. 

3.3. 특성 선택 및 차원 축소

이진 분류 데이터셋에 PCA 기법을 적용한 결과는 다

음과 같다.

Table. 3 binary information
feature correlation

IntraCranialVol 0.1583991
lhCortexVol -0.2407656
rhCortexVol -0.2273136
CortexVol -0.2351318
SubCortGrayVol 0.02707923
TotalGrayVol -0.281778
SupraTentorialVol -0.116289
lhCorticalWhiteMatterVol -0.152017
rhCorticalWhiteMatterVol -0.1428969
CorticalWhiteMatterVol -0.1479038
ageAtEntry 0.3770175

스크리 도표에서 급격히 경사가 완만해지는 부분인 2
개이지만, 본 연구에서는 2개부터 5개의 특성을 선택하

여 분석하고자 한다.
특성을 선택하기 위해 특성별로 cdr과의 상관분석을 

실시하였다. 범주형 데이터인 cdr과 연속형 데이터인 다

른 특성들 사이의 상관을 분석하기 위해 점이연 상관계

수를 구하였고 그 결과는 그림. 3과 같다. 

Fig. 3 Performance evaluation (i.e., binary scree plot)

이 중 표. 4와 같이 상관계수의 절댓값이 0.2이상인 

특성들만 선택하여 cdr열과 함께 최종 free_ADRC데이

터셋을 구성하고 이진분류를 진행하였다.
다중 분류 데이터셋에 대해서도 마찬가지로 차원축

소를 위해 PCA기법을 적용하였고, 특성선택을 위해 상

관분석을 실시하였다. 그 결과는 그림. 4와 같다.
이진분류 때와 마찬가지로 2개에서 5개의 특성을 선

택하기로 결정하였다.
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Table. 4 multi information
feature correlation

IntraCranialVol 0.1966606 
lhCortexVol -0.3082692
rhCortexVol -0.2862152
CortexVol -0.298732
SubCortGrayVol 0.03509553
TotalGrayVol -0.2762138
SupraTentorialVol -0.1380928
lhCorticalWhiteMatterVol -0.1729749
rhCorticalWhiteMatterVol -0.1550583
CorticalWhiteMatterVol -0.1645107
ageAtEntry 0.4048147

Fig. 4 Performance evaluation (i.e., multi scree plot)

상관계수의 절대값이 0.2 이상인 특성들을 선택하고 

이진분류 데이터셋을 대상으로 한 특성선택과 비교해

보았을 때, 선택된 특성들에는 차이가 없지만, 다중 분

류 데이터셋에서 종속변수인 cdr과 특성들 사이의 상관

이 전반적으로 더 높은 양상을 보임을 알 수 있다.

3.4. 모델 생성

모델은 크게 세 부분으로 나누어진다.

3.4.1. Random Forest
랜덤 포레스트는 결정트리 여러 개로 만든 앙상블 모

델로, 노드를 나눌 때 최고의 feature를 찾는 대신 랜덤

으로 구성된 feature들의 하위 세트 사이에서 최고의 

feature를 찾는다.
각 트리에서 노드를 결정할 때 설명변수의 후보 수를 

결정하는 mtry 파라미터, 트리의 개수를 설정하는 ntree 

파라미터, 노드의 수를 결정하는 nodesize 파라미터는 

GridSearchCV 방식을 통하여 최적화된 파라미터를 찾

았다.

Algorithm 1 Training an Random Forest
Require : Train data consisting of X and y

X <- preprocessed feature(except for second preprocessing)
y <- label(4 classes)

library(caret)
para <- expand.grid(nodesize range, mtry range, ntree 
range)
fit.method <- train(formula, data, method, tuneGrid)

#with refind parameter
library(randomForest)
classifier　<- randomForest(formula, nodesize, mtry, ntree, 
data)

3.4.2. 서포트 벡터 머신(SVM)
서포트 벡터 머신은 앞서 전처리 과정을 모두 거친 

free_ADRC 데이터셋을 입력받아 훈련시켰다. 이때 커

널을 rbf로 설정함으로써 비선형 데이터셋에 대해서도 

분류할 수 있도록 하였다.

Algorithm 2 Training a SVM
Require : Train data consisting of X and y.

X <- preprocessed feature
y <- label(4 classes)

library(kernlab)

kernel = "rbf", type = "spoc-svc"
classifier <- svm(formula, data, type, kernel)

3.4.3. KNN
kNN은 새로 들어온 데이터에 대해서 훈련 데이터셋

에서 가장 가까운 데이터 포인트를 찾는 알고리즘이다.
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Algorithm 3 Training a knn
Require : Train data consisting of X and y 

X <- preprocessed feature
y <- label(4 classes)

library(class)

#k = square root of the number of observations

y_pred <- knn(X_train, X_test, train_formula(y_train), 
k)

3.4.4. XGBoost

Algorithm 4 Training an XGBoost
Require : Train data consisting of X and y 

X <- preprocessed feature
y <- label(4 classes)

library(xgboost)

train_matrix <- xgb.DMatrix(X_train, y_train)
test_matrix <- xgb.DMatrix(X_test, y_test)

classifer <- xgb.train(params, train_matrix, nrounds)

3.4.5. Stacking
Stacking은 약한 모델 여러 개를 합쳐 만드는 앙상블 

기법 중 하나로, 이 과제에서는 랜덤 포레스트, SVM, 
kNN 모델들을 쌓아 만들었다. 

Ⅳ. 실험 및 결과

4.1. 모델 학습 데이터 및 평가 지표 

모델 학습에 사용한 데이터셋은 앞선 4개의 데이터

셋에서 일부 특성들만 추출하고 통합하여 만든 데이터

셋이다. 지도학습을 위해 free_ASEG 데이터셋을, 비지

도학습을 위해 freesurfers_b 데이터셋을 사용한다. 

평가 지표는 Accuracy와 f1-score를 사용한다. Accuracy
의 계산 방법은 표. 5와 같다.

Table. 5 Metrics

True False
True TP FP
False FN TN

(5)

f1-score는 회상률(recall)과 정밀도(precision)의 조화 

평균이다.

(6)

4.2. 모델 학습 

앞서 상관관계 분석까지 마친 free_ADRC 데이터셋

을 이용해 Stacking 모델, XGBoost 모델, DNN 모델을 

훈련시켰다. Stacking을 위해 Randomforest, SVM, 
KNN이 사용되었다.

4.3. 모델 학습 결과

먼저, 데이터셋의 밸런스를 조정하지 않고 훈련시킨 

결과는 표. 6과 같다.

Table. 6 Results per each model(1)
Model Accuracy

Stacking 0.77251
XGB 0.77251
DNN 0.63507

Voting 0.76777

Table. 7 Results per each model(2)

Model Accuracy
Stacking 0.74347

XGB 0.72173
DNN 0.66956

Voting 0.71739

다음으로 ADASYN을 통해 데이터의 밸런스를 조정

한 후 훈련시킨 결과는 표. 7과 같다.
마지막으로 SMOTE를 통해 데이터 밸런스를 조정한 
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후 훈련시킨 결과는 표. 8과 같다.

Table. 8 Results per each model(3)
Model Accuracy

Stacking 0.78246
XGB 0.76150
DNN 0.66527

Voting 0.75732

따라서, 최종 voting 모델의 성능을 비교하여 보았을 

때, 데이터 밸런스를 조정하지 않고 모델을 훈련시키는 

것이 성능이 가장 좋음을 알 수 있다. 이는 이진 데이터

로 데이터셋을 변환시킴에 따라 데이터 간 개수 차이가 

별로 나지 않게 되어 나타난 결과로 보인다.

Ⅴ. 결 론

머신러닝은 인지심리, 뇌과학과 긴밀한 관계를 유지

하며 함께 발전하고 있으며 의료 및 헬스케어에 적용되

어 최종적으로 삶의 질 향상에 기여하고 있다. 이러한 

동향에 따라 본 논문은 OASIS-3 dataset을 머신러닝 기

법을 이용하여 다양한 모델로 분석하고, 이를 통해 치매

를 예측하는 모델을 제안했다. 특히, OASIS-3 데이터 

중 각 영역의 부피를 수치화한 데이터들에 대해 PCA를 

통한 차원 축소를 실행한 뒤, 이에 대해 그래디언트 부

스팅, 스태킹을 포함한 다양한 머신러닝 모델들을 적용, 
각각의 성능을 비교했다.
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