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1. 서  론

스마트폰이 널리 보급되고 손쉽게 영상을 획득할 수

있는 환경이 갖추어짐에 따라 Leaf Snap, Pl@ntNet,

Folia 등 식물을 식별하는데 도움을 주는 스마트폰 

앱에 대한 관심이 증대되고 있다. 컴퓨터비전 분야에

서도 지난 10여 년간 영상 인식 기술을 활용하여 식

물들을 자동으로 식별하기 위한 연구가 꾸준히 이루

어져 왔다[1]. 꽃과 잎은 식물을 식별할 수 있는 중요

한 시각적 정보로 널리 이용되어 왔다. 본 논문은 나

무의 껍질(수피)에 나타난 텍스처 정보를 이용하여 

나무의 종류(수종)를 식별하기 위한 연구이다. 수피

는 열매나 꽃에 비하여 계절에 무관하게 관찰이 가능

하고 꽃이나 잎에 비하여 상대적으로 장기간 시각적 

형태가 변하지 않는 장점이 있다[2]. 그리고 수피에

서 추출한 특징은 꽃이나 잎, 열매 등에서 추출한 정

보와 결합하여 수종 인식의 정확도를 향상시킬 수 

있는 정보를 제공한다[3,4].

수피를 식별하기 위한 시각적 특징은 색상이나 형

태보다는 텍스처를 통해 이루어져 왔다. L. J. Blaanco

외[5]는 텍스처의 특징을 효과적으로 나타내는 것으

로 알려진 국소이진패턴(Local Binary Pattern, LBP)

[6] 히스토그램을 이용하여 수피의 특징을 추출하고 

최소자승 지지벡터머신(LSSVM) 분류기를 사용하

여 수피를 인식하는 방법을 제안하였다. M. Sule 외

[7]는 중심 화소에서 반경이 R인 이웃 화소 P개에 

대한 LBP를  로 나타냈을 때,  을 

  ∈   로 확장한 c개의  을 
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연결한 다중스케일 기술자(multi-scale descriptor)

를 제안하였다. 다중스케일 기술자는 특징을 추출하

기 위한 영역의 크기를 달리하는 것으로 c는 스케일

의 개수를 의미한다. 다양한 스케일로 획득된 수피의 

텍스처를 효과적으로 기술하기 위하여 S. Boudra 외

[8]는 다중해상도 LBP, 다중블럭 LBP, LBP 필터링,

피라미드 기반의 LBP를 제안하였고, 이중에서 가우

시안 저주파 필터를 이용한 LBP 필터링 방식이 수피 

인식에 가장 좋은 성능을 나타내었다. 그리고 후속 

연구[9]에서 LBP에 따른 이웃 화소의 밝기 값에 대

한 개의 스케일에 대한 통계적 정보(평균값, 중앙

값, 최소값, 최대값, 분산값)로 매크로 패턴을 인코딩

하는 방식을 제안하였다. T. Le-Viet 외[10]는 화소 

값 기반의 전통적인 LBP와 화소의 밝기 변화를 나타

내는 그레이디언트(gradient)의 방향과 크기 값을 이

용한 LBP 히스토그램을 결합한 방식을 제안하였다.

이와 같이 수피의 텍스처 특징을 기술하기 위한 

LBP 기반의 다양한 연구가 수행되었으나 수종 인식 

성능은 크게 향상되지 않았다. 이러한 인식 성능의 

한계를 극복하기 위한 방안으로 심층 합성곱 신경망

(DCNN)을 이용한 특징 추출 방식이 부상하고 있다.

P. Barre 외[11]는 2개의 합성곱 레이어와 최대풀링 

레이어로 구성된 모듈을 전반부에 5개 배치하고 후

반부에 합성곱 레이어, 최대풀링 레이어, 그리고 3개

의 완전연결 레이어로 구성한 LeafNet이라는 DCNN

을 식물 잎 인식에 적용하였다. Y. Park 외[12]는 입

력 데이터에 대한 합성곱 후 3단계의 밀집블록과 그 

사이의 합성곱과 풀링과정으로 구성된 수정된 Dense

Net을 이용하여 잎을 분류하였다. S. Lee 외[13]는 

ILSVRC(ImageNet Large-Scale Visual Recogni-

tion Challenge) 데이터세트로 학습된 AlexNet을 이

용하여 특징을 추출하고 최종 단계인 완전연결 레이

어를 인식 대상의 클래스에 맞게 변경한 후 미세조정

에 의해 우수한 인식 성능을 보고하였다. 최근에 들어

서야 나무를 식별하기 위한 용도로 DCNN을 적용한 

연구들이 발표되고 있다. M. Hu 외[14]는 AlexNet,

VggNet16, InceptionV3를 이용한 전이학습을 통해 

10종의 나무, 1,593개의 나무 영상에 대하여 최대 93.75

%의 인식 성능을 얻었다. M. Carpentier 외[15]는 

DCNN의 깊이가 늘어나면서 나타나는 오류를 최소

화하기 위한 바로가기 연결(shortcut connection)에 

의한 잔여학습(residual learning) 구조를 갖는 Res

Net18과 ResNet34의 전이학습을 통해 수피 인식을 

수행하였는데 신경망의 깊이에 따른 인식 성능의 차

이는 1% 정도로 그다지 크지 않았다. M. Kim[16]은 

모델의 크기가 작아 모바일이나 임베디드 비전 응용

에 적합한 MobileNet을 이용하여 기존의 LBP 기반

의 특징 추출 방식보다 우수한 인식 성능을 얻었다.

DCNN을 적용하여 수종을 인식하기 위해서는 수

피 영상 데이터의 확보가 필수적이나 깊은 신경망을 

학습시키는데 충분한 다량의 데이터를 확보하는 것

은 쉬운 일이 아니다. 따라서 본 연구에서는 ImageNet

[17] 데이터세트로 사전 학습된 상용 DCNN 모델들

을 대상으로 수피의 특징을 추출하는데 적합한 모델

을 탐색하고, 해당 모델을 이용하여 수피의 특징을 

추출한 후 다층 퍼셉트론을 이용하여 수종을 인식하

는 접근 방식을 택하였다. 일반적으로 DCNN 모델의 

깊이가 깊을수록 일반화 능력이 우수한 것으로 알려

져 있으나, 수피에 나타난 특징이 ImageNet 데이터

세트에 나타나는 사람, 동물, 가구 등에 나타나는 특

징과는 달리 단순한 텍스처가 주된 특징임을 감안할 

때 어떤 상용 DCNN 모델이 수피를 식별하는데 효과

적인지 파악할 필요가 있다. 또한 DCNN 모델에 존

재하는 여러 레이어들의 출력 중에서 수피 식별에 

최적화된 특징 벡터를 선택하는 것이 필요하다.

본 논문의 구성은 다음과 같다. 2장에서는 DCNN

모델의 기본 구조와 탐색 대상이 되는 상용 DCNN

모델의 특성에 대하여 살펴본다. 3장에서는 DCNN

모델을 이용하여 수피 영상으로부터 특징을 추출하

고 다층 퍼셉트론을 통해 수종을 인식하는 방법을 

기술한다. 4장에서는 수피의 특징 추출에 적합한 

DCNN 모델과 출력 레이어를 탐색하기 위한 실험 

방법 및 결과를 제시한다. 끝으로 5장에서 결론 및 

향후 과제에 대하여 논의한다.

2. DCNN 모델

본 장에서는 DCNN을 구성하는 기본 요소들과 상

용 DCNN 모델들의 특징에 대하여 살펴본다. 본 연구

에서는 수피 영상에서 추출되는 텍스처가 저차원 특

징임을 고려하여 상용 DCNN모델 중 모델의 크기가 

100MB 미만인 InceptionV3, ResNet50, DenseNet121,

MobileNet을 탐색 대상으로 하였다.
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2.1 DCNN의 구성 요소

Fig. 1은 DCNN 모델을 촉발시킨 계기가 된 AlexNet

[18]의 구조를 나타낸 것이다. DCNN을 구성하는 기

본 요소들을 살펴보면 합성곱 레이어(convolution

layer), 풀링 레이어(pooling layer), 완전연결 레이어

(fully connected layer)가 있다.

합성곱 레이어는 필터의 크기에 대응되는 영상의 

영역에 합성곱 연산을 통해 공간적으로 서로 연관된 

특징을 추출한 후 비선형 활성화 함수(activation

function)를 적용한다. 활성화 함수는 입력과 각 노드

의 가중치를 곱한 값들의 합에 대하여 신경망의 출력

을 결정하는 함수로 시그모이드(sigmoid), 하이퍼볼

릭탄젠트(tanh), 맥스아웃(maxout), ReLU(Rectified

Linear Unit) 등이 있다. 적절한 활성화 함수의 선택

은 학습 과정을 촉진한다. 풀링 레이어는 차원을 줄

이는 역할을 수행하며 학습할 파라미터가 존재하지 

않는다. 풀링 레이어에 대한 하이퍼파라미터는 필터

와 스트라이드로, 필터의 크기가 2이고 스트라이드

가 2인 것이 널리 사용된다. DCNN은 여러 개의 합성

곱 레이어와 풀링 레이어를 거친 후 최종적으로 완전

연결 레이어로 완성이 된다. 완전연결 레이어가 과적

합되는 것을 방지하기 위하여 드롭아웃(drop out)이

라는 기법이 적용된다. 드롭아웃은 확률적으로 일부 

뉴런의 가중치를 제거하여 어떤 특징이 특정 뉴런에 

고정되는 것을 막아 가중치의 균형을 이루도록 한다.

2.2 InceptionV3 모델

Inception[19] 모델은 계산 양을 줄이면서도 높은 

인식 성능을 나타낼 수 있도록 인셉션 모듈이라는 

새로운 개념을 도입하였다. 인셉션 모듈은 특징 추출

을 위해 분리, 변환, 병합을 통해 다중스케일 합성곱 

변환을 수행한다. Fig. 2는 인셉션 모듈의 구조를 나

타낸 것이다. 필터의 크기가 클수록 계산 양이 크게 

늘어나기 때문에 작은 크기의 필터로 분해하면 계산 

양을 줄일 수 있다. 예를 들어 Fig. 2 좌측에 있는 5×5

회선 필터는 우측에 제시된 바와 같이 연속된 3×3로 

대치하여 계산 양을 줄일 수 있다. InceptionV3 모델

은 11개의 인셉션 모듈을 사용한다.

Fig. 2. Architecture of inception module [19].

2.3 ResNet50 모델

ResNet[20] 모델은 DCNN 모델의 깊이가 늘어나

면서 증가하는 학습 과정의 오류를 최소화하기 위하

여 바로가기 연결을 도입하였다. 이 방식은 기존 망

의 구조를 크게 변경하지 않기 때문에 학습할 파라미

터의 개수가 증가하지 않고, DCNN의 깉이가 더욱 

깊어지더라도 학습 과정에서 역 전파되는 기울기

(gradient)가 점차 사라져 학습이 잘 이루어지지 않

는 기울기 소실 문제를 해결할 수 있는 장점이 있다.

이것은 전체 신경망에 걸쳐 가중치들을 최적화하는 

것이 아니라, 2∼3개의 레이어로 이루어진 잔여 블록

(residual block)마다 부분적인 학습이 이루어지기 

때문이다. ResNet50 모델은 Fig. 3과 같이 3개의 레

이어마다 바로가기 연결이 되어 있으며, 이러한 바로

가지 연결이 총 16개 존재한다. 1×1 합성곱 레이어는 

차원을 축소하고 나중에 복원함으로써 3×3 합성곱 

레이어의 입출력 차원을 축소하여 병목(bottlenect)

을 구성한다.

Fig. 1. Overview of AlexNet Architecture [18].
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2.4 DenseNet121 모델

전통적인 신경망은 연속된 레이어간에만 연결이 

존재한다. 그러나 DenseNet[21] 모델은 각 레이어를 

다른 모든 레이어에 전방향으로 연결하는 밀집 블록

(dense block)을 도입하였다. L개의 레이어로 구성된 

한 개의 밀집 블록은 L(L+1)/2개의 연결이 존재한다.

어떤 레이어의 전단에 존재하는 모든 레이어의 특징 

맵이 입력으로 사용되고, 자신의 특징 맵은 후속되는 

모든 레이어의 입력으로 사용된다. 이렇게 함으로써 

기울기 소실의 문제를 해소하고, 특징 전파의 강화와 

특징 재사용을 통해 실질적으로 파라미터의 수를 감

소시키게 된다. Fig. 4는 5개의 레이어를 갖는 밀집 

블록을 개념적으로 나타낸 것이다. 배치 정규화(batch

normalization, BN)는 활성화 함수의 출력 값 분포가 

평균은 0, 분산은 1이 되도록 정규화 한다. DenseNet

121은 4개의 밀집 블록으로 구성되어 있다. 밀집 블

록은 각각 6개, 12개, 24개, 16개의 1×1 합성곱과 3×3

합성곱으로 이루어져 있고, 전환 레이어는 1×1 합성

곱과 2×2 평균 풀링 레이어로 구성되어 있다.

2.5 MobileNet 모델

모바일 및 임베디드 비전 응용에 이용할 수 있도

록 설계된 MobileNet[22]은 모델의 크기가 16MB로 

InceptionV3와 ResNet50 모델에 비하여 크기가 1/6

에 불과하지만 인식 성능은 크게 떨어지지 않는 것으

로 보고되었다. MobileNet 구조의 특징은 표준 합성

곱을 깊이단위(depthwise) 합성곱과 화소단위(pix-

elwise) 합성곱으로 불리는 1×1 합성곱으로 분해한 

것이다. 이것은 한 단계의 합성곱에서 입력에 대한 

필터링과 추출된 특징의 결합에 의한 출력을 수행하

던 것을 각각 필터링 레이이와 결합 레이어로 분리함

으로써 연산 시간과 모델의 크기를 대폭 줄이게 된

다. Fig. 5는 배치정규화와 활성화 함수 ReLU를 갖는 

3×3 표준 합성곱 레이어를 깊이단위 합성곱과 화소단

위 합성곱 레이어로 분리시킨 것은 개념적으로 나타

낸 것이다. MobileNet은 총 13개의 3×3 깊이단위 합

성곱과 1×1 화소단위 합성곱 쌍으로 구성되어 있다.

3. 수피의 특징 추출 및 수종 인식

DCNN을 학습시킬 수 있는 충분한 양의 수피 영

상을 확보하는 것이 현실적으로 쉽지 않다는 점을 

고려하여 ImageNet으로 사전 학습된 상용 DCNN

모델을 적용하여 수피의 특징을 추출하는 접근 방식

을 택하였다. ImageNet 데이터세트로 학습된 DCNN

은 1,000개의 클래스를 갖는 약 3백만 개의 영상으로 

학습되었기 때문에 특정 물체의 특징에 종속되지 않

Fig. 3. Bottlenect building block for ResNet50 [20].

Fig. 4. 5-layer dense block [21]. Fig. 5. Depthwise separable convolutions [22].
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는 일반적인 특징을 추출한다고 볼 수 있다. 따라서 

ImageNet 데이터세트로 사전 학습된 DCNN에 수피 

영상을 입력하여 수피를 식별할 수 있는 특징 벡터를 

얻을 수 있다. 이러한 접근 방식에서는 상용 DCNN

모델들 중에서 수피의 특징을 효과적으로 추출할 수 

있는 모델을 탐색하는 선행 작업이 요구된다. 어떤 

DCNN 모델이 수피를 식별하는데 필요한 유효한 특

징을 얼마나 잘 추출하는지는 결국 추출된 특징으로

부터 얼마나 정확한 인식 결과를 얻을 수 있는가의 

문제로 귀결된다. 본 연구에서는 이러한 문제에 대한 

접근 방식으로 각 DCNN 모델의 완전연결 신경망 

이전의 레이어에서 얻은 출력을 k-최근접이웃(k-

Nearest Neighbor, k-NN) 분류기를 이용하여 해당 

특징 벡터의 적합성을 검증한다. k-NN 분류기는 분

류하려는 샘플의 특징 벡터와 가장 유사한 k개의 최

근접 이웃을 탐색한 후 다수결 투표를 통해 클래스를 

식별한다. k-NN 알고리즘은 아주 단순하기 때문에 

DCNN을 이용하여 수피로부터 추출한 다양한 특징 

벡터들이 갖는 식별성을 비교하는데 효과적이다. Fig.

6은 수피 영상을 각각의 상용 DCNN 모델에 입력하

여 수피의 특징을 추출하고, 테스트 영상으로부터 수

피의 특징을 추출한 후 k-NN 분류기를 이용한 인식 

성능을 비교함으로써 추출한 특징 벡터의 상대적인 

적합성을 비교하는 개념을 도식화한 것이다. 인식 성

능에 대한 평가는 식 (1)에 제시된 정인식률(Correct

Recognition Rate, CRR)로 측정한다. C는 올바르게 

인식한 수피 영상의 개수, N은 테스트 데이터세트에 

존재하는 영상의 총수를 나타낸다.

  

× (1)

공개된 수피 영상 데이터세트를 통해 실험한 결과 

ResNet50 모델이 수피의 특징을 추출하는데 가장 효

과적인 것으로 나타났다. ResNet 모델을 이용한 기

존의 연구[15]에서 단순히 DCNN 모델의 최종 잔여 

블록의 출력을 특징 벡터로 사용한 것과는 달리, 본 

연구에서는 ResNet 모델에 존재하는 여러 잔여 블록

의 출력 중 최적의 특징 벡터를 탐색하였다. 이와 같

은 과정을 거쳐 수피를 식별하는데 적합한 DCNN

모델과 출력 레이어를 선정한 후 수피 영상에서 추출

한 특징 벡터를 다층 페셉트론(Multi-layer Percep-

tion, MLP)에 입력하여 수종을 인식한다. MLP에 입

력되는 벡터의 차원이 크면 클수록 신경망을 학습하

는데 보다 많은 양의 학습데이터가 필요하기 때문에 

주성분분석(PCA)을 이용하여 MLP에 입력되는 특

징 벡터의 차원을 축소하였다. PCA는 고차원 공간의 

데이터를 저차원의 특징 공간으로 변환함으로써 

MLP의 가중치 파라미터 개수가 지나치게 커지는 것

을 방지하고 소요되는 기억 공간을 줄일 수 있다.

Fig. 7은 본 연구에서 사용한 은닉층이 1개인 MLP

구조를 제시한 것이다.

Fig. 7. Multi-layer perception with one hidden layer.

4. 실험 결과 및 분석

4.1 실험 데이터

ResNet50 모델을 이용하여 수피의 특징을 추출하

고 MLP 분류기로 수종을 인식하는 방법에 대한 타

당성과 기존 연구결과들과의 비교를 위하여 공개된 

수피 데이터세트인 BarkTex, 와 Trunk12 데이터세

트를 사용하였다. BarkTex 데이터세트는 6개의 클

래스, 총 408개의 컬러 영상으로 구성되어 있으며,

영상의 해상도는 256×384 이다. 각 클래스는 균등하

게 68개의 영상으로 이루어져 있다. Trunk12 데이터

세트는 12개의 클래스, 총 393개의 고해상도(3,000×

4,000) 영상으로 구성되어 있다. 각 클래스는 최소 30
Fig. 6. Comparison of feature suitability by a k-NN clas-

sifier.
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개에서 최대 45개의 영상으로 이루어져 있다. Fig.

8은 BarkTex와 Trun12 데이터세트에서 각 클래스

별로 한 개씩 추출한 샘플 영상을 제시한 것으로 시

각적 정보를 통해 수피를 식별하는 것이 쉽지 않은 

문제임을 직감할 수 있다.

4.2 수피의 특징 추출에 적합한 DCNN 모델의 탐색

4개의 DCNN 모델(InceptionV3, ResNet50, Dense

Net121, MobileNet)을 대상으로 어떤 모델이 수피를 

식별하는데 적합한 특징 추출기로 사용될 수 있는지 

실험을 통해 살펴보았다. 각 DCNN 모델은 ImageNet

데이터세트로 학습된 파라미터를 이용하였다. 완전

연결 신경망의 앞단에 존재하는 최종 레이어의 출력

을 평균풀링(average pooling) 레이어를 통과시켜 특

징 벡터를 구하고, 이렇게 구한 특징 벡터를 k-NN

분류기를 이용하여 분류하게 된다. Table 1은 각 DCNN

모델로부터 추출한 특징을 k-NN 분류기를 통해 얻

은 정인식률(CRR)을 보여주고 있다. 전체 데이터세

트 중 80%를 학습 데이터로 사용하고, 나머지 20%를 

테스트 데이터로 사용하였다. BarkTex 데이터세트

에서는 ResNet50 모델이 월등한 인식 성능을 나타냈

으며, Trunk12 데이터세트에서도 k=5인 경우를 제외

하고는 ResNet50 모델이 가장 좋은 인식 성능을 나

타냈다. 이러한 결과는 ImageNet 데이터세트에 대하

여 ResNet50 모델보다 InceptionV3와 DenseNet121

모델의 인식 성능이 더 우수한 점을 감안할 때 주목

해야 할 결과이다. 이것은 ImageNet 데이터세트에 

나타난 1,000개의 객체를 식별하는 능력이 수피에도 

그대로 적용되는 것이 아님을 나타낸다. 이것은 수피

의 특징을 효과적으로 추출할 수 있는 DCNN 모델을 

탐색하는 작업이 필요한 과정임을 의미한다.

4.3 ResNet50 모델을 이용한 인식 실험 및 결과

ResNet50 모델을 이용한 인식 실험은 크게 두 가

지 관점에서 설계하였다. 첫째는 ResNet50 모델에 

존재하는 16개의 잔여 블록에서의 활성화 함수 출력 

결과 중 어떤 것이 수피를 식별하는데 효과적인지 

탐색하는 것이다. 둘째는 학습해야할 MLP의 파라미

터 개수에 영향을 미치는 PCA에 의한 차원 축소가 

인식 성능에 미치는 영향을 탐색하기 위한 실험이다.

첫 번째 실험은 k-NN 분류기를 이용하였다. Trunk

12 데이터세트를 대상으로 각 활성화 함수의 출력으

로 얻은 특징 벡터를 k-NN 분류기에 적용하여 Fig.

9에 제시된 결과를 얻었다. 잔여 블럭의 활성화 레이

어에 따라 차이는 있지만 대체로 k=1인 경우가 더 

좋은 성능을 나타냈다. 정인식률(CRR)의 평균값을 

살펴보면 ResNet50 모델의 중반 이후인 Act34∼

Act43 레이어가 상대적으로 우수한 성능을 보였으

며, 최고 성능은 k=1로 설정하였을 때 Act34에서 

Fig. 8. Sample images selected at BarkTex (top row) 

and Trunk12 (last two rows).

Table 1. k-NN classification results by different DCNN models

CRR(%) k=1 k=3 k=5 k=7

InceptionV3
BarkTex 56.1 56.1 53.7 51.2

Trunk12 48.1 45.6 45.6 44.3

ResNet50
BarkTex 95.1 97.6 98.8 93.9

Trunk12 89.9 84.8 84.8 83.5

DenseNet121
BarkTex 70.7 73.2 70.7 65.9

Trunk12 87.3 83.5 87.3 78.5

MobileNet
BarkTex 73.2 73.2 78.0 78.0

Trunk12 79.7 82.3 74.7 72.2
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94.9%였다. BarkTex 데이터세트에 대한 실험에서

도 Act34∼Act43 레이어가 Act49보다 우수한 성능

을 나타냈다. 이러한 결과는 ResNet50 모델을 이용

하여 수피의 특징을 추출할 때, 일반적으로 널리 사

용하는 완전연결 레이어 이전의 최종 레이어 보다는 

그 보다 몇 단계 앞에 있는 활성화 레이어의 출력을 

사용하는 것이 더 효과적임을 나타내는 것이다.

두 번째 실험은 PCA에 의한 특징 벡터의 차원을 

200에서 시작하여 100, 50, 25로 절반씩 줄어가면서 

MLP 분류기의 성능을 측정하였다. MLP 분류기의 

은닉층은 1개, 노드의 개수는 50개로 설정하였고, 활

성화 함수는 ReLU, 가중치 갱신은 Adam을 사용하

였으며 최대 반복 횟수는 1000으로 설정하였다. Table

2는 Act34∼Act43 활성화 레이어에서 생성한 특징 

벡터를 PCA에 의해 d차원으로 축소하여 MLP 분류

기로 수종을 인식할 결과이다. 학습 과정에서 가중치 

파라미터가 비결정적으로 이루어지기 때문에 이로 

인한 인식률의 차이를 최소화하기 위하여 3회의 실

험을 거쳐 얻은 평균 인식률을 구하였다.

특징 벡터의 차원을 50이나 25로 축소하였을 때 

오히려 인식 성능이 약간 상승한 것은 MLP가 학습

할 파라미터의 개수가 대폭 줄어들어 소량의 학습 

데이터로도 다층 신경망에 대한 학습이 충분히 이루

어졌기 때문으로 판단된다. 은닉층의 노드의 개수를 

두 배로 늘려도 인식 성능은 유사하게 나타났으며,

은닉층의 개수를 2개로 늘렸을 때는 인식 성능이 저

하되는 것으로 나타났다.

4.4 수종 인식 성능 비교

수피 식별에 대한 제안된 방법의 효과성을 비교하

기 위하여 동일한 실험 데이터를 이용한 최근의 연구 

결과들을 정리하여 Table 3에 제시하였다. 위에서 차

례대로 3개의 연구는 국소이진패턴(LBP)를 기반으

로 특징을 추출한 연구이고, 나머지는 DCNN으로 수

피의 특징을 추출한 연구이다. S. Boudra 외[9]는 입

력 영상으로부터 평균값, 중앙값, 최소값, 최대값, 분

산값에 해당하는 영상을 만들어 각 영상을 매크로 

이진패턴(MBP)으로 인코딩하고 이들을 연결하여 

특징 벡터를 생성하였고, R. Ratajczak 외[2]는 통계

적 LBP 특징과 30개의 빈(bin)을 갖는 색상 히스토

그램으로 특징을 기술하였다. T. Le-Viet 외[10]는 

그레이디언트 영상을 이용하여 LBP를 공간적으로 

확장한 연구이다. M. Kim[16]은 사전 학습된 Mobile

Net의 가중치를 미세 조정하여 수피를 식별하였다.

Table 3에 제시된 제안된 방법의 인식 성능은 Act43

활성화 레이어의 출력을 PCA에 의해 50차원으로 축

소하여 입력층과 은닉층 노드의 개수가 각각 50개인 

다층퍼셉트론으로 분류한 결과이다. Table 3에 제시

된 바와 같이 LBP 기반의 기존 연구들은 물론 

MobileNet을 이용한 이전 연구에 비하여 ResNet50

모델과 MLP 분류기를 이용한 본 연구가 BarkTex는 

Fig. 9. Classification results with different activation 

layers.

Table 2. Correct recognition rate with different activa-

tion layers and dimensions

CRR(%) d=200 d=100 d=50 d=25

Act34
BarkTex 91.5 97.0 98.2 98.2

Trunk12 88.6 94.1 95.8 95.8

Act37
BarkTex 89.8 94.7 97.6 99.2

Trunk12 84.8 94.5 96.6 94.7

Act40
BarkTex 88.6 99.6 97.6 98.0

Trunk12 85.2 94.9 94.1 95.4

Act43
BarkTex 86.6 97.6 98.4 98.4

Trunk12 92.4 97.5 99.1 96.2

Table 3. Performance comparison with different re-

searches

Dataset
Research

BarkTex Trunk12

S. Boudra et al.[9] 84.31% 71.00%

R. Ratajczak et al.[2] 92.4% 84.2%

T. Le-Viet et al.[10] 94.39% 78.39%

M. Kim [16] 98.78% 92.41%

Proposed method 99.1% 98.4%
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물론 Trunk12 데이터세트에 대해서도 두드러진 인

식 성능의 향상이 이루어졌음을 확인할 수 있었다.

5. 결  론

전통적으로 텍스처를 기술하는데 사용되어 왔던 

국소이진패턴(LBP)를 기반으로 수피의 특징을 추출

하려는 다양한 연구들이 이루어져 왔음에도 불구하

고 수종 인식 성능은 크게 개선되지 못하였다. DCNN

이 컴퓨터비전 분야에서 많은 관심을 끌고 있으나 

아직까지 수종 인식에 적용한 연구는 미미한 상태이

다. 이것은 DCNN을 학습시키는데 필요한 대용량의 

수피 영상 데이터를 확보하는 것이 어렵기 때문인 

것으로 판단된다. 본 연구에서는 소량의 수피 영상 

데이터를 DCNN에 적용하는 방법으로 DCNN의 학

습 과정을 과감히 없애고 사전 학습된 상용 DCNN

모델을 사용하는 접근 방식을 사용하였다. 수피 식별

에 적합한 DCNN 모델을 탐색한 결과 ResNet50 모

델이 수피의 특징을 효과적으로 추출함을 알 수 있었

다. 이것은 ImageNet 데이터세트에 대하여 Inception

V3와 DenseNet121 모델의 인식 성능이 ResNet50

모델보다 더 우수한 점을 감안할 때 주목할 만한 결

과이다. ResNet50 모델에 존재하는 16개의 잔여 블

록의 활성화 함수로부터 생성된 출력을 탐색하여 수

피의 특징 벡터를 선택하고 이를 다층 퍼셉트론(MLP)

으로 분류한 결과 기존의 인식 성능을 뛰어넘는 결과

를 얻을 수 있었다. MLP의 입력으로 사용되는 특징 

벡터를 주성분분석(PCA)를 통해 차원을 축소하는 

것이 소량의 학습데이터`로 MLP를 효과적으로 학습

시키는데 기여한 것으로 판단된다. 향후 과제는 본 

연구의 접근 방식이 식물의 잎이나 꽃등에 동일하게 

적용될 수 있는지 확인하는 것이고, 앙상블 기법을 

통해 수종 인식의 성능을 개선하는 연구를 수행할 

계획이다.
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