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1. 서 론

소나 시스템 (Sonar System)은 음파를 사용

하여 수중의 정보를 획득하는 시스템으로 해양

생태계 연구, 어군 탐지기 등의 상업용, 군사용

목적 등 다양한 분야에서 사용된다. 특히 군사

적으로는 수중의 기뢰를 제거하는 소해 (Mine

다중 레이블 콘볼루션 신경회로망을 이용한
능동펄스 식별 알고리즘 연구+
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요 약 본 논문에서는 다중 레이블 콘볼루션 신경회로망(Multi-label Convolution Neural Networks)

을 이용하는 능동펄스 식별 알고리즘을 제안한다. 제안하는 기법은 기존의 단일 레이블 기반 알고리즘이
여러 개의 신경회로망 구조로 되어 있던 것과 달리 하나의 신경회로망 구조로 능동펄스의 정보를 한번에

획득할 수 있으며, 학습과정 역시 간편해지는 장점이 있다. 제안한 능동펄스 식별 알고리즘을 검증하기

위해서 해상실험 데이터를 이용하여 신경회로망을 학습시키고 성능을 분석하였다. 분석결과 제안한 능동
펄스 식별 알고리즘이 수렴하는 것을 확인하였으며, 오차행렬(Confusion Matrix) 분석을 통하여 우수한

능동펄스 식별성능을 가지는 것을 확인하였다.

핵심주제어: 능동소나, 펄스식별, 콘볼루션 신경회로망, 다중 레이블

Abstract In this research, we proposed the active pulse classification algorithm using
multi-label convolutional neural networks for active sonar system. The proposed algorithm has the

advantage of being able to acquire the information of the active pulse at a time, unlike the

existing single label-based algorithm, which has several neural network structures, and also has
an advantage of simplifying the learning process. In order to verify the proposed algorithm, the

neural network was trained using sea experimental data. As a result of the analysis, it was

confirmed that the proposed algorithm converged, and through the analysis of the confusion
matrix, it was confirmed that it has excellent active pulse classification performance.

Keywords: Active Sonar, Pulse Classification, Convolutional Neural Networks, Multi-Label
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Hunting), 항만감시체계 (Harbor Underwater

Surveillance System), 잠수함을 탐지, 추적, 식

별하는 대잠전 (Anti-Submarine Warfare) 등의

목적으로 주로 사용되고 있다 (Urick, 1967;

Cox, 1989; Kim, 2006; Kim et al., 2019; Lee

and Oh, 2000; Waite, 2002).

대잠전을 위한 소나 시스템은 크게 표적의 방

사하는 소음을 수신하여 정보를 획득하는 수동

소나 (Passive Sonar)와 함선에서 음파를 송신

하여 반사되는 신호를 수신 후 분석하는 능동소

나 (Active Sonar)로 구분할 수 있다. 초기의

소나 시스템은 수동소나를 주로 사용하였으나

잠수함의 방사소음이 점차 감소함에 따라 탐지

가 어려워졌으며, 능동소나에 대한 연구가 활발

히 진행되고 있다.

일반적인 능동소나 시스템은 송신기에서 송신

한 능동펄스의 정보를 수신플랫폼에서 획득할

수 있고, 시간동기화가 되어있기 때문에 정합필

터를 이용하여 표적의 거리를 추정할 수 있다.

그러나 송신기의 정보를 공유받지 못하는 비협

동 양상태 소나 시스템 (Non-cooperative

Bi-static Sonar System)이나 적함 및 어뢰의

능동펄스를 분석하는 방수소나 (Intercept

Detectinon and Ranging Sonar: IDRS) 시스템

의 경우에는 수신된 신호에 정합필터를 수행하

기 위해서 능동펄스의 정보를 추정, 식별해야

하는 문제가 발생한다 (Schmidt-Schierhorn et

al., 2007; Lee et al., 2012; Schmidhuber 2015).

최근 Kim et al. (2019)은 콘볼루션 신경회로

망 (Convolutional Neural Networks)을 이용하

여 능동펄스를 식별하는 알고리즘을 제안하였

다. Kim et al. (2019)이 제안한 알고리즘은 신

호를 시간-주파수 영역으로 변환하는 전처리 과

정과 전처리 된 시간-주파수 영역의 데이터를 2

개의 콘볼루션 레이어 (Convolution Layer)와

완전연결 레이어 (Fully Connected Layer)로 구

성된 신경회로망에 입력하는 구조로 되어있다.

이들이 제안한 알고리즘은 성공적으로 데이터

를 학습하였으며, 성능 분석 결과 능동펄스의 정

보를 높은 정확도로 식별할 수 있었다. 그러나

Kim et al. (2019)이 제안한 기법은 수신 신호에

서 펄스의 종류, 수신 시간 등과 같은 개별적인

정보를 획득하기 위해서 각각에 해당하는 신경회

로망을 일일이 설계, 학습해야 하는 문제점이 있

다. 따라서 동일한 데이터를 여러 번 이용해서

개별 신경회로망을 일일이 학습시켜야 하기 때문

에 학습이 번거롭고 계산량이 상대적으로 많아지

는 문제점이 발생한다. 즉 Kim et al. (2019)의

알고리즘은 능동펄스를 식별하는 문제를 여러 개

의 단일 레이블 (Single-Label Classification) 문

제로 해석한 것으로 분석할 수 있다.

그러나 능동펄스 식별문제는 수신된 신호에서

여러 개의 펄스 정보를 추정하는 문제이기 때문

에 하나의 다중 레이블 식별 (Multi-Label

Classification) 문제로 다루는 것이 타당하다.

본 논문에서는 다중 레이블 콘볼루션 신경회로

망을 이용하는 능동펄스 식별 알고리즘을 제안

한다. 제안하는 기법은 기존의 단일 레이블 기

반 알고리즘이 모든 능동펄스 정보를 획득하기

위해서 여러 개의 신경회로망 구조가 필요했던

것과 달리 하나의 신경회로망 구조로 능동펄스

의 정보를 한 번에 획득할 수 있으며, 학습과정

역시 간편해지는 장점이 있다.

본 논문의 구성은 다음과 같다. 1 장의 서론

에 이어 2 장에서는 본 논문에서 능동펄스 식별

문제가 발생하는 상황에 대해서 기술하고, 3 장

에서 다중 레이블 콘볼루션 신경회로망을 이용

한 능동펄스 식별 알고리즘을 제안한다. 4 장에

서 해상 데이터를 이용하여 제안한 알고리즘을

분석 및 검증하고, 5 장에서 결론과 향후연구에

대한 논의로 끝을 맺는다.

2. 문제 설정

일반적인 능동소나 시스템은 송신기에서 송신

된 능동펄스의 정보가 수신플랫폼에 공유된다는

가정하에 정합필터를 수행하거나 그 밖에 다양한

신호처리를 수행한다. 그러나 상황에 따라서 수

신플랫폼이 능동펄스의 정보를 직접적으로 획득

하지 못하는 상태로 운용되는 경우가 발생한다.

이 경우 능동펄스가 송신된 시점 역시 불확실하

기 때문에 표적의 거리 추정 또한 불가능한 문제

가 발생한다. 이러한 시스템의 대표적인 예로 능
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동펄스의 정보를 공유받지 못하는 상태로 운용되

는 양상태 소나 시스템과 적함이나 어뢰가 방사

한 핑을 수신하여 분석하는 방수소나 시스템이

있다. 이처럼 능동펄스의 정보를 직접적으로 획

득하지 못하는 경우에는 Fig. 1의 구조와 같이

송신기에서 직접적인 경로로 수신되는 송신직접

파 (Direct Blast)를 수신하여 능동펄스 정보를

분석하는 능동펄스 식별 알고리즘이 필수적으로

요구된다 (Lee et al., 2012; Kim et al., 2019).

Kim et al. (2019)은 최근 콘볼루션 신경회로

망을 이용하여 능동펄스 식별하는 알고리즘을

제안하였다. 콘볼루션 신경회로망은 시각 피질

(Visual Cortex)이 시각적인 정보를 처리하는

방식에서 영감을 받은 딥러닝 구조로 현재 영상

을 처리하는 다양한 분야에서 연구되고 있으며,

우수한 성능을 보여주고 있다. 능동펄스 식별

문제에서 다뤄지는 능동펄스의 특성은 시간에

따라 변화하는 특성을 가지고 있으며, 따라서

수신된 시간 영역의 신호를 시간-주파수 영역으

로 변환하여 분석하는 것이 효율적이다. 시간

영역의 신호를 시간-주파수 영역으로 변환하여

분석하는 방법은 오디오/음향/수중음향 데이터

를 다루는 분야에서 자주 사용되는 방법이며,

이를 일종의 이미지 데이터로 취급하여 콘볼루

션 신경회로망에 적용할 수 있다 (Krizhevsky

et al., 2012; Satt et al., 2017; Sakashita et al.,

2018; De Magistris et al., 2019).

그러나 Kim et al. (2019)은 능동펄스 식별 문

제를 여러 개의 단일 레이블 식별문제로 해석하

였으며, 따라서 능동펄스의 각 정보에 대한 여

러 개 콘볼루션 신경회로망을 병렬적으로 설계

하였다. 그러나 능동펄스 식별문제는 단일 데이

터에서 여러 개의 정보를 한 번에 추정하는 다

중 레이블 식별문제로 해석하는 것이 타당하며,

이렇게 해석할 경우 설계되는 신경회로망이 훨

씬 간단해지는 장점이 있다.

3. 다중 레이블 콘볼루션 신경회로망을
이용한 능동펄스 식별 알고리즘

본 논문에서는 능동펄스 식별 문제를 다중 레

이블 식별 문제라고 판단하고, 이에 적합한 다

중 레이블 콘볼루션 신경회로망 기반의 능동펄

스 식별 알고리즘을 제안하였다. Fig. 2에 본 논

문에서 제안하는 능동펄스 식별 알고리즘의 흐

름도를 나타내었다.

펄스 식별 과정을 자동화하기 위해서는 먼저

능동펄스가 수신되었는지 판정하는 에너지 탐지

기법이 먼저 수행되어야 한다. 수신되는 신호의

에너지를 탐지하는 기법은 중앙값 (Median) 탐

지기, 엔트로피 (Entorpy) 탐지기 등이 있으며

(Neumeister, 2002), 본 논문에서는 구현이 간편

하고 계산량이 적은 중앙값 탐지기를 사용하였

다. 탐지기를 통해서 능동펄스 정보가 포함된 적

절한 길이(수 초 이내) 신호를 추출할 수 있다.

Detection 
Algorithm

Tracking 
AlgorithmBeamforming

Transmitter

Array Sensor

Target

Direct Blast

Echo
Active Pulse 
Information

Beam Signal Measurements
Sensor 
Signal

Energy Detection
Active Pulse 
Classification

Direct Beam 
Signal

Fig. 1 Active Sonar System Requiring Active Pulse Classification Algorithm
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이렇게 추출된 시간 영역의 신호는 이후 시간

-주파수 영역으로 변환된다. 시간-주파수 영역

으로 신호를 변환하는 것은 단시간 퓨리에 변환

(Short Time Fourier Transform)을 적용하여

얻을 수 있다. 탐지된 추출 신호를 이라고

할 경우, 식 (1)과 같이 나타낼 수 있다.

    
  ∞

∞

  (1)

여기서 은 시간 인덱스, 는 주파수 빈, 은

시간 프레임, 은 홉 크기 (Hop Size), 그리고

은 길이 의 창함수 (Window Function)

이다. 식 (1)에 절댓값을 취하여 크기

(Magnitude) 값을 얻고 제곱을 취하면 식 (2)의

스펙트로그램 (Spectrogram) 데이터를 얻을 수

있다 (Mitra, 2001).

S    
 (2)

Fig. 3에 능동소나에서 일반적으로 사용되는

CW (Continuous Wave) 펄스와 LFM (Linear

Frequency Modulated) 펄스의 스펙트로그램을

나타내었다.

Fig. 3에서 확인할 수 있듯이 실제 능동펄스

가 존재하는 주파수 스펙트럼은 전체 샘플링 구

간에 비해서 좁은 대역폭 (Narrow Band)을 가

지기 때문에 신경회로망의 입력으로 사용할 때

불필요한 부분이 있다. 따라서 스펙트로그램에

서 필요한 주파수 대역을 추출하여 콘볼루션 신

경회로망의 입력으로 사용하는 것이 바람직하

며, 이렇게 처리한 입력 데이터 S은 식 (3)과

같이 나타낼 수 있다.

(a) CW Pulse

(b) LFM Pulse

Fig. 3 Spectrogram of Active Pulse

S  S   ≦  ≦  (3)

여기서 은 추출하는 주파수 대역의 가장 낮은

주파수, 는 높은 주파수를 의미한다. 따라서 신

경회로망의 입력으로 사용되는 데이터는 시간과

주파수가 제한된 2차원 스펙트로그램 데이터이다.

본 논문에서 정의하는 능동펄스의 정보는 펄

스 종류 (Pulse Type), 시작 시간 (Start Time),

끝 시간 (End Time), 시작 주파수 (Start

Frequency), 끝 주파수 (End Frequency), 이렇

게 5 개로 구성된다.

이 정보들을 콘볼루션 신경회로망과 연관을

짓기 위해서는 Fig. 4와 같이 시간과 주파수를

Fig. 2 Flow Diagram of the Proposed Active Pulse Classification
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일정한 간격으로 이산화하여 각각을 출력노드와

일대일 대응시켜 레이블을 생성하는 것이 처리

하기 편하다. 이를 위해서 스펙트로그램 데이터

의 시간 프레임과 주파수 빈 개수를 재조정

(Resize)하는 과정이 필요하다. 본 논문에서는

시간 프레임과 주파수 빈을 모두 112 개로 재조

정하여 스펙트로그램 데이터를 112×112 픽셀

(Pixel)의 이미지로 변환하였다.

제안하는 다중 레이블 콘볼루션 신경회로망의

구조는 Table 1에 정리하였다. 입력은 112×112

픽셀의 이미지 데이터이며, 3개의 콘볼루션 층

(Convolutional Layer)을 사용하고 과적합 방지를

위해서 최대풀링 (Max Pooling)과 드롭아웃

(Dropout) 구조를 뒤따라 적용하였다. 이어서 특

징 추출을 위한 플래튼 층 (Flatten Layer)를 사

용하였으며, 최종 출력노드는 5 개의 전결합층

(Fully Connected Layer/Dense Layer)으로 구성

되며 총 450 개의 노드를 가진다. 각각의 전결합

층은 차례대로 펄스 종류, 시작 시간, 끝 시간, 낮

은쪽 주파수, 높은쪽 주파수를 의미한다. 콘볼루

션층의 활성화 함수는 ReLU 함수를 사용하였고,

출력노드에는 확률적 의미를 부여하기 위해서 소

프트맥스 (Softmax) 함수를 사용하였다.

4. 시뮬레이션

제안하는 다중 레이블 콘볼루션 신경회로망을 이

용한 능동펄스 식별 기법을 검증하기 위해서 해상

실험 데이터를 이용하여 학습시키고 검증하였다.

분석에 사용된 해상실험 데이터는 수심 약 90m

0.0 1.0 0.0Label Value

Start Time

0.0 1.0 0.0Label Value

End Time

Time

Frequency

Start Time End Time

(a) CW Pulse

Time

Frequency

0.0 1.0 0.0Label Value

Start Time

0.0 1.0 0.0Label Value

End Time

Start Freq.

0.0

1.0

0.0

0.0

1.0

0.0

End Freq.

Start Time End Time

Start Freq.

End Freq.

(b) LFM Pulse

Fig. 4 Discretization of Pulse Features

Operation
Kernel Size

/Dropout Rate

Output 

Shape

Input (112,112,1)

Conv2D (3,3) (110,110,32)

MaxPooling2D (2,2) (55,55,32)

Dropout 50% (55,55,32)

Conv2D (3,3) (53,53,64)

MaxPooling2D (2,2) (26,26,64)

Dropout 50% (26,26,64)

Conv2D (3,3) (24,24,64)

MaxPooling2D (2,2) (12,12,64)

Dropout 50% (12,12,64)

Flatten - 9216

Dense

Pulse 
Type - 2

Start 
Time - 112

End 
Time - 112

Start 
Freq. - 112

End
Freq. - 112

- Activation Function of Conv2D : ReLU

- Activation Function of Dense : Softmax

Table 1 Convolutional Neural Networks    

 Architecture
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의 천해환경 (Shallow Water)에서 송신기와 수신기

가 수 km 이격되어 있는 상황에서 실험하였으며

총 3천여 개의 핑으로 구성되어 있다. 송신된 펄스

의 종류는 CW 펄스와 LFM 펄스이며 수신기는 무

지향성의 단일 센서를 사용하였다. 펄스의 길이는

세 가지로 0.05 s, 0.3 s, 1.0 s이다. 중심주파수와

대역폭 역시 몇 가지를 사용하였으나 보안상 문제

로 정확한 값은 논문에 명시하지 않았다. 그러나

본 논문에서 다루는 능동펄스 식별문제는 스펙트로

그램 상에서 펄스가 시간-주파수 상에서 나타나는

상대적인 위치 정보를 다루는 것이기 때문에 절대

적인 값에 알고리즘의 성능이 좌우되지 않아 검증

에 사용하는 것은 문제가 없을 것으로 판단된다.

학습과 검증을 위해서 해상 데이터에서 수집된 3

천여 개의 핑을 8:2 비율로 학습과 검증용으로 분

할 하였다. 또한 학습에 사용되도록 분류된 데이터

를 시간 축과 주파수 축으로 천이하는 방식으로 데

이터 증강 (Data Argumentation)을 적용하여 60만

개의 학습 데이터를 생성하였다. 데이터 학습을 위

한 최적화 알고리즘은 최근 자주 사용되는 Adam

(Adaptive Moment Estimation)을 사용하였고 에폭

(Epoch) 100회, 배치크기 (Batch Size)는 500으로

설정하여 학습을 수행하였다. 학습에 사용된 컴퓨

터 시스템은 Intel(R) Core(TM) i7-8700 CPU @

3.20GHz 3.19GHz, 64.0GB RAM, GeForce GTX

1080 Ti GPU, Window 10 64bit OS를 사용하였다.

Fig. 5에 학습과정에서 매 에폭마다 변화하는

모델의 정확도 (Accuracy)와 손실함수 (Loss)를

나타내었다.

Fig. 5에서 매 에폭마다 비용함수의 값이 감소

하여 수렴하는 것을 확인할 수 있다. 따라서 다중

레이블 구조를 가지는 콘볼루션 신경회로망에 대

해서 학습이 문제없이 수행되는 것을 확인하였다.

알고리즘의 성능 평가를 위해 Fig. 6에 각각의 출

력 레이블에 대한 오차행렬 (Confusion Matrix)

계산하여 나타내었다. 그림에서 모든 레이블에 대

해서 오차행렬의 값이 대각성분 근처에 위치하는

것을 확인할 수 있으며, 따라서 제안한 알고리즘

이 우수한 성능을 가지는 것을 알 수 있다. 이를

정량적으로 평가하기 위해서 오차행렬 결과를 이

용한 평가지표를 정의하였다. 일반적으로 신경회

로망과 같은 기계학습 (Machine Learning) 알고리즘

의 평가는 다양한 방법이 있지만 오차행렬에서 대각

성분이 차지하는 비율을 의미하는 정확도 (Accuracy)

가 주로 사용된다. 한편 능동펄스 식별을 위해 사용

되는 스펙트로그램은 근본적으로 시간과 주파수에 대

한 해상도의 한계가 존재하기 때문에 학습 시 정답

(Ground Truth)을 정확하게 설정하는 것이 어려우며,

이에 대한 오차가 알고리즘에 반영된다. 따라서 오차

행렬의 비대각 성분도 평가에 반영하는 일반화된 정

확도 (Generalized Accuracy)를 식 (4)와 같이 정의

하고 함께 계산하였다.

 


  




  



C


  




  



C

(4)

여기서 와 는 각각 행과 열에 해당하는 인덱

(a) Accuracy

(b) Loss

Fig. 5 History of Model Training
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(a) Pulse Type

(b) Start Time (c) End Time

(d) Start Frequency (e) End Frequency

Fig. 6 Confusion Matrix
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스로 양의 정수인 경우에만 유효하며, C는 오

차행렬의 행, 열에 해당하는 성분을 의미한다.

또한 은 레이블의 개수, 는 대각성분의 인덱스

를 의미한다. 따라서 는  번째 비대각 성

분까지 포함되는 오차행렬의 성분이 전체에서 가

지는 비율을 의미하며, 이는 곧 정답 픽셀에서 오

차를 몇 픽셀 허용하더라도 정답으로 판단한다는

의미이다. 이때 인 의 경우 일반적인

정확도와 동일한 의미를 가진다.

계산된 평가지표를 Table 2에 정리하였다. 펄스

종류를 구별하는 것은 쉬운 문제이기 때문에 표에

서 이에 대한 결과를 확인해 보면 99.9%의 정확도

를 나타내는 것을 확인할 수 있으며, 이를 구별하

는 것 확인할 수 있다. 그러나 그 외의 펄스 정보

의 경우 대각성분만을 고려하는 의 값이

55%에서 70% 정도로 낮게 나타나는 것을 확인할

수 있다. 이는 콘볼루션 신경회로망의 성능 문제

라기 보다는 앞서 언급했듯이 스펙트로그램의 해

상도 한계로 인한 정답 설정의 어려움 때문이며,

이를 고려한 와 에 대해서는 최대

98.9%의 정확도를 보이는 것을 확인할 수 있다.

이때 시간에 대한 1 개의 픽셀 차이는 0.01 s,

주파수의 경우 10 Hz 간격을 의미하기 때문에

에 대해서 각각 0.02 s, 20 Hz의 오차가 발생

한다. 따라서 제안하는 다중 레이블 콘볼루션 신

경회로망을 이용해서 능동펄스의 정보를 효율적으

로 추정할 수 있음을 확인하였으며, 실제 시스템

에서 운용하기에 어려움이 없을 것으로 판단된다.

Table 3에 기존의 Kim et al. (2019)이 제안한 단

일 레이블 구조와 제안하는 다중 레이블 구조를 정

량적으로 비교 분석하였다. 제안한 다중 레이블 구

조는 기존의 구조보다 콘볼루션 층을 1 개 더 사용

하였으며, 이때 함께 사용되는 풀링구조로 인해 최

종적으로 최적화해야 하는 파라미터의 구조가 감소

하는 장점이 있다. 더욱이 기존의 구조는 여러 개의

펄스에 대한 특징을 각각 식별해야하기 때문에 최적

화 파라미터의 개수가 약 5배 많은 단점이 있다. 또

한 기존의 알고리즘과 제안하는 알고리즘을 이용하

여 얻어진 정확도를 비교해본 결과 제안한 알고리즘

의 성능이 최소 2.1%, 최대 6.2% 향상된 것을 확인

할 수 있다. 이는 제안하는 알고리즘이 구조가 더

깊고 펄스의 여러 특징인자를 한 번에 반영하는 특

성을 가지기 때문으로 분석된다.

5. 결론 및 향후 연구방향 논의

본 논문에서는 다중 레이블 콘볼루션 신경회

로망을 이용한 능동펄스 식별 알고리즘을 제안

하였다. 제안한 알고리즘은 능동펄스 식별 문제

를 여러 개의 단일 레이블 문제로 인식한 기존

의 알고리즘과 달리 다중 레이블 문제로 다루었

기 때문에 신경회로망의 구조가 단순하고 학습

이 편리한 장점이 있다. 제안한 알고리즘을 검

증하기 위해 실제 해상실험을 통해 수집된 능동

펄스 데이터를 이용하였으며, 펄스의 정보를 효

율적으로 추정할 수 있음을 확인하였다.

Analysis 

Parameters

Single-label

(Kim’s)

Multi-label

(Proposed)

Number of 

Parameter

105,346+

4,864,496×4

=19,563,330

4,203,394

Accuracy 

for

Start Time

 64.3% 70.5%

 93.2% 98.8%

 96.8% 98.9%

Accuracy 

for

End Time

 49.4% 55.7%

 88.7% 97.1%

 95.4% 99.6%

Table 3 Comparison of Single-label and 

Multi-label Convolutional Neural Networks
Class   

Pulse Type 99.8 - -

Start Time 70.5 98.8 98.9

End Time 55.7 97.1 99.6

Start Freq. 56.3 89.0 92.9

End Freq. 56.9 87.3 90.9

Table 2 Assessments of the Proposed Algorithm



Journal of the Korea Industrial Information Systems Research  Vol.25 No.4, Aug. 2020 :29-38

- 37 -

향후에는 Comb 펄스, SFM 펄스 등 시간-주

파수 상에서 특징이 빠르게 변화하는 능동펄스

를 식별하기 위한 신경회로망의 구조를 연구할

예정이다. 이를 위해서 시간-주파수 해상도를

향상시키기 위한 전처리 과정에 대한 연구가 필

요할 것으로 판단되며, 신경회로망의 구조도 복

잡한 정보를 추정할 수 있도록 개선이 필요할

것으로 판단된다.
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∙관심분야: 소나신호처리, 배

열신호처리, 탐지이론

이 석 진 (Seokjin Lee)

∙서울대학교 전자공학부 학사

∙서울대학교 전자공학부 석사

∙서울대학교 전자공학부 박사

∙LG전자 CTO연구소 선임연구원

∙경기대학교 전자공학과 조교수

∙(현재) 경북대학교 전자공학부

조교수

∙관심분야: 음향신호처리, 배열신호처리, 블라

인드 음원분리

이 균 경 (Kyunkyung Lee)

∙서강대학교 전자공학과 학사

∙텍사스 주립대 전자공학과 석사

∙텍사스 주립대 전자공학과 박사

∙(현재) 경북대학교 전자공학부

교수

∙관심분야: 소나신호처리, 배

열신호처리, 탐지이론

이 동 화 (Donghwa Lee)

∙정회원

∙경북대학교 전자전기공학부 공학사

∙경북대학교 전자전기컴퓨터학부

공학석사

∙KAIST 건설및환경공학과

공학박사

∙(현재) 대구대학교 정보통신대학 ICT융합학부

조교수

∙관심분야: 컴퓨터비전, 로봇비전, 머신러닝, 소

나 신호처리


