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대용량 이미지넷 인식을 위한

CNN 기반 Weighted 앙상블 기법

(CNN-based Weighted Ensemble Technique

for ImageNet Classification)
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Abstract : The ImageNet dataset is a large scale dataset and contains various natural scene 

images. In this paper, we propose a convolutional neural network (CNN)-based weighted ensemble 

technique for the ImageNet classification task. First, in order to fuse several models, our 

technique uses weights for each model, unlike the existing average-based ensemble technique. 

Then we propose an algorithm that automatically finds the coefficients used in later ensemble 

process. Our algorithm sequentially selects the model with the best performance of the validation 

set, and then obtains a weight that improves performance when combined with existing selected 

models. We applied the proposed algorithm to a total of 13 heterogeneous models, and as a 

result, 5 models were selected. These selected models were combined with weights, and we 

achieved 3.297% Top-5 error rate on the ImageNet test dataset.
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Ⅰ. 서 론

이미지 기반의 객체 인식 기술은 자동차, 스마트

폰, CCTV 등과 같은 기기에 탑재되어 무인 자율 

주행 [1], 지문 및 얼굴 인식 [2, 3], 차량 모니터

링 [4] 등에 활용되고 있다. 이러한 객체 인식 기술

은 딥러닝 (deep learning) 의 발전으로 특정 인식 

문제에 있어 사람보다 높은 인식률을 보이기도 하

였다. 이러한 이미지 기반의 객체 인식 기술은 이미

지넷 대회라고 잘 알려진 ILSVRC (ImageNet 

Large Scale Visual Recognition Challenge) [5]

를 통해 발전되었으며, 2012년 AlexNet [6], 2014

년 GoogLeNet [7]과 VGGNet [8], 2015년 

ResNet [9] 등 시각 인식 (visual recognition) 문

제에서 괄목할 만한 성장을 기록하게 되었다.

2010년부터 개최된 ILSVRC는 대회 초기인 

2010년, 2011년에는 사람이 디자인한 특징 

(hand-crafted feature)을 이용한 기술이 우승을 

차지했다. 2012년부터는 딥러닝 기술이 사용되면서 

인식 성능에 있어 전환점을 맞게 되었다. 25.8% 의 

Top-5 에러율1)을 달성한 2011년도 기록을 넘어 

2012년 우승팀에서는 AlexNet [6] 모델을 제안하

여 16.4% 에러율을 달성하였다. 이후 CNN 

(Convolutional Neural Network)의 비약적인 발전

으로 가장 최근 대회인 2017년 대회에서는 2.25% 

의 에러율을 기록하여 인간의 인식 성능을 뛰어넘

1) Top-5 인식 에러율은 모델이 5가지 예측값을 출력하면 

실제 레이블 (ground truth label)과 비교하여 그 중 하나

라도 맞는 경우, 정답이라고 계산한 인식 에러율을 의미
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그림 1. 제안하는 weighted 앙상블 기법

Fig. 1 Proposed method

게 되었다.

ILSVRC 대회에서 우승한 기술들을 살펴보면 앙

상블 (ensemble) 기법을 사용한다는 공통점이 있

다. 앙상블 기법은 크게 두가지 형태로 구분할 수 

있는데, 모델 앙상블, 데이터 증강을 이용한 앙상블 

기법이 있다. 모델 앙상블의 경우 같은 종류의 여러 

모델을 만들어 독립적으로 학습시킨 후 최종 출력

값을 평균하여 결과를 추출하는 방식이다. 데이터 

증강을 이용한 앙상블 기법은 학습된 모델로 추론 

(inference)을 수행하는 동안에, 이미지에 scale, 

translation, flip 등의 기하학적인 변화를 주어 모델

의 입력으로 넣어 나온 결과를 평균 내는 방식이다.

본 연구에서는 먼저 그림 1과 같이 weighted 

앙상블 기법을 제안한다. Weighted 앙상블 기법은 

서로 다른 성질을 갖는 모델들이 서로 밸런스가 맞

도록 하는 앙상블 기법으로, 검증 셋 (validation 

set)에서의 성능이 좋은 모델에 더 큰 가중치를 주

도록 설계되었다. 이를 위해 우리는 AlexNet [6], 

GoogLeNet [7], ResNet [9] 등 10가지 서로 다

른 아키텍쳐를 이용하여 총 13개의 모델을 학습시

켰다. 우리가 제안하는 weighted 앙상블 기법을 적

용하게 되면 다양한 모델을 포함한 풀에서 자동으

로 테스트 과정에 도움을 줄 가능성이 높은 모델만 

선택할 수 있게 된다. 이 결과 우리는 총 5개의 모

델을 선택할 수 있었고, 기존의 평균값 기반의 앙상

블 기법에 비해 더 좋은 성능을 얻을 수 있다. 평가 

결과에 따르면 5개의 모델에 대한 평균 앙상블을 

적용 했을 때 3.357% 의 Top-5 에러율을 보이던 

것이, 제안한 weighted 앙상블 기법을 이용하여 

3.297% 의 에러율을 기록할 수 있었다.

본 연구의 주 목적은 세계 최고 기록을 달성하

는 것은 아니며, 일반적으로 딥러닝에서 사용되는 

평균 기반의 앙상블 기법보다 더 좋은 방법을 찾기 

위한 연구이다. 현재 EfficientNet [10], NasNet 

[11], SENet [12], DenseNet [13], ResNeXt 

[14] 등의 아키텍쳐 형태의 발전은 급격하지만, 결

국 마지막에는 평균 기반의 앙상블 기법을 적용하

게 된다. 본 연구에서는 이러한 단순 평균 앙상블 

기법보다 더 나은 방법에 대해 제시하고 실험으로 

검증하였다. 또한, 본 논문에서 제안한 weighted 

앙상블 알고리즘의 경우 최근에 제안된 아키텍쳐에

도 적용이 가능한 기술이다.

Ⅱ. 이미지넷 분류 관련 연구

AlexNet [6] 모델은 2012년 ILSVRC에서 우승

했던 CNN 모델로 사람이 디자인한 특징 기반 기술

의 26%의 에러율을 16.4%로 개선시켰다. 이 당시 

사용된 모델의 인식 결과는 AlexNet 5개를 앙상블

을 통해 얻은 결과이며, 단일 모델은 약 18.2%의 

Top-5 인식 에러율을 보였다. 테스트 성능 향상을 

위해 10 크롭 (crop)방식을 테스트 과정에서 적용

하였다.

그 이후 2013년도에는 AlexNet과 구조는 유사

하지만, 필터 사이즈 등 하이퍼 파라미터를 최적화

한 ZFNet [15] 모델이 우승하였다. 2014년도에는 

Google에서 제안한 GoogLeNet [7]이 우승을 차지

하게 되었고, AlexNet의 receptive field 크기를 고

려한 VGGNet [8]은 2등을 차지하게 되었다. 이 

두 가지 모델 모두 정확한 예측을 위해 모델 앙상

블 기법을 사용하였다. GoogLeNet에서는 추론하고

자하는 이미지를 144차례 크롭하여 각 크롭 된 이

미지를 모델의 입력으로 사용한 뒤, 그 결과들을 평

균 내는 데이터 증강 (data augmentation) 기반 앙

상블 기법을 사용하였다. 이 당시 2위를 기록했던 

VGGNet의 경우에는 GoogLeNet의 144 크롭보다 

더 많은 크롭을 적용하는 덴스 크롭 (dense crop) 

기법을 제안하였다.

2015년도에는 skip connection을 활용한 

ResNet (deep residual network) [9] 모델이 제안

되었는데, 사람의 Top-5 인식 에러율인 5%를 넘어

서는 3.57%의 에러률을 달성하였다. 이 때 사용된 

모델은 2개의 152층 모델을 포함한 총 6개의 모델

의 앙상블 모델이었다. (152층 단일 모델 약 

4.49%).

그 이후 2016년에도 ResNet 기반의 모델들의 

앙상블을 이용하여 2.99%의 에러율을 기록하였다. 

또한, 2017년에는 SE (Sueeze-and-Excitation) Net

[12]을 앙상블한 모델로 2.25% 의 에러율을 기록

하였고 2017년도를 마지막으로 이미지넷의 공식적
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인 대회는 막을 내렸다.

앞서 설명한 AlexNet [6], ZFNet [15], 

GoogLeNet [7], VGGNet [8], ResNet [9], 

SENet [12]의 사례와 같이 앙상블 기법은 테스트 

과정에서 인식률 향상에 많은 기여를 하였다. 전통

적인 앙상블 기법은 일반적으로 서로 동일한 구조

를 갖는 아키텍쳐를 이용하며, 모든 네트워크들이 

동일한 가중치를 이용하여 앙상블이 이루어진다. 본 

연구에서는 이러한 기존의 기법과는 달리 모델 간 

가중치 기반의 추론 정보 융합 기법에 대해 제안하

여 기존의 앙상블 기법에 비해 높은 성능을 달성하

였다.

Ⅲ. Weighted 앙상블 기법

본 연구에서 제안하는 가중치 기반의 앙상블 기

법은 다음과 같이 앙상블하는 모델들의 최적의 가

중치를 찾아 모델들을 가중치 합 (weighted 

summation)을 하는 방식으로 정의된다.

 
  



  ,

는 모델들의 가중치이며, 은 앙상블에 사용할 

모델의 총 개수이며,   는 학습이 끝난 각 

CNN 모델을 의미한다. 는 번째 모델의 학습 파

라미터이다. 최종 출력으로 우리는  벡터를 얻게 

되며,  벡터의 요소 값 중 가장 최대값을 갖는 인

덱스가 최종 결과가 된다.

  argmax  ,

는  벡터의 번째 요소 값을 의미하며 이미지

넷은 총 1000개의 클래스가 존재하므로, 

∈⋯  이다. 는 weighted 앙상블 기법

을 통해 예측한 최종 레이블 값이다.

우리의 제안 기법은 모델이 개일 때, 차원

에서의 최적의 해를 찾는 문제라고 할 수 있다. 우

리는 최적의 가중치를 찾기 위해 표 1과 같이 탐욕 

(greedy) 방식으로 를 찾는 알고리즘을 제안한

다. 제안 알고리즘은 가장 성능이 좋은 모델부터 순

차적으로 검증 셋에 대한 인식률이 가장 잘나오는 

조합을 찾는 과정이다. 만약 선택된 모델이 검증 셋

에 대한 인식률 향상에 도움이 되지 않는다면 모델

의 가중치는 0이 나오게 되며, 이는 최종 결과를 계

산하는데 반영되지 않는다는 의미를 갖는다.

표 1. 가중치를 구하는 제안 알고리즘

Table 1. Proposed algorithm for computing 

weights

① 모델이 개 주어진 경우 각 모델로 검증 

셋의 성능을 계산하고, 이 중에 가장 성능

이 좋은 모델 하나를 선택.

② 선택한 모델의 가중치는 1로 설정.

③ 선택한 모델을 제외한 나머지 모델들 중 그 

다음으로 가장 좋은 모델 하나를 또 선택.

④ [0, 1] 범위 내에서 0.01 단위로 가중치를 

조정해가면서 융합을 했을 때, 검증 에러 

(validation error)를 최소화시키는 가중치

를 찾아 앞에서 선택된 모델들과 앙상블 

적용.

⑤ ③-④ 과정을 선택할 수 있는 모델이 없을 

때까지 반복.

Ⅳ. 실험 및 결과 토의

1. 데이터셋

이미지넷 데이터셋의 학습 셋 (training set)은 

약 120만장의 이미지 데이터로 구성되어있으며, 총 

1000개의 객체 (object)에 대해 주석 (annotation)

이 되어있다. 객체의 종류로는 개, 고양이 등과 같

은 동물부터 시작해서 핸드폰, 자동차 등의 사람이 

만든 물체에 대한 이미지들도 포함되어있다. 또한 

이미지넷 데이터셋의 한가지 특징은 레이블이 개, 

고양이 등과 같이 큰 카테고리가 아닌, 퍼그 (pug), 

차우차우 (chow chow) 등과 같이 각 객체가 세부

적인 카테고리로 (fine-grained annotation) 구성되

어 있다. 이미지 사이즈는 매우 다양하며 

CIFAR-10, MNIST 데이터셋과는 다르게 높은 해

상도를 가지고 있다.

이미지넷 데이터셋의 검증 셋은 각 클래스당 50

장의 이미지로 구성되어있으며, 총 50,000장의 이

미지로 이루어져있다. 테스트 셋 (test set)은 각 클

래스당 100장의 이미지로 구성되어 총 100,000장

의 테스트 이미지가 있다. 테스트 셋은 검증 셋과는 

달리 레이블 (label)을 직접 제공하지 않으며, 웹 페

이지를 통해 제출된 결과로부터 인식률을 얻을 수 

있도록 구성되어있다.

2. CNN 모델 구현

제안 기법을 이용하기 위해서는 아키텍쳐가 서

로 다른 형태를 띠는 여러 모델들이 필요하다. 본 

연구에서는 그림 2와 같이 2012년도부터 2015년도

까지 ILSVRC에서 우승했던 대표적인 아키텍쳐들 
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그림 2. 각 모델별 Top-5 에러율 비교. 이미지넷의 학습 셋을 사용하여 학습을 하였으며, 검증 셋을 

이용하여 테스트를 수행. 동일한 이름을 갖는 모델은 같은 아키텍쳐 구조에 서로 다른 랜덤 

초기값으로부터 학습시킨 모델임.

Fig. 2 Comparison of Top-5 error rates for each model

(AlexNet, GoogleNet, ResNet)을 포함하여 

Inception V3 [16], Inception-ResNet v2 [17] 

아키텍쳐 등 총 13개의 모델을 앙상블을 위한 베이

스라인 모델로 활용하였다.

이 중 AlexNet, GoogLeNet, ResNet 등은 

Caffe 프레임워크에 기반한 공개된 학습된 모델2)를 

다운로드 받아 활용 하였다. 또한, 두 ResNet 152

층 모델 중 하나의 모델과 200층, 212층, 224층 

모델은 Torch Framework를 사용한 코드3)를 활용

하여 직접 학습하였다. 그리고 Inception v3와 

Inception-ResNet v2 모델은 Tensorflow에서 제

공하는 모델4)을 다운로드 받아 사용하였다.

우리는 Weighted ensemble 기법을 매트랩 

(Matlab)을 통해 구현하였다. 연산 크기가 큰 각 모

델의 검증 셋에 대한 출력값들은 GPU 기반의 코드

를 통해 미리 추출해놓고, 연산량이 많지 않은 

weighted 앙상블 기법은 CPU 기반으로 알고리즘

을 적용하였다.

또한 우리는 보다 높은 인식률 달성을 위해 테

2) AlexNet: https://github.com/BVLC/caffe/tree/master/models/bvlc_alexnet

GoogLeNet: 

https://github.com/BVLC/caffe/tree/master/models/bvlc_googlenet

ResNet: 

https://github.com/KaimingHe/deep-residual-networks

3) ResNet: 

https://github.com/facebookarchive/fb.resnet.torch

4) https://github.com/tensorflow

그림 3. 덴스 크롭에 사용된 스케일 종류 예시

Fig. 3 Examples of scales used for dense crop

스트 시에도 데이터 증강 기법을 사용하였다. 

AlexNet은 논문에서 제안한 것과 마찬가지로 10 

크롭을 이용하여 테스트하였으며, GoogLeNet은 싱

글 크롭 (single crop), 그리고 Tensorflow 기반의 

모델들은 144 크롭을 사용했고, Caffe 및 Torch 

기반의 ResNet 관련 모델들은 덴스 크롭 기법을 

사용하였다. 그림 3은 본 연구에서 사용한 덴스 크

롭에 사용된 스케일 (scale)종류 예시를 보여준다.

덴스 크롭의 경우에는 10 크롭과 144 크롭과는 

달리 영상의 전체 영역을 스캔하는 방식으로, 그림 

3과 같이 짧은 쪽을 224, 256, 384, 480, 640의 

사이즈로 변환시킨 후 영상 전 영역에 걸쳐 예측을 

하는 방식이다. 이를 효율적으로 구현하기 위해 우

리는 다음과 같은 방법으로 ResNet 모델을 변형하

였다. 먼저, ResNet의 마지막 컨볼루션 레이어 
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(convolutional layer) 이후 전역 평균 풀링 레이어 

(global average pooling layer) 부분을 7x7 의 평

균 풀링 (average pooling)으로 교체하였다. 또한 

2048x1000 크기의 마지막 선형 레이어 (linear 

fully connected layer)를 1x1x2048x1000의 컨볼

루션 레이어로 변환하여 다양한 이미지 크기를 입

력받을 수 있도록 하였다.

3. 실험 결과

각 모델의 Top-5 에러율은 그림 2와 같다. 총 

13개의 모델 중에 Inception-ResNet v2 아키텍쳐

를 사용한 모델이 3.79%의 에러율로 가장 성능이 

뛰어났으며, ResNet 152층의 경우 학습 결과 

4.375% 에러율을 달성하였으며, 이는 기존 논문에

서 리포팅되었던 4.49% 보다 약 0.1% 정도 향상된 

결과이다.

표 2에서는 제안 기법을 사용하여 산출된 정량

적 수치를 보여준다. 제안 기법을 통해 총 13개의 

모델 중에 ResNet 224층, 212층 모델 두 개, 그리

고 Inception v3, Inception-ResNet v2 등이 선택

되었다. 주목할 만한 것은 두 ResNet 224층 모델 

가운데 하나의 모델은 성능향상에 도움이 되지 않

아 선택이 되지 않았다. 또한 Inception v3와 

ResNet 212 두 개 모델 중 하나는 오히려 ResNet 

200층보다 낮은 성능을 갖는데도 불구하고 선택 되

었으며, 반대로 ResNet 200은 선택되지 않았다. 우

리는 이 결과를 기반으로 여러 모델들의 추론 결과

를 조합할 때는 각 모델이 높은 인식률을 갖는 것

도 중요하지만, 조합을 했을 때 각 모델의 출력 간

에 상호 보완적 효과가 일어나는 것이 앙상블에 있

어 더욱 중요한 요인이라는 결론을 얻을 수 있었다. 

결론적으로 우리는 총 5가지의 모델들을 제안한 가

중치 기반의 조합을 했을 때, 3.297% 의 Top-5 

에러율을 달성할 수 있었으며, 이는 우리가 구한 5

가지 모델들의 평균 앙상블을 적용했을 때 대비 약 

0.06%의 에러율 향상이 있었다.

제안하는 기법으로 얻어진 5가지의 모델이 아닌 

총 13개의 모델을 이용하여 평균 앙상블을 적용한 

경우에는 4% 이상의 에러율을 기록하여 최고 성능

의 모델에 비해 에러율이 상승하는 결과를 얻을 수 

있었다. 이는 AlexNet과 GoogLeNet과 같이 절대 

성능이 낮은 모델을 평균 앙상블에 함께 활용할 경

우 최종 출력에 좋지 못한 영향을 끼치는 것으로 

추정된다. 이처럼 제안하는 기법을 적용할 경우 다

양한 성능의 모델 가운데 최종 출력에 도움을 줄 

Selected Model Top-5 Error rates(%)

ResNet 224 3.9

ResNet 212 4.14

ResNet 212 4

Inception v3 4.164

Inception-ResNet v2 3.79

Average 3.357

Proposed Method 3.297

표 2. 최종 선택된 모델 및 제안 기법 성능

Table 2. Performances of final models and 

proposed method.

수 있는 모델들만을 선택할 수 있었다. 즉, 제안하

는 기법은 총 13개의 인식 모델 가운데 최종 출력

에 도움을 주지 못하는 모델들을 제거하여 도움을 

줄 수 있는 5개의 모델로 압축하였다고 간주할 수 

있으며, 이를 통해 높은 인식률을 기록할 수 있었

다.

Ⅴ. 논 의

1. 앙상블 기법의 성능 향상 요인에 관한 고찰

성능 극대화를 위해 활용되는 앙상블 기법이 딥

러닝에서 잘 동작하는 이유는 다음과 같이 정리할 

수 있다. 첫째로, 스크래치로 훈련을 시작할 때, 깊

은 신경망의 초기 가중치는 무작위로 설정된다. 이

러한 무작위 초기 값으로부터 학습을 하게 되면 최

종 모델의 weight 값은 유일 (unique)하지 않으며, 

초기 값에 따라 다른 weight 가 학습되게 된다. 이

러한 다양성에 의해 서로 다른 모델은 최종 출력에

서 시너지 효과를 창출할 수 있을 것으로 추측된다.

우리는 두 번째 이유로 데이터 증강에 의한 효

과가 있을 수 있다. 예를 들어, 랜덤 크롭을 훈련시 

적용한다고 가정했을 때, 학습할 때 서로 다른 모델

들이 서로 다른 이미지를 학습하는 효과를 얻을 수 

있고, 이는 테스트 할 때는 동일한 이미지가 입력으

로 들어오지만 각 모델은 이미 다른 위치를 보고 

학습했기 때문에 서로 다른 확률값을 출력함으로써 

일반화에 도움을 줄 수 있다.

세 번째는 입력 데이터의 무작위 셔플링 덕분에 

앙상블에 효과가 있을 것으로 추측된다. 네트워크가 

학습에 사용되는 이미지를 보는 순서에 따라 학습

된 모델의 특성이 바뀔 수 있으므로, 앙상블을 할 

때 시너지 효과를 이룰 수 있을 것이다.
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2. 특성이 다른 모델의 앙상블 효과

본 연구에서 특성이 다른 모델 여러개를 사용하

여 앙상블 기법을 적용하고 있다. 하지만, 본 연구

에서는 서로 다른 네트워크 구조를 사용함으로써 

얻는 이득에 대해서는 실험을 진행하지 않았다. 그 

이유는, 서로 특성이 다른 모델들의 융합과 동일한 

모델들의 융합의 직접적인 비교가 힘들기 때문이다. 

앙상블 성능은 각 모델의 아키텍쳐와, 파라미터 수, 

모델의 인식률 등의 요인들이 복합적으로 작용을 

하지만 이를 통제하여 실험을 진행하는 것은 상당

히 어렵다. 다만, 본 연구에서 진행한 실험 (표 2)

을 통해 결론을 내릴 수 있는 부분은 특성이 서로 

다른 모델들이 조합된 경우 단순 평균 앙상블보다

는 가중치 기반의 앙상블 기법이 더욱 좋다고 결론

을 내릴 수 있다.

3. 제안 알고리즘에서 최고 성능 모델을 먼저

선택한 것에 대한 논의

표 1에 있는 제안 알고리즘의 경우 최고 성능의 

모델을 가장 먼저 선택하게 된다. 최고 성능의 모델

을 먼저 선택한 이유는 검증 셋에 존재하는 이미지

들 중에 해당 모델이 가장 많은 이미지를 맞췄기 

때문에, 인식률 낮은 모델들의 역할을 대신 할 수 

있는 가능성이 높다고 판단하였다.

또한 최고 성능을 갖는 모델이 포함되는 것이 

전체 성능을 향상시키는데 필수적이지 않을 수도 

있지만, 여러개의 낮은 모델의 조합이 하나의 높은 

모델의 역할을 대체할 수 있어야 하므로, 이는 비효

율적이라고 판단하였다. 따라서 우리는 최고 성능의 

모델을 가장 먼저 선택하였다.

4. 임베디드 환경으로의 확장 가능성

임베디드 환경에서 앙상블 기법을 직접 사용하

기에는 무리가 있을 수 있다. 예를 들어, 논문에서 

사용된 것과 같이 총 13개의 모델을 임베디드 환경

에 적용하려면 이미지 하나당 총 13번의 추론 과정

이 필요하고, 이로 인해 계산량이 한 개 모델보다 

10배 가량 늘어날 수 밖에 없다.

만약 제안 기법을 활용하게 되면 모델 선택 과

정을 거쳐 최종적으로는 5개의 모델만 남기는 것이 

가능해진다. 따라서 추론 시의 계산량을 2배 이상 

줄일 수 있게 되고, 이로 인해 임베디드 환경에서도 

무겁지 않게 앙상블을 적용할 수도 있다.

또한, 제안 알고리즘에서는 탐욕 탐색 (greedy 

search)를 이용해 검증 셋의 성능만을 고려하여 모

델을 선택하게 된다. 하지만, 그 과정에서 모델의 

파라미터 수라든지, 깊이, 차지하는 메모리 양도 같

이 고려하여 최적화하게 된다면, 모델의 성능과 무

거움 (heavy) 정도를 저울질하여 최고의 인식률을 

갖으면서도 일정 이하의 계산량을 갖게 되는 최적

의 모델 조합도 찾아낼 수 있을 것이다.

Ⅵ. 결 론

본 연구에서는 대용량 데이터셋인 이미지넷 데

이터셋의 분류를 위한 새로운 앙상블 기법을 제안

하였다. 첫째, 여러 CNN 모델을 통합하기 위해 기

존의 평균 기반 앙상블 기술과 달리 가중치를 활용

하였다. 이후 앙상블에 사용된 계수를 자동으로 찾

는 알고리즘을 제안하였다. 제안 알고리즘은 

validation set의 성능을 최대화하는 모델을 순차적

으로 선택한 이후 기존에 선택된 모델과 앙상블을 

할 때 성능을 향상시킬 수 있도록 가중치를 조정하

였다. 결론적으로 제안 알고리즘을 이용하여 총 13 

개의 heterogeneous 모델에 앙상블을 적용한 결과 

8개의 모델은 가중치가 0으로 얻어져 최종 앙상블 

모델에 선택되지 않았으며 나머지 5 개의 모델이 

선택되었다. 이 5개의 모델을 이용하여 우리는 

ImageNet test set에서 3.297% Top-5 에러율을 

달성할 수 있었다. 
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