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요 약

고품질 비디오 스트리밍 요구에 따라 제한된 대역폭에서 높은 전송률이 필요하고, 트래픽 혼재 상황이 더 발생한다. 특히 실시간 영
상 서비스를 제공 시 패킷 손실 및 비트 오류 확률이 더 크게 증가한다. 이러한 문제를 해결하기 위해 실시간 서비스 품질향상을 위한
방법으로 FEC 기술의 한 종류인 랩터 코드가 어플리케이션 영역에서 활발히 사용되고 있다. 본 논문에서는 랩터 코드를 활용하여 유
사한 수준의 화질에서 전송 효율을 높이기 위한 다양한 심층 신경망(Deep Neural Network, DNN) 기반 영상전송 파라미터를 결정하
는 방법을 제안한다. 제안된 신경망은 패킷 손실율(Packet Loss Rate), 비디오 인코딩 속도 및 전송속도를 입력으로 사용하고 랩터
FEC 파라미터와 패킷 크기를 출력으로 한다. 제안한 방법은 기존 멀티미디어 전송 기법과 유사한 수준의 PSNR(Peak Signal-to-Noise 
Ratio)에서 전송 효율을 최적화하여 평균 1.2% 높은 스루풋(throughput)을 보였다.

Abstract

In accordance with a demand for high quality video streaming, it needs high data rate in limited bandwidth and more traffic 
congestion occurs. In particular, when providing real time video service, packet loss rate and bit error probability increase 
significantly. To solve these problems, a raptor code, which is one of FEC(Forward Error Correction) techniques, is pervasively 
used in the application layers as a method for improving real-time service quality. In this paper, we propose a method of 
determining image transmission parameters based on various deep neural networks to increase transmission efficiency at a similar 
level of image quality by using raptor codes. The proposed neural network uses the packet loss rate, video encoding rate and data 
rate as inputs, and outputs raptor FEC parameters and packet sizes. The results of the proposed method present that the throughput 
is 1.2% higher than that of the existing multimedia transmission technique by optimizing the transmission efficiency at a 
PSNR(Peak Signal-to-Noise Ratio) level similar to that of the existing technique.

Keyword : Real time video service, FEC(Forward Error Correction), DNN(Deep Neural Network), PSNR(Peak Signal-to- 
Noise Ratio)
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Ⅰ. 서 론
  
네트워크및디지털통신기술의발달로음성및비디오

와같은멀티미디어데이터를네트워크를통해실시간으로

전송할수있는서비스에대한수요가증가하고있다. 현재
인터넷에서 비디오 콘텐츠 사용 비율은 전 세계 트래픽의

60%를 차지하며, 2020년에는 모든 인터넷 소비자 트래픽
의 80%까지 점유할 것으로 예상된다[1][2]. 
이러한 요구사항을 충족하기 위해 CDMA2000 1x EV- 

DO, WiMAX, 3GPP LTE 및 5G와같은대용량데이터전
송이가능한통신방식이개발되었다[3]. 그러나트래픽부하
가증가하고, 페이딩, 경로감쇄, 신호대잡음등주변환경
에 따라 데이터 처리량이 급격히 저하 될 수 있기에 무선

네트워크 기술만으로 원활한 고품질 멀티미디어 서비스를

지원하는 것은 여전히 어려운 일이다[4]. 
또한, 전송되는 데이터의 양을 줄이기 위해서는 효과적
인 비디오 압축 알고리즘을 사용해야한다. 이를위해 디지
털 비디오 코딩 기술이 빠르게 발전하고 있으며, ISO/IEC 
및 ITU에서 MPEG-2, MPEG-4, H.263, H.264, H.265 등과
같은 국제 표준을 확립하였다[3].
특히, IP 계층혼잡및비트오류로인해패킷손실은실
시간 비디오 스트림 품질에 굉장히 민감하다. 이러한 오류
가 발생하기 쉬운 네트워크의 한계를 극복하기 위해 FEC 
방식을 사용하여 서비스 품질을 개선하기 위한 노력이 이

루어지고있다[5]. 일반적으로비디오전송기술에사용되는
응용계층에서의 FEC는체계적인특성을가진랩터코드이
다. 랩터코드는체계적인코딩, 유연성, 코딩효율성및속

도를제공하는 블록 기반의 FEC 기술이며, 이를 기반으로
다양한 영상 스트리밍 기술들이 연구되어 왔다.
그러나기존멀티미디어전송기법의큰단점은패킷손실

및전송속도, 비디오인코딩율에따라랩터 FEC에서다양한
패킷크기를실시간으로변경할수없다는것이다. 고정된패
킷크기에서는심볼크기와심볼개수만변경하여인코딩블

록을생성한다. 기존랩터 FEC 파라미터결정방식은패킷손
실율및전송속도, 그리고비디오인코딩율에따른데이터크
기가변하는환경에서이미지품질과처리량을동시에최적

화하는관점에서한계가있다. 사용가능한주파수의제한성
으로 인해 무선 자원의 효율적 사용 역시 고려할 요소이다.
본논문에서는패킷손실, 전송대역폭및비디오인코딩
속도가변경될때 PSNR을보장하는범위내에서최대스루
풋(throughput)을 도출하는데 중점을 둔다. 또한, MPEG-4, 
H-264와같은고효율압축기술과WiMAX 및 LTE와같은
전송 트래픽을 증가시키는 무선 기술과 달리 패킷 크기와

랩터 FEC 파라미터를적응적으로결정하여전송효율을최
대화하는 DNN 구조를제안한다. 딥러닝 기반 RNN 또는
CNN 기술은이미지복원또는추적분야에서널리사용되
지만, 트래픽전송측면에서응용및네트워크계층정보를
활용한 DNN 구조는 많지 않다. DNN 구조는 어플리케이
션에 의해 제공되는 비디오 인코딩율, 네트워크 계층에 의
해 제공되는 전송속도 및 패킷 손실율 기반으로 다중의

DNN 계층으로구성된다. DNN 기반영상전송기법은다양
한비디오인코딩율, 데이터전송속도및패킷손실을적용
하여 기존 멀티미디어 전송 기법과의 PSNR 및 스루풋

(throughput) 성능을비교분석한다. 또한, 광범위한테스트
를 통해 멀티미디어 전송 효율의 극대화를 위한 최적의

DNN 구조를 도출한다.
본 논문은 다음과 같이 구성되어 있다. 2장에서는 랩터
코드 구조및 기존 멀티미디어 전송기법과 2개의 입력파
라미터(패킷 손실율, 전송속도)로 구성된 기존 DNN 기반
영상전송기법을검토하고, 3장에서는 DNN 기반전송파라
미터 최적화 방법을 제안한다. 4장에서 최적의 DNN 구조
를 식별하고 제안한 방법의 성능 검증을 수행하며 마지막

으로 5장에서는 결론을 정리한다.
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Ⅱ. 관련 연구

1. 랩터 코드 소개

랩터코드는 순방향오류정정기술로서 체계화된(syste- 
matic) 코드이며, 유연성이 뛰어나고 높은 부호화 효율을
제공한다[6]. 또한, 응용계층 순방향 오류 정정 코드로서

3GPP와 DVB-H에서 표준으로 채택되었다[7]. 그림 1은 간
단한 랩터코드의 구조이다. 랩터코드는 블록 단위로 인코
딩이이루어진다. 하나의블록은다시여러개의소스심볼
들로나누어지게되고, 각심볼들은 XOR 연산을통해인코
딩심볼을생성하게된다. 체계화된랩터코드의인코딩블
록에는소스블록의온전한데이터와오류정정을위한여분

의데이터가포함된다. 랩터인코딩블록의소스심볼크기, 
소스심볼의개수, 코드율은에러강인성, 인코딩/디코딩소
요 시간 및 스루풋(throughput)까지 영향을 미치게 된다.

그림 1. 랩터코드 구조
Fig. 1. Raptor code structure

2. 기존 멀티미디어 전송 기법 소개

본절에서는기존 멀티미디어전송기법구조에대해설

명한다[8].
비디오 인코더는 생성되는 데이터의 해상도, 프레임율
등의 코딩 파라미터를 FEC 파라미터 컨트롤 유닛에 제공
하고, 또한 FEC 인코더 버퍼에 비디오 패킷을 전달한다. 
랩터 인코더의 한 블록에 인코딩 가능한 비디오 데이터가

쌓이면 랩터 인코딩을 수행한다[9]. FEC 파라미터 컨트롤
유닛에서는네트워크정보즉, 패킷손실율, 네트워크지연

그림 2. 기존 멀티미디어 전송 기법 구조
Fig. 2. Existing multimedia transmission technique structure

및가능한전송속도를기준으로부호화율(c), 심볼크기(s), 심
볼개수(k)를실시간으로결정한다[9]. 심볼크기와심볼개수
는랩터인코딩/디코딩복잡도에큰영향을주기때문에네트
워크정보를고려하여결정되어야하고, 코드율은무선채널
오류를복원할수있도록결정되어야한다. 패킷크기는심볼
크기와심볼개수의조합으로결정되며, 기존멀티미디어전
송기법에서는고정하여사용한다. 수신단에도착한패킷들은
역패킷화과정과랩터디코딩과정을거쳐재생가능한데이

터로변환된다. 이때랩터디코더는체계화된랩터코드의특
성을사용하므로랩터인코딩블록내에소스심볼들이온전하

게 전송되었을 경우에는 디코딩 과정을 거치지 않는다.

3. 기존 멀티미디어 전송 기법 파라미터 결정 방법

본절에서는기존멀티미디어전송기법에서파라미터를

결정하기 위한 알고리즘을 간략하게 요약한다. 최적의 영
상품질및전송효율을위한랩터인코딩블록의 심볼 크기

(s), 심볼 개수(k), 그리고 코드율(c)를 결정한다.
정의한 문제의해를찾기위해전역탐색기반의알고리

즘을사용한다. 즉, 알고리즘에서는사용가능한 (s,k)의조
합을 생성하고, 이 조합 내에서 스루풋(throughput)을 최대
화하는 (s,k) 그리고 c를탐색한다. 유한한개수의사용가능
한 (s,k) 조합을제공하며, c는주어진 (s,k)조합과네트워크
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상태즉, 패킷손실율(Packet Loss Rate, PLR)에따라결정
가능한 값이다. 파라미터 결정 알고리즘은 아래와 같다.

그림 3. AL-FEC 파라미터(s,k,c) 결정 방법
Fig 3. AL-FEC s, k, c parameter determination process

Step 1: 파라미터후보가 저장되는집합을 초기화하고, 사
용 가능한 모든 (s,k)의 조합 생성한다.

Step 2: 생성된 (s,k) 조합중하나를선택하고, 선택된 (s,k) 
기준으로 랩터 인코딩 블록에해당되는 패킷의 개

수 및 랩터 디코딩에 필요한 최소한의 패킷 개수, 
패킷 손실율을 고려하여 코드율 c를 결정한다. 이

때, max

는 최대로 허용 가능한 AL-FEC(Appli- 

cation Layer-Forward Error Correction) 디코딩 실

패율이며, 는 현재 AL-FEC 디코딩 실패율이

다. AL-FEC 디코딩 실패율 계산은 이항 분포(Bi- 
nomial Distribution)를 활용한다. 

 argmin  ≺ ≤  (1)[8]

   
max if  ≤ 

max

∞ 
(2)[8]

     


min  ∼ 

 
  


min







  

(3)[8]

Step 3: 선택된 (s,k) 조합에 대해 수신단 버퍼 언더플로우
를 방지 할 수 있는지 계산한다.(수식 (4) 참고)

       는 1개의 랩터 블록에서비디오 인코딩율이며, 
와 는랩터인코딩/디코딩시간이
다.  는 입력데이터속도와관련된 랩터
인코딩 블록을 전송하는 시간이다. 마지막으로
는 수신 버퍼의 크기이다.

Step 4: step 3에서 결정된 (s,k) 조합과 c, 그리고 고정된
패킷 크기로 응용계층의 스루풋(throughput)을 계
산한다. 즉, 심볼 크기와 심볼 개수의 조합으로 최
대의 랩터 인코딩 블록크기를 찾는다.

       




 ×  (5)

Step 5: 스루풋(throughput)을 최대로 하는 모든 (s,k) 조합
에 대해 위 과정을 수행하였다면 파라미터 후보를

결정한다. 만약아직탐색하지않은 (s,k) 조합이있
다면 step 2~4의 과정을 반복한다. 

기존멀티미디어전송기법의가장큰단점은랩터인코

딩파라미터를결정하는알고리즘에서패킷의크기변경이

불가하다. 패킷크기는심볼크기와심볼개수조합으로고
정되어있다. 동일한 인코딩 블록 크기라고 가정하였을 때
패킷의 크기가 변경이 불가능하면, 패킷 개수도 고정되어
야한다. 앞서설명하였듯이패킷개수는인코딩블록의코
드율 뿐만 아니라 스루풋(throughput)에도 큰 영향을 주는
파라미터이다. 1개의 인코딩 블록 기준으로 패킷 크기, 심
볼크기, 심볼개수조합은반복연산방식을통해결정되므
로 시스템 연산에 부하가 클 것으로 판단된다. 이를 위해
본 논문에서는 심층 신경망 구조를 적용하여 인코딩 블록

에서 학습된 데이터 기반으로 패킷 크기, 심볼 크기, 심볼
개수를 동적으로 변화하여 전송효율을 최대화한다.

  ≤  

∙

 ≤ ≤ 

(4)
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4. 기존 DNN 기반 영상전송기법

기존 DNN 기반 영상전송기법은 2개의 파라미터(패킷
손실율, 전송속도)를 DNN 구조의 입력으로 하고 DNN 
(32-32-16-16) 구조 통과 후, 3개의 파라미터(심볼 크기(s), 
심볼개수(k), 패킷크기(p))를출력한다[10]. 기존 DNN 기반
영상전송기법은출력파라미터대비입력파라미터개수가

적어 DNN 성능최적화의한계가있다. 또한, 응용계층에서
생성되는 비디오 인코딩율을 일정하게 고정하였다. 이를
보완하기위해본 논문에서는 DNN 입력파라미터로패킷
손실율 및 전송속도 뿐만 아니라 실시간으로 변화하는 비

디오인코딩율을고려하여최적의 DNN 구조도출및전송
효율을 최대화 한다.

Ⅲ. DNN 제안 구조

제안하는 DNN 구조는아래그림 4과같다. 입력파라미
터는 비디오 인코딩율와 패킷 손실율, 전송속도이며, 출력
값은랩터인코딩심볼크기(s), 심볼개수(k), 패킷크기(p)
이다. 제안방법은 완전 연결계층(fully connected layer)로
구성되며, 비선형성 확보를 위해 각각의 완전 연결계층의
출력이 ReLU(Rectified Liner Unit)를 통과하도록 한다[11]. 
ReLU는 음수 입력값을 0으로 맴핑하고 그렇지 않은 입력
값은 그대로 통과 시키는 맵핑 함수이다. ReLU를 통과한
i번째완전연결계층은아래와같이수식적으로표현된다.

 max    (6)

그림 4. 기존 DNN(32-32-16-16) 적용 구조
Fig. 4. Existing DNN application structure

                그림 5. DNN 제안 구조
                Fig. 5. DNN proposal structure
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여기서 ∈ × 및 ∈×은 i번째완전연결계

층의입력및출력, ∈× 및 ∈는완전연결계층

의 모델 파라미터로 학습을 통해결정된다. 우리는 광범위
한 실험을 통해 최적의 심층신경망 파라미터/계층의 계수
를 결정하였다.

Ⅳ. 시험결과

1. 시험데이터 획득

제안하는 DNN 구조를 검증하기 위해서는 기존 멀티
미디어 전송 기법의 광범위한 결과가 필요하다. 전체 데
이터 샘플을 추출하기 위해 안드로이드 임베디드 보드인

ODROID-U3를 사용하였다. 비디오 컨텐츠는 800x480 해
상도, 25 프레임율을 적용하였다. 비디오 코덱은 H.264를
사용하며 1GOP(Group Of Picture)는 25개의 프레임(I- 
Frame : 1EA, P-Frame : 24EA)으로구성된다. 네트워크전
송속도와 패킷 손실율은 네트워크 에뮬레이터를 활용하여

환경을 모사하였고, 비디오 인코딩율은 FFmpeg으로 변화
를주었다. AL-FEC 인코딩블록은 32KB로고정하고수신
단 버퍼 사이즈는 800ms 이하로 설정하였다.
앞서 설명한 것처럼 기존 멀티미디어 영상 기법에서는

패킷 크기가고정되어 있다. 이에 각각에 패킷크기(16/32/ 
64/128byte) 기준으로패킷 손실율, 전송속도, 비디오인코
딩율를 변화하여최대의 스루풋(throughput)을 위한 (s,k,p)
를찾아낸다. 샘플데이터추출에적용된패킷손실율, 전송
속도, 비디오 인코딩율 범위는 표 1과 같다. 

Database Test Range Unit Steps

video encoding rate 0.1∼3.5Mbps 0.1Mbps

data rate 0.1∼3.5Mbps 0.05Mbps

packet loss rate 0.1~5% 0.1% or 0.2%

표 1. 비디오 인코딩율, 전송속도, 패킷 손실율 시험 범위/단위 간격
Table 1. Test range/unit steps in the video encoding rate, data rate, 
and packet loss rate 

2. 모델 파라미터 결정

제안한 DNN 구조의계층수와모델 파라미터를변경하
는 광범위한 테스트를 통해 최적의 모델 파라미터를 찾는

다. 테스트를 통해 추출한 5,700개의 샘플 중 학습셋으로
4,560개, 테스트셋으로 1,140개를 활용한다. 시뮬레이션을
위해 제안된 DNN 구조를 MATLAB 기반 딥 러닝라이브
러리에서 구현하였다. 이때, 비디오인코딩율은 FFmpeg에
서 실시간으로 변화하는 영상 인코딩율을 적용하였고, 전
송속도 및 패킷 손실율은 MATLAB의 runif(n, min, max) 
함수를 이용하여 균등 랜덤 분포(uniform random dis-
truibution)를반영하였다. 제안방법의학습을위해 ADAM 
최적화 방법을 사용하였고[12], 총 500번 세대(epoch)만큼
학습을수행하였다. 학습률(learning rate)은 0.0001, 가중치
부식(weight decay)값은 0.0001을 사용하였다. 학습 시 미
니배치의크기는 32로설정하였다. 학습을위한비용함수

는 예측된 (  ) 와 실제 값   간 평균 자승 오차

(Mean Squared Error; MSE)를사용하였다. (7)는비용함수
(J)의 수식적 표현이다.

  


  



 


 


 


 (7)

여기서 s, k, p가 가질 수 있는 값은 각각 s={16, 32, 64, 
128}, k={128, 256, 512}, p={16, 32, 64, 128}이다. 각 파
라미터 값의 동적 범위가 다르면, 결과적으로 비용함수를
최적화 시 각 파라미터 마다 다른 가중값을 가지게 된다. 
이를해결하기위해로그(log) 스케일로치환된 s, k, p 값에
대해 학습을 수행하였다.

(2, 4, 8)개의계층수와 (128, 64, 32, 16, 8, 4)의각계층
에 대한 뉴론의 수에 대해 실험을 수행하였다. 일반적인
DNN 구조는 하위계층에서상위계층으로갈수록 차원이
축소(dimensionality reduction)된다[13][14][15]. 본 논문도 마
찬가지로 계층이 상위로 갈수록 뉴론의 수가 감소하는 형

태로 모델을 구성하였다. 표 2는 다양한 모델 파라미터에
대한테스트데이터셋에서의 MSE 성능을제시한다. 본논
문에서는 표 2의 결과를 기반으로 MSE 최소화 관점에서
(16-16-8-8) DNN 구조를 최종 제안 모델로 선택하였다.
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제안한 (32-32-16-16) DNN 구조의 성능을 평가하기 위
해 k-폴드 교차검증(k-fold cross validation)을수행하였다. 
k = 5로설정하여총 5700개의데이터에서 80%는 Training 
set, 20%는 Testing set으로 활용하였다. 교차 검증 시에는
Testing set이중복되지않도록 5개의 set으로분류하여테스
트를 수행하였다. 각 Testing set에서예측한 심볼 크기, 심
볼 개수, 패킷 크기를 기반으로 스루풋(throughput)을 산정
한다. 그리고기존멀티미디어전송기법의스루풋(through- 

put)은 k-폴드교차검증수행시분류된 Testing set의패킷
손실율과 전송속도, 비디오 인코딩율 기준으로 패킷 크기
(16/32/64/128byte)를 고정하여 각각 산정하였다.  
결론적으로기존멀티미디어전송기법에서는패킷크기

를 고정하여 파라미터를 결정하고, 심층 신경망 구조에서
는학습기반데이터로패킷크기및랩터 FEC 파라미터(심
볼 크기, 심볼 개수)를 적응적으로 결정한다.

Number of neurons per layer MSE
S k P S+k+P

8-4 0.2937 0.3775 0.3926 1.0638
16-8 0.2957 0.3734 0.3901 1.0592
32-16 0.2956 0.3727 0.3899 1.0582
64-32 0.3053 0.3781 0.3954 1.0788
128-64 0.2994 0.3752 0.3926 1.0671
8-8-4-4 0.2941 0.3727 0.3891 1.0559
16-16-8-8 0.2911 0.3719 0.3885 1.0515

32-32-16-16 0.3062 0.3774 0.3933 1.0769
64-64-32-32 0.3026 0.382 0.3968 1.0814

128-128-64-64 0.3162 0.3934 0.3958 1.1054
8-8-8-8-4-4-4-4 0.2946 0.3794 0.3916 1.0657

16-16-16-16-8-8-8-8 0.315 0.3796 0.3993 1.0939
32-32-32-32-16-16-16-16 0.3003 0.3771 0.3932 1.0706
64-64-64-64-32-32-32-32 0.3029 0.3781 0.3943 1.0753

128-128-128-128-64-64-64-64 0.3042 0.3808 0.3955 1.0804

표 2. 다양한 계층 및 뉴론 수에 따른 testing dataset의 MSE 성능
Table 2. MSE performance on the testing dataset under various model parameter conditions.

그림 6. 심볼 크기/심볼 개수/패킷 크기의 Training 및 Testing MSE
Fig. 6. Training and testing performance on mean squared error (MSE) for symbol size (s), symbol number (k), and packet size 
(p) along the number of epochs
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3. 결과분석

제안한 DNN 구조의 스루풋(throughput)은 최종 선정된
DNN 구조(16-16-8-8)를 사용하여 예측된 s, k, p 값을 사
용하여 산출된다. 기존 멀티미디어 전송 기법의 스루풋
(throughput)은 고정 패킷 크기 16/32/64/128byte에서 s 및
k 값을 기반으로계산된다. 스루풋(throughput)을산출하는
수식은 기존 멀티미디어 전송 기법의 공식과 동일하다.
기존 멀티미디어 전송 기법은 리눅스 기반의 C언어로
동작하여 파라미터를 도출하고, 제안한 심층 신경망은

MATLAB을 통해 파라미터를 결정한다. 동일한 환경에서
성능 비교/분석을 수행하지는 않았지만, 하나의 인코딩 블
록 기준으로 두 환경의 파라미터 결정 알고리즘 수행시간

차이가 30ms 이하로 확인된다. 이는 실제스루풋(through- 
put) 성능에는 영향이미비하므로 두알고리즘의 수행시간
의차이는스루풋(throughput) 도출시고려하지않았다. 본
논문의 MATLAB 시뮬레이션에서 적용한 오류 확률은 균
등 랜덤 분포(uniform random distribution)이며, 송신측에

서는 CSI(Channel State Information)를 기반으로 획득된
패킷 손실율을 다음 랩터 인코딩 블록 생성 시 반영하는

것으로가정하였다. 단, 실제환경에서는적용되는모뎀특
성에따라송신측으로전달되는 패킷 손실율주기및 랩터

인코딩 적용 시점이 달라 스루풋(throughput)의 차이는 발
생할여지가있다. 표 3은제안한 (16-16-8-8) DNN과기존
멀티미디어 전송 기법의 성능 비교 결과이다.
제안된 DNN 구조를 적용하면 기존의 멀티미디어 전
송 기법에 비해 스루풋(throughput)이 향상되었다. 제안된
DNN 아키텍처는 스루풋(throughput)을 최대화하기 위해
패킷크기와 랩터 FEC 파라미터를 모두 최적화하였다. 기
존의 멀티미디어 전송 기법에서 랩터 FEC 파라미터는 고
정된 패킷 크기를 갖는 패킷 손실율, 전송속도 및 비디오
인코딩율에따라결정되는반면, 제안된 DNN 구조는학습
된데이터베이스기반으로하여패킷크기및 FEC 파라미
터를 적응적으로결정한다. 기존 멀티미디어 전송 기법 대
비패킷크기를가변함으로써 1개의랩터인코딩블록생성
시 송신 가능한 전송속도에 최대한으로 근접한 랩터 인코

구분
Testing
Dataset

Packet Size
(byte)

Throughput
(kbps) Avg. PSNR

Proposed
DNN

structure

k=1

Adaptive
(16/32/64/128)

207.88

30.55
k=2 207.40
k=3 205.15
k=4 207.67
k=5 208.79

Existing multimedia 
transport technique

k=1

16

204.73

31.22
k=2 203.99
k=3 201.96
k=4 204.67
k=5 208.79
k=1

32

206.29

31.23
k=2 205.77
k=3 203.60
k=4 206.69
k=5 207.35
k=1

64

206.04

31.32
k=2 205.56
k=3 203.38
k=4 205.85
k=5 206.91
k=1

128

204.58

31.13
k=2 203.63
k=3 201.51
k=4 203.94
k=5 205.01

표 3. 기존 멀티미디어 전송 기법과 제안 DNN구조의 성능 비교 결과
Table 3. Performance of existing multimedia transport technique and the proposed DNN structure
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딩블록크기로생성이가능하기때문이다. DNN은다양한
비선형함수를 근사화 할수 있는 특성(Universal Approxi- 
mation Theorem)을 가지고 있기 때문에 산술적 반복 연산
을 적용한 기존 멀티미디어 전송 기법 대비 최적의 해를

도출하는데 효율적이다[16]. 즉, 최대의 스루풋(throughput)
을 위한 조합(패킷 크기, 심볼 크기, 심볼 개수)을 적용할
수 있는 구조이다. 따라서, 랜덤하게 변하는 채널 환경에
신경망 구조를적용함으로써수행될수 있는 적절한패킷

크기를 선택함으로써 최대 스루풋(throughput)이 개선 될
수 있다.
또한, 제안된신경망구조에서의 PSNR은기존의멀티미
디어 전송 기법과 비교하여약간의 성능 차이를보여준다. 
DNN 구조에서 PSNR이 떨어지는 경우는 잘못된 조합을
선택하여 랩터 디코딩이 실패한 경우로 보여진다. 이는패
킷크기및랩터인코딩파라미터예측을위한충분한입력

정보가 제공되지 않은 DNN 모델의 한계라고 판단된다.

Ⅴ. 결 론
  
본논문에서는비디오 품질및비디오 전송효율을최적

화하기 위한 16-16-8-8 DNN 기반 전송 파라미터 추정 방
법을 제안하였다. 기존의 멀티미디어 전송 기법에서는 패
킷 크기가 고정된 상태에서 랩터 FEC의 파라미터가 결정

되었다. 기존 멀티미디어 전송 기법의 단점을 극복하기 위
해비디오인코딩율, 데이터전송속도및패킷손실율에따
라 적절한 패킷 크기를 선택하여 스루풋(throughput)을 개
선한 DNN 구조를도출하였다. 광범위한테스트데이터분
석및시뮬레이션을통해 DNN 구조는기존멀티미디어전
송 기법 대비 스루풋(throughput)이 1.2% 향상됨을 확인하
였다. 다시 말해서 제안된 방법은 동일한네트워크대역폭
에서 유사한 레벨의 PSNR로 더 많은 비디오 데이터를 전
송할 수 있다. 하지만, 이미 기존 멀티미디어 전송 방법이
최적에 가까운 성능을 도출하기에 DNN이 향상시킬 수있
는 성능이 많지 않다고 판단된다. 그럼에도 불구하고 스루
풋(throughput)이 향상된 것은 universal approximation the-
orem에 따라 non-linear함수를 더욱 잘 모델링했기 때문이
라고할수있다. 또한, PSNR이떨어지는경우는 DNN에서
잘못된 조합을 선택하여 랩터 디코딩이 실패한 경우로

PSNR이 다소떨어진 것으로 보여진다. 이는패킷크기및
랩터 인코딩 파라미터 예측을 위한 충분한 입력정보가 제

공되지 않은 DNN 모델의 한계라고 판단된다. 추후, DNN 
입력파라미터로 SNR(Signal to Noise Ratio, RSSI(Receiv- 
ed Signal Strength Indicator) 등무선채널환경을 보다정확
하게반영할수있는값을활용하면 잘못된조합을개선할

수있다고본다. 주파수자원은제한되어있고최근트래픽
양은증가하는상황에서대역폭을효율적으로사용하는것

이 중요하다. 따라서 제안된 방법을 적용하면 네트워크 리

그림 7. 기존 멀티미디어 전송 기법과 제안 DNN구조의 PSNR 성능 비교
Fig. 7. PSNR performance comparison between the existing multimedia transport technique 
and proposed DNN structure 
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소스가 제한되거나 트래픽 환경이 정체된 경우 비디오 전

송을 보다 효율적으로 향상시킬 수 있다. 향후 연구에서는
입력파라미터를추가한제안 DNN 알고리즘 및웨이브폼
을실장비에탑재하고, 네트워크채널변경에따른패킷손
실을 반영하여 TTF(Time to Failure)를분석하도록하겠다.
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