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Objectives: The purpose of this study is to predict the weight loss by applying machine learning using real-world 
clinical data from overweight and obese adults on weight loss program in 4 Korean Medicine obesity clinics. 
Methods: From January, 2017 to May, 2019, we collected data from overweight and obese adults (BMI≥23 kg/m2) 
who registered for a 3-month Gamitaeeumjowi-tang prescription program. Predictive analysis was conducted at the 
time of three prescriptions, and the expected reduced rate and reduced weight at the next order of prescription were 
predicted as binary classification (classification benchmark: highest quartile, median, lowest quartile). For the median, 
further analysis was conducted after using the variable selection method. The data set for each analysis was 25,988 
in the first, 6,304 in the second, and 833 in the third. 5-fold cross validation was used to prevent overfitting.
Results: Prediction accuracy was increased from 1st to 2nd and 3rd analysis. After selecting the variables based on the 
median, artificial neural network showed the highest accuracy in 1st (54.69%), 2nd (73.52%), and 3rd (81.88%) 
prediction analysis based on reduced rate. The prediction performance was additionally confirmed through AUC, 
Random Forest showed the highest in 1st (0.640), 2nd (0.816), and 3rd (0.939) prediction analysis based on reduced 
weight.
Conclusions: The prediction of weight loss by applying machine learning showed that the accuracy was improved 
by using the initial weight loss information. There is a possibility that it can be used to screen patients who need 
intensive intervention when expected weight loss is low.
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서 론

비만은 에너지 섭취량이 소비량보다 많아서 오는 

에너지 불균형 상태가 오랫동안 지속됨으로써 발생

하는 질환으로1) 전세계적으로 유병률이 증가하고 있

다2). 비만은 심혈관질환, 당뇨병, 골관절염 등의 발

병을 높일 뿐만 아니라 일부 암의 위험을 증가시키

는 것으로 알려져 있어3,4), 비만인의 체중 감량은 건

강을 위해 중요하게 인식되어져 왔다. 

이에 따라 성공적인 체중 감량을 위해 다양한 선

행연구들이 진행되어 왔는데, 지금까지의 연구들은 

단순 상관관계나 평균 차 검정, 회귀분석 등을 바탕

으로 한 체중감량에 영향을 주는 요인연구가 주를 

이루어 왔다5-10). 비만도 (초기 체질량지수(Body Mass 

Index, BMI), 초기 체중)5,6), 성별5,7), 연령, 식이요법 

준수6), 운동6), 자기 효능감8), 그리고 초기 체중 감량
5,9,10) 등을 포함한 많은 요인들이 체중 감량에 영향

을 주는 것으로 보고되어 있다.  

체중 감량 정도는 중도탈락을 예측할 수 있는 중

요한 요인이 되는데11), 비만 프로그램에서 체중 감량

을 예측할 수 있다면 환자들이 치료를 완수하는데 

도움을 줄 수 있을 것이다. 임상에서 예측되는 체중 

감량치가 낮은 환자는 체중 감량을 위한 노력을 더

욱 기울일 수 있도록 조기에 독려할 수 있으며, 감량

에 대한 높은 기대치로 인해 발생하는 치료 중도탈

락의 위험을 미연에 줄일 수 있고, 예측되는 체중 감

량치가 높을 경우 자신감을 심어주어 체중 감량에 

대한 동기 부여를 할 수 있기 때문이다. 체중 감량에 

대한 예측은 전통적으로 선형 회귀의 방식을 사용하

여 이루어져 왔다12). 선형 회귀분석의 조건(가정)은 

매우 엄격한데 대표적으로 표본 가정에서 선형성을 

만족시켜야 하지만, 이는 실제 임상에서 만족하기 어

려운 경우들이 흔히 존재한다. 머신러닝 기법은 이러

한 가정이 만족되지 않을 때 적용해볼 수 있는 좋은 

대체안이 될 수 있다13).   

머신러닝 (Machine learning)은 ‘데이터를 수집, 

정제, 처리, 분석하고 그로부터 유용한 통찰력을 얻

어내는 연구’ 혹은 ‘설명력 있고, 예측 가능한 모델

링을 할 뿐만 아니라 통찰력 있고, 흥미롭고, 참신한 

패턴을 발견하는 과정’으로, 머신러닝이 기존 전통적

인 접근법과 가장 다른 점은 규칙을 프로그래밍 해

서 진행되는 것이 아니라 다양한 예시들로 학습을 

한다는 점에 있다. 기존 데이터를 통해 높은 적합도

로 학습, 훈련이 이루어지면 새로운 데이터가 입력되

었을 경우 이를 바탕으로 예측이 가능하게 되고, 입

력된 새 데이터로 재학습을 하여 모델의 정확도를 

더욱 성장시킬 수 있는 장점을 가지고 있다14,15). 

머신러닝은 이미지 및 음성인식 포함하여 다양한 

분야에서 연구가 활발히 진행 중이며, 종양 및 암 진

단16,17), 심혈관질환 위험도 예측18), 방사선 판독19) 등 

최근 의학 분야에서의 연구 또한 증가하고 있다. 비

만과 관련된 분야에서도 머신러닝을 적용한 시도들

이 증가하고 있으나20-22) 해외 연구들이 주를 이루고 

있다. 국내에서는 비만과 관련된 이러한 연구들이 

2010년대 중반부터 비로소 시작되었으며23), 비만관

련 머신러닝 연구는 아직 시작 단계이기 때문에 실

제 비만 진료 임상 데이터를 이용한 체중 감량 예측

을 진행한 국내 선행 연구는 찾아볼 수 없었다.

선행연구에서 알려진 체중 감량에 영향을 미치는 

요인들을 바탕으로 자료를 분석, 정리하여 기존 데이

터로부터 특정 값을 예측하는 능력이 뛰어난 머신러

닝 기법을 사용하여 체중 감량이 양호하게 이루어 

질 것인지 아닌지를 판별할 수 있는 예측 모델을 만

든다면 임상에서 비만환자들을 진료함에 있어서 초

진에서부터 더욱 적절한 조언을 할 수 있고 관리의 

강도를 조절해 나가 성공적인 치료 결과를 얻는데 

도움을 줄 수 있을 것으로 사료된다. 

따라서, 본 연구에서는 한방비만프로그램을 시행

한 과체중, 비만 성인 환자들을 대상으로 머신러닝을 

적용하여 체중 감량 예측을 연구하고자 하였다. 본 

연구의 최종 목표는 체중 감량 예측 모델에 필요한 

중요 변수 탐색 및 체중 감량 예측 모델의 비교 분석

(185)
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으로 이를 위해 크게 두 부분으로 나누어 분석을 진

행하였다. 먼저, 선행연구를 바탕으로 본 연구에서 

추출 가능한 모든 변수를 사용하여 변수 선택 없이 

체중 감량 예측을 진행하였으며, 추가적으로, 중요 

변수를 선택하여 이를 바탕으로 체중 감량 예측 모

델을 재검토하는 방식으로 진행되었다. 

대상 및 방법

1. 연구 대상

이 연구는 다기관, 후향적 연구로서 2017년 1월 4

일부터 2019년 5월 30일까지 서울 및 경기도 소재 4

개의 N 한방 비만 클리닉에 내원한 환자의 전자 의

무기록 데이터를 한차트 (TNH, Gyeonggi-do, Korea)

로부터 개인정보를 비식별화된 상태로 제공받아 분

석에 사용하였다. 비만 센터에 내원한 모든 환자들은 

치료 시작 전 기본적으로 개인정보 제공, 진료 및 연

구에 대한 동의서를 작성하였다. 3개월 비만 프로그

램에 등록한 66,645명 중에 중도탈락자와 체중 정보

가 확인되지 않는 경우, 그리고 연구 방법에 제시된 

복용약 이외의 약과 제형을 복용한 경우는 분석에서 

제외되었으며, 개인 정보 제공에 동의한 18세 이상의 

과체중 및 비만인 (body mass index (BMI) ≥ 

23kg/m2)을 분석 대상자로 삼았다. 이 연구 프로토콜

은 경희대학교 기관생명윤리위원회 (Institutional 

Review Board)의 승인을 받아 진행되었으며 

(KHSIRB-19-433), 연구 방법에 기반한 Dataset은 1

차 예측 분석 25,988명, 2차 예측 분석 6,304명, 3차 

예측 분석 833명이다(Figure 1).

2. 연구 방법

가미태음조위탕은 총 3개월간 약 한 달 간격으로 

Fig. 1. Flowchart of dataset for analysis

(186)
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총 3회 투여되었다. 예측 분석은 가미태음조위탕 총 

3회의 각 처방 시점에서 이루어졌으며, 그 다음 차수 

처방 시 예상되는 체중 감량률 및 감량 체중을 머신

러닝 기법을 적용하여 분류의 기준점이 되는 부분을 

넘길 것인지, 넘기지 못할 것인지 예측이 이루어지는 

이분형으로 예측 (binary classification)하는 방식으

로 이루어졌다. 본 연구는 분류의 기준점 및 변수 선

택 기법 적용 유무에 따라 크게 두 가지 종류의 분석

으로 이루어졌다. 첫 번째 분석에서는 변수 선택 없

이 모든 입력변수 (독립변수)를 사용하여 본원에서 

가미태음조위탕을 복용한 모집단의 데이터를 바탕으

로 체중 감량 정도를 감량률과 감량 체중을 기준으

로 각각 4분위 (상위 25%, 중위 50%, 하위 25%)로 

구분하여 이를 분류의 기준점을 삼아 예측이 진행되

었으며, 이에 사용된 각 모델별 예측 정확도를 비교 

분석하였다. 두 번째 분석에서는 분류의 기준을 체중 

감량 중위 50%로 두었을 경우를 바탕으로 중요 변

수를 선택하여 각 모델별 성능을 추가 분석하였다. 

큰 줄기인 두 가지 분석 내에서 각각 1차, 2차, 3차 

예측 분석이 세부적으로 시행되었다. 

전체적인 데이터 분석의 과정은 데이터 수집, 데이

터 정제 및 전처리, 탐색적 데이터 분석, 모델링 기

법 선택 및 모델링 수행, 검증 및 평가의 과정으로 

이루어졌다(Figure 2). 

1) 약물 구성과 투여 방법

총 3개월 간의 비만 프로그램 동안 가미태음조위

탕 (1일 복용량. 마황 16~20g, 숙지황 8g, 의이인 8g, 

생강 4g, 석창포 3.3g, 산조인 3.3g, 택사 2.6g, 황금 

1.3g, 오미자 1.3g, 갈근 1.3g, 천문동 1.3g, 고본 

1.3g, 용안육 1.3g, 건율 1.3g, 맥문동 1.3g) 처방은 

약 한 달 간격으로 총 3회에 걸쳐 이루어졌다. 마황

의 용량은 체중 및 발현 증상 변화에 따라 조절되었

으며, 초진 방문 시 한식 위주의 균형 있는 식단을 

바탕으로 한 저열량식이 및 산책, 스트레칭 등을 통

한 신체 활동 유지 권장 등 체중 감량을 위한 일반적

Fig. 2. Data analytics lifecycle

(187)
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인 조언이 함께 이루어졌다. 처방 약물은 1일 복용량 

한약을 달여서 동결건조한 정제 (550 mg/정)의 형태

로 1회 3정, 1일 3회 복용하였다.

2) 데이터 수집 및 처리

(1) 분류 기준점에 따른 분석 대상

① 체중 감량 4분위 기준: 가미태음조위탕을 복용

한 모집단의 체중 감량 정도를 각각 감량률, 감량 체

중 기준으로 4분위 (상위 25%, 중위 50%, 하위 

25%)로 나누어 이를 기준점으로 삼아 입력변수의 선

택 없이 모든 변수를 사용하여 분석 

② 체중 감량 중위 50% 기준: 체중 감량 4분위 중

에서 중위 50%를 분류 기준점으로 삼아 변수 선택 

후 추가 분석 

(2) 데이터 분석 시점과 용어 

체중 감량 4분위 기준 분석과 체중 감량 중위 

50% 기준 추가 분석 내에서 각각 1, 2, 3차 예측 분

석이 세부적으로 이루어졌다. 1차 예측 분석은 1차 

처방 시점에서 이루어졌으며, 2차 처방이 이루어지는 

시점의 체중 감량 (1~2차 처방 사이에 발생하는 체

중 감량률, 감량 체중)을 초진 정보를 활용하여 예측

하였다. 2차 예측 분석은 2차 처방 시점에서 이루어

졌으며, 3차 처방이 이루어지는 시점의 체중 감량 

(1~3차 처방 사이에 발생하는 체중 감량률, 감량 체

중)을 초진 정보와 1-2차 약 복용 사이에 발생한 추

가 정보를 활용하여 예측하였다. 3차 예측 분석은 3

차 처방 시점에서 이루어졌으며, 최종 체중 보고가 

이루어지는 시점의 체중 감량 (1차 처방~최종 체중 

보고 사이에 발생하는 체중 감량률, 감량 체중)을 초

진 정보, 1-2차 및 2-3차 약 복용 사이에 발생한 추

가 정보를 활용하여 예측하였다(Figure 3). 

 

(3) 측정

체중 정보는 Inbody 370 ((주)인바디, 서울, 대한

민국)를 통해 이루어졌으며, 신장의 측정은 BSM 

330 ((주)인바디, 서울, 대한민국) 신장계를 사용하여 

측정되었다. BMI는 측정된 체중 (kg)을 키 (m)의 제

곱으로 나눈 값으로 계산하여 사용하였다.

(4) 전처리 

전체 데이터는 비식별화된 환자의 기본 정보, 계측 

정보, 약 처방, 진료 노트가 모두 존재하는 사람을 

대상으로 데이터를 추출했다. 제외 기준에 속하는 

BMI가 23 kg/m2 미만인 사람과 18세 미만의 환자는 

제외하였다. 1차 예측 분석에 사용된 변수는 그대로 

Fig. 3. A schematic diagram of prediction analyses of weight loss.
The analysis for predicting weight loss was divided into three parts, and the weight loss at each time point refers to the change
from the initial point of treatment to the point of weight report. 
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2차 예측에 사용되었고, 1-2차 약 복용 사이에 추가

된 변수는 3차 예측에 사용되었다.

연속형 변수 중 체중은 계측 정보와 진료 노트를 

통하여 추출하였고, 그 과정에서 1.5 IQR (interquartile 

range)을 통해 구해진 이상치를 제거하고 결측치는 

제외하였다. 재방문 기간은 각 차수 날짜 간의 차이

를 구하여 추출하였고, BMI는 키와 방문 차수의 몸

무게를 통하여 계산하여 구하였다. 감량 체중과 감량 

BMI는 각 차수 때의 체중 혹은 BMI 간의 차이를 

통하여 추출하였고, 감량률은 각 차수 간의 체중을 

통해 아래와 같이 계산하여 추출하였다.

감량률 (%) = {(초기 체중-예측 대상 시점 체중)/

초기 체중}*100 (%) 

3) 변수 선정

(1) 입력변수 (Feature vectors) 

선행연구24)를 통해 체중 감량에 영향을 미치는 인

자들을 바탕으로 변수들이 선택되었으며, 1차 예측 

분석에서는 초진 정보 중에서 연령, 초기 체중, BMI 

등은 연속 변수로 사용되었으며, 약의 용량, 성별, 식

이 습관, 다이어트 경험, 병력 등은 진료 노트 부분

에서 텍스트 마이닝 형태로 추출되어 범주형 변수로 

사용되었다. 2, 3차 예측 분석에서는 다이어트를 진

행하면서 발생하는 추가 정보들을 변수로 활용하였

으며, 각 처방 시점에서의 체중 및 BMI, 약 처방 사

이의 기간, 감량률, 감량 체중, 감량 BMI 등이 연속

형 변수로 분석에 추가되었으며, 추가 약접수시 방문

의 유무, 마황 증량의 유무, 약 복용 후 발생한 기관

계별 불편증상, 감량 만족도, 포만감 및 식욕억제는 

범주형 변수로 추가되었다. 불편증상, 포만감, 감량만

족도는 용언 (用言)의 활용이 많아 형태소 분석을 위

해 MeCab을 사용하였으며, 불편증상은 선행연구25)

를 참고하여 위장기관계, 중추 및 말초신경계, 신경

정신계, 자율신경계, 그 외 기타로 범주화 하여 추출

하였다(Table 1).

(2) 출력변수 (Labels) 및 분류의 기준점 (Classification 

bench mark)

본 연구의 체중 감량 예측은 이분형 분류 (binary 

classification) 형태로 시행되었다. 이분형 분류는 출

력 변수 (labels)를 1 또는 0, 혹은 1 또는 -1로 예측

하게 되는데, 본 연구에서는 예측 결과 분류의 기준

점을 넘기면 1을 출력 (return)하고, 넘기지 못하면 0

을 출력 (return)하도록 하였다. 연구는 분류의 기준

점을 바탕으로 다음과 같이 크게 두 부분으로 진행

되었다. 첫째, 모든 변수를 사용하여 가미태음조위탕

을 복용한 모집단의 감량률 (reduced rate), 감량 체

중 (reduced weight)을 각각 4분위 (분류 기준점: 상

위 25%, 중위 50%, 하위 25%)로 나누어서 1차 예

측 분석, 2차 예측 분석, 3차 예측 분석을 진행하였

다(Table 2). 체중 감량이 양호한 군과 저조한 군을 

비교하기 위해 1차 예측 분석에서 1분위와 4분위에 

해당하는 환자들의 신체 정보, 감량 정도를 초진 정

보와 비교해 보았다(Table 3). 둘째, 중요 변수를 탐

색하기 위하여 체중 감량 4분위 중에서 감량률, 감량 

체중의 중위 50%를 기준으로 추가 분석을 시행하였

다. ‘속성 선택 기법 (feature selection method)’의 

하나인 ‘보루타 알고리즘 (Boruta Algorithm)’26)을 

통해 의미 있는 변수를 선택한 후, 변수들의 선택이 

잘 이루어져서 안정적으로 예측 정확도가 향상되는지 

확인하기 위해 ‘변수 중요도 (feature importance)’에 

따라 중요도가 낮은 변수에서 높은 변수 순서로 추

가하면서 모델 성능이 변화하는 과정을 비교 검토하

였다(Table 4). 

4) 예측 모델

본 연구에서는 비만 진료를 통해 축적된 임상 빅

데이터 분석을 위한 머신러닝 알고리즘으로 의사결

정나무 (Decision Tree, DT), 랜덤 포레스트 (Random 

Forest, RF), 로지스틱 회귀분석 (Logistic Regression, 

LR), 인공신경망 (Artificial Neural Network, ANN)

을 사용하였다. 
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DT는 불순도 (entropy)를 최소화하는 방식으로 이

진 분할을 통해 유의미한 독립변수를 나누어 나가는

데 그 모양이 나무의 가지가 갈라지는 모양과 유사

하여 의사결정나무라고 불린다. 공선성에 강하며, 시

각화가 가능하여 해석이 용이한 화이트 박스 (white 

box) 모델에 속하며, 수행을 빠르게 할 수 있고 컴퓨

터 자원을 적게 소모하는 장점이 있어 본 연구에서 

사용되었다. 한편, 과적합이 잘 되는 경향이 있고, 탐

욕적 알고리즘을 기반으로 하기 때문에 최적해를 찾

을 수 없는 경우도 발생한다는 단점이 있다13,27).

RF는 훈련 자료에서 변수에 대하여 무작위 복원

추출 (bootstrap) 하여 DT를 만드는 과정을 반복해서 

여러 개의 DT를 만든 후, 새로운 데이터 입력하여 

예측을 시행할 때 회귀의 경우는 평균을, 분류의 경

우에는 다수결 (voting)을 이용하는 방법을 이용한다. 

이러한 방법을 앙상블 (ensemble) 기법 중에서 배깅 

(bagging) 기법이라고 한다. 앙상블 방법을 통하여 

예측의 변동성이 줄어들어 정밀도가 좋고 예측 성능

이 우수하며, 변수의 중요성을 파악할 수 있다는 장

점을 가지고 있어 본 연구의 분석에 활용되었다. 하

지만, DT에 비해 속도가 크게 떨어지며 내부를 들여

다볼 수가 없어 해석이 어려운 단점이 존재한다27,28). 

LR은 범주형 종속변수에 대하여 다중선형회귀를 

적용하기 위한 방법으로, 선형적인 모델을 로그형태

로 바꾼 뒤 범주에 대한 경계 값을 정하여 분류를 수

행한다. 데이터의 차원이 크지 않을 때 과적합되지 

않는 경향이 있고, 회귀계수를 구하여 독립변수가 가

지는 음양의 방향성과 계수 값 비교를 통해 변수의 

상대적인 중요도를 확인할 수 있는 장점을 가지고 

있어 본 연구에 사용하였다. 그러나 차원이 큰 경우

에는 성능이 좋지 않고, 종속변수가 범주형일 때만 

사용 가능한 단점이 있다27).

Table 1A. Independent Variables Used in the First Analysis (n=25,988)

Variables
Age (years) 36.34 ± 10.5
Weight (kg) 72.69 ± 10.50 
BMI (kg/m2) 27.60 ± 3.04 
Patients with medication dose 
change (n, %)

Stable 21,590 (83.08)
Increased 4,398 (16.92)

Gender (n, %) Male 2,292 (8.82)
Female 23,696 (91.18)

Dietary habits (n, %)* Light eating 749 (2.88)
Binge eating 10,817 (41.62)
Nighttime eating 8,197 (31.54)

Weight loss experience (n, %) None 6,575 (25.3)
Diet, exercise only or weight loss drug for less than 3 months 10,247 (39.43)
Weight loss drug over 3 months 9,166 (35.27)

Diseases (n, %)* High blood pressure 1,790 (6.89)
Anemia 1,922 (7.4)
Diabetes 676 (2.6)
Hypothyroidism 598 (2.3)
Hyperthyroidism 293 (1.13)
Gastritis 846 (3.26)
Reflux esophagitis 490 (1.89)
Hyperlipidemia 610 (2.35)
Low back pain 794 (3.06)

*: multiple choices allowed
Data are expressed as n (%) for categorical variables and mean ± SD for continuous variables.
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(192)

Table 1C. Independent Variables Used in the 3rd Analysis (n=833)

Variables
Age (years) 38.19 ± 10.42
Weight (kg) 73.96 ± 10.26 
BMI (kg/m2) 28.3 ± 3.14 
Patients with medication dose 
change (n, %)

Stable 648(77.79) (1st)→481(57.74) (2nd)→324(38.90) (3rd) 
Increased 185(22.21) (1st)→352(42.26) (2nd)→509(61.10) (3rd) 

Gender (n, %) Male 51 (8.82)
Female 782 (91.18)

Dietary habits (n, %)* Light eating 23 (2.76)
Binge eating 349 (41.9)
Nighttime eating 242 (29.05)

Weight loss experience (n, %) None 215 (25.81)
Diet, exercise only or weight loss drug for 
less than 3 months

305 (36.61)

Weight loss drug over 3 months 313 (37.58)
Diseases (n, %)* High blood pressure 72 (8.64)

Anemia 49 (5.88)
Diabetes 26 (3.12)
Hypothyroidism 30 (3.6)
Hyperthyroidism 8 (0.96)
Gastritis 18 (2.16)
Reflux esophagitis 10 (1.2)
Hyperlipidemia 27 (3.24)
Low back pain 28 (3.36)

Added Variables in the 2nd Analysis Added Variables in the 3rd Analysis
Variables Variables

Weight2 (kg) 71.21 ± 9.81 Weight3 (kg) 68.97 ± 9.51
BMI2 (kg/m2) 27.25 ± 3.02 BMI3 (kg/m2) 26.39 ± 2.94
Prescription Period1-2 (days) 25.49 ± 5.24 Prescription Period1-3 (days) 58.57 ± 8.17

Prescription Period2-3 (days) 33.09 ± 6.53
Reduced BMI1-2 (kg/m2) 1.05 ± 0.46 Reduced BMI1-3 (kg/m2) 1.91 ± 0.71

Reduced BMI2-3 (kg/m2) 0.86 ± 0.48
Reduced Rate1-2 (%) 3.70 ± 1.54 Reduced Rate1-3 (%) 6.71 ± 2.31

Reduced Rate2-3 (%) 3.13 ± 1.74
Reduced Weight1-2 (kg) 2.75 ± 1.25 Reduced Weight1-3 (kg) 4.99 ± 1.93

Reduced Weight2-3 (kg) 2.24 ± 1.28
Symptoms 
of  discomfort 
1-2 (n, %)*

Gastro-intestinal system 79 (9.48) Symptoms 
of  discomfort 
2-3 (n, %)*

Gastro-intestinal system 72 (8.64)
Central and peripheral 
nervous system

80 (9.6) Central and peripheral 
nervous system

38 (4.56)

Psychiatric Symptoms 27 (3.24) Psychiatric Symptoms 24 (2.88)
Autonomic nervous 
system

14 (1.68) Autonomic nervous 
system

14 (1.68)

Others 42 (5.04) Others 29 (3.48)
Satisfaction with 
weight loss 1-2 
(n, %)

Good 463 (55.58) Satisfaction with 
weight loss 2-3
(n, %)

Good 472 (56.66)
Fair 284 (34.09) Fair 264 (31.69)
Poor 86 (10.32) Poor 97 (11.64)

Satiety and 
appetite 
suppression 1-2 
(n, %)

Good 377 (45.26) Satiety and 
appetite 
suppression 2-3 
(n, %)

Good 343 (41.18)
Fair 186 (22.33) Fair 181 (21.73)
Poor 270 (32.41) Poor 309 (37.09)

Attendance2 (n, %) 586 (70.35) Attendance3 (n, %) 616 (73.95)
*: multiple choices allowed
Data are expressed as n (%) for categorical variables and mean ± SD for continuous variables.
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ANN은 사람의 뉴런-시냅스 신경망 구조를 모방한 

것으로 입력층 (input layer), 은닉층 (hidden layer), 

출력층 (output layer)의 3개 층으로 이루어져 있다. 

입력되는 독립변수와 출력되는 종속변수 사이에 복

잡하고 다차원, 비선형 관계가 있을지라도 유연하게 

모델링 할 수 있는 수학적인 알고리즘이다. 데이터가 

많을 때 사용하기에 적절하고, 복잡한 비선형 관계를 

찾아내는 능력과 변수들이 많을 때 접근할 수 있는 

신뢰할 수 있는 모델이어서 본 연구 분석에 사용되

었다. 한편, 각각의 독립변수가 종속변수에 어떤 영

향을 미치는지 알 수 없는 블랙박스 (black box) 모

델이며, 분석에 상당한 컴퓨터 자원과 시간이 요구된

다는 단점이 있다27).

3. 분석 및 평가

데이터 분석에는 Jupyter-notebook, version 6.0.1 

Table 2. Model Performance for Quartile Classification Bench Mark

Reduced Rate Reduced Weight
1st Bench mark DT1 RF1 LR1 ANN1 1st Bench mark DT1 RF1 LR1 ANN1

Upper 25% 4.87% 74.91% 74.91% 74.91% 74.78% Upper 25% 3.54kg 75.68% 75.70% 75.70% 76.12%
50% 3.75% 53.41% 54.73% 54.26% 55.01% 50% 2.68kg 59.47% 60.18% 59.05% 60.02%
Lower 25% 2.66% 74.80% 74.80% 74.70% 75.08% Lower 25% 1.90kg 75.27% 75.27% 75.29% 75.41%

2nd Bench mark DT2 RF2 LR2 ANN2 2nd Bench mark DT2 RF2 LR2 ANN2
Upper 25% 8.21% 78.81% 80.50% 80.39% 80.17% Upper 25% 5.94kg 82.51% 82.51% 81.13% 82.46%
50% 6.53% 71.04% 71.51% 71.67% 73.59% 50% 4.64kg 72.15% 73.36% 73.89% 75.79%
Lower 25% 4.87% 79.81% 79.39% 80.39% 80.96% Lower 25% 3.44kg 80.13% 80.34% 80.13% 81.22%

3rd Bench mark DT3 RF3 LR3 ANN3 3rd Bench mark DT3 RF3 LR3 ANN3
Upper 25% 10.66% 86.00% 90.00% 86.80% 86.31% Upper 25% 8.02kg 89.20% 90.00% 88.00% 87.51%
50% 8.68% 80.00% 83.20% 84.80% 83.91% 50% 6.22kg 86.00% 85.20% 84.40% 85.23%
Lower 25% 6.68% 84.00% 84.40% 85.60% 86.67% Lower 25% 4.72kg 87.60% 86.00% 86.40% 86.55%

DT: Decision Tree; RF: Random Forest; LR: Logistic Regression; ANN: Artificial Neural Network
Reduced rate of 1st Bench mark = (initial weight – weight at 2nd prescription)/ initial weight *100
Reduced rate of 2nd Bench mark = (initial weight – weight at 3rd prescription)/ initial weight *100 
Reduced rate of 3rd Bench mark = (initial weight – weight at last weight report)/ initial weight *100 

Table 3. Features of First and Fourth Quartile based on First Prediction Analysis

Reduced Rate Reduced Weight
More Than Upper 25% 

(n=6,554)
Less Than Lower 25% 

(n=6,527)
More Than Upper 25% 

(n=6,499)
Less Than Lower 25% 

(n=6,507)
Age (years) 34.92 ± 9.58 37.52 ± 10.59 34.59 ± 9.37 37.84 ± 10.67
Gender (n, %) Female 5,930 (90)

Male 624 (10)
Female 5,918 (91)

Male 609 (9)
Female 5,400 (83)
Male 1,099 (17)

Female 6,118 (94)
Male 389 (6)

Height (cm) 162.28 ± 6.67 161.95 ± 6.71 164.22 ± 7.32 160.94 ± 6.26
Weight (kg) 72.76 ± 10.78 72.74 ± 10.5 77.68 ± 12.01 70.06 ± 9.26
BMI (kg/m2) 27.56 ± 3.01 27.68 ± 3.07 28.71 ± 3.23 27.01 ± 2.81
Diet 1 (n, %) 1,908 (29) 1,426 (22) 1,902 (29) 1,393 (21)
Diet 2 (n, %) 2,689 (41) 2,436 (37) 2,593 (40) 2,482 (38)
Diet 3 (n, %) 1,957 (30) 2,665 (41) 2,004 (31) 2,632 (40)
RR (%) 5.89 ± 0.82 1.67 ± 0.79 5.76 ± 0.98 1.71 ± 0.84
RW (kg) 4.29 ± 0.87 1.22 ± 0.61 4.42 ± 0.77 1.18 ± 0.56

Data are expressed as n (%) for categorical variables and mean ± SD for continuous variables.
Diet 1: Weight Loss Experience_None; Diet 2: Diet, exercise only or weight loss drug for less than 3 months; Diet 3: Weight Loss 
Experience_Weight Loss Drug over 3 Months; RR: Reduced Rate; RW: Reduced Weight 
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(Python, version 3.7.4; Python Software Foundation 

(PSF), Wilmington, Delaware, USA)을 사용하였다. 

모델링 수행에 사용된 DT, RF, LR은 Scikit-learn을 

ANN은 Keras를 메인 패키지로 사용하였다. 속성 선

택 기법에 사용된 Boruta algorithm은 BorutaPy 패

키지를 이용하였으며, 분산팽창지수 (Variance Inflation 

Factor, VIF)는 Statsmodels로 분석되었다.  속성 선

택 기법을 통해 변수 선택이 이루어진 후 구한 변수 

중요도는 RF 기반29,30)으로 결정되었다.

편향 (Underfitting)과 과적합 (overfitting)의 균형

을 맞추기 위해 검증 및 평가에 5-fold cross 

validation을 사용하였다31). 5-fold cross validation은 

사용할 전체 데이터를 5개의 블록으로 나누고, 한 블

록을 테스트 세트 (test set)로 나머지는 훈련 세트 

(train set)가 되도록 하고, 이 과정을 5번 반복하여 

모든 데이터가 테스트 데이터로 쓰이는 경우가 존재

하도록 만든 검증 기법이다. 각 과정 (iteration)을 통

해 나온 정확도 (accuracy)를 평가지표로 삼았으며 5

번의 결과를 평균 내어 나온 값을 모델을 평가하는

데 사용하였다. 매개변수 (Hyperparameter)의 선택은 

매개 변수를 튜닝할 때 설정해 둔 각 범위에 대하여 

가능한 모든 조합을 시도하여 모델링한 뒤 모델링 

결과가 가장 좋은 매개 변수를 고르는 방법인 그리

드 서치 (grid search)를 이용하였다. 

분류의 기준점을 중위 50%로 하여 추가 분석 시행 

후 예측력을 평가함에 있어서 5-fold cross validation

을 통해 얻어진 정확도 (accuracy) 이외에, receiver 

operating characteristics (ROC) 커브를 통해 area 

Table 4. Model Performance according to Variables Ranking Based on Feature Importance

Reduced Rate in 1st Analysis Reduced Weight in 1st Analysis
Ranking Variables DT (%) RF (%) LR (%) ANN (%) Variables DT (%) RF (%) LR (%) ANN (%)

7 Diet 1 52.19 52.19 52.19 52.44
6 MD_S 54.51 54.51 54.51 54.71
5 Diet 3 54.51 54.51 54.51 54.71
4 Gender 55.07 55.07 55.07 55.22
3 Diet3 52.39 52.39 52.39 53.44 Age 55.91 55.61 55.46 56.48
2 Weight 52.53 52.64 52.39 53.44 BMI 58.61 59.20 58.56 58.90
1 Age 54.06 54.05 53.79 54.69 Weight 58.78 60.06 59.05 59.95

Reduced Rate in 2nd Analysis Reduced Weight in 2nd  Analysis
Ranking Variables DT (%) RF (%) LR (%) ANN (%) Variables DT (%) RF (%) LR (%) ANN (%)

8 Gender 54.65 54.65 54.65 53.44
7 SAS 1-2_G 57.14 57.14 57.14 57.63
6 SAS1-2 G 54.44 54.44 54.44 55.50 MD_S 57.77 57.77 57.77 58.60
5 SWL1-2 B 56.40 56.40 56.40 56.76 SWL1-2_B 59.73 59.73 59.83 60.01
4 Weight 57.24 56.50 56.50 57.12 Age 58.56 58.67 60.15 61.02
3 Age 55.97 57.03 57.40 59.18 SWL1-2_G 61.31 62.21 62.58 63.52
2 SWL1-2_G 60.94 61.52 62.42 62.21 Weight 64.16 64.64 64.11 66.23
1 RR 1-2 72.04 71.83 70.51 73.52 RR 1-2 73.41 73.15 72.20 75.33

Reduced Rate in 3rd Analysis Reduced Weight in 3rd Analysis
Ranking Variables DT (%) RF (%) LR (%) ANN (%) Variables DT (%) RF (%) LR (%) ANN (%)

4 Age 54.80 52.80 53.60 58.95 Age 59.20 59.20 58.00 61.95
3 Weight3 52.80 56.80 50.40 57.63 Weight 59.20 64.80 60.80 67.71
2 RR 1-2 70.80 73.60 69.20 71.55 RW 2-3 71.60 76.80 72.00 76.11
1 RR 1-3 80.00 81.20 81.60 81.88 RW 1-3 86.00 86.00 82.00 83.67

DT: Decision Tree; RF: Random Forest; LR: Logistic Regression; ANN: Artificial Neural Network; Diet 3: Weight Loss Experience_Weight Loss 
Drug over 3 Months; MD_S: Patients with Medication Dose Change_Stable; Diet 1: Weight Loss Experience_None; SAS 1-2_G: Satiety and 
Appetite Suppression 1-2_Good; SWL1-2_B: Satisfaction with Weight Loss 1-2_Bad; SWL1-2_G: Satisfaction with Weight Loss 1-2_Good; RR: 
Reduced Rate; RW: Reduced Weight
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under the curve (AUC)의 값을 확인하여 추가적으

로 모델성능을 평가하는데 사용하였으며, AUC의 값

은 1에 가까울수록 더 좋은 성능을 의미한다. 체중 

감량 4분위를 분류 기준점으로 했을 때 보다 AUC를 

통해 추가적인 예측력 평가를 진행한 이유는 4분위 

중에서 중위 50%가 가장 설명력 있다고 판단하여 

이를 본 연구의 최종 분류 기준점으로 삼았기 때문

이며, 더불어 ROC 커브의 시각화를 통해 모델 성능

의 변화를 한 눈에 살펴보기 위한 목적이었다.  

결 과

1. 연구 대상의 일반적 특성 

1차 체중 감량 예측 분석 대상자는 25,988명으로 

평균 연령은 36.34 ± 10.5세, 체중은 72.69 ± 10.50 

kg, BMI는 27.60 ± 3.04 kg/m2 이었으며 남녀 비율

은 남성은 8.82%, 여성은 91.18%로 여성의 비율이 

우세하며 2차, 3차 분석에서도 근사한 비율을 유지하

였다. 1차 분석에서 사용된 독립변수의 경우 총 22개

이다. 2차 체중 감량 예측 분석 대상자는 6,304명으

로 평균 연령은 37.09 ± 10.25 세, 초진 시 체중은 

72.51 ± 10.36 kg, BMI는 27.58 ± 3.02 kg/m2, 1차 

처방과 2차 처방 사이의 기간은 25.72 ± 5.19 일이

었으며, 다이어트를 진행하면서 발생한 정보를 추가

하여 분석에 사용된 총 독립변수는 42개이다. 3차 체

중 감량 예측 분석대상자는 833명으로 평균 연령은 

38.19 ± 10.42 세, 초진 시 체중은 73.96 ± 10.26 

kg, BMI는 28.3 ± 3.14 kg/m2, 2차 처방과 3차 처방 

사이의 기간은 33.09 ± 6.53 일이었으며, 사용된 독

립변수의 총 개수는 66개이다. 1차에서 3차 예측 분

Table 5. Prediction Model Performance Results based on AUC

Algorithm Sensitivity Specificity AUC
1st Analysis Reduced Rate DT 0.557 0.524 0.551

RF 0.591 0.489 0.557
LR 0.576 0.499 0.546

ANN 0.574 0.497 0.550
Reduced weight DT 0.709 0.465 0.630

RF 0.609 0.591 0.640
LR 0.582 0.602 0.631

ANN 0.426 0.748 0.620
2nd Analysis Reduced Rate DT 0.722 0.719 0.791

RF 0.748 0.690 0.789
LR 0.734 0.677 0.785

ANN 0.805 0.606 0.785
Reduced weight DT 0.784 0.687 0.802

RF 0.764 0.700 0.816
LR 0.761 0.685 0.801

ANN 0.880 0.557 0.798
3rd Analysis Reduced Rate DT 0.762 0.836 0.890

RF 0.787 0.836 0.890
LR 0.852 0.781 0.897

ANN 0.828 0.789 0.880
Reduced weight DT 0.873 0.848 0.937

RF 0.873 0.848 0.939
LR 0.847 0.795 0.905

ANN 0.788 0.856 0.920
DT: Decision Tree; RF: Random Forest; LR: Logistic Regression; ANN: Artificial Neural Network; 
AUC: Area Under the Curve (0.90 - 1.00: excellent, 0.80 - 0.90: good, 0.70 - 0.80: fair, 0.60 - 0.70: poor, 0.50 - 0.60: fail)
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석 대상자로 갈수록 초진 체중과 BMI가 비교적 높

아지는 경향을 보이는데, 3개월 프로그램 진행 후 획

득되는 체중 정보는 추가적인 감량을 상담할 때 얻

어지는 경우가 많아 비교적 감량할 범위가 많은 사

람들이 대상자에 포함되었기 때문으로 생각된다. 약

의 용량을 증량하는 경우는 1차 처방 시점에서 2, 3

차로 갈수록 증가하였다(Table 1).

체중 감량이 양호한 군과 저조한 군을 비교하기 

위해 1차 예측 분석에서 1분위와 4분위에 해당하는 

환자들의 신체 정보, 감량 정도를 초진 정보와 비교

해 본 결과 감량률, 감량 체중 기준 모두에서 감량 

양호군 (1분위)에서 감량 저조군 (4분위)보다 상대적

으로 연령이 낮고 다이어트 경험이 적은 경향이 있

었으며, 감량 체중 기준으로는 감량 양호군에서 초기 

비만도가 상대적으로 높은 것을 확인할 수 있었다

(Table 3).

2. 모델 성능 비교  

1) 체중 감량 4분위 분류 기준점에 따른 모델 성

능 비교 

체중 감량 4분위 분류 기준점 (classification bench 

mark)이라 함은 가미태음조위탕을 복용한 모집단의 

감량률, 감량 체중의 상위 25%, 중위 50%, 하위 

25%을 의미한다. 모델 성능은 5-fold cross validation

으로 확인하였다(Table 2). 

(1) 1차 예측 분석

1차 처방 약 복용 후 2차 처방 시점에서 확인된 

평균 체중 감량률은 3.77 ± 1.66 %, 평균 감량 체중

은 2.74 ± 1.29 kg으로 4분위로 나누어 살펴본 하위 

25%, 중위 50%, 상위 25%에 해당하는 감량률은 

2.66%, 3.75%, 4.87%이며, 감량 체중은 1.9kg, 2.68kg, 

3.54kg이다. 상위 25%와 하위 25% 기준으로는 모델

링의 결과가 감량률, 감량 체중 기준에 관계없이 모

두 약 75% 전후로 나왔으며, 감량률 50%를 기준으

로는 모델별로 53.41% (DT)에서 55.01% (ANN)이, 

감량 체중 50%를 기준으로는 59.47% (DT)에서 

60.18% (RF)로 나왔다. 1차 예측 모델에서는 분류 

기준점 체중 감량 50%에서 감량 체중을 기준으로 

한 결과가 감량률 기준으로 한 결과보다 각 모델별

로 약 5%정도 높게 나왔다. 

(2) 2차 예측 분석

2차 처방 약 복용 후 3차 처방 시점에서 확인된 

평균 체중 감량률은 6.54 ± 4.76 %, 평균 감량 체중

은 4.76 ± 2.00 kg으로 4분위로 나누어 살펴본 하위 

25%, 중위 50%, 상위 25%에 해당하는 감량률은 

4.87%, 6.53%, 8.21%이며, 감량 체중은 3.44kg, 

4.64kg, 5.94kg이다. 상위 25%와 하위 25% 기준으

로는 모델링의 결과 값은 약 80% 전후로 나왔다. 중

위 50% 기준으로는 71.04 % (감량률 기준, DT)에서 

75.79% (감량체중 기준, ANN)까지 분포하고 있으

며, 1차 모델에서 감량률 기준과 감량체중 기준 결과

의 차이가 약 5%로 나타났는데 2차 모델에서는 그 

차이가 2% 정도로 줄어 들었다. 체중 감량 4분위 기

준별 모델링의 결과 값들이 1차 분석 결과 값과 비

교 시 모두 상승하였으며, 2차 예측 분석부터는 1차

에서 나왔던 상하위 25% 기준으로 한 가지 정답만 

계속 고르더라도 나올 수 있는 정확도인 75%를 벗

어나 약 80% 전후의 결과 값들이 나왔다. 이로부터 

2차 예측 분석에서는 설명력 있는 변수가 추가되어 

1차 분석 때와는 다른 방법으로 예측이 진행되고 있

음을 추정해 볼 수 있다. 

(3) 3차 예측 분석

3차 처방 약 복용 후 최종 체중 보고 시점에서 확

인된 평균 체중 감량률은 8.74 ± 3.07 %, 평균 감량 

체중은 6.50 ± 2.59 kg으로 4분위로 나누어 살펴본 

하위 25%, 중위 50%, 상위 25%에 해당하는 감량률

은 6.68%, 8.68%, 10.66%이며, 감량 체중은 4.72kg, 

6.22kg, 8.02kg이다. 상위 25% 기준으로는 86% (감

량률 기준, DT)에서 90%까지의 예측 정확도가 나왔

는데, 특히 감량률, 감량 체중 기준 모두에서 RF를 
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사용하였을 경우 90%의 결과 값이 나왔다. 하위 

25% 기준으로는 결과 값이 84% (감량률 기준, DT)

에서 87.60% (감량 체중 기준, DT), 중위 50% 기준

으로는 80% (감량률 기준, DT)에서 86% (감량 체중 

기준, DT)까지 분포하였다. 3차 분석에서 예측 정확

도는 2차 분석과 비교 시 모두 상승되었음을 확인할 

수 있었다. 

2) 체중 감량 중위 50% 분류 기준점에서 변수 선

택을 통한 모델 성능 추가 비교

(1) 변수 선택과 변수 중요도 

속성 선택기법 사용 후 감량률, 감량 체중 기준으

로 1차 예측 분석에서는 22개의 독립 변수 중에서 

각각 3개, 8개, 2차 예측 분석에서는 42개의 변수 중

에서 각각 12개, 15개, 그리고 3차 예측 분석에서는 

66개의 변수 중에서 각각 13개, 16개의 변수가 선택

되었다. 1차 분석에서는 감량률, 감량 체중 기준 분

석 모두에서 연령, 초기 체중, 다이어트 경험 3개월 

이상이 중요한 변수로 선택되었으며, 2차 분석에서는 

1차 처방 복용 후 2차 처방 시점까지의 감량률과 감

량 체중 등이 높은 순위를 차지 하였으며, 약을 복용

하면서 추가로 획득된 변수인 감량 만족도와 식욕억

제 및 포만감에 대한 변수 또한 중요 변수로 선택 되

었음을 확인할 수 있었다. 3차 분석에서 순위가 높은 

변수로 선택된 것은 1차 처방 시점에서 3차 처방 시

점까지의 감량률, 감량 체중으로 나타났으며, 나머지 

선택된 변수들을 살펴보면 감량 결과로 얻게 되는 

체중 정보와 관련된 변수들이 대부분임을 확인할 수 

있었다.  

(2) 모델 성능 비교 

 ① 변수 중요도 기반 변수 추가에 따른 모델능의 

변화: 5-fold cross validation 

선택된 변수들을 변수 중요도29,30)가 낮은 순서에

서 높은 순서로 추가하면서 모델 성능이 개선되는지 

확인하는 과정을 거쳤다. 이 과정에서 변수가 하나씩 

추가될 때 마다 반복적인 학습을 되풀이하게 되는데, 

이 때 발생하는 모델 학습 소요 시간을 합리적으로 

단축하기 분산팽창지수 (Variance Inflation factor, 

VIF)를 확인하여 값이 10이 넘는 변수들 중 중요도

가 낮은 변수들부터 차례로 제거하여 모든 변수들의 

VIF가 10이 넘지 않도록 했다. 그 결과 감량률, 감량 

체중 기준으로 1차 예측 분석에서는 각각 3개 중에 

3개, 8개 중에 7개의 변수가, 2차 예측 분석에서는 

각각 12개 중에 6개, 15개 중에 8개의 변수가, 그리

고 3차 예측 분석에서는 각각 13개 중에 4개, 16개

의 중에 4개의 변수가 남았다. 중요도 순위가 낮은 

변수들부터 순위가 높은 변수들을 차례로 하나씩 추

가하면서 5-fold cross validation으로 모델 성능을 

확인한 결과 큰 폭으로 정확도 (accuracy)가 하락하

는 경우 없이 대부분 순차적으로 정확도가 증가하는 

것을 볼 수 있었으며, 감량률 기준으로는 ANN이 1

차 (54.69%), 2차 (73.52%), 3차 (81.88%) 예측 분

석 모두에서 가장 높은 결과 값을 보였다. 변수를 선

택해서 진행한 3차 예측 분석에서 감량률 기준으로

는 RF (81.20%), LR (81.60%), ANN (81.88%) 모

델에서와 감량 체중 기준으로 LR (82.00%), ANN 

(83.67%) 모델에서, 변수를 선택하지 않고 모든 변

수를 넣고 돌린 분류 기준점 체중 감량 4분위 중 중

위 50%의 3차 예측 분석 결과와 비교해 봤을 때, 변

수 선택 및 VIF를 사용하여 변수를 줄이고 돌린 정

확도가 오히려 상대적으로 더 낮게 나온 것을 확인

할 수 있었다(Table 4).   

 ② AUC 값을 바탕으로 한 모델 예측 성능 추가 

비교

시각화를 통해 모델 성능 변화를 한눈에 파악하기 

위한 목적으로 체중 감량 중위 50% 분류 기준점에

서 변수 선택 후 진행한 분석에서는 ROC 커브를 통

해 나오는 AUC의 값을 확인하여 추가적으로 모델성

능을 비교하였으며, 각 차수의 예측 분석에서 모델별

로 민감도, 특이도, AUC 값을 획득하였다(Table 5). 
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감량 체중 기준으로 RF에서 1차 (0.640), 2차 (0.816), 

3차 (0.939) 예측 분석 모두 가장 좋은 결과 값을 보

였다. 1~3차 예측 분석의 모든 모델을 통틀어 3차 

예측분석, 감량 체중 기준으로 RF로 분석을 진행했

을 경우 민감도 (0.873), 특이도 (0.848), AUC (0.939)

가 가장 높게 나왔다. 각 분석 차수별로 가장 높은 

AUC 값을 가진 ROC 커브들을 감량률, 감량 체중 

기준으로 시각화 하였으며, 차수가 지날수록 AUC 

값이 개선됨을 한 눈에 확인할 수 있었다. ROC 커

브는 AUC의 값에 따라 0.90 - 1.00는 excellent, 

0.80 - 0.90는 good, 0.70 - 0.80는 fair, 0.60 - 0.70

는 poor, 0.50 - 0.60는 fail로 해석하는데, 3차 예측 

분석에서 감량률 기준으로는 가장 높은 AUC값이 

0.90 (LR), 감량 체중 기준으로는 0.94 (RF)로 모두 

excellent 범주에 들었다(Figure 4). 

고 찰

최근 체중 감량 시도는 다각화된 방법으로 이루어

지고 있는데 임상의의 지도하에 체중 감량 중재가 

이루어지는 방법 뿐만 아니라 상업용 시판 프로그램, 

셀프(self) 감량 시도 및 모바일 앱을 이용하는 방법 

등이 그 예이다32). 이러한 다양한 접근들로 인하여 

관련 데이터가 빠르게 쌓이고 있으나, 빅데이터가 가

지는 복잡한 속성 때문에 기존의 고전적인 통계 방법

만으로는 분석에 어려움이 있다. 특히 electronic 

health records (EHR) 데이터는 구조화되어 있는 상

태로 존재하는 경우도 있지만 병력에 대한 부분은 

대부분 비구조화 되어 있어 정제를 위해 전처리가 

필요한 경우가 많은데, 그 양이 방대하므로 연구자가 

일일이 모든 내용을 확인하는데 어려움이 있을 수 

있다33). 인공지능의 한 분야인 머신러닝은 명시적인 

지시를 위해 사람이 모든 상황을 세밀하게 코딩하지 

않아도 컴퓨터 시스템이 데이터 내에 존재하는 관계, 

규칙, 패턴들을 탐색하여 스스로 배우고 개선해 나가

는 알고리즘 및 통계 모델로 특히 대용량의 자료를 

다루는데 유용하다15). 따라서, 본 연구에서는 한방 

비만 임상 빅데이터 분석을 위해 DT, LR, RF, ANN 

1st 
2nd  

3rd  

1st 

2nd  

3rd 

Based on Reduced Rate Based on Reduced Weight 

Fig. 4. Receiver operating characteristics (ROC) curves 
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등의 머신러닝 기법을 사용하여 체중 감량 예측 연

구를 진행하였다. 

본 연구의 체중 감량 예측은 정해진 체중 감량 성

공 기준에 따라 감량 성공과 감량 실패를 예측한 선

행연구들13,22)을 바탕으로 이분형 분류 (binary 

classification) 형태로 시행되었다. 다양한 선행연구
9,10,13,34)에서 체중 감량의 성공 기준을 초기 체중의 

5%를 감량한 것으로 설정하여 연구를 진행하였는데, 

초기 체중의 5% 감량은 다양한 인체 기관에서 대사 

기능을 개선시키는 것으로 알려져 있어35) 체중 감량 

성공 기준으로 연구에 많이 적용된다. 체중 감량 시

도 후 3-6개월34) 혹은 5개월22)때 초기 체중의 5% 이

상 체중 감량을 감량 성공 기준으로 본 연구도 있는

가 하면, 다수의 연구는 12개월 동안 5% 감량을 성

공 기준으로 보고 있었다9,10,13). 본원 비만 프로그램

을 이용한 환자들의 약 1달 뒤 평균 감량률은 3.77 

%, 약 2달 뒤 평균 감량률은 6.54 %로 평균 감량률

이 2달 이내에 벌써 초기 체중의 5%를 뛰어 넘기 때

문에 체중 감량의 성공 기준을 초기 체중의 5% 감량

으로 설정하는 것은 임상 적용 시 활용도가 떨어진

다는 판단 하에, 분류의 기준점 (classification bench 

mark) 설정을 위해 다양한 고찰과 시도를 통해 최종 

기준을 설정하였다.  

Annesi 등8)은 체중 감량률을 4분위로 나누어서 분

석 그룹 내 상위 25%를 감량 성공으로, 하위 25%를 

감량 실패로 분석하였는데, 이러한 방법에 착안하여 

본 연구에서는 체중 감량률 및 감량 체중을 4분위로 

나누어 각각을 분류의 기준점으로 하여 다양한 머신러

닝 기법을 사용해 이분형 분류 (binary classification)

를 시행하였다. 체중 감량 4분위를 기준으로 먼저 분

석을 시행한 이유는 선행연구들에서 체중 감량 성공 

기준을 초기 체중의 5% 감량으로 잡은 것처럼 본 연

구에서도 최종적으로 가장 의미 있는 하나의 분류 

기준점을 찾기 위해 선행적으로 분석을 시도해보기 

위함이었다. 최종적으로 의미를 두고 추가 분석을 시

행한 분류의 기준점은 체중 감량 중위 50%이었다. 

모집단 내에서 중위 50%에 해당하는 감량률, 감량 

체중을 추가 분석을 위한 분류의 기준점으로 선택한 

이유는 본원 비만 프로그램 시행 시 예상되는 중등

도 감량 정도 보다 양호하게 감량이 될 지, 저조하게 

감량이 될 지를 제시할 수 있으면서도, 상대적으로 

다른 차수에 비해 예측이 어려울 수밖에 없는 1차 

예측 분석에서 다른 기준 값들 (그룹 내 상하위 

25%)보다 추가적인 설명력이 있었기 때문이다. 1차 

예측분석 결과를 살펴보면, 종속변수를 중위 50% 감

량률, 감량 체중을 기준으로 하여 분석할 경우 예측 

정확도 (accuracy) 수치 자체는 다른 결과 값들 보다 

낮아 보인다. 그러나, 종속변수를 상위 25%, 하위 

25%로 설정할 경우 컴퓨터가 학습 (training) 후 테

스트 (test) 과정에서 한 가지 정답만 똑같이 계속 고

르더라도 나올 수 있는 정확도인 75%에 가까운 값

들이 대부분이었다. 따라서, 체중 감량 중위 50% 감

량률, 감량 체중을 분류의 기준점으로 설정할 경우가 

모델 분석에서 추가적인 설명력이 더 있다고 판단하

였다(Table 2). 

속성 선택 기법 시행 후 1차 예측 분석에서 체중 

감량 기준으로는 더 많은 변수들이 선택되었으며 변

수들이 추가될 때 마다 설명력이 높아지게 되고 정

확도는 상승하여 감량률 기준으로 분석했을 때보다 

결과 값이 상대적으로 높게 나왔다. 하지만 1차 예측 

분석의 전체적인 정확도는 54.05% (감량률 기준, 

RF)부터 60.06% (감량 체중 기준, RF)까지로 높지 

않았으며, AUC 기준으로도 0.550 (감량률 기준, 

ANN)에서 0.640 (감량 체중 기준, RF)까지 나와 

fail에서 poor 범주에 속했다. 체중 감량에 영향을 주

는 인자들에 대하여 고찰한 선행연구를 살펴보면 1

차 예측 분석에서 속성 선택 기법을 통해 선택된 변

수들인 초기비만도, 성별, 연령, 다이어트 경험 등은 

모두 그 영향에 있어서 방향성이 일관되지 않은 부

분이 있는 인자들이며 상충된 연구 결과들이 존재한

다24). 약의 용량이라는 변수 또한 초진 시에는 초기 

비만도에 의해 결정되는 경우가 많다. 일관성 있게 
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작용하는 예측 인자가 1차 예측 분석의 입력(독립)변

수에서는 부재해 있다고 볼 수 있다. 또한 1차 예측 

분석이 이루어지는 시점은 초진 내원 시인데 초진 

시에는 다이어트에 권장되는 식사 습관에 대한 간략

한 안내가 이루어지고, 처방되는 약 또한 복용 후 식

욕억제를 경험하게 되어 초진 시점에서 환자가 가지

고 있는 정보와 실제로 다이어트를 시작하고 나서 

가지게 되는 식이 습관 등은 달라질 수 밖에 없는데 

초진 시 가지고 있는 정보만으로 향후 감량 예측을 

진행한다는 것이 어려운 부분이 있기 때문에 1차 예

측 정확도는 낮게 나왔을 가능성을 생각해 볼 수 있

겠다.    

2차 예측 분석부터는 다이어트를 진행하면서 얻을 

수 있는 변수들이 추가되었으며 1-2차 처방 시점 사

이의 체중 감량률, 감량만족도, 식욕억제 및 포만감 

등이 중요 변수로 선택되었다. 감량만족도가 좋은 경

우가 변수로 추가되면서 정확도가 1차 예측 분석 결

과를 넘어섰으며, 최종적으로 변수 중요도가 가장 높

은 1-2차 처방 시점 사이의 체중 감량률 변수가 추가

되면서 감량률 기준, 감량 체중 기준 모두에서 예측 

정확도가 상당한 비율로 상승하는 것을 확인할 수 

있었다. 선행연구5,9,10,24)에 따르면 초기 체중 감량 

(initial weight loss)은 상충되지 않고 일관되게 체중 

감량을 예측할 수 있는 중요 인자로 거론되고 있으

며, 이러한 강력한 입력(독립)변수가 추가됨에 따라 

2차 예측 분석의 정확도가 상승한 것으로 생각된다. 

초기 체중 감량이라는 입력(독립)변수는 체중 감소에 

영향을 미치는 요인들은 다양하지만 적용되고 있는 

약, 식이, 운동 등의 중재 요인들의 영향으로 실질적

으로 체중이 얼마나 잘 감소되고 있는지를 가장 잘 

반영하기 때문에 예측력에 중요한 영향을 미치는 것

으로 생각된다. 

3차 예측 분석에서는 2차 예측 분석에서 선택된 

변수들과 달리 감량만족도, 식욕억제 및 포만감과 같

은 변수들은 선택되지 않았으며, 실제 감량이 일어난 

정도와 관련된 변수들 위주로 선택되었다. 가미태음

조위탕의 주성분인 마황은 식욕억제 효과를 나타내

지만 반응급감현상을 보여 반복적으로 사용하면 효

과가 줄어들게 되는데36), 처방 차수가 지날수록 마황 

용량이 높은 처방을 복용하는 사람이 증가하는 것 

또한 이러한 반응급감현상과 관련이 있다(Table 1). 

따라서, 체중 감소가 양호하게 진행되고 있는 사람 

또한 반응급감현상 때문에 식욕억제 정도가 줄어들

면서 의식적인 식사 조절이 증가하고 이로 인한 만

족도가 줄어들 수 있는데, 이런 경우 실제 체중 감량 

정도와 식욕억제나 감량만족도 변수와는 일치되지 

않는 결과를 보일 수 있어 3차 예측 분석에서는 중

요 변수로 선택되지 않았을 가능성을 고려해볼 수 

있다. 2차 예측 분석과 유사하게 3차 예측 분석에서

도 가장 중요한 변수는 1-3차 처방 시점 사이의 체중 

감량률과 감량 체중이 선택되었으며, 이와 더불어 

1-2차, 2-3차 사이의 부분적인 감량률과 감량 체중도 

중요 변수로 선택되었다(Table 4). 체중 감량의 궤적 

(trajectories)은 개인마다 차이가 있을 수 있는데, 분

석 직전까지의 체중 감량과 더불어 그 사이의 부분

적인 감량 정도가 추가적인 변수로 모두 들어가 있

어 향후 변화에 대한 예측이 더 용이 해졌을 가능성

을 생각해 볼 수 있으며, 이에 따라 3차 예측 분석의 

정확도는 2차에 비하여 상승한 것으로 생각된다. 

본 연구는 한방 비만 진료를 통해 축적된 비교적 

통제된 프로그램에 참여한 환자들의 실제 임상 빅데

이터를 사용해 기존의 전통적인 예측 방법이 아닌 

머신러닝 기법을 사용하여 분석을 시도했다는데 의

의가 있다. 한방 임상 빅데이터를 이용하여 머신러닝 

기법을 적용한 연구들은 많지 않으며, 특히 한방 비

만 진료 분야에서는 아직까지 선행연구를 찾아보기

는 쉽지 않다. 검색일 2020년 2월 20일 기준으로 검

색 DB는 Pubmed에서 (obesity OR weight loss) 

AND (artificial intelligence OR big data OR data 

mining OR machine learning OR deep learning OR 

artificial neural network) 을 검색식으로 하여 검색

을 진행한 결과 총 170편의 논문이 검색되었으며, 제
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목과 초록을 탐색하여 관련 주제와 상관 없는 연구

들을 배제하고, 총 83편의 논문을 리뷰한 결과 비만 

관련 예측 (prediction) 선행연구들을 확인할 수 있었

다20,21). 성인을 대상으로 하여 체중 감량을 예측을 

목표로 하는 연구들은 Batterham 등13)과 Aswani 등
22)의 연구를 찾아볼 수 있었다. 두 연구 모두 이분형 

분류 (binary classification)로 감량을 예측하는 것이 

본 연구와 유사한 점이었고, 가장 큰 차이점은 분석 

대상자 수에 있었는데, Batterham 등13)의 연구는 93

명, Aswani 등22)의 연구는 61명의 임상연구 (trial) 

참가자가 분석 대상자였으며, 모두 임상연구였기 때

문에 통제된 환경 설정을 바탕으로 적은 대상자 수

를 바탕으로 분석이 이루어졌다. 국내 연구와 마찬가

지로 해외 연구에서도 비만관련 실제 임상 진료 빅

데이터를 활용하여 체중 감량 예측을 위한 머신러닝 

기법을 활용한 예는 많지 않음을 확인할 수 있었다. 

본질적으로 실제 임상 빅데이터는 누락되거나 잘

못 기록된 데이터 등 잡음 (noise)이 많고, 복잡성을 

가지고 있는데, 머신러닝 기법은 전통적으로 체중 감

량의 예측을 위해 사용된 선형 회귀 및 기타 통계적 

방법보다 이러한 문제를 더욱 포괄적으로 처리할 수 

있는 장점을 가지고 있어 이러한 접근 방식이 앞으

로 비만 관련 예측에 접근하는 효과적인 방법이 될 

수 있으며20), 본 연구는 그 시도의 첫걸음을 내딛는 

과정을 진행했다는 데 의의를 찾을 수 있겠다. 

본 연구의 제한점은 다음과 같다.

첫째, 분석에 사용된 변수 이외에도 사회경제적 요

인 및 복약 순응도 등 많은 변수가 체중 감소에 영향

을 미칠 수 있는데, EHR data의 한계상 진료 차트에

서 추출될 수 있는 정보만 사용 가능하다는 점 때문

에 현재 가지고 있는 정보만으로 분석이 시행된 점

이다. 특히, 복약 순응도는 선행연구에서 중요한 비

만 치료 영향 인자로 나타났으나34) 본 연구에서는 정

보 획득의 어려움으로 이를 변수로 사용되지 못하였

는데, 향후 차트 개선을 통해 이러한 정보를 추가하

여 모델을 개선해 나간다면 예측도 상승에 기여할 

수 있을 것으로 기대된다. 

둘째, 기존 선행연구들의 회귀 모델을 통한 예측과 

마찬가지로 본 연구의 예측 분석 모델 또한 이 분석 

그룹 안에서만 유용하다는 점이다. 따라서, 다른 비

만 프로그램을 적용하고 있는 환자들에게 이 분석 

모델을 바로 적용하기 어려우며, 분석 방법을 응용하

여 적용하려고 하더라도 머신러닝 기법에 능숙한 분

석 전문가가 없으면 임상 현장에서 쉽게 만들어서 

적용하기 어렵다는 점이다. 

셋째, 체중 감량의 예측에서 분류를 적용하는 부분 

자체의 한계점도 생각해 볼 수 있다. 분류는 구분의 

기준이 명확한 경우 사용되는 것이 좋으나 체중 감

량의 성공군이라는 기준은 정해진 cut point를 넘기

느냐 아니냐로 정해지는데, 예를 들어, 성공 기준이 

초기 체중의 5% 체중 감량이라면 5.1%의 체중 감량

은 성공이고, 4.9%의 체중 감량은 실패로 이진 분류

되기 때문이다. 본 연구 또한 이분형 분류를 통한 예

측을 진행하였기 때문에 이러한 문제에서 자유로울 

수는 없다. 다만, 본 연구는 단순 이분형 분류 외에 

체중 감량 4분위 감량 기준을 통해 예측 분석 그룹 

내에서 다이어트를 진행하면 환자 본인이 어떤 분위 

내에 위치할 수 있을지 가늠할 수 있는 분석이 가능

하여, 그룹 내에서 평균적인 감량보다 양호할 지 저

조할 지 보다 세부적인 분석을 원하는 환자에게 추

가적인 예측을 제공할 수 있어 그 결과에 따라 좀 더 

세분화된 감량 목표 설정 및 중재를 위한 정보를 획

득할 수 있겠다.

넷째, 본 연구에서 분석에 사용된 알고리즘 중에서 

독보적으로 뛰어난 성능을 나타낸 것은 없었으나 일

관되게 비교적 높은 예측 결과 값을 나타낸 것을 살

펴보면, 체중 감량 중위 50% 기준으로 속성 선택기

법 사용 후 감량률 기준으로 봤을 때 1, 2, 3 차 예

측 분석 모두에서 ANN의 정확도가 가장 높았으며

(Table 4), 감량 체중 기준으로는 1, 2, 3차 예측 분

석 모두에서 RF의 AUC 값이 가장 높았다(Table 5). 

그러나 ANN과 RF 모두 블랙 박스 알고리즘으로 그 
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내부를 들여다볼 수가 없어 해석이 어렵다는 한계점

을 가지고 있다27,37). 속성 선택 기법에 사용된 보루

타 알고리즘을 통해 선택된 변수들은 통계적 유의미

함을 기준으로 하는 것이 아니며, 제시되어 있는 한 

변수 중요도 값이 다른 변수의 2배라고 해서 이 변

수가 정확히 2배의 영향력을 가지는 것과 별개의 문

제일 수 있다. 또한 영향을 미치는 변수의 방향성을 

알 수가 없다. 예를 들어, 연령이 중요 변수로 선택

되었다고 하더라도 나이가 어릴수록 감량이 잘 되는

지, 나이가 많을수록 감량이 잘 되는지에 대한 부분

은 여전히 알 수 없는 상태로 남아있게 된다. 추후 

체중 감량에 영향을 미치는 변수들에 대한 구체적인 

분석을 위해서 LR에서 표준화 회귀계수를 구하여 

변수의 음양 방향성을 살펴보거나 분류가 아닌 회귀

의 형태로 머신러닝을 진행하여 회귀계수를 살펴보

는 방법을 통해 변수들의 영향력의 크기나 방향성에 

대하여 분석해보는 추가적인 연구가 필요할 것으로 

생각된다. 

끝으로, 향후 머신러닝 기법을 적용한 이상 반응 

및 중도 탈락 예측 연구를 진행한다면 종합적인 비

만 관리 프로그램을 만드는 데 도움을 줄 수 있을 것

으로 생각된다. 본 연구에서 초기에는 체중 감량 예

측이 어려운 부분을 확인할 수 있었는데, 초진 시에

는 예측의 주안점을 향후 발생할 수 있는 이상 반응 

예측에 둔다면 약의 용량을 조절해서 선제적 대응을 

할 수 있어 중도 탈락을 줄이고 체중 감량 프로그램

을 완수하는데 도움을 줄 수 있을 것이다. 뿐만 아니

라, 스마트 기기를 통하여 내원을 하지 않더라도 다

빈도로 환자의 식이, 운동 정보들을 축적하여 체중 

감량 예측의 정확도를 업그레이드해 나간다면 통합 

비만 관리에 한 걸음 더 다가설 수 있을 것으로 생각

된다.

결 론

본 연구에서는 DT, RF, LR, ANN 등의 머신러닝 

기법을 적용하여 비만 프로그램을 진행한 과체중 및 

비만 성인 환자들의 체중 감량 예측을 총 3회의 가

미태음조위탕 약 처방 시점에서 이분형 분류 (binary 

classification) 형태로 시행하였다. 본 연구는 크게 

두 부분으로 나누어 분석을 진행하였는데, 첫 번째 

분석은 변수 선택 없이 선행연구를 바탕으로 본 연

구에서 추출 가능한 모든 변수를 사용하여 체중 감

량 예측을 진행하였으며, 추가로 진행한 두 번째 분

석은 중요 변수를 추출하여 이를 바탕으로 체중 감

량 예측 모델을 재검토하는 방식으로 진행되었다. 

1. 체중 감량의 예측은 가미태음조위탕을 복용한 모

집단의 감량률과 감량 체중의 4분위인 상위 25%, 

중위 50%, 하위 25%를 분류의 기준점 (classification 

bench mark)으로 삼았으며, 각 기준점을 넘을 것

인가를 맞추는 예측을 시행하여 정확도 (accuracy)

를 5-fold cross validation으로 구하여 비교 분석

하였다. 이 분석을 통하여, 체중 감량 중위 50%를 

분류의 기준점으로 삼았을 때가 상하위 25%를 분

류의 기준점으로 삼았을 때 보다 모델의 설명력이 

더 좋음을 확인할 수 있었다. 그리고, 1차 (55.01%, 

감량률 50%기준 ANN /60.18%, 감량 체중 50%

기준 RF)에서 2차 (73.59%, 감량률 50%기준 

ANN /75.79%, 감량 체중 50% 기준 ANN), 3차 

(84.80%, 감량률 50%기준 RF /86.00%, 감량 체

중 50%기준 DT) 예측 분석으로 갈수록 정확도가 

상승하는 것을 확인할 수 있었다. 

2. 체중 감량 중위 50%를 분류 기준으로 변수 선택 

후 변수 중요도를 확인하여 추가 예측 분석을 시

행한 결과, 감량률 기준으로 ANN의 정확도가 1

차 (54.69%), 2차 (73.52%), 3차 (81.88%) 예측 

분석 모두에서 가장 높게 나왔다. AUC를 통해 

추가적으로 예측 성능 확인을 진행 하였으며 감량 

체중 기준으로 RF의 AUC가 1차 (0.640), 2차 

(0.816), 3차 (0.939) 예측 분석 모두에서 가장 높

았다. 

머신러닝 기법을 적용한 체중 감량 예측은 초기 
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체중 감량 정보를 활용하여 정확도가 개선됨을 확인

할 수 있었으며, 향후 임상에서 본 연구 결과는 가미

태음조위탕에 반응하지 않거나 예측되는 체중 감량

치가 낮은 환자들을 선별하여 선제적 중재를 실시하

는데 활용할 수 있을 것으로 생각된다. 
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