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[Abstract] 

In this paper, we propose one stage multi-scale face detector based Fully Convolution Network using 

anchor free method. Recently almost all state-of-the-art face detectors which predict location of faces 

using anchor-based methods rely on pre-defined anchor boxes. However this face detectors need to 

hyper-parameters and additional computation in training. The key idea of the proposed method is to 

eliminate hyper-parameters and additional computation using anchor free method. To do this, we apply 

two ideas. First, by eliminating the pre-defined set of anchor boxes, we avoid the additional 

computation and hyper-parameters related to anchor boxes. Second, our detector predicts location of 

faces using multi-feature maps to reduce foreground/background imbalance issue. Through Quantitative 

evaluation, the performance of the proposed method is evaluated and analyzed. Experimental results on 

the FDDB dataset demonstrate the effective of our proposed method.

▸Key words: Face detection, Anchor free method, Multi-scale detection, Deep learning,

Feature pyramid learning

[요   약]

본 논문에서는 앵커 프리 방법을 이용한 FCN(Fully Convolutional Network)기반의 1단계 다중 크

기 얼굴 검출기를 제안한다. 최근 대부분의 연구들은 사전 정의된 앵커를 사용하여 얼굴이 있을 

만한 위치를 예측한다. 그러나 사전 정의 앵커를 이용함으로써 학습 시 하이퍼 파라미터의 설정

과 추가적인 계산이 필요하다. 제안하는 방법의 핵심 아이디어는 앵커 프리 방법을 사용하여 하

이퍼 파라미터를 없애고 여러 개의 특징 맵을 사용함으로써 클래스 내 불균형 문제를 완화하는 

것이다. 이 방법들은 다음과 같은 효과가 있다. 첫째로 사전정의 앵커를 없앰으로써 앵커와 관련

된 하이퍼 파라미터와 추가적인 계산을 피한다. 둘째로 클래스 내 불균형을 완화하기 위해 여러 

개의 특징 맵으로부터 얼굴을 예측한다. 정량적 평가를 통해 제안하는 방법에 따른 검출 성능을 

평가 및 분석한다. FDDB(Face Detection Dataset & Benchmark) 데이터 셋의 실험 결과에서 제안하

는 방법이 효과가 있음을 증명했다.

▸주제어: 얼굴 검출, 앵커 프리 방법, 다중 크기 검출, 딥 러닝, 특징 피라미드 학습
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I. Introduction

얼굴 분석 작업은 생체 보안, 정보 보안, 접근 관리, 신

분 확인 등 다양한 보안 응용 분야에서 사용되고 있다. 얼

굴은 개인의 특징이 뚜렷하게 나타내는 특징으로 이 특성

은 다른 생체 인식과는 달리 신체 접촉이나 행동을 사용자

에게 요구하지 않고 쉽게 얻을 수 있다. 

일반적으로 얼굴 분석 작업을 위해서 얼굴 검출이 선행

되어야 한다. 얼굴 검출(Face Detection)은 얼굴 인식, 추

적, 애니메이션 및 표현 분석 등과 같은 많은 얼굴 분석 작

업에 가장 중요한 전 처리 단계이다. 얼굴 검출의 정확성

은 얼굴 분석 작업에 직접적인 영향을 미치므로 매우 중요

하다. 얼굴 검출의 정확성을 높이기 위하여 오랜 기간 컴

퓨터 비전과 패턴 인식 분야에서 다양한 방법들이 연구되

어왔다. 얼굴 검출은 복잡한 환경에서 다양한 크기와 비율

을 가진 얼굴의 특징을 표현하는 특징 표현(Feature 

Representation)문제와 얼굴이 있을 만한 위치를 제안하

는 지역 제안(Region Proposal)문제가 있다. 이를 해결하

는 방식으로는 두 문제를 동시에 진행하는 1단계

(one-stage) 검출기와 순서대로 진행하는 2단계

(two-stage) 검출기로 나뉜다. 1단계 검출기는 물체의 특

징 표현문제와 물체의 지역을 제안하는 문제를 한 네트워

크에서 동시에 해결한다. 2단계 검출기는 물체가 있을만한 

지역을 제안하는 네트워크와 제안한 지역에서 물체의 특

징을 추출하는 네트워크로 두 문제를 나눠서 해결한다.

얼굴 검출에 대한 초기 작업[1,2,3,4,26]의 특징 표현 문

제는 Haar[3], Control point set[26]과 같은 수작업 특징

에 의존했다. 지역 제안 문제를 해결하기 위해 Arbelaez

은 색상 대비, 특징의 밀도 및 돌출과 같은 시각적인 정보

를 이용하였다[39]. 또한 선택적 검색(Selective Search)

은 슈퍼 픽셀 병합을 기반으로 지역 제안을 하였다[40]. 이

후 물체 검출(Object Detection)분야에서 Convolution 

Neural Network(CNN) 모델[5,6,7,8,9,10,41]을 이용하여 

객체가 있을만한 위치를 제안하는 방법이 높은 성능을 얻

음에 따라 연구가 활발해졌다. 최근 Fully Convolutional 

Network(FCN)[35]가 crowd counting [32,33,34], 

key-point detection[29,30], Object detection [9,21]과 

같은 분야에서 의미 있는 성능을 달성했다. 얼굴 검출 분

야도 FCN을 활용하여 여러 연구[22,23,24,25]들이 의미 

있는 성능을 보여준다. 이 연구들은 얼굴 검출에 영감을 

주었고 얼굴 검출 분야의 많은 연구에서 얼굴의 특징을 추

출하기 위해 CNN을 적용하였다. 복잡한 환경에서 다양한 

크기와 종횡비를 가진 얼굴의 특징을 잘 표현하는 CNN을 

만들기 위해 다중 크기 특징 학습 방식, 지역 특징 인코딩, 

상황 정보 학습 등 많은 방식을 사용한다.

Fig. 1. (a) Anchor based method (b) Anchor free 

method. red is ground truth, green is pre-defined 

anchor, arrow is offset.

다중 크기 특징 학습 방식은 서로 다른 크기 정보를 가

진 특징 맵 또는 이미지를 학습한다. 예를 들면 깊이가 얕

은 CNN 망에서 나온 특징 맵은 더 높은 해상도와 더 작은 

수용 필드(Reception field)를 갖는다. 얕은CNN의 특징 

맵은 작은 물체를 검출하는데 더 적합하고 깊은 망에서 나

온 특징 맵은 더 큰 물체를 검출하는데 더 적합하다. 

지역 특징 인코딩은 2단계 검출기[5]에서 특징 맵을 고정 

길이 벡터로 추출하는 중요한 단계이다. R-CNN은 전체 이

미지에서 잘라낸 영역과 잘라낸 영역을 이중선 보간법

(bilinear interpolation)을 통해 고정 크기 패치로 크기를 

변환한 다음 CNN을 사용한다. 이 방법은 고해상도 영역 기

능을 인코딩할 수 있다는 장점이 있지만 계산량이 많다.

상황 정보 학습은 상황 정보(Contextual information)

를 이용하여 물체를 감지한다. 물체는 특정한 환경에서 나

타나는 경향이 있으며 특히, 얼굴의 경우 사람의 몸, 머리

카락 등이 그 예다. P. Hu은 상황 정보가 얼굴 검출 성능 

향상에 도움이 된다는 것을 증명했고[27]. Li, J.는 

Feature Enhance Module을 이용하여 더 높은 얼굴 검

출 성능을 얻었다[18].

CNN을 적용하여 얼굴의 특징을 추출한 대부분의 연구

에서 지역 제안은 일반적으로 앵커 기반 방법

(Anchor-base method)와 앵커 프리 방법(Anchor free 

method)같은 방법을 사용한다.

앵커 기반 방법은 Fig 1 (a)과 같이 CNN에서 얻은 특징 

맵에 사전 정의된 앵커 박스와 Ground Truth(GT)를 비교

하여 얼굴의 위치와 크기를 얻는 방법이다. 사전 정의된 앵

커 박스는 크기, 종횡비에 따라 앵커의 개수가 정해진다. 

얼굴의 위치는 GT와 가장 비슷하게 위치한 사전 정의된 

앵커 박스를 매칭해서 추정한다. 얼굴의 크기는 사전 정의
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된 앵커 박스의 크기를 GT의 얼굴 크기로 회귀하여 추정

한다. CNN을 적용한 대부분의 연구[12,13,14,15,16, 

17,18,19,20,42]는 앵커 기반 방법을 사용하여 높은 검출

율과 정확도를 얻는다. 하지만 다음과 같은 단점이 존재한

다. 1) [5]에서 볼 수 있듯이 얼굴 검출의 성능은 앵커 박스

의 크기와 종횡비에 민감하다. 예를 들어 RetinaNet[9]에

서 앵커 박스의 크기와 종횡비를 수정하면 COCO 벤치마

크 데이터에서 AP(Average Precision) 성능이 최대 4%까

지 영향을 받는다. 2) 높은 검출율을 위하여 앵커 박스는 

이미지에 최대한 조밀하게 위치하여야 한다. 그러나 너무 

촘촘하면 훈련 중 음성 샘플의 수가 많아지므로, 클래스 간 

불균형 (Class imbalance) 문제에 직면한다. 3) 사전 정의

된 앵커 박스의 개수만큼 추가적인 계산이 요구된다. 

앵커 프리 방법은 Fig 1 (b)와 같이 특징 맵의 각 픽셀 

좌표에서 직접적으로 얼굴 크기를 얻는다. 얼굴의 크기는 

주어진 특징 맵의 좌표로부터 GT의 얼굴 크기에 맞게 예

측한다[22,23,24,25]. 이 방법은 앵커 박스를 사용하지 않

음으로써 사람이 조정해야하는 앵커 박스의 크기와 종횡

비 같은 하이퍼 파라미터가 필요 없다. 이로 인하여 학습

과 테스트 시간이 단축되고 필요 메모리가 감소하며 음성, 

양성 샘플의 수로 인한 클래스 간 불균형 문제가 완화된

다. 하지만 이 방법은 한 개의 특징 맵에서 얼굴 검출을 수

행하기 때문에 클래스 내 불균형 문제를 일으킨다. 예를 

들면, 크기가 100 × 100인 큰 얼굴과 25 × 25인 작은 얼

굴은 같은 얼굴로 분류되지만 픽셀 수는 16배이다.

본 논문에서는 위의 문제에 중점을 두어 학습에 민감한 

하이퍼 파라미터를 없애고 클래스 내 불균형 문제를 완화

시키기 위하여 앵커 프리 방법을 이용한 FCN기반 네트워

크를 제안한다. 제안하는 네트워크는 특징 피라미드 방식

으로 이루어진 FCN(Fully Convolutional Network)이며, 

병합 모듈을 통하여 네 가지 특징 맵을 얻고 검출 모듈을 

이용하여 얼굴을 검출한다.

제안하는 방법을 사용함으로써 아래와 같은 장점을 얻

을 수 있다. 1) 앵커 프리 방식을 사용함으로써 앵커 박스

와 관련된 하이퍼 파라미터와 앵커로 인한 추가적인 계산

을 없앤다. 이 방식은 학습의 안정성과 속도를 높인다. 2) 

제안된 알고리즘은 1단계 방식뿐만 아니라 2단계 방식에

서 지역 제안 알고리즘으로도 사용이 가능하다. 3) 여러 

개의 특징 맵을 사용함으로써 클래스 내 불균형 문제를 완

화했다. 4) 최근 연구에서 사용하고 있는 FDDB 데이터 셋

에서 0.944, 0.723을 달성한다.

II. Preliminaries

1. Related work

1.1 Multi-scale feature learning

현재 다중 크기 특징 학습에는 이미지 피라미드, 예측 

피라미드, 통합된 특징, 특징 피라미드와 같은 4가지 분류

가 있다. Fig. 2는 다중 크기 특징 학습의 4가지 종류를 설

명한다. 

이미지 피라미드는 입력 이미지의 크기를 다양하게 조

정하여 특정 범위의 크기를 담당하는 검출기를 학습시키

는 방법이다. 테스트 시, 각 검출기에서 나온 결과는 합쳐

진다. Zhang은 다양한 크기의 얼굴을 검출하기 위해 이미

지 피라미드 방법을 사용한 2단계 얼굴 검출기를 제안하였

다[36]. 그리고 얼굴 검출과 얼굴 정렬을 동시에 진행하는 

다중 학습 방법을 제시했다. 이 방법은 여러 개의 이미지

를 사용함으로써 다른 방법에 비해 계산 량이 높기에 학습

과 테스트 속도가 떨어진다.

예측 피라미드는 망을 통과하며 나오는 여러 특징 맵에

서 예측을 수행한다. 이 방법은 다양한 크기를 가진 얼굴

을 검출하기 수월한 형태이지만 추정할 때 하나의 특징 맵

에서만 예측해야하기 때문에 앞, 뒤 특징 맵에서 얻은 충

분한 정보를 활용할 수 없다.

통합된 특징은 여러 레이어에서 나온 특징 맵을 결합하

고 새로 구성된 단일 특징 맵을 구성하여 최종 예측을 수

행한다. 하지만 이 경우 얼굴 검출 분야[22,25]에서 클래

스 내 불균형 문제가 발생한다. 

특징 피라미드는 통합된 특징과 예측 피라미드의 장점

을 결합한 방법이다. 여러 레이어에서 나온 특징 맵을 하

향식으로 통합한다. 일반적으로 특징 맵들을 요소별 곱셈 

또는 덧셈으로 결합한다. 결합으로 얻은 특징 맵 셋은 다

양한 크기의 얼굴을 검출하기 용이하다.

1.2 Anchor-based method

앵커 기반 방법은 얼굴의 크기와 위치를 검출하기 위해 

각 좌표의 오프셋 회귀와 GT와 가장 가까운 박스를 판단

하는 지역제안 방식이다. 이 방법은 전통적인 슬라이딩 윈

도우 방식으로부터 아이디어를 얻었다. 슬라이딩 윈도우의 

제안으로 영역을 얻은 Faster R-CNN[5]과는 달리 앵커 

기반 방법은 CNN의 특징 맵을 사용하여 반복되는 특징 

맵 계산을 줄이고 학습 및 테스트의 시간을 단축한다. 해

당 방법은 YOLO[6], SSH[19], S3FD[20]과 같은 연구에 

의해 널리 쓰이며 높은 검출율과 성능을 보인다. YOLO는 

그리드(Grid)라 불리는 특정 크기로 특징 맵을 나눠서 그
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Fig. 2. Four paradigms for multi-scale feature learning. (a) Image pyramid (b) Prediction pyramid 

(c)Integrated features (d)Feature pyramid

리드 당 한 개의 앵커 박스를 추정한다. 이는 빠른 속도와 

높은 검출율을 보이지만 한 그리드에 여러 객체가 존재할 

경우 한 개의 객체만 검출하는 한계를 보인다. SSH는 앵

커의 종횡비를 1로 고정하여 앵커 수를 줄여 학습과 테스

트의 속도를 높인다[19]. 하지만 앵커 기반 방법은 크기와 

종횡비같이 앵커의 모양을 설명하는 파라미터 외에도 각 

앵커를 양성, 음성 샘플로 라벨링하기 위한 하이퍼 파라미

터를 요구 한다. 

1.3 Anchor free method

앵커 프리 방법은 위에 서술한 바와 같이 각각의 특징 맵 

픽셀에서 얼굴과 얼굴의 크기를 추정한다. 앵커 기반 방법

처럼 크기와 종횡비에 관한 파라미터가 존재하지 않기에 

복잡한 계산, 후처리 및 클래스 간 불균형 문제를 피한다. 

앵커 기반 방법과 달리 일반적으로 얼굴의 네 방향 좌표를 

추정하는 방법을 사용한다. L. Huang는 전처리 시 물체 주

위로 이미지를 240 x 240 크기로 자르고 다양한 크기로 변

환한다. 변환한 이미지들을 이용하여 이미지 피라미드 방

식으로 특징 맵을 추출한다[23]. 추출한 특징 맵으로부터 

물체 크기에 대한 상하좌우 좌표를 L2 손실 함수를 이용하

여 회귀시킨다. 하지만 이미지 피라미드 방식 특성상 추가

적인 계산이 필요하고 L2 손실 함수의 경우 각각의 좌표를 

독립적으로 회귀시키므로 좌표간의 연결성이 떨어진다. J. 

Yu은 L2 손실 함수 대신 4차원의 좌표를 공동으로 훈련시

키는 IOU(Intersection Over Union) 손실 함수를 제안한

다[24]. 또한 [23]과는 달리 학습 시 이미지 파리미드 방식

을 사용하지 않는다. 하지만 단일 특징 맵에서 지역 제안을 

함으로써 충분한 상황정보를 갖지 못한다.

1.4 Fully convolutional network

기존의 이미지 분류 모델들은 기본적으로 내부 구조와 

관계없이 출력층이 Fully-connected(FC) 레이어로 구성

되었다. 기존의 방법은 다음과 같은 단점이 있다. 1) FC 

레이어로 인하여 이미지의 위치 정보가 사라진다. 2) FC 

레이어의 가중치 개수가 고정되어있기 때문에 입력 이미

지의 크기 역시 고정되어야 한다. 반면 Fully 

Convolutional Network(FCN)는 출력층을 FC 레이어와 

다르게 컨볼루션 레이어를 사용하여 이미지의 위치 정보

를 계속 가지면서 입력 이미지의 크기를 고정시킬 필요가 

없어진다. FCN[35]은 의미론적 영상분할 분야에서 제안된 

모델 네트워크 구조이며 물체 검출 분야에서도 의미 있는 

성능을 보여준다. SSD[7]은 VGG16기반의 FCN 모델 네트

워크로 빠른 속도와 최첨단 성능을 얻었다. 최근 Tian, Z. 

et al은 앵커 프리 방법을 이용한 FCN기반의 최첨단 성능

을 얻었다[21]. 

III. The Proposed Scheme

1. Preprocessing

대부분의 앵커 기반 방법은 

   
  

  
  

    와 같은 GT들을 가지고 
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Fig. 3. Proposed network architecture

학습을 진행한다. 는 이미지의 번호, , 는 얼굴의 너

비, 높이 좌표이고 와 은 얼굴의 좌상좌표

와 우하좌표이다. 는 객체의 종류를 의미하고 이 데이터 

셋에서 객체는 얼굴이다. 얼굴 검출의 특성상 얼굴의 개수

가 배경에 비해 현저히 적기 때문에 클래스 간 불균형 문

제가 발생한다. 본 논문에서는 얼굴 안의 모든 픽셀을 얼

굴로 분류하여 클래스 불균형 문제를 완화한다. 얼굴 의 

크기는 각 특징 맵의 픽셀 위치 에서 

     로 표현하고 각 요소는 각각 얼굴 중앙

으로부터 왼쪽, 위쪽, 오른쪽, 아래쪽의 길이를 나타낸다. 

구하는 방법은 아래 수식 (1)과 같다.

         

         

        


2. Network architecture

본 논문에서 제안하는 알고리즘의 네트워크 구조는 Fig. 

3과 같다. 제안 모델은 PyramidBox[15], S3FD[20], 

Smallhardface[39]와 같은 VGG16[31]기반의 백본

(Back-bone) 네트워크를 사용한다. 이 백본 네트워크는 

VGG16의 conv1부터 conv5까지 탐지 레이어로 사용한다. 

통합한 특징 맵을 사용하는 이전 연구[23]와 달리 클래스 

내 불균형 문제를 해결하기 위해 제안하는 구조는 이전 연

구[23]에서 겪었던 네 개의 특징 맵으로 얼굴을 검출한다. 

FCOS[21]에 영감을 받아 첫 번째와 두 번째 특징 맵은 

결합 모듈을 통해 각각 conv3, conv4와 conv4, conv5를 

통합한 새로운 특징 맵을 만든다. 이 특징 맵들은 Fig. 4와 

같이 결합 모듈을 통해서 결합된다. 제안하는 결합 모듈은 

Hu [27]에 영감을 받아 상대적으로 저수준과 고수준의 특징

과 서로 다른 수용 필드 그리고 풍부한 정보를 가진다. 세 

번째와 네 번째 특징 맵은 두 번째 특징 맵을 입력으로 사용

하여 추가한 conv6, conv7 레이어에 통과시켜 얻는다. 

추가한 conv6, conv7 레이어는 각각 { 1x1 컨볼루션 

레이어(convolution layer), 3x3 컨볼루션 레이어, 

pooling 레이어 }, { 3x3 컨볼루션 레이어, 3x3 컨볼루션 

레이어, pooling 레이어 }로 이루어진다. 이렇게 얻은 4개

의 특징 맵들은 검출 모듈을 통하여 얼굴의 위치와 크기를 

추정한다. 이 블록은 가중치 공유를 통하여 파라미터를 줄

이고 검출 성능을 향상시킨다.

Fig. 4. Concat module
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3. Network output

본 논문에서 제안한 네트워크로부터 얻은 특징 맵을 얻

는다. 이 특징 맵들을 Fig 5의 검출 모듈을 통과하여 수식 

(2), (3)과 같이 얼굴 크기에 대한 네 방향 좌표 회귀 특징 

맵과 전경, 배경을 추정하는 분류 특징 맵과 네 방향 좌표 

회귀 특징 맵을 얻는다.

             

  
 ∈ 

           

수식 (2)에서 각 좌표는 양의 정수 값을 가지므로 각 좌

표에 자연상수(exponential)를 적용하여 값의 크기가 

∞의 값을 갖도록 한다. 분류 문제는 


가 1개의 

클래스만 가지므로 시그모이드(Sigmoid)함수를 사용하여 

분류 값들을 (0,1)사이로 만들어준다.

Fig. 5. Detection module 

4. Loss function

전체 손실 함수(loss function)는 다음과 같이 정의한다.

    
  

 
  

 
  

 
  

      





는 번째 특징 맵의 좌표  에서 추정한 얼

굴과 얼굴 크기이고 는 GT의 얼굴과 얼굴 크기이다.

,는 손실 함수에 대한 가중치로 사용한다. 본 논문에

서는 각각 2,2로 사용하였다. 번째 특징 맵에 대한 손실 

함수는 다음과 같다.





   







  
 



 




   
 



은 샘플의 개수이고 는 해당 손실함수에 대한 가

중치이다. 본 논문에서는 는 0.1로 설정했다. 회귀 문

제는 IOU 손실 함수[24]를 사용하고 분류 문제는 클래스 

간 불균형 문제를 완화하기 위해 RetinaNet[9]에서 제안

한 focal 손실 함수를 사용한다.

IV. Experimental Results

1. Training detail

학습 시 학습에 이용한 이미지의 입력 크기는 800이며 

각각의 특징 맵들은 input 이미지 크기의 











를 

가지고 (8 x 8), (16 x 16), (32 x 32), (64 x 64) 그 이상

의 얼굴 크기를 학습한다. 배치사이즈는 4를 사용한다. 최

적화 알고리즘은 아담 최적화 방식(Adam optimizer)를 

사용하고, learning rate는 5e-4로 120 epoch 동안 학습

을 진행한 후 10 epoch에 걸쳐 


씩 줄인다. 가중치 

감소(Weight–decay)와 모멘텀은 각각 0.0001과 0.9를 사

용한다. 백본 네트워크는 이미지넷(ImageNet)으로 미리 

학습한 모델을 사용하고 직접 추가한 모델의 레이어는 He 

초기화 방법을 이용하여 초기화한다. 테스트 시 이미지에

서 추출된 얼굴 후보들은 NMS (Non-maximum 

suppression)를 통해 최종 후보들을 추린다. NMS의 

threshold는 0.3으로 설정한다. 실험 환경은 아래의 

Table 1.과 같다. 하드웨어는 CPU Ryzen 7 2700X, GPU

는 RTX 2080 Ti 11GB, RAM은 32GB를 사용하였다. 사

용한 모델은 Ubuntu 18.04 운영체제에서 파이토치

(Pytorch) 1.4 버전 딥 러닝 프레임워크를 사용하였다.

OS Ubuntu 18.04

H/W

CPU : Ryzen 7 2700X

GPU: RTX 2080 Ti 11GB

RAM : 32GB

Deep learning 

framework
Pytorch 1.4

Table 1. System Environment
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2. Experiment

얼굴 검출분야에서 대표적으로 많이 사용되는 FDDB 데

이터 셋[38]으로 실험을 진행했다. FDDB 데이터 셋은 

2,845개의 이미지와 5,171개의 라벨링된 얼굴들이 있다. 

본 논문에서 제안하는 방법을 [22],[24],[25],[41]과 비교

하였다. Table 2, 3은 FDDB 데이터 셋에서 제공하는 평

가 방법으로 평가한 성능을 보여준다. DiscROC와 

ContROC Curves는 동일한 방법으로 평가하지만 

ContROC Curves의 경우 DiscROC 보다 훨씬 낮은 IOU

를 가지고 있어 상대적으로 오검출이 더 많다. 제안하는 

방법은 [22],[24],[25],[41]과 비교하여 DiscROC Cureves

의 경우 비슷한 수준의 성능을 가졌다. ContROC Curves

에서는 다른 논문들의 방법과 큰 차이를 보이지 않지만 한 

개의 특징 맵으로 검출하는 [24]와 비교하였을 때 Disc 

ROC Curves의 값이 상대적으로 오검출이 적은 것을 확

인할 수 있다. 또한 가중치 공유를 한 모델과 그렇지 않을 

모델을 비교하였을 때 가중치 공유를 한 모델의 오검출이 

더 적은 것을 확인할 수 있다.

Method Disc ROC curves score

[25] 0.980

[22] 0.966

[24] 0.950

[41] 0.973

Ours

(not share weight)
0.928

Ours 0.944

Table 2. DiscROC Curves score on FDDB for 1000 

False Positives

Method Cont ROC curves score

[25] 0.732

[24] 0.721

[41] 0.724

Ours

(not share weight)
0.717

Ours 0.723

Table 3. ContROC Curves score on FDDB for 1000 

False Positives

V. Conclusions

본 논문에서는 앵커 프리 방법을 이용한 다중 크기 얼굴 

검출기를 제안하였다. 기존의 최첨단(state-of-the-art) 

모델들은 앵커 기반 방법을 이용하여 얼굴을 검출하지만 

정밀 튜닝을 해야 하는 하이퍼 파라미터와 사전정의앵커

에 민감한 성능을 가졌고 기존의 앵커 프리 방법을 이용한 

모델들은 통합된 하나의 특징 맵으로 얼굴을 검출함으로

써 클래스 내 불균형 문제가 존재했다. 이를 개선하기 위

해 본 논문에서는 두 가지 방법을 제안하였다. 첫째로 앵

커 프리 방법을 사용하여 하이퍼 파라미터의 수를 줄임으

로써 학습 시 안정성이 증가한다. 둘째로 얼굴 검출 시 다

중 크기 특징 학습 중 하나인 특징 피라미드방식으로 학습

한 여러 개의 특징 맵을 사용함으로써 기존의 논문에 존재

했던 클래스 내 불균형 문제를 완화했다. 또한 가중치 공

유 모듈을 사용함으로써 검출 성능을 높였다. 제안하는 방

법의 성능을 평가하기 위해 정량적 평가를 진행하였고 제

안하는 방법의 효율성을 입증하였다. 하지만 제안하는 방

법은 손실 함수와 후처리 알고리즘인 NMS 과정에서 가중

치의 정밀 튜닝이 필요로 한다. 제안하는 구조 중 세 번째, 

네 번째 특징 맵은 백본 네트워크의 깊은 망으로 인해 학

습이 잘 이루어지지 않았다. 향후 과제로 사용자가 적절한 

하이퍼 파라미터를 선택할 수 있는 방법을 연구하고 입력 

크기에 강건한 특징 맵을 추출할 수 있는 방법을 연구하고 

할 필요성이 있다.
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