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Abstract

With a widespread of sensor-rich mobile devices, the analysis of human activities becomes more general and simpler

than ever before. In this paper, we propose two deep neural networks that efficiently and accurately perform human

activity recognition (HAR) using tri-axial accelerometers. In combination with powerful modern deep learning techniques

like batch normalization and LSTM networks, our model outperforms baseline approaches and establishes state-of-the-art

results on WISDM dataset.

요 약

스마트 모바일 장치의 확산은 인간의 일상 행동 분석을 보다 일반적이고 간단하게 만들었다. 행동 분석은 이미 본인 인증,

감시, 건강 관리 등 많은분야에서 사용 중이고 그 유용성이 증명되었다. 본 논문에서는스마트폰의 가속도 센서 신호를 사용

하여 효율적이고 정확하게 행동 인식을 수행하는 합성곱 신경망(모델 A)과 순환 신경망까지 적용한(모델 B) 심층 신경망 모

델을제시한다. 모델 A는 batch normalization과 같은 단순한 기법만 적용해도 이전의 결과보다더 작은모델로더 높은성능

을 달성할 수 있다는 것을 보인다. 모델 B는 시계열 데이터 모델링에 주로 사용되는 LSTM 레이어를 추가하여 예측 정확도

를 더욱 높일 수 있음을 보인다. 이 모델은 29명의 피실험자를 대상으로 수집한 벤치마크 데이트 세트에서 종합 예측 정확도

97.16%(모델 A), 99.50%(모델 B)를 달성했다.
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Ⅰ. 서론

인간 행동 인식(Human Activity Recognition, HAR)

분야는 스마트 장치가 확산되고 스마트 장치의 가

속도 센서, 자이로스코프 등의 사용 및 활용이 쉬

워지면서 많은 주목을 받는 연구 주제 중 하나이다

[1]. 센서의 저렴한 가격, 적은 전력 소비, 센서 데

이터의 실시간 전송과 컴퓨터 비전, 기계 학습, 인

공지능 기술의 발전도 인기 상승에 한몫하고 있다.

인간 행동 인식은 걷기, 뛰기, 앉기, 서기, 운전,
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문 열기, 이상 행동과 같은, 사용자가 수행하고 있

는 물리적 행동을 인식하는 작업이다. 데이터는 스

마트폰이나 웨어러블 장치의 센서, 가속도계, 혹은

동영상 프레임이나 사진을 통해서 수집되기도 한

다[2]. 이런 행동 인식 기술은 인증, 감시, 제스처

기반의 컨트롤 등의 다양한 응용을 통해 이미 그

유용성이 증명되었다. 대부분의 행동 인식 시스템

은 다양한 종류의 카메라를 통해 얻은 영상 정보를

사용하지만, 최근 연구들은 가속도계 역시 동일한

기능을 제공할 수 있다는 것을 보여주었다[3]. 또

한, 카메라의 사생활 침해 논란이 불거짐에 따라

가속도계는 더욱 주목을 받고 있다. 영상보다 데이

터가 작아서 처리하기 쉽고 인식하려는 대상으로

부터 직접 측정된 신호라는 장점도 있다.

최근 딥러닝 기반의 접근 방식은 많은 연구 분야

에서 최고 성능을 달성하고 있다. 그중에서도 합성

곱 신경망(Convolutional Neural Networks)과 순

환 신경망(Recurrent Neural Networks)은 영상과

음성 분야에서 매우 효율적임을 보여줬다. 그러나

영상과 음성에서만 효율적인 것은 아니다. 합성곱

신경망의 강력한 특징 추출 능력과 순환 신경망의

시간 지역성 학습 능력은 인간 행동 인식을 위한 1

차원 가속도계 데이터에서도 유효하다[4].

본 연구는 스마트폰의 가속도 센서 데이터에서

자동으로 특징을 추출하여 인간의 행동을 인식하

는 인공지능 모델을 제시한다. 이전 연구[5][6]에서

도 행동 인식에 합성곱 신경망을 적용하는 시도는

있었지만 심층 신경망에서 사용되는 최신 기법을

적용한 사례는 많지 않았다. 또한, 시계열 데이터가

가진 시간적 관련성을 제대로 다루지 않았다. 따라

서 본 연구에서는 최근 심층 신경망에서 자주 사용

되는 batch normalization(BN) 기법[7]과 LSTM[8]

을 인간 행동 인식 모델에 적용하여 기존에는 분류

가 어렵다고 여겨졌던 행동을 높은 정확도로 분류

하는 모델을 제시하고, 이 모델의 성능을 실험을

통해 증명한다.

Ⅱ. 본론

여기서는 합성곱 신경망과 순환 신경망을 이용해

3축 가속도 센서 데이터에서 사람 행동 인식 방법

에 관해 기술한다. 먼저 본 연구에서 사용한 데이

터셋과 데이터 전처리 방법에 대해 설명할 것이다.

그리고 가속도 센서 데이터를 행동으로 분류하는

두 가지 신경망 구조(모델 A, 모델 B)를 소개할 것

이다.

1. WISDM Activity Prediction Dataset

모델의 성능을 실험하고 평가할 데이터 세트는

WISDM Activity Prediction Dataset(WISDM AR)[9]

을 사용한다. WISDM 프로젝트의 목표는 스마트

폰과 같은 모바일 장치에서 센서 데이터를 수집하

며 연구 주제를 탐색하고, 유용한 애플리케이션을

구축하는 것이다[10]. 프로젝트에서 다루는 연구 주

제는 가속도계 데이터 기반으로 사용자를 식별하

고 사용자의 ID를 검증하는 행동 기반 생체 인증과

사용자가 수행하고 있는 행동을 식별하는 행동 인

식 등이 있다. WISDM AR은 이 프로젝트를 통해

수집된 통제된 실험실 환경의 데이터 세트이다. 29

명의 피실험자가 스마트폰을 휴대하면서 걷기, 조

깅, 계단 올라가기, 계단 내려가기, 앉기, 서기와 같

은 일상적인 활동을 수행하며 스마트폰의 3축(x, y,

z) 가속도계 데이터를 수집했으며 모든 샘플은 6가

지 행동 중 하나의 라벨이 붙어있다. WISDM AR

의 3축 가속도계의 값은 (-20, 20)의 실숫값을 가지

고 10이라는 수치는 1G = 9.81m/s2이며 0은 가속도

가 없다는 것을 나타낸다. 모든 경우에서 가속도계

데이터는 50ms마다 수집되었으므로 초당 20개의

샘플을 갖는다. 총 샘플 개수는 1,098,207개이며 각

활동이 데이터 세트에서 차지하는 개수와 비율은

표 1에 나와 있다.

Table 1. Data distribution of WIDSM dataset.

표 1. WISDM 데이터 세트의 클래스별 데이터 분포

Activity Examples Percentage

Walking 424,000 38.6%

Jogging 342,177 31.2%

Upstairs 122,869 11.2%

Downstairs 100,427 9.1%

Sitting 59,939 5.5%

Standing 48,395 4.4%

2. 데이터 전처리 & 학습 데이터 생성

가공되지 않은 시계열 가속도계 데이터는 곧바로

신경망 분류 알고리즘으로 적용될 수 없다. 신경망

의 입력으로 사용되기 위해선 미가공된 데이터를

신경망이 학습하기 편한 레코드 단위로 변환해야
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Fig. 1. The architecture of Model A (1D ConvNet).

그림 1. 모델 A의 구조 (1차원 합성곱 신경망)

한다. 그러기 위해서 먼저 (-20, 20) 값을 가지는

가속도 센서값들을 20으로 나눠서 (-1, 1)로 정규

화했다. 그리고 2초씩 건너뛰며 4초 길이의 데이터

를 추출하는 슬라이딩 윈도우 방식을 적용했다.

(50% 겹침) 그러므로 하나의 레코드는 4초 * 20Hz

= 80개의 데이터 샘플을 가진다. 이러한 방식으로

미가공된 시계열 가속도계 데이터로부터 26,520개

의 레코드를 생성했다.

Table 2. Data distribution after preprocessing.

표 2. 전처리 후의 데이터 세트의 클래스별 분포

Activity Examples Percentage

Walking 10,506 39.6%

Jogging 8,174 30.8%

Upstairs 2,881 10.9%

Downstairs 2,323 8.8%

Sitting 1,463 5.5%

Standing 1,173 4.4%

표 2를 보면 활동별 레코드 개수에 불균형이 있

음을 알 수 있다. 이것은 미가공된 데이터의 클래

스별 불균형에서 기인한 것으로 데이터 세트의 이

러한 불균형은 모델을 평가할 때 결과를 왜곡할 가

능성이 있다. 클래스 불균형을 다루는 방법은 클래

스 가중치 조절, 오버/언더 샘플링 등의 방법이 있

지만 본 연구에서는 단순히 전체 레코드에서 가장

적은 수를 차지하는 클래스(Standing)와 그 레코드

개수(1173개)를 찾고 각 클래스에서 의도적으로 그

개수만큼만 레코드를 추출하는 방법을 택했다.

위에 기술한 데이터 전처리를 거친 후의 레코드

수는 7,038개(1173×6)이다. 이것을 학습 데이터 80%,

검증 데이터 20%로 나눠서 신경망 알고리즘의 학

습, 검증에 사용했다.

3. 모델 A (1D ConvNet)

모델 A의 구조는 같은 연구 주제의 A. Ignatov

[6]의 모델에서 영감을 받았다. 그림 1는 모델 A의

구조를 보여준다. A. Ignatov의 모델과 다른 점은

1) 더 적은 필터 개수와 더 작은 필터 크기, 2) 풀

링 레이어를 제거하고 최근 심층 신경망에서 자주

사용되는 BN[7] 레이어를 추가한 것이다. 더 적은

필터 개수와 더 작은 필터 크기는 모델 크기와 연

산량을 감소시켰고 BN 레이어 추가는 더 빠르고

안정성 높은 학습을 가능하게 한다.

하나의 합성곱 블록은 1×3 크기의 필터를 가지는

합성곱 레이어, BN 레이어, 그리고 ReLU[11] 활성

화 함수로 이루어져 있다. 모델 A는 두 개의 합성

곱 블록을 가지는데 첫 번째 블럭은 16개의 특징

맵, 두 번째 블록은 32개의 특징맵을 생성한다. 이

32개의 특징맵은 평탄화를 거쳐서 6개의 동작으로

분류하는 Fully-connected (FC) 레이어로 연결된

다. 마지막으로, FC 레이어의 출력은 Softmax 함

수를 거쳐 각 클래스에 대한 확률로 표현된다.

4. 모델 B (1D ConvNet + LSTM)

비록, 모델 A가 합성곱 신경망을 이용해 사람 행

동을 인식하는데 사용될 수 있지만, 여전히 시계열

데이터라는 특성을 적극적으로 활용하지 못하고

있다. 최근 연구에서 순환 신경망(Recurrent Neural

Network)은 동영상이나 음성처럼 시간이나 순서에

의존적인 데이터를 다루는 동적 시스템에서 뛰어
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Fig. 2. The architecture of Model B (1D ConvNet + LSTM).

그림 2. 모델 B의 구조 (1차원 합성곱 신경망 + LSTM 블록)

MLP[9] Dropout[14] RF[14] CNN[6] Ours(Model A) Ours(Model B)

Walking 91.7 93.03 91.77 98.50 98.72 99.57

Jogging 98.3 94.64 97.54 97.87 100 100

Upstairs 61.5 53.45 38.26 72.22 94.89 99.15

Downstairs 44.3 63.81 45.19 87.00 92.34 99.57

Sitting 95.0 88.96 89.05 82.63 98.30 98.72

Standing 91.9 86.26 84.03 93.33 100 100

Overall 91.7 80.02 74.31 93.32 97.16 99.50

Table 3. Evaluation of WISDM prediction accuracy(%) between different methods (The best method is highlighted in bold).

표 3. WISDM 데이터 세트의 예측 정확도(%) 비교 평가 (가장 좋은 성능을 보인 알고리즘은 볼드 표시)

난 효율을 보여주었다[12]. R. Fernandez-Fernandez

et al.은 합성곱 신경망과 순환 신경망 중 하나인

LSTM[8] 구조를 이용해 Quick, Draw! 데이터 세

트를 분류하는 모델을 제시했다[13]. 모델 B는 그

모델에서 영감을 받아 가속도계 데이터를 분류하

는 합성곱 + LSTM 구조를 제안한다.

그림 2는 모델 B의 구조를 보여준다. 모델 B의 합

성곱 블록 부분은 모델 A와 같다. 모델 B는 합성곱

블록의 특징맵에서 평탄화를 거치치 않고 LSTM 레

이어로 연결된다. LSTM 레이어의 출력은 1차원이

므로 바로 FC 레이어와 Softmax 함수로 연결된다.

두 모델 모두 신경망 모델 구현, 학습 및 검증은

Tensorflow v2[15]으로 구현하였다. 학습 시, 커널

초기화는 Xavier 초기화[16] 기법을 사용하였고 손

실 함수는 cross-entropy를 적용하였다. 그래디언

트 갱신에는 Adam[17]을 사용하였고 learning rate

는 0.0005로 설정하였다. 검증 데이터에서 정확도가

더 개선되지 않을 때까지 학습을 진행하였다.

Ⅲ. 실험 결과 및 고찰

전처리와 학습 데이터 생성 부분에서 얻은 1,408

개의 검증 데이터로 학습된 모델의 분류 정확도를

평가했다. 본 실험의 행동 인식 실험 요약 결과를

표 3에 나타냈다. 이 표는 모델 A와 모델 B의 예측

정확도를 다른 연구 결과와 함께 클래스별로 나타

내고 있다.

그림 3의 오차 행렬을 보면 클래스별 분류 결과

를 조금 더 자세하게 알 수 있다. 모델 A의 경우,

계단 올라가기와 계단 내려가기 두 클래스 사이의

혼돈이 가장 많았고, 이것은 다른 연구 결과들과

일치한다. 하지만 여전히 예측 정확도는 각각 94.89%

와 92.34%로 다른 연구에 비해서 높은 수치를 확보

했다. LSTM을 적용한 모델 B의 경우, 클래스 간

혼돈이 거의 없이 모든 경우에서 99% 이상의 예측

정확도를 보였다.

실험 결과, 본 연구에서 제안한 모델이 가장 높은

수준의 정확도를 달성했음을 확인했다. 제안한 두

모델 중 특히 LSTM 레이어를 추가한 모델 B는 종

합 정확도 99.5%를 기록했다. 합성곱 레이어의 추

가는 이전엔 분류가 몹시 어렵다고 여겨졌던 계단

올라가기와 계단 내려가기를 99% 이상의 높은 정

확도로 분류해냈다[9].
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Fig. 3. Confusion matrix on validation dataset (a) Model A (1D ConvNet), (b) Model B (1D ConvNet + LSTM).

그림 3. 검증 데이터의 오차 행렬 (a) 모델 A (1D ConvNet), (b) 모델 B (1D ConvNet + LSTM)

Ⅳ. 결 론

본 연구에서는 가속도 센서 데이터를 이용해서

인간의 행동을 인식하는 새로운 AI 모델을 제시하

였다. 제안한 방법 중, 모델 A는 기존의 합성곱 신

경망에서 파라미터 수를 줄여 연산량을 낮추었고

batch normalization 레이어를 추가하는 것만으로

도 계단 오르내리기 행동의 예측 정확도를 개선할

수 있다는 것을 보여줬다. 모델 B는 여기에 LSTM

레이어를 추가하여 다변수 시계열이라는 가속도

센서 데이터의 특성을 적극적으로 반영하였고, 결

과적으로 WISDM 데이터 세트에서 통합 예측 정

확도 99.50%를 달성하였다.
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