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요  약  인터넷상의 소통을 위해 댓글 시스템은 필수적이다. 하지만 온라인상의 익명성을 악용하여 타인에 대한 부적절
한 표현 등의 악성 댓글 또한 존재한다. 악성 댓글로부터 사용자를 보호하기 위해 악성/정상 댓글의 분류가 필요하고
이는 텍스트 분류로 구현할 수 있다. 자연어 처리에서 텍스트 분류는 중요한 주제 중 하나이고 최근 BERT 등 
pretrained model을 활용한 연구와 GCN, GAT 등의 그래프 구조를 활용한 연구가 활발히 진행되고 있다. 본 연구에
서는 실제 공개된 댓글에 대해 BERT, GCN, GAT 을 활용하여 댓글 분류 시스템을 구현하고 성능을 비교하였다. 본
연구에서는 그래프 기반 모델을 사용한 시스템이 BERT 대비 높은 성능을 보여주었다.

주제어 : 그래프, 텍스트 분류, 자연어처리, 악성댓글, 댓글분류

Abstract  A comment system is essential for communication on the Internet. However, there are also 
malicious comments such as inappropriate expression of others by exploiting anonymity online. In 
order to protect users from malicious comments, classification of malicious / normal comments is 
necessary, and this can be implemented as text classification. Text classification is one of the 
important topics in natural language processing, and studies using pre-trained models such as BERT 
and graph structures such as GCN and GAT have been actively conducted. In this study, we 
implemented a comment classification system using BERT, GCN, and GAT for actual published 
comments and compared the performance. In this study, the system using the graph-based model 
showed higher performance than the BERT.
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1. 서론

인터넷 환경에서 어떤 글에 대한 댓글은 서로 간의 의
사를 표현하는 주요한 표현 방식 중 하나이다. 또한, 댓글
은 단순한 의견 표시가 아닌 사회적 의견 형성에 중요한 
요인이 되기도 하고 기업의 수익성에도 영향을 주기도 
한다[2,3] 하지만 댓글 중에는 단순한 의견 개진이 아닌 
특정 사용자에 대한 인신공격 등의 악성댓글이 있다. 
2011년 한국인터넷진흥원이 실시한 2011년 인터넷 윤
리문화실태조사[4]에 따르면 국내 이용자 중 54% 이상의 
사용자가 악성댓글에 대해 피해를 본 것으로 조사되었다. 
특히 연예인 등 사회적으로 널리 알려진 인물에 대한 악
성 댓글의 경우 당사자가 악성 댓글로 인해 자살 시도를 
하는 등의 심각한 문제가 발생하기도 한다[1]. 국내 인터
넷 서비스 제공자 중에는  Fig. 1과 같이 악성 댓글을 자
동으로 분류하는 기능을 제공하여 악성 댓글로부터 사용
자를 보호하는 기능을 제공한다.

Fig. 1. toxic comment detector (naver.com)

댓글은 악성/정상 댓글로 분류할 수 있다. 따라서 악
성 댓글을 분류하는 문제는 자연어 처리의 텍스트 분류 
문제로 생각할 수 있다. 텍스트 분류 문제는 자연어처리의 
주요한 연구주제 중 하나로 CNN(Convolution Neural 
Network)[5], RNN(Recurrent Neural Network) [6]
을 사용하여 분류를 수행하는 연구가 있다. 최근에는 
BERT등pretrained model을 사용해서 텍스트 분류를 
수행하는 경우 좋은 성능을 보여주는 연구가 있다[7]. 또
한 Graph Convolution Network (GCN)[8] 등의 
graph network를 이용해서 텍스트 분류를 수행하는 연
구들도 있다. 본 논문에서는 공개된 악성 댓글에 대해 
BERT, GCN, GAT (Graph Attention Network)을 이
용해서 악성댓글을 분류하는 시스템을 구현하고 각 시스
템의 성능을 비교하였다. 본 논문은 2장에서 악성댓글 분

류에 관한 기존연구와 BERT, GCN, GAT에 대한 연구
에 대해 논의한다. 3장에서 구현한 시스템을 소개하고 4
장에서 사용한 데이터에 대한 설명과 생성한 그래프의 
구조에 관해 설명하고 실험 결과를 논의한다. 마지막으로 
5장에서 결과에 대해 논의하고 추가 연구과제에 대해 논
의한다.

2. 관련 연구

현재까지 악성 댓글에 관한 연구들이 진행되고 있고 
감성 사전을 구축하여 SVM(support vector machine)
을 이용하여 분류하거나, 문장의 명사를 추출하여 악성댓
글과 관련성을 추출하여 인공신경망을 이용해서 분류를 
수행하였다. 그리고 문장에서 특정 품사를 추출 후 CNN
과 RNN을 이용한 분류를 수행하였다. 홍진주(2015)는 
한국어 댓글에서 악성댓글 분류를 연구하였다. 악성 댓글 
중 자주 출현하는 단어들에 대한 빈도를 기반으로 사전
을 구축하여 SVM을 사용해서 분류하는 것을 연구하였다
[9]. 김세한(2016)은 문장의 명사에 대해 추출한 후 인공
신경망을 이용하여 분류를 수행하였다[10]. 김진우, 조혜
인(2019)은 문장에서 품사별로 분류하거나 또는 모든 품
사를 학습에 사용하여 분류 시스템을 구현하였다[11]. 선
행연구들은 문장 단위별로 품사를 추출하는 등의 방법을 
사용하여 분류 시스템을 구현하였다. 이 경우 단어들의 
특징을 기반으로 분류를 수행할 수 있으나 댓글 간  유사
도를 학습에 사용하기 어렵다. 본 논문에서는 각 문장의 
단어의 특질과 댓글 간의 관계를 그래프를 생성 후 이를 
이용해서 분류 시스템을 구현하였다 이를 통해 기존에 
사용하던 BERT로 구현된 분류기에 비해 그래프 기반 분
류기가 좋은 성능을 확인할 수 있다. 

3. 댓글분류 시스템 설계 및 구현

본 논문에서는 인터넷상 공개된 댓글 Dataset[12] 에 
대해 BERT, GCN, GAT를 사용해서 각각의 독립적인 
분류기를 구현하고 BERT 모델 대비 GCN, GAT model
의 성능을 비교하였다.

3.1 BERT
Jacob Devlin, Ming-WeiChang, Kenton Lee, 

Kristina Toutanov은 대량의 텍스트를 사용해서 비지
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도 학습을 수행하여 만든 pretrained model(BERT)을 
사용해서 여러 자연어처리 과제에서 좋은 성능을 보여주
었다. pretrained model을 생성시 masked LM을 수행
한다. 학습 시 주어진 문장의 일부분을 [MASK] 토큰으
로 변경하고 이를 예측하게 하는데 이 과정을 통해 
BERT모델은 주어진 데이터의 문맥을 학습하게 된다.그 
후 fine-tuning과정을 수행하여 실제 분류기를 구현하
게 된다. 일반적인 구조는 Fig. 2와 같다 본 논문에서는 
bert-based-cased를 사용하였고 본 논문에서는 해당 
논문에서와 같이 BERT의 마지막 hidden layer에 대해 
인공신경망을 추가하여 분류기를 구현하였다. 구체적인 
구조는 Fig. 3과 같다.

Fig. 2. sentence classification task (retaken from [7])

Fig. 3. BERT implementation

3.2 GCN
Kipf, T. N.[13] 는 그래프구조로 되어 있는 데이터들

의 분류를 위해 graph convolution network를 제안했
으며 구조는 Fig. 4와 같다 입력받는 그래프에 대해  
convolution 연산을 수행하여  결과를 도출한다.

본 논문에서 은닉층의 수는 2로 설정하였다. GCN에
서 사용하는 입력 데이터는 식 1, 2와 같이 정의한다.  
본 논문에서는 각 노드를  128차원으로 임베딩하였다 

Input feature matrix :    ×      (1)
Adjacency matrix :    ×           (2)

Fig. 4. GCN structure(retaken from [14])

은닉층은 식 3∼5 와 같이 정의되며 W는 weighted 
matrix이다.

                    (3)

    ×             (4)

                   (5)

본 논문에서는 활성 함수로 ReLU[15]를 사용하였다. 
본 논문에서 사용한 데이터는 문장으로 구성되어 있고 
문장은 단어로 구성되어 있다. 따라서 단어들을 주어진 
문장의 feature로 정의하고 유사한 문장들을 그래프상의 
인접한 노드로 정의하는 경우 노드를 분류하는 것을 통
해 문장들을 분류하는 것이 가능하고 이는 GCN을 이용
하면 구현이 가능하다. 실제 입력으로 주어진 문장을 살
펴보면 Table 1과 같이 악성 댓글과 정상 댓글은 문장을 
구성하는 단어들의 구성에서 차이가 발생하므로 문장의 
단어들의 특징을 이용해서 분류기 구현이 가능하다.

Category Comment

Normal comment

This is so cool. It's like, 'would you want your 
mother to read this??' Really great idea, well 
done.
Thank you!! This would make my life a lot less 
anxiety-inducing. 
This is such an urgent design problem; kudos to 
you for taking it on. Very impressive!

Toxic comment

Why not just shoot him and put him in the 
freezer?
So ignorant. Not everyone has a life set up to buy 
a home.
please spare us your strawman drivel that is void 
of intelligence. Impeding traffic causing accident...

Table 1. normal/toxic comment
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3.3 GAT
Petar Veličković, Guillem Cucurull, Arantxa 

Casanova, Adriana Romero, Pietro Liò, Yoshua 
Bengio는 기존 GCN에 각 노드에 multi-head 
attention을 적용한 모델을 제안하였다. 은닉층 업데이
트 시 주변 은닉 층간의 attention을 적용하여 구현하였
다. attention은 식 6과 같이 정의된다.

    
∈

exp 
exp      (6)

은닉층은 식 7과 같이 정의된다. 

              (7)

마지막 은닉층은 식 8과 같이 정의된다. 

′ 
 
 




∈

             (8) 

본 논문에서는 활성함수는 ReLU[15]를 사용하였다 
GAT의 경우 GCN과 같이 그래프 구조상에서 분류작업
이 가능하므로 같은 그래프 구조를 사용하여 분류기를 
구현하였다.

4. 구현 및 실험 결과

테스트 및 구현 환경은 Google Colab을 사용하였다.

4.1 Dataset 설명
실험에 사용한 데이터는 Kaggle에 공개된 악성댓글 

Dataset[12] 을 사용하였다. Dataset 은 약 200만 개의 
댓글(comment_text)과 댓글에 대한 악성도(target)를 
점수로 표현하였다. 악성도에 대한 점수는 각 기여자의 
부여한 점수이다. 분류를 위해 target의 값이 0.5가 넘는 
경우 악성 댓글로 분류하고 그렇지 않은 경우 정상 댓글
로 분류하였다. 본 실험에서는 전체 Dataset 에 대해 임
의의 데이터 17,000개를 추출하여 14,000개를 학습에 
사용하고 3,000개를 검증에 사용하였다. BERT model
은 주어진 데이터의 comment_text를 입력으로 사용하
였고 GCN, GAT의 경우 주어진 데이터를 그래프로 변환

하여 사용하였다. BERT model의 경우 성능 확인을 위
해 임의의 데이터 120,000개를 학습에 사용하고 30,000
개를 검증에 사용하는 경우도 추가로 실험하였다.

Fig. 5. Word2Vec structure

4.2 Graph 구조 설명
본 논문에서는 문장들을 하나의 노드로 정의하였다. 

또한, 문장을 구성하는 단어들에 대한 특징을 노드의 
feature로 정의하였다. 이를 위해 각 단어의 word 
vector를 구하여 feature로 사용하였다. 구체적인 구조
는 Fig. 5와 같다.

또한, 노드 간의 edge는 각 문장을 word2vec[16] 으
로 변환한 후 정규화를 수행한 후 각 문장 간 유사도가 
높은 경우 서로 관련이 있는 node로 정의하고 edge로 
추가하였다.

4.3 Optimizer, loss function
각 모델의loss function과 optimizer는 Table 2 와 

같다.

model loss function optimizer

BERT model Cross entropy Adam[17]

GCN model Crossentropy Adam[17]

GAT model CrossEntropy Adam[17]

Table 2. loss function, optimizer

4.4 실험 결과
실험 결과는 Table 3과 같다. 테스트한 데이터는 정

상/악성 댓글의 비율이 다른 불균형 데이터이므로 F1 
score를 성능측정 기준으로 사용하였다. 수행한 실험에
서는 GCN model이 F1-score 기준으로 가장 우수한 
성능을 보여주었다. 
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model Accuracy Precision Recall F1-score

BERT 
model(large) 0.926 0.5 0.46306 0.4808

GAT
model 0.883 0.5 0.4415 0.46893

GCN
model 0.8693 0.50338 0.51812 0.48688

BERT 
model(small) 0.883 0.5 0.4415 0.46893

Table 3. test result

Table 3에 나타난 성능을 달성하기 위한 학습 시간을 
Table 4와 같다. GAT의 경우 1회 학습 시 시간이 GCN
에 비해 오랜 시간 소요되나 학습에 필요한 epoch는 
GCN대비 작다. BERT의 경우 학습모델의 복잡성으로 
인해 학습 시간이 그래프 기반 모델보다 학습에 긴 시간
이 소요되었다. BERT model의 경우 학습데이터의 크기
에 따라 성능향상이 이루어짐을 확인할 수 있었다.

model learning time (second) epochs

BERT model (big) 379.66 3

GCN model 0.0522 10

GAT model 0.3862 5

BERT model (small) 1894 3

Table 4. test result

5. 결론

본 논문에서는 악성 댓글을 그래프 기반 분류기(GAT, 
GCN)를 이용해서 분류기를 구현하고 각각의 성능을 
BERT 기반 모델을 구현하여 비교하였다. 그래프 기반의 
분류기는 각 텍스트의 의미 정보와 유사한 문장과의 관
계를 함께 사용함으로써 텍스트의 의미정보만을 사용하
는 경우에 비해 좋은 성능을 보여주었다. 또한, 학습데이
터가 작은 경우에도 좋은 성능을 보여주었다가 그리고 
학습에 필요한 시간이 pretrained model 대비 작은 시
간이 소요되므로 실무에서 학습 시간에 제약이 있는 경
우와 구현에 사용할 자원이 충분하지 않은 경우 대안이 
될 수 있다. 다만 그래프 기반 분류기의 경우 입력 데이
터의 크기가 커질수록 그래프의 크기가 기하급수적으로 
커지고 그래프의 구조가 고정적인 단점이 있다. 추후 연
구에서는 그래프의 구조를 가변적으로 변경할 수 있는 
연구가 필요하다.
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