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Abstract

In this paper, we study an algorithm that automatically determines the orders of past observations and

conditional mean values that play an important role in count time series models. Based on the orders of the

ARIMA model, the algorithm constitutes the order candidates group for time series generalized linear models

and selects the final model based on information criterion among the combinations of the order candidates

group. To evaluate the proposed algorithm, we perform small simulations and empirical analysis according

to underlying models and time series as well as compare forecasting performances with the ARIMA model.

The results of the comparison confirm that the time series generalized linear model offers better performance

than the ARIMA model for the count time series analysis. In addition, the empirical analysis shows better

performance in mid and long term forecasting than the ARIMA model.

Keywords: count time series, automatic algorithm, time series generalized linear model, ARIMA model

1. 서론

시계열 자료는 종종 횟수(count data)로 구성된다. 예를 들면, 월별 승합차 운전자의 사상자 수, 주별

자동차 서비스 부품의 재고량, 일별 말라리아 감염 환자 수 등 다양한 분야에서 횟수로 구성된 시계열
자료를 접할 수 있다. 이와 같이 일정한 시간 간격 동안 발생하는 사건의 수에 관련된 시계열 자료를 계
수형 시계열 자료(count time series)라고 한다. 계수형 시계열 자료의 가장 큰 특징은 음이 아닌 정수

의 값(non-negative integer value)을 갖는다는 것이다. 또한, 흔히 발생하지 않는 사건의 경우 영이 많

이관측되는영과잉시계열의형태를띄기도한다.

대표적인 시계열 분석 모형인 자기회귀누적이동평균(autoregressive integrated moving average;

ARIMA) 모형을 계수형 시계열 자료 분석에 사용할 수 있지만 한계점을 갖는다. 첫째, ARIMA 모

형은 오차항의 분포가 정규분포를 따른다고 가정하며 이 분포의 형태는 대칭적인 종 모양이지만 계수
형 시계열 자료의 경우, 특히 값이 적은 경우, 경험적 분포가 다소 편향된 형태를 갖기 때문에 적절하지

않다. 일반적으로 편향된 자료에 대해 로그 변환을 한 후 정규분포 가정을 하는 경우도 있지만 0을 많
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이 포함하고 있는 계수형 시계열 자료인 경우에는 적용이 어렵다. 둘째, ARIMA 모형의 표본 공간은

(−∞,∞)의 범위를 갖는 실수(real-valued)이다. 즉, 계수형 시계열 자료에 ARIMA 모형을 적용할 경

우 이산형(discrete) 표본 공간의 특성이 고려되지 않는다. 따라서 ARIMA 모형은 계수형 시계열 자료

분석에 적절하지 않으며, 최근 ARIMA 모형이 갖는 문제점을 개선하고 계수형 시계열 자료의 특징을

고려한다양한모형이활발하게연구되고있다.

계수형 시계열의 모형은 관측치가 음수가 아닌 정수임을 고려해야 하며, 관측치 사이의 의존성을 적절
히 포착해야 한다. 가장 편리하고 유연한 접근 방법은, Fahrmeir과 Tutz (2001, 6장) 그리고 Kedem과

Fokianos (2002, 1-4장)가제안한과거정보에대한관측치를조건부로모형화하기위해일반화선형모
형(generalized linear model; GLM)을 사용하는 것이다. 이 모형은 계수형 자료에 대한 적절한 분포와

연결 함수를 선택하여 사용한다. 또다른 중요한 방법은 Weiß(2008, 2-3장)이 소개한 정수형 자기회귀
이동평균(integer autoregressive moving average; INARMA) 모형이다. 이는 ‘thinning operator’에

기초하는데, 일반적인자기회귀이동평균모형의구조를모방한다.

시계열 일반화 선형 모형은 모형에 사용되는 과거 관측값의 차수와 과거 조건부 평균값의 차수를 결정
해야한다. 단순히 시계열 그림을 보고 적절한 차수를 결정하는 것은 어렵기 때문에 대안으로 자기상관
함수(autocorrelation function; ACF)를 고려하여 높은 자기 상관성을 갖는 시차를 모형의 차수로 정할
수있다. 그러나, 현재까지모형의차수를결정하는자동화알고리즘이존재하지않기때문에불편한식

별(identification) 작업을 통해야만 한다. 유사한 방법을 통해 모형의 차수를 결정하는 ARIMA 모형의

경우 자동화 차수 결정 알고리즘이 이미 존재하지만 차분의 개념과 계절형 승법 구조를 시계열 일반화
선형 모형에 그대로 반영하기 어려워 ARIMA 모형의 차수 결정을 바로 이용할 수 없다. 따라서 본 논

문에서는 이를 고려하여 시계열 일반화 선형 모형의 차수 후보군을 만들고, 후보군의 조합을 이용하여
적합한 모형 중 AIC가 가장 작은 모형을 최종 모형으로 선택하는 ARIMA 모형 차수 결정에 기반한 자

동차수결정알고리즘을고안하였다.

본 논문에서는 시계열 일반화 선형 모형의 차수 결정 알고리즘 고안과 시뮬레이션 및 실증분석을 통하

여 ARIMA 모형과의 예측 성능을 비교하였다. 본 논문은 총 5장으로 구성되어 있으며 2장에서는 시계

열 일반화 선형 모형 및 추정 방법을 설명하고, 3장에서는 차수를 결정해주는 자동화 알고리즘 소개와

ARIMA 모형과의예측성능비교를위한시뮬레이션을진행한다. 4장에는국내살인사건발생건수자
료를이용하여모형의적합및예측성능을비교분석하며마지막 5장에서는결론을맺는다.

2. 시계열 일반화 선형 모형

2.1. 기본 모형

시계열 일반화 선형 모형은 조건부 평균이 시간-변동 공변량, 과거의 관측값 그리고 과거의 조건부 평균
값에 따라 변하는 구조를 가지는 모형이다. 원 시계열 자료를 {Yt : t ∈ N}, 시간-변동 공변량 벡터를

Xt = (Xt,1, . . . , Xt,r)
T , 과거의정보 Ft−1에대하여 Yt의조건부평균을 E(Yt | Ft−1) = λt라고할때,

시계열일반화선형모형은다음과같다.

g(λt) = β0 +

p∑
k=1

βkg̃(Yt−k) +

q∑
l=1

αlg (λt−l) + ηTXt, (2.1)

여기서 g와 g̃는 각각 연결 함수와 변환 함수이며, 과거의 정보 Ft는 t + 1시점의 공변량 정보를 포함하

여 {Yt, λt, Xt+1 : t ∈ N}의결합확률과정이다.

임의의 과거 관측을 선형 모형에 반영하기 위해 집합 P = {1, . . . , p}를 정의해야 한다. 이때, 적절한
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p를 선택하고, 조건부 평균에 영향을 주지 않는 일부 과거 시차에 대한 관측 Yt−k의 모수를 0으로 설정

해야 한다. 마찬가지로 과거 조건부 평균을 선형 모형에 반영하기 위해 집합 Q = {1, . . . , q}를 정의하
고, 적절한 q의 선택과 일부 과거 시차에 대한 조건부 평균 λt−l의 모수를 0으로 설정하는 것이 필요하

다. 구체적인 모형의 차수(즉, P와 Q의 집합)의 결정을 위하여 원 시계열 자료의 자기상관함수를 고려
할수있다.

2.1.1. 분포 가정 시계열 일반화 선형 모형에서 과거의 정보 Ft−1에 대하여 Yt의 분포는 포아송 분

포또는음이항분포를가정한다. 먼저, 모형 (2.1)과함께포아송분포를가정한경우다음과같이표현

될수있다.

Yt | Ft−1 ∼ Poisson (λt) ,

P (Yt = y | Ft−1) =
λt exp (−λy

t )

y!
, y = 0, 1, . . . . (2.2)

이경우 Var(Yt | Ft−1) = E(Yt | Ft−1) = λt이다.

음이항 분포는 조건부 분산이 조건부 평균보다 클 수 있도록 과산포(overdispersion)의 개념을 도입한

다. 음이항 분포를 가정한 경우 평균의 관점에서 과산포 모수인 ϕ ∈ (0,∞)가 추가적으로 모수화되며

다음과같이표현된다.

Yt | Ft−1 ∼ NegBin (λt, ϕ) ,

P (Yt = y | Ft−1) =
Γ(ϕ+ y)

Γ(y + 1)Γ(ϕ)

(
ϕ

y + 1

)ϕ(
λt

ϕ+ λt

)
, y = 0, 1, . . . . (2.3)

이 경우 Var (Yt | Ft−1) = λt + λt/ϕ이며 조건부 분산은 λt에 따라 2차적으로 증가한다. 포아송 분포

는, ϕ → ∞일때음이항분포의극한분포이다.

2.1.2. 연결 함수 일반적으로 시계열 일반화 선형 모형의 연결 함수로 항등 함수와 로그 함수를 고
려한다. 먼저, 연결 함수 g와 변환 함수 g̃가 모두 항등함수인 경우, 즉 g(x) = g̃(x) = x, 모형 (2.1)은

다음과같다.

λt = β0 +

p∑
k=1

βkYt−k +

q∑
l=1

αlλt−l + ηTXt. (2.4)

추가적으로 η = 0과 Yt | Ft−1의 분포를 포아송 분포로 가정할 때 모형 (2.4)를 차수가 p, q인 integer-

valued GARCH모형, INGARCH(p, q)으로부른다. 이모형은자기상관조건부포아송(autoregressive

conditional Poisson; ACP) 모형으로도 알려져 있으며 자세한 내용은 Ferland 등 (2006)과 Fokianos

등 (2009)를참고하라.

연결 함수가 로그 함수인 경우 연결 함수는 g(x) = log(x), 변환 함수는 g̃(x) = log(x + 1)이며 다음과

같다.

log(λt) = β0 +

p∑
k=1

βk log (Yt−k + 1) +

q∑
l=1

αl log(λt−l) + ηTXt. (2.5)

자세한내용은 Fokianos와 Tiøstheim (2011)을참고하라.
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2.2. 모수 추정 방법

모형 (2.1)을 적합시키기 위하여 준조건부 최대 가능도(quasi-conditional maximum likelihood) 추정

을사용한다. 모수벡터를 θ = (β0, β1, . . . , βp, α1, . . . , αq, η1, . . . , ηr)
T라고할때, 연결함수가항등함

수인경우의모수공간은다음과같다.

Θ =

{
θ ∈ Rp+q+r+1 : β0 > 0, β1, . . . , βp, α1, . . . , αq, η1, . . . , ηr ≥ 0,

p∑
k=1

βk +

q∑
l=1

αl < 1

}
. (2.6)

조건부 평균 λt가 양수가 되기 위해 상수 β0은 양수이고, 다른 모든 모수는 음수가 아닌 값을 가져야

하며, 정상성(stationary)과 에르고딕성(ergodic)을 위해 마지막 조건을 만족해야 한다. 자세한 내용은

Tiøstheim (2015)과 Doukhan 등 (2012)을 참고하라. 또한, 연결 함수가 로그 함수인 경우 일반화 선
형모형의모수공간은다음과같다.

Θ =

{
θ ∈ Rp+q+r+1 : |β1| , . . . , |βp| , |α1| , . . . , |αq| ,

∣∣∣∣∣
p∑

k=1

βk +

q∑
l=1

αl

∣∣∣∣∣ < 1

}
. (2.7)

과거의 정보 Ft−1에 대하여 Yt의 분포를 음이항 분포로 가정한 경우 회귀 모수 θ의 추정은 과산포

모수 ϕ에 의존하지 않는다. 따라서, 회귀 모수 θ를 추정하기 위해 포아송 가능도 기반의 준최대 가

능도(quasi-maximum likelihood) 방법의 사용을 가능하게 하며, 과산포 모수 ϕ는 회귀 모수 θ를 추

정한 후 별개로 추정한다. 자세한 내용은 Christou와 Fokianos (2014)를 참고하라. 관측 벡터 y =

(y1, . . . , yn)
T에 대하여 조건부 준로그 가능도 함수(conditional quasi log-likelihood function)는 다음

과같다.

l(θ) =

n∑
t=1

log pt (yt; θ) =

n∑
t=1

(yt ln (λt(θ))− λt(θ)) (2.8)

여기서 pt(yt; θ) = P (Yt = y | Ft−1)는식 (2.2)에서정의한포아송분포의확률질량함수이다. 조건부

평균 λt는모든 t에대하여 θ에관한함수이므로 λt(θ)로표현된다.

θ의 준최대 가능도 추정량(quasi maximum likelihood estimation; QMLE) θ̂n은 비선형 제약 최적 문

제(non-linear constrained optimization problem)의 해이며 다음과 같이 표현할 수 있으며 자세한 내

용은 Liboschik 등 (2017)을참고하라.

θ̂ := θ̂n = argmax
θ∈Θ

l(θ). (2.9)

2.3. 예측 방법

평균 제곱 오차의 측면에서 n시점까지의 과거의 정보 Fn이 주어졌을 때 최적의 1시점 이후 미래 예

측치 Ŷn+1은 조건부 평균 λn+1이다. 모형 구성에 따라 Ŷn+1의 분포는 각각 평균 λn+1을 갖는 포아

송 분포 또는 음이항 분포이다. Yn+h에 대한 미래 예측치 Ŷn+h는 반복적인 1시점 이후의 예측치에 의

해 얻어지며 비관측값 Yn+1, . . . , Yn+h−1은 각각의 1시점 이후의 예측치로 대체되어 사용된다. h시점

이후의 예측치 Ŷn+h의 분포는 통계적으로 알려지지 않았지만 수리적으로 모수적 부스트랩(parametric

bootstrap)을통해근사시킬수있다. 자세한내용은 Liboschik 등 (2017)을참고하라.
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Figure 3.1. ACF and PACF plots of TSGLM(1)(0) and ARIMA(1, 0, 0).

3. 차수결정 자동화 알고리즘

3.1. 알고리즘

시계열 일반화 선형 모형은 과거 시차의 관측값과 조건부 평균을 모형에 반영하기 위하여 적절한 차
수가 필요하며, 이를 위하여 대안으로 관측된 자료의 자기상관함수를 이용할 수 있다. 유사한 방법을

통해 모형의 차수를 결정하는 ARIMA 모형의 경우, 자동화 차수 결정 알고리즘이 R패키지 forecast

(Hyndman과 Khandakar, 2008)의 auto.arima 함수에 구현되어 있다. 그러나, 시계열 일반화 선형 모

형은 ARIMA 모형과 달리 차분의 개념이 없고 ARIMA 모형의 계절형 승법 구조를 가지고 있지 않으
므로해당알고리즘을그대로이용하는것은불가능하다.

본 논문에서는 R 패키지 tscount (Liboschik 등, 2017)의 tsglm 함수에 의하여 계산되는 정보량 기

준값(Akaike information criterion; AIC)을 이용하여 차수 결정 자동화 알고리즘을 고안한다. 참고로

tsglm 함수에서 차수 P와 Q에 해당하는 인자는 각각 past obs과 past mean이다. Yt | Ft−1의 분포로

서포아송분포, 연결함수로항등함수를사용할때, 이러한모형을 TSGLM(P )(Q)로표시하기로한다.

부분모형을위하여차수를부분적으로적용할때는, TSGLM(P1, P2, . . .)(Q1, Q2, . . .)로표시한다.

먼저, 시계열 일반화 선형 모형의 차수에 따른 자기상관함수와 편자기상관함수(partial ACF; PACF)의

특징을 살펴보기 위해 대표적인 차수에 의해 생성된 계수형 자료의 자기상관함수와 편자기상관함수 그
림을살펴보고자한다. 그리고, 이것을 ARIMA 모형의차수에따른형태와비교한다.

Figure 3.1은 TSGLM(1)(0)과 ARIMA(1, 0, 0)에서 각각 100개의 관측치로 구성된 시계열 자료를 생
성하여 자기상관함수와 편자기상관함수 그림을 나타낸 것이다. 두 모형 모두에서 자기상관함수는 지수
적으로감소하고있으며, 편자기상관함수는 lag 1에서큰자기상관성을갖는것을확인할수있다.

Figure 3.2는 시계열에 계절성이 반영된 경우로서 TSGLM(1, 12)(0)와 ARIMA(1, 0, 0)(1, 0, 0)s=12의

자기상관함수와 편자기상관함수 그림을 나타낸 것이다. 두 모형 모두에서 자기상관함수 및 편자기상관
함수가 12 주기의시차들에서큰자기상관성을갖는것을확인할수있다.

마지막으로 Figure 3.3은 TSGLM(1)(1)와 ARIMA(1, 0, 1)의 자기상관함수와 편자기상관함수 그림을
나타낸 것이다. 두 모형 모두에서 자기상관함수 및 편자기상관함수가 1 시차에서 큰 자기 상관성을 갖
는 것을 확인할 수 있다. 따라서 past obs 차수만 있는 경우, past obs에 계절 차수를 포함하는 경우,

past obs와 past mean의 차수를 모두 포함 하는 경우의 세 가지 유형의 시계열 일반화 선형 모형을

통해 ARIMA 모형과 유사한 형태의 자기상관함수와 편자기상관함수를 갖는 것으로 나타났으며, 특히

ARIMA 모형의 AR 차수는 past obs에 대응되고 MA 차수는 past mean에 대응되는 것을 확인할 수

있다. 하지만 TSGLM에는 ARIMA 모형의 차분 횟수에 대응되는 인자가 없기 때문에 ARIMA 차수
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Figure 3.2. ACF and PACF plots of TSGLM(1, 12)(0) and ARIMA(1, 0, 0)(1, 0, 0)s=12.

Figure 3.3. ACF and PACF plots of TSGLM(1)(1) and ARIMA(1, 0, 1).

결정을그대로따를수없다.

본 논문에서 제안하는 자동화 알고리즘은 auto.arima에 의해 결정된 ARIMA 모형의 차수를 이용하여

TSGLM 모형의 차수 후보군을 만드는 것이다. ARIMA 모형의 비계절항에서 AR 차수에 차분 횟수를

포함시키는 경우 차분 횟수만큼 과거 관측의 시차가 증가한다. 따라서 AR 차수와 차분 횟수를 더한 값

을 past obs의 후보 차수로 고려하고, MA 차수를 past mean의 후보 차수로 고려한다. 강한 자기 상관
성을 갖는 차수의 경우 주변 차수에서도 자기 상관성이 높게 나타나기 때문에 각 차수에서 ±1값도 추가

로 고려한다. TSGLM 모형에 계절 효과를 추가하기 위하여, ARIMA 모형의 계절항도 비계절항과 동

일한 과정으로, TSGLM 모형의 차수 후보군을 만든다. 이때 계절 주기 차수 직전의 시차에서도 자기

상관성이 높게 나타나기 때문에 후보 차수로 고려한다. 다음으로 past obs과 past mean의 후보 차수군
을 조합하여 TSGLM 모형을 적합하고, 그 중 AIC가 가장 작은 모형을 최종 모형으로 선택한다. 이상

을요약하면다음과같다.

1) auto.arima에의해결정된 ARIMA 모형의차수를이용하여 TSGLM 모형의기준차수를정한다.

2) AR 차수와차분횟수를합한값을 past obs, MA 차수를 past mean 차수에각각대응시킨다.

3) 2) 단계에서정한차수에 ±1값도 TSGLM의후보차수로추가한다.

4) 1)–3) 단계에서 정해진 past obs와 past mean의 후보 차수군의 조합을 이용하여 TSGLM 모형을

적합한다.

5) 후보차수의조합중에서 AIC가가장작은모형을최종모형으로선택한다.

3.2. 예측 성능

본 절에서는 3.1절에서 고안한 차수 결정 자동화 알고리즘의 예측 성능을 검토한다. 예측 성능 비교를
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Table 3.1. Simulation results in case of the Poisson distribution with the identity link

True model
N = 50 N = 100 N = 200 N = 400

ARIMA TSGLM ARIMA TSGLM ARIMA TSGLM ARIMA TSGLM

mean RMSE

TSGLM(1)(0) 3.6291 3.3024 3.7493 3.4573 3.9086 3.5676 3.7709 3.6172

TSGLM(2)(0) 3.0712 2.9188 3.4334 3.2656 3.7314 3.4937 3.7467 3.5664

TSGLM(3)(0) 3.0715 2.9633 3.2861 3.1533 3.5232 3.3651 3.7380 3.5541

TSGLM(1)(1) 2.7361 2.5855 2.6946 2.6169 2.7744 2.6494 2.7373 2.6748

TSGLM(2)(1) 2.5554 2.4973 2.6352 2.5299 2.7118 2.5726 2.7040 2.5956

TSGLM(1)(2) 2.5873 2.4619 2.6340 2.5431 2.6402 2.5411 2.6315 2.5650

mean MAE

TSGLM(1) 3.1352 2.8330 3.1296 2.8667 3.2093 2.8991 3.0189 2.8817

TSGLM(2) 2.5565 2.4143 2.8098 2.6611 3.0195 2.8147 2.9868 2.8371

TSGLM(3) 2.5337 2.4332 2.6483 2.5278 2.8140 2.6856 2.9583 2.8090

TSGLM(1)(1) 2.2978 2.1524 2.2194 2.1461 2.2471 2.1350 2.1950 2.1419

TSGLM(2)(1) 2.1246 2.0728 2.1614 2.0675 2.2050 2.0781 2.1712 2.0757

TSGLM(1)(2) 2.1661 2.0489 2.1693 2.0825 2.1331 2.0447 2.1109 2.0545

위하여 대조 모형으로 ARIMA 모형을 사용하였다. 시뮬레이션을 위해 포아송 분포를 가정하는 시계열

자료의 생성은 R의 tscount 패키지의 tsglm.sim 함수를 사용하였고, 정규분포를 가정하는 시계열 자료
의 생성은 R의 forecast 패키지의 arima.sim 함수를 사용하였다. 또한, 시계열 일반화 선형 모형 적합

과 ARIMA 모형 적합은 각각 R의 tscount 패키지의 tsglm 함수와 R의 forecast 패키지의 auto.arima

함수를 사용하였다. 모형의 예측 성능을 비교하는 지표는 root mean squared error (RMSE), mean

absolute error (MAE)를 사용하였다. 실제 시계열 자료 yi와 예측값 ŷi에 대하여 미래 시점 h까지의

RMSE와 MAE는다음과같이계산한다.

RMSE =

√√√√ 1

h

h∑
i=1

(yi − ŷi)
2, (3.1)

MAE =
1

h

h∑
i=1

|yi − ŷi| . (3.2)

3.2.1. 내재적 모형이 일반화 선형 모형일 경우 내재적 모형(underlying or true model)을 시계열

일반화선형모형으로가정하여, past obs 차수만있거나 past obs과 past mean 차수가모두있는다음

의 6가지모형들을고려하였다.

- TSGLM(1)(0), TSGLM(2)(0), TSGLM(3)(0),

- TSGLM(1)(1), TSGLM(1)(2), TSGLM(2)(1).

각 모형에서 N = 50, 100, 200, 400개의 관측치를 생성하였으며, 관측치의 80%는 훈련자료로 사용

하여 시계열 일반화 모형과 ARIMA 모형을 적합하였고, 관측치의 20%는 검증자료로 사용하여 두 모

형의 RMSE와 MAE를 계산하였다. 동일한 실험을 1,000번 반복함으로써 얻어진 RMSEi와 MAEi

(i = 1, . . . , 1000)의 평균값은 Table 3.1를 통해 확인할 수 있다. 모든 상황에서 ARIMA 모형에 비해

일반화 선형 모형의 평균 RMSE와 평균 MAE의 값이 더 작게 나타났다. 따라서 내재적 모형이 시계열

일반화 선형 모형이고 차수가 ARIMA 모형의 비계절형 경우처럼 단순한 경우 생성된 시계열 자료의 길
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Figure 3.4. Percentage barplot for comparing estimated orders with true values.

이와 상관없이 ARIMA 모형의 예측 성능보다 시계열 일반화 선형 모형의 성능이 더 우수한 것을 확인

할수있다.

또한 3.1절의 자동화 알고리즘의 차수 결정 성능을 살펴보기 위하여, 일반화 선형모형의 추정된 차수와

참값을 비교하였다. Figure 3.4는 일반화 선형모형의 각 내재적 모형에서의 차수 추정 결과를 상위 3개

의 차수에 대한 퍼센트 막대그래프로 나타낸 것이다. 단, x축은 추정된 차수를 나타내며, N에 관계없이
총 4,000번의실험을요약하였다. past obs 차수만있는경우추정의성능이아주높지만, past mean의

차수가추가되거나높아질수록추정의정확도는떨어진다.

추가적으로 일반화 선형모형의 분포와 연결함수를 다르게 설정한 경우에도 ARIMA 모형에 비해 좋은

예측 성능을 갖는지 살펴보고자 한다. 2가지 분포(포아송, 음이항)와 2가지 연결함수(항등, 로그)의 조

합에관계없이모두 Table 3.1과유사한결과(지면관계상생략)를보였으나, 음이항분포에서연결함수

가로그함수인경우, Table 3.2의결과와같이일반화선형모형의성능은 N = 50인경우를제외하고는

ARIMA 모형에 비해서 좋지 않았으며 종종 RMSE 및 MAE의 값이 상대적으로 아주 크게 나타나기도

하였다. N = 100 이상에서 ARIMA 모형의 성능이 특히 개선된 것은, 과산포의 특징을 가지는 음이항

분포에서로그연결함수가분산안정화변환의역할을함으로써생긴결과로추측된다.

3.2.2. 내재적 모형이 ARMA 모형일 경우 내재적 모형이 ARMA 모형인 경우 ARMA(1, 0),

ARMA(2, 0), ARMA(3, 0), ARMA(1, 1)을고려하여 3.2.1절과동일한방식으로반복실험하였으며결

과는 Table 3.3과 같다. 본 논문은 모형 (2.1)을 모수 공간 (2.6) 또는 (2.7)과 같은 정상성 조건 하에서

고려하기 때문에 차분이 있는 ARIMA 모형이 내재적 모형인 경우는 예측 성능 검토를 위한 실험을 생

략하기로한다.

시계열 길이가 50, 100인 상황을 제외한 대부분의 상황에서 일반화 선형 모형의 평균 RMSE와 평균
MAE의 값이 ARIMA 모형에 비해 더 작게 나타났다. 따라서 내재적 모형이 비계절 ARMA이고 차수
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Table 3.2. Simulation results in case of the negative binomial distribution with the log link

True model
N = 50 N = 100 N = 200 N = 400

ARIMA TSGLM ARIMA TSGLM ARIMA TSGLM ARIMA TSGLM

mean RMSE

TSGLM(1) 115.84 110.77 115.65 162.06 123.79 130.87 125.83 1.75e+70

TSGLM(2) 105.85 268.15 113.15 113.74 128.62 134.10 131.99 138.77

TSGLM(3) 99.02 106.31 105.88 345.74 120.50 597.99 126.33 135.49

TSGLM(1)(1) 90.56 89.27 91.58 93.01 94.23 99.89 95.28 103.76

TSGLM(2)(1) 83.05 83.79 88.22 156.35 87.85 91.11 88.90 96.76

TSGLM(1)(2) 84.60 82.06 84.36 86.42 88.36 91.69 87.56 96.11

mean MAE

TSGLM(1) 94.97 89.17 89.47 106.36 90.22 102.82 83.97 1.96e+69

TSGLM(2) 82.47 137.17 84.19 84.30 91.55 98.30 88.36 103.21

TSGLM(3) 75.65 75.18 76.15 149.02 83.53 224.89 82.89 99.22

TSGLM(1)(1) 73.62 72.432 72.611 75.46 71.311 81.059 69.514 84.082

TSGLM(2)(1) 67.29 66.67 69.87 88.55 67.17 73.48 66.07 79.37

TSGLM(1)(2) 68.64 66.42 66.25 69.12 67.46 74.07 64.84 78.58

Table 3.3. Simulation result of RMSE, MAE for the two models: ARMA as true model

True model
N = 50 N = 100 N = 200 N = 400

ARIMA TSGLM ARIMA TSGLM ARIMA TSGLM ARIMA TSGLM

mean RMSE

ARMA(1, 0) 1.5985 1.4966 1.7194 1.5779 1.7832 1.6387 1.7288 1.6557

ARMA(2, 0) 1.3832 1.3712 1.4675 1.3785 1.5828 1.4457 1.5551 1.4459

ARMA(3, 0) 1.3220 1.3833 1.5304 1.5478 1.7344 1.6248 1.9181 1.7042

ARMA(1, 1) 1.3595 1.2875 1.3644 1.3187 1.3318 1.3116 1.3458 1.3351

mean MAE

ARMA(1, 0) 1.3742 1.2797 1.4489 1.3184 1.4759 1.3413 1.4038 1.3367

ARMA(2, 0) 1.1849 1.1750 1.2313 1.1474 1.3136 1.1847 1.2743 1.1726

ARMA(3, 0) 1.1265 1.1901 1.2935 1.3152 1.4600 1.3588 1.6058 1.4063

ARMA(1, 1) 1.1416 1.0756 1.1195 1.0772 1.0771 1.0576 1.0826 1.0728

가 비교적 단순한 경우에 시계열 일반화 선형 모형의 예측 성능이 ARIMA 모형의 예측 성능보다 우수

한것을확인할수있다.

3.2.3. 내재적 시계열의 평균에 따른 시뮬레이션 일반적으로 관측치의 값이 큰 경우, 중심극한정
리(central limit theorem)에 의하여 경험적 분포의 형태는 대칭적이며 정규 분포에 가까워지는 경향
이 있다. 즉, 시계열의 평균이 큰 경우 계수형 시계열 자료 분석에 ARIMA 모형도 사용 가능하며 이

경우 일반화 선형 모형이 ARIMA 모형에 비해 좋은 성능을 갖는지 살펴보고자 한다. 이를 위하여 내

재적 프로세스(underlying or true process)의 평균의 크기를 µ = 10, 40, 100, 200으로 다르게 설정하

여 각각 N = 100개의 관측치를 생성하였다. 내재적 모형은 ARMA(1, 0), ARMA(2, 0), ARMA(0, 1),

ARMA(0, 2), ARMA(1, 1)으로 각각 설정하였으며, 3.2.1절과 동일한 방식으로 실험하였으며 결과는

Table 3.4를통해확인할수있다.

그러나, 기대하였던 ARIMA 모형의 성능은 µ = 100일 때 ARMA(1, 0)의 경우에서만 우수하였으며 나

머지 모든 상화에서는 일반화 선형 모형의 평균 RMSE와 평균 MAE의 값이 더 작게 나타났다. 따라서
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Table 3.4. Simulation result of RMSE, MAE for the two models according to means

True model
µ = 10 µ = 40 µ = 100 µ = 200

ARIMA TSGLM ARIMA TSGLM ARIMA TSGLM ARIMA TSGLM

mean RMSE

ARMA(1, 0) 1.1712 1.1512 1.1481 1.1237 1.1629 1.1398 1.2775 1.2328

ARMA(2, 0) 1.4674 1.4175 1.4810 1.3821 1.4902 1.4013 1.5161 1.4186

ARMA(0, 1) 1.1110 1.1004 1.1220 1.1116 1.1229 1.1084 1.1283 1.1156

ARMA(0, 2) 1.1461 1.1406 1.1519 1.1446 1.1559 1.1487 1.1456 1.1362

ARMA(1, 1) 1.5302 1.4784 1.5181 1.4936 1.5522 1.4982 1.5588 1.5144

mean MAE

ARMA(1, 0) 0.9570 0.9388 0.9392 0.9172 0.8016 0.9293 1.0501 1.0063

ARMA(2, 0) 1.2307 1.1835 1.2436 1.1523 1.2501 1.1686 1.2797 1.1881

ARMA(0, 1) 0.9022 0.8913 0.9096 0.8987 0.9109 0.8971 0.9161 0.9036

ARMA(0, 2) 0.9350 0.9301 0.9355 0.9294 0.9404 0.9342 0.9325 0.9243

ARMA(1, 1) 1.2627 1.2116 1.2469 1.2231 1.2784 1.2279 1.2781 1.2367

평균의크기에상관없이내재적모형이비계절 ARMA인경우에도 ARIMA 모형의예측성능보다시계

열일반화선형모형의성능이더우수한것을확인할수있다.

4. 실증분석

4.1. 분석 자료

본 장에서는 시계열 일반화 선형 모형을 사용하여 실제 계수형 시계열 자료를 적합 및 예측한다. 이

를 통하여 본 연구에서 제안하는 계수형 시계열 모형의 자동화 차수 결정 알고리즘을 검증한다. 실증

분석에 사용한 자료는 검찰청에 보고된 국내 살인사건 발생 건수이며, 2002년 1월부터 2013년 12월까

지의 월별 자료이다. 총 144개의 관측값으로 구성된 계수형 시계열 자료로 모형 적합을 위한 훈련자
료(training set)의 기간은 2002년 1월부터 2010년 12월이고, 예측 성능 평가를 위한 검증 자료(test

set)의 기간은 2011년 1월부터 2013년 12월이다. 해당 자료는 국가통계포털을 이용하여 얻을 수 있다
(http://kosis.kr).

국내의 살인사건 발생 건수에 대한 시계열 그림은 Figure 4.1과 같다. 2002년 1월부터 2010년 7월까지

증가하다가 이후로는 감소하는 추세를 보인다. 계절성이 있는지 확인하기 위해 월별 발생 건수를 1년

단위로 그리면 Figure 4.2와 같다. 연별 살인사건 발생 건수를 비교했을 때 전반적으로 7월까지는 증가

하다가 이후로 다시 감소하는 패턴을 보인다. 따라서 매년 2월에 살인사건 발생 건수가 최소이고, 대체

로 7월에 살인사건 발생 건수가 최대인 일정한 패턴이 반복되기 때문에 12개월의 계절 주기를 갖는다고

할수있다.

4.2. 예측 성능 비교

예측 성능을 비교하기 위한 대조 모형으로 ARIMA 모형을 사용하였으며, 두 모형의 예측 성능을 비교
하는 지표는 RMSE, MAE 그리고 mean absolute percentage error (MAPE)를 사용하였다. 실제 시

계열자료 yi와예측값 ŷi에대하여미래시점 h까지의 MAPE는다음과같이계산한다.

MAPE =
100

h

h∑
i=1

∣∣∣∣yi − ŷi
yi

∣∣∣∣ . (4.1)
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Figure 4.1. Time series plot of Murder cases.
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Figure 4.2. Seasonal plot of Murder cases.

살인 사건 발생 건수 자료에서 auto.arima 함수를 이용하여 ARIMA 모형의 차수를 추정하면 ARIMA

(1, 0, 0)(2, 1, 0)s=12이 선택된다. 또한, 본 논문에서 제안한 계수형 시계열 모형을 위한 자동화 알고리

즘을적용한결과시계열일반화선형모형은 TSGLM(1, 11, 12, 24)(0)이선택되었다.

Figure 4.3은 최종 선택된 두 모형을 이용하여 예측한 36개월의 예측값과 검증 자료에 대한 그림이다.

검증 자료 기간 동안 매년 감소하는 추세를 보이는 실제 살인 사건 발생 건수와는 대조적으로, ARIMA

모형의 경우 증가하는 추세를 예측하였으며 예측값 자체도 실제값에서 많이 벗어난다. 반면, 시계열 일

반화 선형 모형의 경우 2011년 1월부터 2013년 12월까지의 실제 살인 사건 발생 건수의 흐름과 전반

적으로 비슷한 추세를 예측하였다. 또한, Table 4.1과 같이 3개의 예측 성능 비교 지표 RMSE, MAE,

MAPE의 모든 값에서 시계열 일반화 선형 모형이 ARIMA에 비해 작은 값을 갖는 것을 확인할 수 있
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Figure 4.3. Multi-step forecasting performances of the two models.

Table 4.1. RMSE, MAE, MAPE for test set forecasts of the two models

Model RMSE MAE MAPE

ARIMA(1, 0, 0)(2, 1, 0)12 33.72662 29.81188 36.2572

TSGLM(1, 11, 12, 24) 21.88381 18.49248 23.0145
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Figure 4.4. Comparison of forecast performance of the two models applied Murder cases.

다. 따라서 Figure 4.3과 Table 4.1를 통해 해당 자료에서 ARIMA모형에 비해 일반화 선형 모형의 예

측성능이더욱우수함을알수있다.

4.3. 시계열 교차검증

추가적으로 시계열 교차검증(cross-validation) 방법을 사용하여 시계열 일반화 선형 모형의 예측 성능

을 평가하였다. 최초의 훈련 자료 기간은 2002년 1월부터 2009년 12월이고, 2010년 이후의 시점을 월

별로 하나씩 추가하여 훈련 자료를 갱신하였다. 각 훈련 자료에서 최대 12시점까지 예측하였으며, 동

일 미래 시점 예측에 대하여 Figure 4.4와 같이 예측 성능을 비교하였다. ARIMA와 시계열 일반화 선
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형 모형의 예측 성능을 비교했을 때, 1, 2, 3시점 이후의 예측에서는 ARIMA 모형의 RMSE, MAE,

MAPE 값이 일반화 선형 모형의 경우보다 더 작은 것을 확인할 수 있다. 이는 살인 사건 발생 건수 자

료의 경우 계절성이 뚜렷하고 차수가 비교적 복잡하기 때문에 단기 예측에서 ARIMA 모형의 성능이 더

우수한 것으로 보여진다. 6시점 이상의 예측에서는 시계열 일반화 선형 모형의 RMSE, MAE, MAPE

값이더작게나타나며중·장기예측에서는시계열일반화선형모형이 ARIMA 모형에비해더좋은예

측 성능을 갖는 것을 확인할 수 있다. 또한, ARIMA의 경우에는 RMSE, MAE, MAPE가 예측 시점이

멀어질수록급격히증가하지만시계열일반화선형모형은전반적으로비슷한값을갖는것을확인할수

있다. 즉, ARIMA 모형은 예측기간이 증가할수록 예측력이 급격하게 감소하지만 시계열 일반화 선형

모형은미래예측시점에상관없이안정적인예측력을보인다.

5. 결론

본 논문에서는 계수형 시계열 자료에 대하여 포아송 또는 음이항 분포를 가정하는 시계열 일반화 선

형 모형에 대해 소개하고 모형에 사용되는 차수를 자동으로 결정하는 자동화 알고리즘을 제안하고 있

다. 또한, 제안한 자동화 차수 결정 알고리즘을 이용하여 시뮬레이션을 통한 시계열 일반화 선형 모형

과 ARIMA 모형의 예측 성능을 비교하고, 실증분석으로 국내 살인 사건 발생 건수에 대하여 분석하였
다. 시뮬레이션 및 실증분석 결과, 차수가 비교적 단순한 경우 시계열 일반화 선형 모형의 예측 성능이
ARIMA 모형의 예측 성능보다 우수한 것으로 나타났다. 반면, 계절성이 있고 자기상관 구조가 복잡한
경우 단기 예측에서는 ARIMA 모형의 예측 성능이 더 우수하였으나 예측 시점이 멀어질수록 시계열 일

반화선형모형의예측성능이더안정적으로나타났다.
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요 약

본 논문은 시계열 일반화 선형 모형의 하나인 계수형 시계열 모형에서 중요한 역할을 하는 과거 관측값과 조건부 평
균값의 차수를 자동으로 결정하는 알고리즘을 연구한다. 본 알고리즘은 ARIMA 모형의 차수를 기반으로 시계열 일

반화 선형 모형의 차수 후보군을 만들고, 차수 후보군의 조합을 이용하여 정보량 기준으로 최종 모형으로 선택한다.

제안된 알고리즘을 평가하기 위하여, 내재적 모형 및 내재적 시계열의 종류에 따른 시뮬레이션 및 실증 분석을 수행

하고 예측력을 ARIMA 모형과 비교한다. 예측 성능 평가 결과, 계수형 시계열 분석에서 ARIMA 모형에 비해 시

계열 일반화 선형 모형의 예측 성능이 우수함을 확인할 수 있다. 또한 실증분석으로서, 살인사건 발생 건수의 예측

결과 ARIMA 모형보다중기및장기예측에서우수한성능을나타내는것을확인할수있다.
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