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요 약

4차 산업혁명 시대에는 무선 연결 기기 수의 급격한 증가와

무선 데이터 량의 폭발적 증대로 인해 무선 간섭관리의 중요

성이 더욱 강조되고 있다. 본 고에서는 무선통신에서 간섭관

리의 중요성과 기존 기법들의 한계점에 대해 알아보고, 최신

머신러닝 및 딥러닝 기술을 기반으로 간섭관리 문제를 해결

하는 시도들에 대해 상세하게 소개한다. 

I. 서 론

인터넷은 현대 사회에 살고 있는 모두에게 필수

불가결한 요소가 되었다. 전세계가 사용할 연간 IP

트래픽은 2021년에 1015MB까지 도달할 것이라고

예측된다[1]. 이와 같은 IP 트래픽의 급격한 증가는

무선 통신을 필요로 하는 사물인터넷(Internet of

things, IoT)의 발전에 큰 영향을 받았다. 현재 사

물인터넷 디바이스를 연결한 네트워크는 약 1억개

를 형성하고 있고, 제4차 산업혁명의 시대가 도래

함에 따라 2025년까지 약 250억개에 도달할 것이

라고 예상된다[2]. 이와 같이 대규모 네트워크를 형

성하는 무선 연결기기 혹은 이동 단말들을 효율적

으로 관리하기 위해서는 새로운 통신 방식을 파악

하고 개발해 나가야 할 것이다. 

최근 상용화된 5세대 이동통신은 넓은 대역폭

(Bandwidth)의 확보로 인해 기존 4세대 이동통신

네트워크가 지원할 수 있는 전송량의 10배 넘게 처

리 가능한 수준이므로 늘어난 무선 연결기기들을

지원할 수 있을 것이라 예상하고 있다. 하지만 다양

한 네트워크 및 서비스가 혼재하고 무선기기의 수

가 더욱 폭발적으로 증가하는 5세대 이후의 네트워
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크 상황을 예상해 보면, 전자기파를 이용하는 무선

통신의 특성상 인접한 수많은 기기들간에 간섭 현

상(interference)이 발생하고 이 때문에 네트워크

전송량 감소로 이어지는 문제가 나타날 것을 알 수

있다. 이러한 근본적인 문제를 해결하기 위하여 간

섭의 영향을 조절하여 무선 네트워크가 달성할 수

있는 데이터 전송량을 증가시키는 다양한 간섭관리

(Interference management) 기법들이 학계 및 산

업체에서 많은 관심을 받고 있다. 

머신러닝은 경험적 자료들을 사용하여 알고리즘

의 성능을 향상시키는 연산 방법으로 복잡한 자료

들에 대한 분류 및 추정을 해결해내는 효과적인 기

법이다. 이처럼 머신러닝은 임의의 정보에 대해서

우수한 자료 처리능력을 지니고 있어 여러 분야의

다양한 주제와 연결되고 있다. 그리고 현대의 빅데

이터 기반 자료를 관리하기 위해서 딥러닝 역시 활

발히 연구되고 있다. 딥러닝은 심층 신경망(Deep

neural network)이 비선형적 함수, 가중치

(Weight) 그리고 편향치(Bias)를 바탕으로 기존 알

고리즘을 학습하는 방식이다. 딥러닝 기술은 기존

머신러닝과 비슷한 목적을 가지지만 몇 개의 층을

가진 심층 신경망으로 쉽게 학습할 수 있다는 특징

이 있다. 낮은 학습 복잡도와 우수한 성능으로 인해

최근 다양한 분야에서 딥러닝을 적용하는 연구가

주목받고 있다. 통신 분야에서도 기존 통신 알고리

즘과 최신 머신러닝 및 딥러닝 기술을 결합하려는

시도가 활발히 연구되고 있다. 

본 고에서는 세가지 분류(지도학습, 비지도학습,

강화학습)의 머신러닝 및 딥러닝 기술의 특징을 간

단하게 살펴보고, 각 기술들이 간섭관리 기법들과

어떻게 결합되어 연구되고 있는지 살펴볼 예정이

다. 이후 세부 구성은 다음과 같다. Ⅱ장은 간섭관

리가 왜 중요하고 이론적 한계점은 무엇인지에 대해

다룰 것이다. Ⅲ장에서는 머신러닝 및 딥러닝 기술

이 간섭관리에 적용되는 최신 사례들을 세가지 분류

로 나누어 상세하게 살펴볼 것이다. 마지막으로 Ⅳ

장을 통해 결론을 지으며 논문을 마무리할 것이다.

II. 간섭관리의 중요성 및 한계

1. 간섭관리의 중요성

<그림 1> 다양한 무선 네트워크에서의 간섭현상 (예: 셀룰러, 모바일 애드혹, 무선랜 시스템)
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전자기파를 이용하는 무선통신의 특성상 근본적

으로 서로 다른 신호들이 만나게 되면 중첩의 원리

(Superposition principle)에 의해 서로 보강이 되

거나 상쇄되는 간섭 현상이 발생한다. 이러한 간섭

현상으로 인해 어떠한 신호도 수신되지 않거나 송

신기에서 보내지 않은 엉뚱한 신호가 수신되는 문

제가 나타날 수 있다. 이러한 간섭 현상은 <그림 1>

과 같이 다중 사용자의 신호가 혼재하는 셀룰러

(Cellular) 네트워크, 모바일 애드혹(Ad-hoc) 네트

워크, 무선랜(Wi-Fi) 시스템 등 다양한 환경에서

발생한다.  

5세대 이동통신 시대가 도래함에 따라 따라 무선

연결 기기의 수가 폭발적으로 증가하였고, 간섭 문

제가 더욱 중요해지고 있다. 일정 면적 내에 간섭원

수가 많아짐에 따라, 간섭 관리를 제대로 하지 않으

면 통신 시스템 전체 성능 저하를 일으키는 요인이

되기 때문이다. 기존 통신 시스템에서도 이러한 심

각한 간섭 문제를 해결하기 위한 다양한 방안들이

제시되어 왔다. 

2. 기존 간섭관리 기법의 한계

현재 대부분 구현된 통신 시스템에서는 자원분할

기법으로 간섭회피(Interference avoidance) 기법

을 사용한다. 즉, 간섭이 일어나게 될 현상을 미연

에 방지하기 위해 시간, 주파수 등의 무선 자원을

분할하여 서로 다른 신호에 할당하는 방식이다. 시

간을 나누어서 서로 다른 신호가 겹침이 없이 순차

적으로 전송될 수 있도록 만들어 주는 방식을 시간

분할 방식(Time-Division Multiple Access,

TDMA)이라고 부르고, 주파수를 나누어서 간섭을

회피하는 기법을 주파수 분할 방식(Frequency-

Division Multiple Access, FDMA)라고 한다. 예를

들어, 4G LTE-A 시스템의 경우 coordinated

scheduling을 통해 셀간 간섭을 회피하는 자원을

할당하는 기법들이 표준에 포함되어 있다[3]. 

하지만 이러한 cake-cutting 방식의 자원 분할

기법들을 사용할 경우, 근본적으로 간섭원 수가 증

가할 때 단일 송/수신기가 보낼 수 있는 데이터 전

송량이 지속적으로 줄어들 수밖에 없다는 이론적

한계점이 존재한다. 따라서 간섭원 수가 폭발적으

로 증대되는 차세대 통신 네트워크 구조에는 적합

하지 않은 방안이라고 볼 수 있다. 

간섭회피 방안과 함께 실제 많은 통신 시스템에

서 고려되는 주요 간섭관리 방법은 송신전력 제어

(Transmit power control) 방법이다. 송신전력 제

어를 통하여 인접 수신기에서 간섭의 영향을 거의

받지 않도록 전력 할당을 한다면, 결과적으로 서로

다른 송/수신기 간의 간섭(mutual interference)

영향을 줄일 수 있다. 하지만 송신전력을 줄이게 되

면 원하는 신호 세기 자체가 줄어드는 부작용 현상

이 발생함에 따라 간섭제어로 인해 네트워크 전체

의 데이터 전송량이 오히려 줄어들 수도 있다[4].

이러한 복잡한 송/수신기간 상호작용으로 인해 일

반적인 간섭채널에서의 최적의 송신전력제어 해법

은 잘 알려져 있지 않다. 

마지막으로 간섭 신호의 세기가 수신하고자 하는

신호 대비 매우 큰 경우(Strong interference

regime)에는 이론적으로 최적의 간섭관리 기법은

순차적 간섭제거 기법(Successive interference

cancellation, SIC)이라고 알려져 있다[5]. 간섭의

세기가 매우 세기 때문에 간섭 신호를 먼저 복호화

(Decoding)하고, 수신신호에서 해당 간섭 신호 성

분을 완전히 제거해낸다. 간섭신호 성분을 완전히

제거한 이후에는 단일사용자 수신기(Single-user

receiver)로 동작을 하면 되기 때문에 매우 좋은 성
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능을 이론적으로 달성할 수 있다. 하지만 이러한 상

황은 네트워크 구조 및 기지국 위치 등을 직접 설계

하는 셀룰러 네트워크 환경에서는 거의 발생하지

않는다. 이는 인접 기지국(Adjacent BS)으로부터

오는 신호가 주 기지국(Serving BS) 신호보다 훨씬

센 경우가 있다면 이미 핸드오버(Handover)를 통

해 주 기지국을 변경하게 스케줄러(Scheduler)가

동작할 것이기 때문이다. 따라서 순차적 간섭제거

기법의 경우 높은 성능을 보장하지만, 사용 가능한

무선 환경 자체가 많이 만들어지지 않는다는 근본

적인 한계점이 존재한다. 

III. 머신러닝 기반 간섭관리

이번 장에서는 1. 지도학습, 2. 비지도학습 그리고

3. 강화학습을 간략하게 설명하고, 각 머신러닝 기

법들이 최근 간섭관리 분야에 어떻게 적용이 되었는

지 소개한다. 특히 이전 알고리즘들이 가지고 있던

문제점들의 해결 방식을 위주로 설명하며 머신러닝

의 중요성을 짚어볼 것이다. 그리고 머신러닝이 아

직까지 해결하지 못한 문제들을 논의하려고 한다.

1. 지도학습 기반 간섭관리 기법

기계에게 모든 답을 내려주도록 하는 “감독관”이

나 “선생”을 두는 방법을 통해 기계를 학습시키는 방

법을 지도학습이라고 부른다(<그림 2> 참조). 지도학

습은 사용 목적에 따라 회귀(Regression)와 분류

(Classification)의 크게 두 가지 종류로 나누어 볼 수

있다. 회귀는 학습된 데이터를 통해 주어진 입력에

대한 출력을 예측하는 방식이다. 회귀에서 쓰이는

기법은 선형 회귀(Linea regression), SVR(Support

Vector Regression), 신경망(Neural networks) 등이

있다. 분류는 입력 정보들에 대해서 특징을 기준으로

범주를 나누는 방식이다. 통상 분류의 구체적인 기법

으로는 SVM(Support Vector Machines), Naive

Bayes, K-NN(K-Nearest Neighbor), 신경망 등의

<그림 2> 지도학습(Supervised learning) 흐름도
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지도학습 알고리즘 등이 있다.

5세대 이동통신의 핵심요소기술 중 하나인

Massive MIMO(Massive Multi-Input Multi-

Output)를 구현하기 위해서는 수십 개에서 수백 개

까지의 안테나들을 사용해야 한다. 이런 통신 상황

에서 탐지(Detection)와 채널 추정(Channel

estimation)을 하기 위해 알고리즘들은 엄청난 수

의 신호 및 채널을 고려하여 무수히 많은 경우에

대해서 조사하고 계산해야 한다. 기존에 이러한 채

널 환경에 대한 최적해(Optimal solution)을 구하

는 방법이 이미 많은 연구가 되어있다. 하지만

massive MIMO을 위한 기존 알고리즘들은 최적해

를 구하기 위해 많은 연산이 요구된다. 지도학습 알

고리즘은 특정한 유형의 문제들과 답안들을 통해

가장 높은 점수를 얻도록 학습한다. 학습 후에 문제

를 훌륭하게 풀어내는 알고리즘 및 변수들을 선정

하면 비슷한 유형의 새로운 문제일 경우에도 빠르

게 해결할 수 있다. 따라서 지도학습 기반 탐지 및

채널 추정을 통해 해를 얻기까지 걸리는 시간이 기

존 탐지 및 채널 추정 알고리즘보다 매우 짧다. 지

도학습은 저복잡도와 저지연을 요구하는 massive

MIMO의 탐지 및 추정에 많이 적용되고 있다. 이번

장은 간섭관리에서 적용된 모델 기반 신경망 근사

지도학습 및 심층 합성곱 신경망(Convolution

deep Neural Network, CNN) 기반 지도학습의 예

시를 짚어보고 효과적인 결과들을 도출해내는 과정

을 알아볼 것이다.

1) 모델 기반 신경망 근사를 통한 저복잡도

빔포밍 알고리즘 설계 기법

대부분의 간섭 네트워크에서 무선 자원 및 빔포

밍 최적화 문제들은 non-convex 및 NP-hard 문

제[7]로써 최적해를 구하는 과정이 매우 복잡하여

최적 결과를 얻어내기가 불가능했다. 그러므로 간

섭관리를 위해서 앞선 연구들은 다양한 기법들,

예를 들자면 문제의 이중성(Duality)[8]이나 반복

적인 알고리즘(Iterative algorithm)[9]을 이용

하여 문제를 풀어내어 최적에 가까운 답을 찾는

것에 목표를 두었다. 이러한 알고리즘들 중 하나

인 WMMSE(Weighted Minimum Mean Squared

Error)[11]를 예시로 살펴보도록 한다. 논문 [11]의

주된 목적은 가중합-전송률을 최대화할 수 있는 빔

포밍을 형성하는 것이다. 이 문제는 대표적인 non-

convex 문제이므로 쉽게 최적해를 찾기 어렵다고

알려져 있다. 이 때문에 위의 문제를 풀어낼 수 있

는 문제로 치환하기 위해 두 가지 수학적 개념이 필

요하다. 첫째로 평균 제곱 오차(Mean Squared

Error, MSE)를 최소화하는 문제는 convex 문제

이므로 해결 가능하다는 것이고, 둘째로 MMSE

(Minimize Mean Squared Error) 문제와 총합-전

송률(Sum-rate) 최대화(Maximize) 문제의 답이

서로 치환 가능하다는 것이다. 따라서 송신된 신호

와 수신된 신호 간의 차이(MSE)가 가장 작아지도

록 만드는 수신기/송신기의 빔포밍(Beamforming)

을 구하면 두 문제 간의 이중성(Duality)을 통해 가

중합-전송률을 최대화하는 빔포밍을 형성할 수 있

다. WMMSE는 다양한 통신 네트워크에서 가중

합-전송률에 대한 최적해에 가까운 성능을 보여주

기 때문에 많은 논문에서 언급되고 있다. 또한 현재

많은 지도학습 기반 간섭관리 기법도 WMMSE를

바탕으로 연구되고 있다.

WMMSE 등의 반복 알고리즘들은 단순한 네트워

크 구조(Network topology)에서 비교적 낮은 복잡

도로 좋은 성능을 달성할 수 있다. 다만, 통신 네트

워크가 복잡해질수록 반복 알고리즘들의 계산 과정

도 더욱 복잡해진다. 그러므로 기존 방식으로 얻어
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진 이론적인 분석 및 설계를 현실적 모델에 적용한

다면 사용자와 기지국 간 정보 전달에 있어 지연

(latency)이 발생한다. 종단간 지연(End-to-end

latency)을 1 ms 이내로 맞추어야 하는 5세대 이

동통신의 특성상 복잡한 알고리즘 연산에 의한 지

연은 매우 치명적이다. 시간 지연 문제를 해결하기

위해 논문 [10]은 반복 알고리즘을 FCNN(Fully

Connected Neural Network)에 근사하여 실시간

처리가 가능한 모델을 이끌어냈다. WMMSE에 근

사한 심층 신경망은 기존 WMMSE 방법의 처리 속

도 측면에서 더욱 효과적인 성능을 보였다.

논문 [10]은 모든 반복 알고리즘들에 대해 심층

신경망으로 근사할 수 있음을 수식적으로 증명하며

시작한다. 이 증명은 학습이 가능한지 유무가 불분

명한 상태에서 심층 신경망을 학습시키는 것이 아

닌 어느 반복 알고리즘이더라도 심층 신경망에 학

습시킬 수 있다는 것을 알려준다. 다음으로 위 증명

을 통신 네트워크에 적용해보며 심층 신경망이

WMMSE를 학습하는 과정을 보여주고 성능을 기존

WMMSE와 비교한다. 시스템 모델은 K명의 사용

자와 기지국이 단일 안테나로 구성된 상황으로 고

려하고 있다(<그림 3> 참조). 시스템 모델의 상황은

다른 기지국이 각자의 사용자에게 보내는 신호가

기지국 1이 사용자 1에게 신호를 보낼 때 간섭으로

작용하여 사용자 1이 바람직한 신호를 받기 어려워

지는 상황이다. 시스템 모델을 바탕으로 WMMSE

알고리즘을 심층 신경망에 근사하는 과정은 다음과

같다. 첫번째로 위의 시스템 모델(System model)

에 대한 채널 상태 정보(Channel state information)

와 기존 WMMSE가 구해낸 정답을 바탕으로 심층

신경망의 가중치와 편향치를 학습시킨다. 두번째로

학습된 모델에서 나온 출력과 실제 WMMSE의 해답

간의 오차를 감소시키는 방향으로 다시 가중치와 편

향치를 학습시킨다. 이 알고리즘을 반복적으로 수행

하여 WMMSE를 가장 잘 학습한 심층 신경망에 대

한 최적 모델을 선정할 수 있다(<그림 3> 참조).

심층 신경망이 반복 알고리즘을 학습하여 기존

알고리즘의 복잡도를 완화한 부분이 획기적이며 복

잡한 통신 네트워크이더라도 실시간 처리가 가능한

부분에서 논문 [10]은 기존 간섭관리 기법들에 비해

훌륭한 해결책이라고 볼 수 있다. 아쉽게도 논문

[10]의 기법은 기존 WMMSE가 풀어낸 정답을 통해

심층 신경망을 학습시킨 알고리즘이므로 이로부터

획득한 성능은 기존 WMMSE의 성능과 유의미한

<그림 3> K명의 사용자 간섭 채널 모델 <그림 4> 반복 알고리즘 근사화 흐름도

02본본:02본본  20. 1. 31.  본본 1:25  Page 54



2020년 1월   55

머신러닝 기반 무선 간섭관리 기술 동향 55

차이를 보이지 않았다.

2) 심층 합성곱 신경망 기반 빔포밍 설계 기법

앞서 살펴본 WMMSE 근사화 기반 심층신경망의

간섭관리 성능은 기존 WMMSE의 성능을 넘어서기

어렵다. 따라서 기존 방식을 심층 신경망이 학습하

여 획득 가능한 성능이 아닌 간섭 관리에 대한 더욱

좋은 성능을 이끌어 내기 위해 다른 방식으로 접근

할 필요가 있다.

논문 [12]를 통해 위의 문제를 어떻게 극복했는지

알아볼 수 있다. 먼저, 주어진 채널 행렬(Channel

matrix)을 시험 문제로 두고 그에 대해 손실함수

(Loss function)(수식 (3)과 수식 (4))를 정답지로

구성한다. 여기서 캐패시티(Capacity)란 신뢰할 수

있는 데이터의 최대 전송량으로 정의된다.  

(3)

(4)                                     

그 다음 심층 합성곱 신경망은 제시된 문제에 대

해 손실함수가 가장 작을 수 있도록 정답을 고치도

록 학습하는 과정을 거친다. 첫째로 심층 합성곱 신

경망은 각 합성곱 층(Convolution layer)의 주어진

첫번째 문제지와 정답지에 대해 가중치와 편향치를

학습한다. 이후 두번째, 세번째, 계속된 문제지와

정답지를 보고 잘못 학습된 가중치와 편향치는 0으

로 만들고 잘 학습된 가중치와 편향치를 키워 나가

도록 학습한다. 결과적으로 가장 정답지에 알맞도

록 신경망을 학습시킨다. 이를 통해 기존 WMMSE

와 WMMSE를 학습한 심층 신경망의 성능을 뛰어

넘는 심층 합성곱 신경망을 획득할 수 있다.

이와 같은 방식으로 모델 기반 신경망 학습 알고

리즘[10]에서 얻을 수 없었던 보다 우수한 성능을

획득할 수 있다. 하지만 학습을 이루는 구조에 대한

구체적인 내용과 학습 결과로 나온 각 층들의 값을

직관적으로 설명할 수 없어 학문적인 의미를 얻을

수 없다는 한계점이 존재한다.

3) 요약 및 시사점

앞서 살펴본 논문들은 기존 간섭관리 방식들로

구해진 값을 답지처럼 만들어 심층 신경망이 학습

하도록 지도학습을 간섭관리에 적용하였다. 이와

같은 방식들은 전반적으로 기존의 알고리즘이 가진

복잡도를 낮출 수 있었다. 또한 가장 우수한 성능을

<그림 5> 주어진 채널 행렬과 손실함수의 학습를 위한 심층 합성곱 신경망[12]
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보이는 모델이 구해지면 들어오는 입력에 따라 실

시간으로 간섭관리가 가능하다. 그러나 지도학습은

환경이 바뀌면 대량의 자료를 통해 알고리즘을 다

시 학습해야 된다는 점과 거대한 통신 상황의 경우

학습할 자료의 양이 방대하여 잘 학습된 알고리즘

을 선정할 때까지 걸리는 시간이 매우 오래 걸리는

약점도 존재한다.

2. 비지도학습 기반 간섭관리 기법

비지도학습은 지도학습과 다르게 데이터에 대한

레이블(Label) 즉, 명시적인 정답이 주어지지 않은

데이터를 이용하여 학습을 하는 방식이다 (<그림 6>

참조). 데이터의 특징이나 관계를 파악할 수 있어

주로 데이터 이해를 위한 분석 단계에 사용된다.

비지도학습의 예시로는 비슷한 성질을 가지고 있

는 데이터를 그룹화시키는 군집화(Clustering), 데

이터의 차원을 줄이는 차원 축소(Dimension

reduction), 출력이 입력과 같은 값이 나오도록 신

경망을 학습시키는 오토인코더(Autoencoder)가 존

재한다. 이 절에서는 이러한 방법을 간섭관리에 적

용한 사례를 소개한다.

1) D2D 통신 시스템에 적용된 군집화 알고리즘

군집화는 주어진 데이터들을 통해 비슷한 개체들

을 하나의 그룹으로 묶는 것이 목적이다. 대표적인

알고리즘의 종류는 크게 가우시안 혼합 모델, 계층

적 군집화, K-평균 군집화가 있다. 첫째로, 가우시

안 혼합 모델(Gaussian Mixture Model, GMM)은

여러 개의 가우시안 분포(Gaussian distribution)

를 선형 결합하여 만들어진 분포를 이용한 군집화

알고리즘이다. K개의 가우시안 분포를 혼합하였을

때 주어진 데이터가 가장 높은 확률로 포함될 분포

k∈K를 선택함으로써 군집화를 한다. 둘째로 계층

적(Hierarchical) 군집화는 객체 사이의 거리를 미

리 계산한 자료를 통해 가장 가까운 거리에 존재하

는 객체들을 결합하여 군집을 만들어 계층 구조를

형성해가는 방식이다.

<그림 6> 비지도학습(Unsupervised learning) 흐름도
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마지막으로 K-평균(K-means) 군집화는 전체

집합의 데이터를 K개의 군집으로 분배하기 위한 알

고리즘으로 각 클러스터와 거리 차이의 분산을 최

소화하는 방식이다. K-평균 군집화의 세부 알고리

즘은 다음과 같다. 먼저, K개만큼 군집의 중심을 전

체 집합의 데이터에서 무작위로 정한다. 그 다음 이

러한 K개의 중심들과 가까운 전체 집합의 원소들을

모아 전체 집합을 나누어 K개의 군집을 만든다. 이

때 각 군집의 중심들은 각 군집 내 점의 평균값으로

다시 계산하고 중심과 가까운 점들로 다시 K개의

집합을 형성한다. 이런 과정을 반복적으로 수행하

면 결국 각 군집의 중심들이 바뀌지 않는 상태가 되

고 알고리즘을 더 이상 반복하지 않게 된다.

아래에서는 K-평균 군집화를 D2D 통신 시스

템에 적용하여 간섭문제를 처리한 사례에 대해서

알아보려고 한다. 기존의 D2D(Device-to-device)

기술의 경우 셀 내의 기존 사용자와 같은 채널 자원

을 사용하므로 <그림 7>과 같은 여러 간섭이 발생

해 간섭 문제를 초래한다는 문제점이 수반된다. 이

러한 간섭 문제는 무선 단말의 수가 증가할수록, 무

선 단말 간의 거리가 가까워질수록 심화된다. 그래

서 논문 [13]에서는 이러한 간섭 문제를 K-평균 군

집화를 통해 해결하고 있다.

충분히 거리가 멀어 서로 간의 간섭이 무시될 수

있을 정도인 D2D쌍들을 하나의 군집으로 만들고,

같은 군집안에 할당된 D2D쌍들에게 동일한 셀 사

용자의 주파수 자원을 할당할 경우 간섭을 발생시

키지 않으면서 자원을 재사용(Frequency reuse)

할 수 있다. 따라서 주어진 자원을 효율적으로 사

용하기 위해서 서로 간의 간섭이 적은 무선 단말들

을 하나의 집합으로 군집화하여 자원을 할당하고

이를 통해 간섭을 줄이는 것이 필요하다. 이러한

이유로 이 논문 [13]에서는 간섭 강도(Interference

intensity)와 반비례하는 거리 정보를 이용한 K-

평균 군집화를 통해 D2D쌍들을 군집화하였다.

그리고 이를 통해 군집화된 D2D가 요구된 QoS

(Quality of Service)를 만족하며 시스템의 전송량

을 최대화하는 자원할당 알고리즘을 제시하였다.

제시된 군집화 방법을 통해 스케줄링을 할 경우

서로에게 많은 간섭 영향을 끼치는 D2D쌍들은 낮

은 확률로 같은 군집에 할당된다는 특징을 가진다.

이렇게 K-평균 군집화 알고리즘을 통하여 자원을

할당할 경우 크게 작용했던 D2D쌍간의 간섭을 없

앨 수 있음으로 적절한 자원 분배를 통해 간섭을 줄

<그림 7> 단일 셀 D2D 시스템의 업링크(Uplink) 상황에서 간섭 작용
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임과 동시에 요구되는 성능을 얻을 수 있다. 

2) 차원 축소를 통한 채널 피드백

(Feedback) 부담 완화

차원 축소는 주어진 데이터의 차원을 축소하는

방식으로 정보를 잃는다는 단점과 동시에 크게 세

가지 장점이 존재하는 머신러닝 기법이다. 첫번째,

데이터 압축(Compressing data)을 할 경우 시간과

저장 공간을 효율적으로 사용할 수 있다. 두번째,

데이터의 차원이 과도하게 높을 경우 성능 열화가

발생하는 차원의 저주(Curse of dimensionality)

현상을 피할 수 있다. 마지막으로 특징 추출(Fea-

ture extraction)을 통해 결과에 적은 영향을 끼치

는 데이터의 특징을 찾을 수 있는 장점이 있다.

<그림 8>은 2개의 다중 안테나 송/수신기가 있을

때의 채널 환경을 나타내는 그림이다. 이와 같이 간

섭이 존재하는 환경에서의 전체 채널 행렬은

Hglobal=[H11 H12
...]으로 나타내어진다. 이때 송신기

에서 성능의 최적화와 주어진 자원의 효율적 사용

을 위해 송신기와 수신기 사이의 채널정보

(Channel State Information, CSI)가 요구되고 사

용자의 채널 상태 정보를 기지국으로 피드백하는

것이 필요하다. 이때 간섭 채널 환경에서 많은 수

의 송/수신기와 안테나가 존재할수록 Hglobal의 차원

이 높아지고 채널 상태 정보 피드백 오버헤드

(Feedback overhead)는 증가한다. 이러한 점에서

채널 상태 정보를 압축하는 것은 대규모 간섭채널

에서 다루어져야 할 문제 중 하나이다. 따라서 논문

[14]를 통해 피드백 오버헤드가 큰 massive MIMO

시스템에서 차원축소 기법을 채널 상태 정보 피드

백에 적용한 사례를 소개한다.

기지국의 안테나 수가 증가할수록 요구되는 피

드백 해야 하는 채널 정보량이 증가하기 때문에

massive MIMO 시스템의 피드백 오버헤드는 과도

하게 증가하게 된다. 이를 해결하기 위해 논문 [6]

에서 사용한 머신러닝 기법은 차원 축소 방식의

대표적인 방식인 PCA(Principal Component

Analysis)를 채널 상태 정보 행렬에 적용하여 단말

기에서 높은 차원의 채널 상태 정보 행렬이 낮은 차

원으로 변환되도록 하였다. 

<그림 8> 다중 안테나 기지국/사용자 간섭 채널 환경
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PCA는 높은 차원의 채널 상태 정보 행렬의 공

분산 행렬(Covariance matrix)의 고유값 분해

(Eigenvalue decomposition)를 통해 얻어진 고유

값을 통해 데이터를 선택한다. 이때 높은 고유값을

가지는 정보가 우선적으로 선택되는데 이렇게 정보

를 보낼 경우 가장 중요하게 여겨지는 정보들은 전

달되지만 일부는 제거된다는 문제점이 있다. 따라서

하나의 고유값이 전체 고유값 중 차지하는 비중을

나타내는 기여도(Contribution rate)라는 개념을

적용하여 선택된 정보들의 기여도의 합이 90%이상

일 경우의 정보 손실은 감수할 만하다고 판단하였

다. 따라서 기여도의 합이 90%이상을 만족할 정도

만큼의 차원을 축소하여 채널 상태 정보를 보내도

록 하였다. 이렇게 PCA를 통한 낮은 차원의 채널

상태 정보를 피드백함으로써 오버헤드를 낮추어 높

은 오버헤드라는 문제점을 완화시킬 수 있다.

3) 저복잡도 통신 시스템을 위한 오토인코더

오토인코더는 손실함수가 ‖x-x̂‖2(x: 입력, x̂:

출력)인 신경망으로 입력과 근사한 값의 출력 값이

나오도록 하는 기법이다. 이때 입력과 출력층의 노

드의 개수는 동일하되 은닉 층(Hidden layer)의 노

드는 입력과 출력의 노드 수보다 적다는 특징을 가

진다. 이는 은닉 층의 노드 수가 입/출력과 동일할

경우 받은 입력을 그대로 출력해버리는 것을 막기

위함이다. 

기본적인 통신 시스템 블록 다이어그램은 <그림 9>

과 같이 나타내어진다. 이때 모든 단계를 한번에 최

적화하는 것이 아니라 각각의 블록마다 성능을 최

적화하므로 전체적인 결과가 최적해가 아닐 수 있

다. 이러한 블록 다이어그램은 제안된 딥러닝 기반

의 접근 방법을 통해서 end-to-end 최적화 문제

로 재구성 할 수 있고 시스템은 <그림 10>과 같이

오토인코더 시스템으로 나타내어 질 수 있다. 이때

송신단과 수신단은 심층 신경망으로 표현되고 사이

에 존재하는 부가 백색 가우스 잡음(Additive

White Gaussian Noise, AWGN)채널은 간단한 노

이즈 층(Noise layer)으로 표현된다. 따라서 통신

시스템은 입력 값을 통해 학습하는 것을 목적으로

하는 하나의 오토인코더로 여길 수 있다.  

오토인코더 시스템에서는 M차원의 one-hot-

vector인 입력 신호 s가 송신부인 여러 층과 표준화

층(Normalization layer)을 지나 에너지 제한을 가

진 N차원의 신호 x로 전환되어 송신되고, 수신단에

<그림 9> 전통적인 통신 시스템 블록 다이어그램
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서 N차원의 신호 y를 받아 여러 층과 마지막으로

Softmax activation 층을 통해 M차원의 요소들의

합이 1인 확률 벡터를 구하여 이중에서 가장 높은 확

률을 가지는 요소를 선택하여 신호가 디코딩된다. 

논문 [15]에서는 이와 같은 딥러닝 신경망 기반의

오토인코더 학습을 간섭채널에 적용하여 신호를 디

코딩하는 알고리즘을 제안한다. 두 명의 사용자가

존재할 때 간섭 채널을 <그림 11>과 같이 나타내어

질 수 있고 신호 s1, s2는 codeword에서 통해서 선

택된다. 이때 K개의 사용자가 있다고 했을 때 송신

된 신호는 y
i
=xi+g∑i≠j xj+zi ∀i = 1,..,K이다. g>0은

간섭세기(Interference strength)를 나타내고 z i는

평균이 0이고 분산이 1인 가우시안 분포의 벡터를

의미한다. 논문 [15]에서는 여러가지 간섭 레벨을

가지는 채널상황에서 오토인코더를 적용하였고 간

섭 레벨에 대한 정보를 이용하여 학습하였을 때 간

섭채널에 대해 강인한 성능을 가지는 것을 보였다.

하지만 구현을 통해 이러한 오토인코더의 학습에

있어서 간섭 레벨에 대한 정보가 큰 영향을 끼친다

는 한계점 또한 확인할 수 있다.

<그림 10> Autoencoder system

<그림 11> 두 명의 사용자가 존재할 때의 간섭 채널
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4) 요약 및 시사점

이 절에서는 비지도학습을 적용한 간섭 관리의

다양한 예를 살펴보았다. 이를 통해 비지도학습의

적용이 간섭 채널 상황에서의 성능 개선을 유도할

수 있을 뿐 만 아니라 자원할당과 같은 문제에 적용

됨으로써 간섭 감쇄 또한 유도할 수 있음을 알 수 있

었다. 이러한 학습은 모두 최적의 해가 주어지지 않

은 상황에서 이루어지므로 비지도학습을 통한 간섭

관리는 최적의 해가 주어져 있지 않거나 구하기 어

려운 경우에 효과적으로 작용할 것으로 기대된다.

3. 강화학습 기반 간섭관리 기법

강화학습은 심리학에서 많은 영감을 받아 만들어

진 학습 방법론으로, 행동에 대한 보상을 바탕으로

가장 좋은 결과를 얻을 수 있는 행동을 선택하는 알

고리즘이다(<그림 12> 참조). 이러한 바탕의 강화학

습은 비지도학습 및 지도학습과 달리 뒤늦게 머신

러닝의 한 분류로 속하게 되었다. 

강화학습 모델은 대리인(Agent)과 환경(En-

vironment)으로 형성된다. 특정 보상(Reward)이

나 효용성(Utility)에 따라 대리인이 행동하여 모델

의 구성 환경이 바뀐다. 피드백 혹은 보상이 다시

대리인에게 피드백되고 이 영향이 다시금 대리인의

행동을 조정한다. 대리인은 최적의 행동을 할 때까

지 이러한 과정을 반복한다. 결과적으로 학습된 대

리인 혹은 대리인들(Multi-agent)로부터 목표했던

결과를 얻을 수 있는 알고리즘이다.

기본적인 강화학습인 Q-학습(Q-Learning)은

Q-테이블(Q-table)에 각 상태 변화와 행동에 따른

결과값을 저장하여 평균 보상이 가장 큰 경우를 결

정하도록 행동하게 만드는 학습 알고리즘이다. 이

후에 나온 심층 Q-네트워크(Deep Q-Network,

DQN)[16]는 Capture and Replay와 Separate

Network을 도입하여 Q-학습을 발전시켰다. 고전

적인 Q-학습과 달리 심층 Q-네트워크는 학습 대

<그림 12> 강화학습(Reinforement learning) 흐름도
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리인의 수에 제약이 없고 이산적 상태(Discrete

state)를 사용하여 환경을 구축할 필요가 없다.

일반적으로 강화학습은 통신 분야에서 펨토/스몰

셀 채널 선택(Femto/small cell channel selection)

의 자원 할당(Resource allocation), D2D 네트워크

의 대역 공유(Spectrum sharing) 그리고 에너지 하

베스팅(Energy harvesting) 등의 동적 변화에 대응

할 수 있는 알고리즘으로 사용된다. 본 고에서는 그

중 Cooperative transmission 네트워크에서 군집

화에 적용된 강화학습과 동적 자원 할당을 위한 강

화학습을 살펴볼 것이다.

1) Cooperative transmission 네트워크에서

군집화를 위한 강화학습

5세대 통신 체계는 기존 통신 방식보다 높은 전

송률(Rate)을 요구한다. 기존의 셀룰러 시스템의

셀보다 더 작은 영역을 관리하는 펨토/스몰 셀들을

배치하는 것은 전송률을 높이기 위한 효과적인 방

법 중 한가지다. 하지만, 오히려 많은 스몰 셀들

이 존재하는 경우 다른 스몰 셀들에서 오는 간섭

이 스몰 셀 내의 성능에 악영향을 미친다. 동적

군집화(Dynamic clustering) 알고리즘은 이러한

간섭 상황에 대해 최대 총합-전송률을 얻을 수

있도록 스몰 셀들의 군집을 만드는 알고리즘이

다. 시간에 따라 어떤 통신 상황이 발생할지 모르

기 때문에 무수히 많은 군집 경우를 고려해야 한

다. 그러므로 동적 군집화를 위해 복잡한 조합 최

적화 문제(Combinatorial optimization problem)

를 풀어내야 하고 이는 아주 복잡한 계산을 요구한

다(<그림 13> 참조). 논문 [17]은 알고리즘 연산의

복잡도를 낮추기 위한 해결책을 제시한다. 정해진

경우의 군집 방식 중에 가장 높은 총합-전송률을

획득할 수 있는 군집 방식을 고르는 준-동적 군집

화(Semi-dynamic clustering) 방식과 Q-학습을

결합하여 논문 [17]은 계산에 걸리는 시간을 단축하

며 동시에 동적 군집화 알고리즘의 성능에 가까운

결과를 이끌어낸다.

다음과 같이 각 사용자 간의 신호 간섭을 관리하

기 위해 특별한 함수를 지정한다. 첫째로 각 군집에

해당하는 스몰 셀들과 사용자들 간 단일 안테나 모

<그림 13> 시간 변화에 따른 최적 군집화를 위한 조합 문제 
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델 중 K셀의 k번째 사용자에 대한 캐패시티(수식 (5))

를 목적 함수로 잡는다. 

둘째로 모든 스몰 셀 내의 사용자들에 대한 캐패

시티의 총합이 이전보다 작아지면 상태가 0이 되고

아니라면 1이 되도록 각 시간 해당하는 상태(수식(6))

는 다음과 같이 설정한다.

이를 통해 상태가 0인 경우 대리인이 아무런 보

상을 가지지 않고 상태가 1인 경우 대리인이 보상을

획득하도록 보상 함수를 설정한다.

결과적으로 대리인은 <그림 12>와 같이 전체 사

용자에 대한 캐패시티의 총합이 가장 큰 경우가 되

도록 군집을 고르는 선택을 한다. 이 알고리즘을 통

해 복잡한 상황에서도 빠른 계산을 통해 동적 군집

화 알고리즘의 성능에 가까운 결과를 구해낼 수 있

다. 하지만 논문 [17]은 준-동적 군집화를 통해 특

정 군집의 경우만을 고려하여 정해진 상황에 알맞

은 결과만 구해낼 수 있다. 이는 학습된 환경을 제

외하고 다른 환경에 알고리즘을 적용할 수 없다는

문제가 발생한다. 따라서 향후 다양한 상황에 적용

될 수 있도록 알고리즘을 개선할 필요가 있다.

2) 강화학습 기반 동적 자원 할당

송/수신 안테나, 사용자 수, 그리고 AP(Access

Point)가 협소한 공간에 더욱 밀집되는 현재 무선환

경에서 기존 WMMSE 등의 모델 기반 알고리즘은

최적해를 획득하기까지 상당한 시간을 요구한다.

그리고 동적으로 변화하는 네트워크 상황을 고려할

때 모델 기반 알고리즘은 다시 계산해야 하고 이는

추가적인 시간을 필요로 한다. 기존 지도학습이나

비지도학습의 경우, 지연된 정보 교환 등의 불완전

한 채널 상태 정보 아래에서 본래 성능을 보여주지

못한다. 이렇듯 현재 복잡한 통신 상황들은 기존 방

식으로 해결하기 어렵다. 이를 해결하기 위해서 심

층 Q-네트워크를 이용한 간섭관리 알고리즘들이

나오고 있다[18]. 새로이 등장한 이 알고리즘들은

다양한 상황에서도 견고하며 모델에 제약이 없다는

특징을 가진다. 논문 [19] 역시 심층 Q-네트워크를

이용하여 불완전한 채널 상태 정보 아래서 최적의

자원 할당을 이끌어내는 알고리즘이다.  

각각의 AP가 신호를 주고받는 채널과 간섭을 유발

하는 채널들에 대한 정보를 곧장 중앙의 Controller

에게 보내는 것은 엄청난 부담이다. 따라서 여러

연구에서 백홀 네트워크(Backhaul network)는

AP와 Controller의 중간 연결망으로써 이러한 문제

의 해결책으로 쓰인다(<그림 14>). 하지만 백홀 네트

워크를 이용한 중심화 접근(Centralized approach)

의 경우 정보를 전송하는 과정이 길어지므로 지연

되거나 만료된 채널 정보만이 중앙의 Controller에

게 전달된다. 논문 [19]는 이와 같은 접근으로 발생

하는 지연 채널 정보만으로 대리인들 즉, 기지국들

이 각자 전송률을 높일 수 있게 강화학습 기반 알고

리즘을 설계하였다. 

(5)

(6)

<그림 14> Central controller based backhaul network
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먼저 대리인들은 다음과 같이 구성된 행동 집합

(수식 (7))에서 특정 행동을 취한다. 이렇게 정해진

행동에 따라 각 i번째 사용자와 i번째 기지국에 의

해 간섭을 받는 사용자들의 가중합-전송률이 이전

단계보다 커진다면 각 대리인들은 이에 대한 보상

을 얻을 수 있다. 대신에 정해진 행동이 가중합-전

송률을 이전 단계보다 높이지 않는다면 각 대리인

들은 보상을 받지 못한다. 다음 단계에서 주어지는

지연 채널 상태 정보와 이러한 보상을 피드백하여

다시금 대리인들은 행동을 수정한다. 이러한 과정

을 반복적으로 시행하여 <그림 12>에 따라 최적 행

동을 하도록 유도된다. 

논문 [19]는 지연된 채널 정보만을 이용하여 자원

분배를 할 수 있음에도 이상적인 WMMSE의 경우

보다 총합-전송률에서 우수한 성능을 보인다. 하지

만 중심화 네트워크(Centralized network)를 통해

전체 채널 상태 정보(Full-CSI)를 알아야 한다는

점은 큰 오버헤드(Overhead)로써 차후에 개선할

점으로 여겨진다.

3) 요약 및 시사점

기존 머신러닝을 간섭관리에 적용할 때 크게 두

가지 약점이 있다. 첫째로 지도학습이나 비지도학

습의 경우 학습된 상황 이외에는 대처하지 못한다

는 점이다. 둘째로 채널 상태 정보를 완전히 아는

경우에만 학습을 제대로 할 수 있다는 점이다. 이번

절에서 살펴본 강화학습은 이와 달리 대리인이 스

스로 무수히 많은 행동 중 하나를 시도해보고 보상

을 얻는 것에 실패한다면 다시 다른 행동을 취하여

최적 행동까지 이르는 학습 방식이다. 또한 논문

[19]에 나온 것과 같이 채널 상태 정보에 대한 영향

에 견고하다. 이처럼 기존 머신러닝들보다 다양한

상황을 스스로 학습하는 강화학습은 기존 방식의

단점들을 해결할 수 있다는 점에서 중심적인 알고

리즘이 될 가능성이 클 것이라 예상된다.

Ⅳ. 결 론

본 고에서는 무선 간섭관리를 위해 최신 머신러

닝 및 딥러닝 기술들을 적용한 사례들을 살펴보았

다. 특히 지도학습, 비지도학습, 강화학습으로 나누

어 간섭관리 응용 사례를 소개하였고, 각각의 기술

의 장점 및 한계점에 대해 분석하였다. 향후 딥러닝

기술의 발전과 컴퓨팅 능력의 향상에 따라, 보다 혁

신적인 머신러닝 기반 간섭관리 기술들이 지속적으

로 개발되어 초연결 시대의 핵심기술로 자리매김

하게 될 것이라 기대된다. 

(7)
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