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요 약

심층학습은 많은 양의 데이터셋을 학습에 활용하여 객체 분류, 검출, 분할 등의 영상 분석에 탁월한 성능을 

나타내고 있다. 본 논문에서는 데이터셋의 종류가 다양한 얼굴 표정인식 데이터셋들을 활용하여 학습 데이터

셋의 특성이 심층학습 성능에 영향을 줄 수 있음을 확인하고, 각 학습 데이터셋에 적합한 심층학습 모델의 구

성 요소를 설정하는 방법을 제안한다. 제안하는 방법은 심층학습 모델의 성능에 영향을 주는 구성 요소인 활

성함수, 그리고 최적화 알고리즘을 유전 알고리즘을 이용하여 선정한다. CK+, MMI, KDEF 데이터셋에 대해

서 널리 활용되고 있는 심층학습 모델의 각 구성 요소별 다양한 알고리즘을 적용하여 성능을 비교 분석하고, 

유전 알고리즘을 적용하여 최적의 구성 요소를 선정할 수 있음을 시뮬레이션을 통하여 확인한다. 

ABSTRACT

Deep learning shows outstanding performance in image and video analysis, such as object classification, object 

detection and semantic segmentation. In this paper, it is analyzed that the performances of deep learning models can be 

affected by characteristics of train dataset. It is proposed as a method for selecting activation function and optimization 

algorithm of deep learning to classify facial expression. Classification performances are compared and analyzed by 

applying various algorithms of each component of deep learning model for CK+, MMI, and KDEF datasets. As results 

of simulation, it is shown that genetic algorithm can be an effective solution for optimizing components of deep 

learning model.
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Ⅰ. 서 론

얼굴 표정인식(FER, facial expression recognition)

은 얼굴인식과 달리 각 개인 간의 차이보다는 모든 

사람들의 공통된 표정 변화를 인식하는 것을 목표로 

하고 많은 응용 분야에 적용되고 있다[1]. 사람의 얼

굴 표정은 주로 입, 눈, 눈썹 등의 종합적인 형태 변

화로 나타나며, 표정의 종류도 각 지역이나 문화에 따

라 다양하지만 일반적으로 6가지로 기쁨(happy), 슬픔

(sad), 분노(angry), 혐오(disgust), 공포(fear), 놀람

(surprise)이 전 세계 문화에 대체로 동일하게 인지는 

것으로 알려지고 있다. FER에 대한 연구는 다양한 

머리 자세[2]와 조명 상태[3], 해상도 등의 다양한 원

인으로 인하여 인식률 저하에 관한 문제를 개선하고

자 한다. 표정인식 성능 개선을 위하여 

CK+(Cohn-Kanade dataset)[4], MMI[5] 그리고 

KDEF(Karolinska directed emotional faces)[6] 등의 

다양한 표정 데이터셋과 심층학습 모델들이 제공되고 

있다. 

많은 양의 데이터셋을 활용하는 심층학습(deep 

learning)은 컴퓨터 비전 다양한 분야에서 뛰어난 성

과를 달성하였다. CNN(: cOnvolutional Neural 

Network) 심층학습은 컨벌루션 계층(convolutional 

layer), 풀링 계층(pooling layer) 그리고 완전연결 계

층(fully connection layer)으로 구성된다. 

본 논문에서는 CNN 심층학습의 학습 과정에 컨벌

루션 계층과 완전연결 계층이 입력 데이터에 따른 상

관 관계가 있음을 보이고, 학습 데이터셋의 특성에 따

라서 비용함수(cost function or loss function)의 오류 

평면(error surface)에 영향을 주는 것을 확인한다. 유

전 알고리즘(GA, genetic algorithm)[7,8]을 이용하여 

입력 데이터셋의 특성에 부합하는 활성함수

(activation function), 그리고 완전연결 계층의 최적화 

알고리즘을 선정하는 방법을 제안한다. 얼굴표정 분류 

및 인식을 위하여 표정인식을 데이터셋 영상에 대한 

심층학습을 적용하는 시뮬레이션을 통하여 제안하는 

유전 알고리즘을 이용하는 방법이 효과적임을 보인다.

Ⅱ. 표정인식 데이터셋 및 심층학습 모델

2.1 얼굴 표정인식 데이터셋

얼굴 표정인식 학습과 시험을 위하여 CK+, MMI 

그리고 KDEF 등이 주로 활용되고 있다. CK+ 데이터

셋은 분노 300장, 혐오 395장, 공포 260장, 기쁨 476

장, 슬픔 402장, 놀람 402장으로 6가지 표정으로 구성

되어 있고, 계조영상(gray scale image)이다. 

MMI 얼굴 표정인식 데이터셋은 2,900건의 동영상

과 75명의 고해상도 정지영상으로 구성되어 있으며, 

분노 33장, 찡그림(frown) 37장, 슬픔 74장, 웃음

(smile) 70장, 놀람 53장으로 5가지 표정으로 구성되

어 있고, 색영상(color image)이다. 모든 동영상과 정

지영상에 대하여 주석 처리가 되어 있으며, 얼굴 영상

의 해상도는 720×576 화소이다.

그림 1은 KDEF 얼굴 표정인식 데이터셋은 4,900

장의 표정 영상으로 구성되어 있다. 70명에 대하여 5

가지 다른 각도로부터 7가지 표정을 포함한다. 얼굴 

영상 해상도는 562×762 화소이다. 분노 300장, 혐오 

140장, 분노 140장, 기쁨 140장, 슬픔 140장, 놀람 140

장으로 6가지 구성되어 있으며 색영상이다.

그림 1. KDEF 얼굴 표정인식 데이터셋 예
Fig. 1 Examples of KDEF facial emotion 

recognition

2.2 심층학습 성능 학습 데이터셋 관계

CNN 심층학습 모델은 컨벌루션 계층, 풀링 계층, 

그리고 완전 연결 계층으로 구성된다. 컨벌루션 계층

은 학습 영상에 대하여 컨벌루션 필터링을 통하여 각 

계층별 특징맵(feature map)을 추출하고, 풀링 계층은 
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특징맵을 추상화하는 역할을 한다. 완전 연결 계층은 

신경망 구조로 컨벌루션과 풀링을 통하여 추출된 특

징매으로 분류 기능을 수행한다. 완전 연결 계층은 일

반적으로 역전파 알고리즘(back propagation 

algorithm)을 사용한다. CNN 심층학습에서 컨벌루션 

계층의 커널 필터 계수와 완전 연결 계층의 계수는 

비용함수에 대하여 경사 하강법(gradient descent) 으

로 계수를 갱신한다.

신경망 구조를 갖는 완전 연결 계층은 출력 신호는 

입력 데이터 와   의 선형 결합으로 식 (1)과 

같이 표현된다. 비용함수는 일반적으로 평균자승오차

(mean square error)가 적용되고 식 (2)와 같이 표현

할 수 있다. 최적 계수를 구하기 위하여 식 (3)과 같

은 경사 하강법을 적용한다.

 




    (1)

  
   


   (2)




  (3)




 

   (4)

배치 경사 하강법(batch gradient descent), 순시 

경사 하강법(stochastic gradient descent) 그리고 부

분 배치 경사 하강법(mini-batch gradient descent)을 

적용할 수 있는데 CNN 심층학습은 부분 배치 경사 

하강법을 적용한다. 계수를 갱신하기 위한 경사 또는 

기울기 항은 SGD, momentum, AdaGrad, Adam, 

AMSGrad 등 다양한 최적화 알고리즘이 적용되고 있

다. 

식 (2)의 비용함수는 학습 데이터와 신경망 계수의 

관계에 의하여 그림 2와 같이 오류 표면(error 

surface)가 결정되고, 계수의 갱신 속도와 정확도가 

표면의 형태에 영향을 받는다. 즉, CNN 심층학습의 

성능을 결정하는 학습 속도와 정확도가 학습 데이터

에 의존한다. 
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그림 2. 입력 데이터와 신경망 계수에 의한 오차 
표면의 예

Fig. 2 An example of error surface input data and 
coefficients

CNN 심층학습의 학습 과정에서 학습 데이터셋의 

영향은 CNN 심층학습 모델의 구성 요소 즉, 컨벌루

션 커널, 활성함수, 최적화 알고리즘에 따라 달라진다.

다양한 활성함수가 제안되었지만 ReLU, Leaky 

ReLU 그리고 Clipped ReLU 가 널리 적용되고 있으

며, 각각 식 (5), (6), 그리고 (7)과 같다. 

   i f ≥  i f      (5)

   i f  ≧ 
 i f      (6)

 











 i f   
 i f≤   
 i f≥

  (7)

최적화 알고리즘으로 식 (3), (5)의 SGD와 이를 변

형한 RMSprop와 Adam 등이 있으며, RMSprop 최적

화 알고리즘은 식 (8), (9), (10) 순으로 계수를 갱신

한다.

 


  (8)
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  
 

   (9)

   


   (10)

여기서,   는 감쇠 계수(decay parameter)로 일반

적으로 0.9 로 설정한다. 는 학습률이며 일반적으로 

0.001로 설정한다.

Adam 최적화 알고리즘은 기울기의 1차 모우멘트, 

즉 평균과 2차 모우멘트 즉 분산을 계수 갱신에 반영

하고, 갱신 과정은 식 (11), (12), (13), (14)와 같다. 

     (11)

   
   (12)


    (13)

 
    (14)

와 는 각각 기울기의 평균과 분산이며, 와 

는 감쇠 계수이다. 계수 갱신 식은 식 (15)와 같다.

  
    (15)

Ⅲ. 유전 알고리즘 기반 심층학습 네트워크 
최적화

각 표정인식 데이터셋에 대한 최적의 심층학습 구

성 요소를 선택하기 위한 유전 알고리즘을 제안한다. 

제안하는 심층학습 모델의 최적화를 위한 유전 알고

리즘은 그림 3과 같다. 

초기화는 유전자 균일 분포법(gene uniform 

distribution)을 이용한다. 유전자 균일 분포법은 전체 

집단개체의 반을 임의의 이진수로 먼저 초기화한 후, 

그 집단의 나머지 반을 앞의 이진수의 보수로 초기화

한다. 각 유전자의 개체는 2 비트로 염색체의 길이는 

총 4비트로 할당하여, 앞 2비트에 대해 임의의 이진수

로 채우고, 나머지 2는 보수를 취하여 균일한 비율의 

초기 개체를 생성한다. 이 방법에 의해 집단 내의 각 

객체들의 유전자 0과 1의 집단 내 분포는 1:1로 균일

하게 된다.

그림 3. 심층학습 기반 알츠하이머 분류를 위한 유전 
알고리즘 흐름도

Fig. 3 Flow chart of genetic algorithm for Alzheimer’s 
disease classification based on deep learning

생성된 세대에 대해 적합도 계산을 통해 다음 세대

에 전할 염색체를 선택한다. 이때에 적합도를 심층학

습 모델에 대해 정확도로 지정한다. 정확도를 계산할 

때에는 개체를 2비트씩 십진수로 변환하여 그에 대응

하는 활성함수, 최적화 알고리즘를 통해 정확도를 계

산한다. 적합도 계산은 순위 선택 기반에 따라 정확도

가 높은 순서에 따라 정렬 후, 상위 50%의 염색체를 

선택한다.

선택된 염색체들은 균등 교차(uniform crossover)

를 통하여 다음 세대를 생성한다. 균등 교차는 부모 

염색체를 임의로 선택하여 임계확률을 임의로 설정 

후 각 개체에 대하여 임의의 난수를 생성한다. 난수가 

임계확률보다 높으면 부모 1의 개체를 낮거나 같으면 

부모 2의 개체를 선택하여 새로운 염색체를 생성한다.

  변이는 5세대마다 고정적으로 나타나며 임의의 

염색체를 선택하고 임의의 개체 2비트를 보수 계산하

여 새로운 염색체를 생성한다. 이후 최적해를 계산할 

때까지 이를 반복한다.



얼굴 표정 인식을 위한 유전자 알고리즘 기반 심층학습 모델 최적화

89

Ⅳ. 시뮬레이션 결과 및 검토

얼굴 표정인식을 위한 CK+, KDEF 그리고 MMI 3

가지 데이터셋에 대하여 AlexNet[9], GoogLeNet[10], 

VGG-16[11] 그리고 ResNet-50[12] 심층학습 모델과 

구성 요소별 정확도 성능을 비교한다. 활성함수는 

ReLU, Leaky ReLU 그리고 Clipped ReLU를 적용하

고, 최적화 알고리즘은 SGDM, RMSprop 그리고 

Adam을 적용하여 성능을 비교 분석한다. 학습률는 

0.0001로 설정하고, 학습 세대(epoch)는 50으로 설정

한다. 

CK+ 얼굴 표정 데이터셋에 대한 심층학습 모델과 

구성 요소별 정확도는 표 1과 같다. VGG-16 이 대체

로 우수한 성능을 나타낸다. VGG-16 모델을 기준으

로 활성함수 3가지 중에서 ReLU 그리고, 최적화 알

고리즘으로 Adam을 적용한 경우가 98.8%로 가장 우

수한 성능을 보이지만, Leaky ReLU와 큰 차이가 없

으며, Leaky ReLU가 3가지 최적 알고리즘에 대하여 

대체로 비슷한 성능을 나타낸다. 

MMI 데이터셋에 대해서는 VGG-16이 다른 모델

에 비해서 우수한 분류 정확도를 나타내었다. ReLU 

활성함수와 Adam 최적화 알고리즘의 조합이 87.5% 

정확도로 우수한 성능을 나타낸다. 

KDEF 데이터셋에 대한 성능 비교 결과는 표 3과 

같다. 차이는 근소하지만 GoogLeNet 모델에 대하여 

Leaky ReLU 그리고 RMSprop 가 86.79% 가장 우수

하고, VGG-16 모델, Leaky ReLU 그리고 Adam이 

86.11%로 비슷한 성능을 보인다. 인식 정확도가 

86.79%로 GoogLeNet 이 가장 우수한 성능을 보이지

만, VGG-16 모델의 Leaky ReLU와 Adam 을 적용한 

결과와 큰 차이가 없다. 활성함수는 모델과 최적화 알

고리즘에 따라서 다소 차이는 있지만, 인식 성능이 우

수한 모델에 대해서는 Leaky ReLU가 전반적으로 우

수한 성능을 나타낸다. ReLU의 경우는 Leaky ReLU

와 큰 차이 없는 정확도를 나타내지만, 일부 모델과 

최적화 알고리즘에 대해서 성능이 현저히 저하되기도 

한다. ResNet-50이 VGG-16에 비하여 성능이 좋지 

못하지만, 활성함수와 최적화 알고리즘에 대한 차이는 

많지 않음을 확인할 수 있다.

ResNet-50 일반적인 데이터셋에 대해서는 분류 성

능이 우수하지만, 얼굴 표정인식 데이터셋 3가지에 대

해서는 VGG-16이 ResNet-50에 비하여 대체로 우수

하게 나타났다. 각 데이터셋에 대하여 널리 활용되고 

있는 CNN 심층학습 모델 시뮬레이션 결과 데이터셋

에 따라서 활성함수와 최적화 알고리즘에 따라서 성

능이 다소 차이가 발생하는 것을 확인할 수 있다. 

CNN model Optimizer ReLU
Leaky
 ReLU

Clipped
ReLU

AlexNet
SGDM 48.64% 54.45% 45.65%RMSProp 61.23% 68.59% 64.50%Adam 26.30% 76.25% 26.20%

GoogLeNet
SGDM 76.56% 78.69% 77.45%RMSProp 65.62% 67.51% 30.49%Adam 82.13% 83.45% 83.79%

VGG-16
SGDM 96.57% 97.76% 87.63%RMSProp 31.30% 98.21% 21.31%Adam 98.81% 98.36% 21.32%

ResNet-50
SGDM 87.60% 88.16% 80.13%RMSProp 70.63% 73.25% 71.48%Adam 86.62% 84.14% 85.76%

표 1 CK+ 얼굴 표정인식 데이터셋에 대한 
심층학습 모델 성능 비교

Table 1. Performance comparison of deep learning 
models for CK+ facial expression dataset

CNN model Optimizer ReLU
Leaky
 ReLU

Clipped
ReLU

AlexNet
SGDM 66.46% 65.16% 60.56%RMSProp60.16% 58.16% 60.10%Adam 57.56% 59.74% 60.06%

GoogLeNet
SGDM 40.36% 40.56% 40.10%RMSProp40.56% 43.59% 42.63%Adam 43.96% 41.70% 43.60%

VGG-16
SGDM 76.25% 78.75% 67.50%RMSProp52.50% 67.50% 81.25%Adam 87.50% 81.25% 57.50%

ResNet-50
SGDM 70.65% 71.65% 22.96%RMSProp68.95% 73.49% 68.72%Adam 74.49% 56.65% 60.39%

표 2 MMI 얼굴 표정인식 데이터셋에 대한 심층학습 
모델 성능 비교

Table 2. Performance comparison of deep learning 
models for MMI facial expression dataset
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CNN modelOptimizer ReLU
Leaky
 ReLU

Clipped
ReLU

AlexNet
SGDM 85.56% 81.50% 79.14%RMSProp86.45% 82.29% 21.62%Adam 22.20% 79.45% 81.62%

GoogLeNet
SGDM 15.60% 84.15% 21.62%RMSProp80.63% 86.79% 23.29%Adam 81.78% 78.56% 23.60%

VGG-16
SGDM 83.33% 84.92% 34.92%RMSProp77.78% 70.63% 37.30%Adam 85.71% 86.11% 16.67%

ResNet-50
SGDM 67.19% 68.19% 60.49%RMSProp68.98% 67.40% 65.71%Adam 66.49% 66.34% 60.56%

표 3 KDEF 얼굴 표정인식 데이터셋에 대한 
심층학습 모델 성능 비교

Table 3. Performance comparison of deep learning 
models for KDEF facial expression dataset

본 논문에서는 3절에 언급한 GA를 이용하여 학습 

데이터셋에 적합한 심층학습 구성 요소를 구하는 시

뮬레이션을 수행한다. 심층학습 구성 요소인 활성함수

와 최적화 알고리즘에 대하여 표 4와 같이 이진수 값

으로 염색체를 부여하고 최적화를 수행한다.

Parameters Gene encoding Binary

Activation
ReLU 0 00
Leaky ReLU 1 01
Clipped ReLU 3 10

Optimizer
SGDM 0 00
RMSProp 1 01
Adam 3 10

표 4. 심층학습 구성 요소에 대한 염색체 부여
Table 4. Assign gene of deep learning parameters

CK+, MMI 데이터셋에 대하여 VGG-16 모델로 

GA로  20세대 최적화를 수행한 결과, CK+ 와 MMI 

데이터셋에 대해서는 활성함수는 ReLU, 최적함수는 

Adam 이 선정되었다. KDEF 데이터셋에 대해서는 

GoogLeNet과 VGG-16로 GA 20세대 최적화를 수행

한 결과, GoogLeNet에 대해서 Leaky ReLU 활성함수

와 RMSprop가 선정되었으며, VGG-16에 대해서는 

Leaky ReLU와 Adam 이 선정되었다. 시뮬레이션 결

과를 통하여 최적 구성 요소를 선정하는데 GA를 적

용 가능함을 확인하였다.

Ⅴ. 결  론

학습 데이터셋의 통계적인 특성에 따라 CNN 심층

학습 네트워크의 성능이 의존하는 것을 확인하고, 얼

굴 표정인식을 위한 영상 데이터셋에 적합한 CNN 심

층학습 구성 요소를 유전 알고리즘으로 선정하는 방

법을 제안한다. 얼굴 표정인식을 위한 CK+ 데이터셋

에 대해서는 VGG-16에 대하여 ReLU 활성함수, 

Adam 최적화 알고리즘이 가장 우수한 성능을 보이

고, KDEF 데이터셋에 대해서는 GoogLeNet 모델에 

대하여 Leaky ReLU 그리고 RMSprop 가 86.79%로 

가장 우수하다. MMI 데이터셋에 대해서는 ReLU 활

성함수와 Adam 최적화 알고리즘의 조합이 87.5% 정

확도로 우수한 성능을 보인다. 데이터셋의 종류 즉 특

성에 따라서 CNN 심층학습 구성 요소를 적절히 선정

하는 것이 필요함을 확인한다.

각 데이터셋에 대하여 우수한 성능을 보이는 모델에 

대하여 CNN 구성 요소를 유전자로 설정하고 GA 최

적화를 수행한 결과, 개별적으로 학습한 결과와 같은 

결과를 얻을 수 있었다. GA 최적화가 CNN 심층학습

의 구성 요소를 최적하는데 효과적임으로 확인하였다. 

향후 컨벌루션 커널에 대하여 추가적인 실험을 수행하

고, 성능의 차이를 유발하는 요인에 대하여 학습 데이

터셋에 대한 통계적인 분석을 수행하고자 한다.
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