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합성곱 신경망을 이용하는 수퍼픽셀 기반 사과잎 병충해의 분류

김 만 배a)‡, 최 창 열a)

Superpixel-based Apple Leaf Disease Classification using 
Convolutional Neural Network

Manbae Kima)‡ and Changyeol Choia)

요 약

원예작물을 카메라로 촬영하여 병해충의 종류를 판단하려는 연구가 오랫동안 있어왔다. 일반적으로 영역분할로 병해충 영역을 추출

하고, 통계적 특징을 추출한 후 다양한 기계학습 기법으로 병해충 종류를 판단한다. 최근에는 딥러닝의 종단간 학습으로 병해충을 판

별하는 연구가 많이 진행되고 있다. 영역분할은 조명 등의 주변 환경 변화에 따라 만족스러운 성능이 어렵고, 전체 잎 영상을 사용하

는 종단간 신경망은 학습 영상과 실제 영상과의 차이 때문에 실제 적용이 어려운 문제가 있다. 이를 해결하기 위해서 본 논문에서는

수퍼픽셀 및 합성곱신경망을 이용하는 병해충 분류 방법을 제안한다. 실험에서는 PlantVilllage의 사과 병충해 영상들을 이용하여 실험

한 결과, 분류정확도는 전체영상과 수퍼픽셀이 각각 (98.29, 92.43)%이고, 다변량 F1-score는 각각 (0.98. 0.93)이다. 제안하는 수퍼픽

셀 기법은 성능 측면에서 약간 저하되지만, 현실적으로 실제 환경에서 적용 가능함을 확인하였다.

Abstract

The classification of plant diseases by images captured by a camera sensor has been studied over past decades. A method that 
has gained much interest is to use image segmentation, from which statistical features are derived and analyzed by machine 
learning. Recently, deep learning has been adopted in this area. However, image segmentation is still a difficult task to achieve 
stable performance due to a variety of environmental variations. The end-to-end learning in neural network has a demerit that train 
images may be different from real images acquired in outdoor fields. To solve these problems, we propose superpixel-based 
disease classification method using end-to-end CNN (convolutional neural network) learning. Based on experiments performed on 
PlantVillage apple images, the classification accuracy is 98.29% and 92.43% for full-image and superpixel. As well, the 
multivariate F1-score is (0.98, 0.93). Therefore we validate that the method of using superpixel is comparable to that of full-image.
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(a) (b) (c) (d)

그림 1. 작물의 병해충 영상. (a), (b), c)는 병해충 잎이고, (d)는 무병잎임
Fig. 1. Examples of leaf disease. a), b), c) leaf diseases and (d) healthy leaf

Ⅰ. 서 론

원예 농업에서 작물 생산량에 영향을 미치는 대표적인

요인은 병해충 피해이다. 농가 재배 작물의 병해충(disease, 
infection)의 관리 및 방제는 농가 피해를 최소화할 수 있는

중요한 문제이자 작물의 생산량과 품질과 직결되어 경제적

파급 효과가 크다. 일반적으로 병해충의 정확한 확인을 위

해서는 전문가에게 의뢰한 후 여러 절차를 거치므로 많은

시간을 필요로 하고, 농가에서 시기 적절하게 병해충에 대

응하지 못하면 다른 농가로 확산될 피해 위험이 있다.
다양한 병해충 분류 기술 연구들이 진행되어 왔는데, 최

근에는 기계학습 기반 기술들이 주목받고 있다. 이 기술은

인공지능으로 병해충의 모양, 색, 크기 등 패턴을 분석하여

병해충을 진단한다.
그림 1은 본 논문에서 조사하는 사과(apple) 잎사귀(leaf)

의 병해충을 보여준다. 좌측부터 그림 1의 (a), (b), (c)는
각각 다른 병해충에 걸린 잎들을 보여주고, 그림 1(d)는 무

병(healthy) 잎이다. 병해충 분류는 각 영상을 분석하여, 해
당 병해충의 종류와 감염도(severity)를 판별한다.
병해충 판독에는 주로 두가지 방법이 사용되어 왔다. 잎

영상에서 병충해 영역을 영역분할(segmentation)로 찾은

후, 다양한 기계학습으로 병충해 종류를 판단하거나[1-3], 딥
러닝을 이용한 종단간(end-to-end) 학습으로 판단한다[4,5]. 
전자에 속하는 연구는 다음과 같다. Chouhan 등은 병충해

영역을 분할한 후에, 이 영역에 대해서 BRBFNN 신경망을

이용하여 병충해를 분류하였다[1]. 또한 Khan 등은 분할된

병충해 영역의 특징을 이용하여 상관도 및 유전 알고리즘

으로 특징을 분별하였다[2]. Jagan 등은 병해충 이미지에서

HOG(Histogram Oriented Gradient) 특징점을 추출하였다
[3]. 이 특징점을 SVM(support vector machine)의 입력으로

넣어 병해충 종류를 분류하였다.
딥러닝 기반으로는 주로 합성곱신경망(convolutional neu- 

ral network; CNN)을 이용하여 종단간 학습으로 분류한다. 
딥러닝 기법 중 PNN(probabilistic neural network) 기반의

알고리즘은 오이 작물의 병해충 인식에 있어서 평균 91.08%
의 인식률을 보여주었다[4]. Wang 등은 딥러닝으로 병충해

를 판별하는 기법을 사용하였다[5]. Mohanty 등은 AlexNet, 
GoogleNet을 이용하여 종단간 학습으로 분류 성능을 조사

하였다[6].
병해충 별로 잎을 분류하기 위해서 그림 1과 같이 한 개

의 잎을 촬영해서 딥러닝 학습데이터로 활용한다. 학습된

딥러닝 모델을 이용하여 추론을 함으로써 잎의 병해충 종

류를 판단하게 된다. 
딥러닝의 종단간 학습은 실제 환경에 적용하기 어려운

단점이 있다. 그림 2는 실제 환경에서 이전 방식의 문제점

을 설명한다. 카메라로 촬영할떄한 장의 잎만을 정밀하게

촬영하기가 어려워, 보통 그림 2의 원시영상(raw image)처
럼 넓은 영역을 촬영한다. 이 경우에 학습 데이터인 CNN 
입력영상(CNN input image)가 일치하지 않게된다. 잎영상

으로 모델을 학습하는데, 실제는 원시영상이 입력되면, 학
습영상과 달라서 성능이 저하되고 실제 활용이 어렵게 된

다.
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그림 2. 잎영상의종단간학습의문제점. 원시영상을사용하면 CNN으로학습
한 잎영상과 다름

Fig. 2. The problem of end-to-end learning for leaf image. The raw  
image and train mages are different at CNN input

영역 분할(region segmentation) 기반 분류는 그림 3(b)에
서 보듯이 추출된 병해충 영역에서 주로 통계적 특징(sta- 
tistical feature)을 찾아 병충해 종류를 구별한다. 통계적 특

징으로는 컬러의 평균 및 편차, 모멘트, skewness, kurtosis 
등이 활용된다[7,8]. 이 방법은 외부환경에 크게민감한데, 흐
린날, 그림자, 조도 등에 따라 분할 성능이 저하되고, 이에

따라얻은 특징값들의 정확도 또한낮아지게 된다. 현실적

으로 영역 분할은 어려운 작업이고, 만족스러운 성능을얻

기가 어렵다. 분할 방법으로는 SLIC[9], 클러스터링(Clus- 
tering) 등이 있다.

      

(a) (b) 

그림 3. 영역 분할[2]. (a) 병충해 잎영상, (b) 병충해 영역만 추출함
Fig. 3. Image segmentation. (a) input diseased leaf, (b) disease seg-
ments

 
본 논문은 상기 문제점을 해결하기 위해서 수퍼픽셀(su- 

perpixel)로 영역을 분할하고, 신경망을 학습하는 잎사귀 병

해충 분류 방법을 제안한다. 대상 영상에서 다양한 개수와

다양한 크기의 영역으로 구성되기 때문에, 다음과 같은 장

점을 가질 것으로 예상된다.

•넓은 영역을 촬영하더라도, 수퍼픽셀 단위로 병충해 판단

이 가능하다.
•촬영된 좁은 영역도 수퍼픽셀로 분할되기 때문에, 분류

및 판단이 가능하다.
•그림 3의 영역분할 방법은 병충해가 존재하는 관심영역

(ROI, region of interest)의탐색과정에서 오탐지가 발생

할 수 있지만, 본 방법에서는 적어도 한 개의 수퍼픽셀에

포함되므로, 판별력이 향상된다.
•영상에 다수의 잎사귀가 있고, 각각 다른 병충해를 갖고

있어도 분류가 가능하다.

제안하는 기법의 실제 활용이 가능한지 타당성을 보기

위해, 수퍼픽셀 기반 및 전체 잎영상(full leaf image) 기반

의 분류 정확도를 비교하고 분석한다.
본 논문의 구성은 다음과 같다. 다음 장에서는 제안하는

병해충 진단 방법에 대해 기술한다. Ⅲ장에서는 사용하는

합성곱 신경망의 구조를 기술하고 Ⅳ장에서는 PlantVillage 
영상을 이용한 실험과 성능을 분석한다. 마지막으로Ⅴ장에

서는 결론을 맺는다.

Ⅱ. 제안 방법

사과 작물의 병충해로는, 그림 4처럼, apple scab, black 
rot, cedar apple rust가 있다. 분류에는 무병잎도 포함한다.

그림 4. 사과잎 병충해의 종류. 마지막 열은 무병잎임
Fig. 4. Disease types of apple leaves. Last column is healthy leaf
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(a) (b) (c)

  그림 6. 영역 분할. (a) 입력 영상, (b) 수퍼픽셀로 분할된 영상, (c) 바운딩박스
Fig. 6. Image segmentation. (a) Input image, (b) superpixel segmentation, (c) bounding box

그림 7. CNN 모델. 수퍼픽셀 바운딩박스 영상 및 전체영상으로 성능을 비교함
Fig. 7. CNN model. Two inputs of superixel bounding box and full-image feed into the network for performance comparison

그림 5. 제안 방법의 전체 흐름도
Fig. 5. The overall block diagram of the proposed method

그림 5는 제안 방법의 전체 흐름도를 보여준다. 주어진

잎 영상을 수퍼픽셀로 분할한다. 수퍼픽셀들은 형태 및 크

기가 다양하기 때문에, 신경망 입력에맞추기 위해서 바운

딩박스로 저장된다. 이 바운딩박스는 CNN의 입력으로 사

용된다. 학습을 통해 병해충 종류를 판단할 수 있는 모델을

얻게된다.
수퍼픽셀 분할은 SLIC(simple linear iterative clustering)

을 이용한다[9]. 주어진 영상을 SLIC으로 분할하면 그림

6(b)와 같은 수퍼픽셀을얻게된다. 수퍼픽셀에 병충해가 있

을 수 있고, 없을 수도 있다. 영상 I에서 K개의 수퍼픽셀

 ∈  이얻어지면, 수퍼픽셀은 다음 조건을 만족

한다.

 
  



SPi (1)

수퍼픽셀은 임의 형태를 가지고 있어, 신경망으로 학습

하기가 어렵다. 따라서 수퍼픽셀을포함하는바운딩박스를

설정하여, 이바운딩박스로 신경망 학습을 하도록한다. 그
림 6(c)는 수퍼픽셀에 대응하는 바운딩박스의 예를 보여준

다. 각 바운딩박스는 학습을 마친 딥러닝 모델인 합성곱신

경망을 이용하여 분류된다.

Ⅲ. 합성곱 신경망 모델

실험에서 사용하는 신경망은 CNN(convolutional neural 
network)을 기반으로 한다. 수퍼픽셀과 전체영상을비교하

여 분류 성능을 검증하는 것이 연구의 목적이므로, 간단한



212 방송공학회논문지 제25권 제2호, 2020년 3월 (JBE Vol. 25, No. 2, March 2020)

Disease Bounding box image of superpixel

Apple 
scab

Black 
rot

Cedar apple rust

Healthy

그림 8. 수퍼픽셀로부터 얻어진 병충해 및 무병 바운딩박스. 신경망의 입력으로 사용됨
Fig. 8. Bounding box of superpixel of diseased and healthy leaf. The bounding boxes feed into CNN

CNN 모델을 사용한다. CNN은 다양한 이미지클래스 분류

에서 월등한 성능을 보이며[10-12], 기존 알고리즘보다 좋은

성능을 나타낸다. CNN은 특징점 추출과 동시에 클래스를

분류하기 때문이다. 
CNN의 기본 구조는 합성곱층(convolution layer), 풀링
층(pooling layer), 완전결합층(fully connected layer)를 깊
게쌓아 이루어지는데, 배치정규화 및드롭아웃(dropout)을
추가하였다. 적용한 CNN 구조는 총 3개의 합성곱층으로

이루어지며 입력된 영상에 합성곱 연산을 거쳐 영상의 특

징을 추출한다. 3개의 합성곱층 모두 16개의 5x5 필터를

사용한다. 특징을 추출할 때 활성화 함수로는 ReLU를 사용

한다. 그리고 풀링 단계에서는 추출된 특징들을 서브샘플

링하는데 max pooling을 사용하였다. 이는 합성곱층에서

추출된 특징들에서 약한 특징은 무시하고 강한 특징들을

추출하여 영상의 차원을 축소하는 방법으로, 강한 특징값

이 다른 특징값들을 대표한다는 개념을 기반으로 하고 있

다.
그리고 완전결합층에서는 합성곱층과 max-pooling의 반

복 수행에서, 추출된 특징을 신경망을 거치면서 병해충을

분류하게 된다. 은닉층은 1개 층으로 구성되며, 뉴런의 개

수는 50이다. 출력층에서는 4개의뉴런이 있으며활성 함수

로 소프트맥스 함수를 사용한다. 학습률은 0.001이고, 최적

화는 Adam을 사용한다[13]. Adam(Adaptive Moment Esti- 
mation)은 RMSProp과 Momentum 방식을 합친 것 같은

알고리즘이다. 이 방식에서는 Momentum 방식과 유사하

게 지금까지 계산해온 가중치의 지수 평균을 저장하며, 
RMSProp과 유사하게 가중치의 제곱값의 지수 평균을 저

장한다.

Ⅳ. 실험 및 결과 분석

실험에서 사용한 데이터의 정제, 수퍼픽셀 분할 및 CNN
의 구현은 MATLAB 2018a 버전에서 이루어졌다. 다양한

작물의 무병 및 병충해 컬러영상의 개방 데이터베이스인

PlantVillage의 영상을 사용하였다[14]. 실험에서는 4개 클래
스의 사과 잎 영상을 사용한다. 병충해가 있는 3개, apple 
scab, black rot, cedar apple rust에, 병충해가 없은 무병

healthy 잎사귀도 분류를 위해 포함된다. 영상 해상도는

×  컬러 영상이다. apple scab는 630장, back rot이
621장, cedar apple rust가 275장, healthy는 1,574장이고, 
일부 영상은 그림 4에서 보인다.
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각 영상에서 SLIC 수퍼픽셀 분할로 바운딩박스를 생성

하였다[9]. 영상에서 만들 수 있는 수퍼픽셀의 개수는 =20
으로 하였다. 개의 바운딩박스들의 일부는 해당 병충해

를 포함하고 있고, 다른 바운딩박스는 무병을포함하고 있

다. 따라서 수작업으로 전자는 해당 병충해로, 후자는 무병

으로 분류하였다.이 과정을 거쳐 apple scab가 693개, black 
rot이 1,000개, cedar apple rust가 985개, healthy는 522개의

바운딩박스 영상을 생성하였다. 바운딩박스는 해상도가 다

르기 때문에, 모두 ××  해상도로 스케일링하여

CNN 입력 구조에맞추었다. 또한 크기가 ×  이하인

바운딩박스는 실험에서 제거하였다. 비교 목적으로 사용하

는 전체영상은 원 해상도인 ××으로 CNN에 입

력된다. 그림 8은 실험에서 사용한 3개의 병충해와 무병 모

두의 바운딩박스 영상의 예를 보여준다.

1. 분류 정확도
 
전체영상과 수퍼픽셀에게 동일한 구조의 신경망 모델로

학습시킨 후 테스트 단계에서 분류 정확도(classification 
accuracy)를 측정, 비교하였다. 입력 데이터의 80%는 학습

데이터로 사용하고 20%는 테스트 데이터로 사용하였다. 
학습영상으로 CNN을 학습한 후, 테스트영상으로 분류하

였는데, 분류결과는 표 1과 같다. 전체영상을 사용할 때 학

습영상의 분류정확도는 99.38%, 테스트영상의 분류정확도

는 98.29%이다. 수퍼픽셀에서는 학습영상의 분류정확도는

97.76%, 테스트영상의 분류정확도는 92.43%이다. 테스트

에서는 전체영상의 정확도가 수퍼픽셀보다 5.86% 높게 나

타났다. CNN 성능과 비교하기 위해서 4-클래스 SVM(Su- 
pport Vector Machine)으로 실험한 결과는 67.71%의 정확

도를 얻었다. 딥러닝의 뛰어난학습 능력을 보여주는 결과

이다.

Image Type
Classification Accuracy (%)

Train Test

Full Image 99.38 98.29

Superpixel 97.76 92.43

표 1. 전체영상과 수퍼픽셀의 CNN 분류정확도
Table 1. Classification accuracy of CNN for full-image and superpixel

2. 혼동 행렬 분석

분류 성능을 평가하는 지표로 혼동행렬(confusion ma-
trix)이 주로 사용된다. 혼동행렬은 TP(true positive), TN 
(true negative), FP(false positive), FN(false negative)의 개

수를 기록한 행렬로써 표 2와 같이 표현된다.
 

Ground truth

Pos Neg

Prediction
result

Pos TP FP

Neg FN TN

표 2. 혼동 행렬
Table 2. Confusion matrix

정밀도(precision, PRE)와 재현율(recall, REC)은 다음과

같이 계산된다.

PRETPTPFP (2)

REC TPFNTP (3)

 F1-score는 식 (4)처럼 계산되며, 1에 가까울수록 성능

이 우수함을 의미한다.

F  ×PREREC

PRE×REC
(4)

상기 식들은 단변량(univariate) 분석에 해당된다. 본 연

구는 클래스가 4개인 다중클래스(multi-class, MC)이기 때

문에, 다중 분류의 성능지표는 약간의 수정이 필요하다. 먼
저 각클래스별로 단변량 TP, TN, FP, FN을 계산한다. K개

클래스가 있는 다변량(multivariate)에 대한 정밀도와 재현

율은 식 (5)와 (6)과 같이 계산된다. 

PREMC 


k

K

TPk
k

K

FPk


k

K

TPk

(5)
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Ground truth (Train) Ground truth (Test)
SCA ROT CED HEA SCA ROT CED HEA

Prediction
result

SCA 567 1 15 0 96 1 12 1
ROT 20 771 15 2 9 171 10 2
CED 3 0 753 0 3 7 219 1
HEA 1 0 0 353 4 2 1 161

표 3. 수퍼픽셀의 혼동행렬. SCA=apple scab, ROT=black rot, CED=cedar apple rust, HEA=healthy.
Table 3. Confusion matrix of superpixel images. SCA=apple scab, ROT=black rot, CED=cedar apple rust, HEA=healthy

Ground truth (Train) Ground truth (Test)
SCA ROT CED HEA SCA ROT CED HEA

Prediction 
result

SCA 509 7 0 3 111 2 0 3
ROT 0 496 0 0 2 116 0 0
CED 0 0 226 0 0 0 49 1
HEA 4 0 0 1,154 4 0 0 412

표 5. 전체영상의 혼동행렬. SCA=apple scab, ROT=black rot, CED=cedar apple rust, HEA=healthy
Table 5. Confusion matrix of train and test of full-mages

RECMC 


k

K

FNk
k

K

TPk


k

K

TPk

(6)

다변량 F1-score, FMC는 식 (7)에서 얻어진다.

FMC  ×PREMC RECMC

PREMC ×RECMC
(7)

표 3은수퍼픽셀로 CNN을학습한후학습영상과테스트영

상의 4-클래스의혼동행렬을보이고, 표 4는각클래스별혼동

행렬을 보여준다. 식 (4)의 단변량 F-score는 각각 (0.86, 
0.92, 0.93, 0.97)로 얻어진다. 식 (7)의 FMC는 0.93이다. 
다음에는 전체영상의 실험 결과로서, 표 5는 전체영상을

CNN 학습에 사용했을 때의 분류 결과를, 표 6은 각클래스

의혼동행렬을 보여준다. 식 (4)의 F-score를 계산하면 각

각 0.95, 0.98, 0.98, 0.99가 얻어진다. 식 (7)의 FMC는

0.98이다. 수퍼픽셀 및 전체영상의 FMC는 (0.93, 0.98)로

나타나, 전체영상이 0.05만큼의 우수함을 의미한다. 
수퍼픽셀의 성능이 다소 낮은 이유는 다음과 같다. 첫째

수퍼픽셀 데이터의 증강이 필요하다. 학습 정확도는

97.76%, 테스트 정확도는 92.43%이다. 이 결과는 데이터가

충분하지 않은것으로 판단된다. 둘째, 학습에 사용할 수퍼

픽셀 영상의 정확한 선정이 필요하다. 영상 전체가 병충해

인 경우도 있고, 부분적 또는 극히 적은 부분만 병충해가

존재하는 영상도 있다. 병충해 비율에 관계없이 모두 학습

데이터로 사용했는데 결과적으로 분류 능력의 저하시키는

것으로 판단된다. 마지막으로 초기 생성된 바운딩박스의

해상도는 다양한데, CNN 학습를 위해 동일한 크기의 해상

도로 스케일링한다. 이 영상왜곡의발생은 학습 및테스트

에서 영향을 주게 된다.

표 4. 테스트수퍼픽셀영상의각클래스별혼동행렬. F1-score 계산에사용함
Table 4. Confusion matrix of test superpixel images that is used in 
F1-score

Ground truth
SCA No SCA

Prediction
result

SCA 96 14
No SCA 16 551

Ground truth
ROT No ROT

Prediction
result

ROT 171 21
No ROT 10 476

Ground truth
CED No CED

Prediction
result

CED 219 11
No CED 23 428

Ground truth
HEA No HEA

Prediction
result

HEA 161 7
No HEA 4 486



김만배 외 1인: 합성곱 신경망을 이용하는 수퍼픽셀 기반 사과잎 병충해의 분류  215
(Manbae Kim et al.: Superpixel-based Apple Leaf Disease Classification using Convolutional Neural Network)

표 6. 테스트 전체 영상의 각 클래스별 혼동행렬. F1-score 계산에 사용함
Table 6. Confusion matrix of test full-images that is used in F1-score

Ground truth
SCA No SCA

Prediction
result

SCA 111 5
No SCA 6 577

Ground truth
ROT No ROT

Prediction
result

ROT 116 2
No ROT 2 572

Ground truth
CED No CED

Prediction
result

CED 49 1
No CED 0 639

Ground truth
HEA No HEA

Prediction
result

HEA 412 4
No HEA 4 276

3. 모의 실험 성능 검증

PlantVillage에서는 실험에서 사용하는 영상만 제공하고, 
넓은 영역을 촬영한 영상은 제공되지 않고 있다. 따라서 실

제 환경에 적합하게 전체영상을 입력으로 사용하고, 여기

에 수퍼픽셀 기법을 활용하는 모의 실험을 통해서 성능을

검증한다. 전체영상은 apple scab는 630장, back rot이 621
장, cedar apple rust가 275장, healthy는 1,574장이 있는데, 
각 영상으로부터 =20개의 수퍼픽셀 바운딩박스를 얻은

후에, 각바운딩박스를 수퍼픽셀 CNN 모델로 분류한다. 분
류 오류가발생할 수 있는데, 클래스 인 영상에서 4개클
래스의바운딩박스들의 개수를 각각    이면, 다

음식을 만족한다.
  






  (8)

이중 개수가 가장 많은 클래스가 입력영상의 클래스이다.

  argmax


 (9)

여기서  이면 정확히 분류된 것이고, 아니면 분류

오류이다.

표 7은 실험 결과의혼동행렬을 보여준다. 630장의 apple 
scab 영상은 (SCA, ROT, CED, HEA)= (518, 64, 32, 16)으
로 분류되어 분류정확도는 82%이다. black rot, cedar apple 
rust, healthy의 분류 정확도는 각각 84, 86, 82%이다. 이
결과는 표 1의 92.43%보다 낮기 때문에 실제 환경에서는

성능저하가 발생한다.

표 7. 모의 실험의 분류 혼동행렬
Table 7. Confusion matrix of classification result in simulation

Ground truth 
SCA ROT CED HEA

Prediction
result

SCA 518 24 12 115
ROT 64 527 2 3
CED 32 68 237 123
HEA 16 2 24 1297

그림 9는 분류 결과의 예를 보여준다. 그림 9(a)는 7개의

바운딩박스에서 7개 모두 black rot으로 분류되어서, 최종

클래스는 back rot이다. apple scab는 그림 9(b)처럼, apple 
scab가 9개, cedar apple rust가 1개이다. 따라서 이 잎영상

은 apple scab로 분류된다.

(a) (b)                

그림 9. 분류 결과의 예. (a) back rot, (b) apple scab
Fig. 9. Examples of classification result. (a) back rot, (b) apple scab

  

Ⅴ. 결 론

현재 원예 부문에서는 병해충은 대표적인 관리 대상이

다. 확산이빠른 병해충 피해가심각하게커질 수 있기 때문
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에 신속 대응이 필요하다. 기존 수작업을 자동으로 판단할

수 있는 자동 판독 기술은 꾸준히 연구되어 왔다. 현재의

병해충 인식 연구들은 다양한 각도에서 다양한 알고리즘과

기계학습을 사용하여 진행되고 있다. 딥러닝 기반 방법들

은 실제 사용이 어려운 종단간 학습 신경망을 사용한다. 또
한 병충해 영역을 추출하는 영역분할 방법은 실제 환경에

서 성능이 저하되는 문제가 있다. 본 논문에서는 기존문제

들을 개선하기 위해서 수퍼픽셀 및 합성곱신경망을 이용하

는 병해충 분류방법을 제안하였다. 전체영상과 수퍼픽셀을

비교한 실험에서는 분류정확도는 (98.29%, 92.43%), F1- 
score는 (0.98, 0.92)로 성능은 다소 낮지만, 실제 환경에서

의 구현이 용이한 장점이 있다. 앞으로 수퍼픽셀 학습데이

터의 축적 및 개선된 학습데이터의 제작 작업이 진행되면

성능 개선이 충분히 가능할 것이다.

참 고 문 헌 (References)

[1] S. Chouhan, A. Kaul, U. Singh, and S. Jaini, “Bacterial foraging opti-
mization based radial basis function neural network (BRBFNN) for 
identification and classification of plant leaf diseases: an automatic ap-
proach towards plant pathology”, IEEE Access, Digital Object 
Identifier 10.1109/ACCESS.2018.280068, Feb. 2018.

[2] M. Khan, I. Lali, M. Sharif, K. Javed, K. Aurangzeb, S. Haider, A. 
Altmarah, and T. Akram, “An optimized method for segmentation and 
classification of apple diseases based on strong correlation and genetic 
algorithm based feature selection”, IEEE Access, Digital Object 
Identifier 10.1109/ACCESS.2019.2908040, March 28, 2019. 

[3] K. Jagan. M. Balasubramanian. “Recognition of paddy plant diseases 
based on histogram oriented gradient features”, International Journal 
of Advanced Research in Computer and Communication Engineering, 
Vol. 5, Issue 3, March  2016.

[4] S. Yun, W. Xiangfeng, Z. Shanwen, and Z. Chuanlei. “PNN based crop 
disease recognition with leaf image features and meteorological data”, 
Int. J. Agric & Biol. Eng., Vol. 8, No. 4, Aug. 2015.

[5] G. Wang, Y. Sun, and J. Wang, “Automatic image-based plant disease 
severity estimation using deep learning”, Hindawi Computational 
Intelligence and Neuroscience, Vol. 2017, pp. 1~8, Article ID 
2917536.

[6] S. P. Mohanty, D. P. Hughes, and M. Salathe, “Using deep learning for 
image-based plant disease detection,” Frontiers in Plant Science, Vol. 
7, Article 1419, Sep. 2016.

[7] H. Lim, Y. Lee, M. Ji, H. Kim, W. Kim, “Efficient inference of image 
objects using semantic segmentation”, Journal of Broadcast 
Engineering, Vol. 24, No. 1, pp. 67~76, Jan. 2019.

[8] J. Pujari, R. Yakkundimath and A. Byadgi, “Classification of fungal 
disease symptoms affected on cereals using color texture features.”, 
International Journal of Signal Processing, Vol. 6, No. 6, pp. 321~330, 
June 2013. 

[9]. R. Achanta, A. Shaji, K. Smith, A. Lucchi, P. Fua and S. Susstrunk, 
“SLIC superpixels compared to state-of-the-art superpixel methods”, 
IEEE Trans. on Pattern Analysis and Machine Intelligence, Vol. 34, 
No. 11, pp. 2274~2281, Nov. 2012.

[10] S. Lee, C. Choi, and M. Kim, “CNN-based people recognition for vi-
sion occupancy sensors”, Journal of Broadcast Engineering, Vol. 23, 
No. 2, March 2018, pp. 274-282.

[11] E. Kim and W. Kim, “Face anti-spoofing based on combination of lu-
minance and chrominance with convolutional neural networks”, 
Journal of Broadcast Engineering, Vol. 24, No. 6, pp. 1113-1121, 
Nov. 2018.

[12] J. Yuna, H. Nagaharab, and I. Park, “Classification and restoration of 
compositely degraded Images using deep learning”, Journal of 
Broadcast Engineering, Vol. 24, No. 3, May 2019. 

[13] D. Kingma and J. Ba, “ADAM: A Method for stochastic optimization”, 
Int’ Conf. Learning Representations (ICLR), May 2015.

[14] D. Hughes and M. Salathe, “An open access repository of images on 
plant health to enable the development of mobile disease diagnostics 
through machine learning and crowd sourcing,” arXiv:1511.08060 
[cs.CY], Nov. 2015. [Online] Available: http://arxiv.org/abs/1511. 
08060



김만배 외 1인: 합성곱 신경망을 이용하는 수퍼픽셀 기반 사과잎 병충해의 분류  217
(Manbae Kim et al.: Superpixel-based Apple Leaf Disease Classification using Convolutional Neural Network)

저 자 소 개

김 만 배

- 1983년 : 한양대학교 전자공학과 학사
- 1986년 : University of Washington, Seattle 전기공학과 공학석사
- 1992년 : University of Washington, Seattle 전기공학과 공학박사
- 1992년 ~ 1998년 : 삼성종합기술원 수석연구원
- 1998년 ~ 현재 : 강원대학교 컴퓨터정보통신공학과 교수
- 2016년 ~ 2018년 : 강원대학교 정보통신연구소 소장
- ORCID : http://orcid.org/0000-0002-4702-8276
- 주관심분야 : 컴퓨터비전, 데이터분석, 영상처리

최 창 열

- 1979년 : 경북대학교 전자공학과 학사
- 1981년 : 경북대학교 전자공학과 석사
- 1995년 : 서울대학교 컴퓨터공학과 공학박사 
- 1984년 ~ 1996년 : ETRI 컴퓨터연구단 책임연구원 / 연구실장
- 2009년 ~ 2011년 : 강원대학교 IT대학 학장
- 1996년 ~ 현재 : 강원대학교 컴퓨터정보통신공학과 교수
- ORCID : http://orcid.org/0000-0002-8340-4195
- 주관심분야 : 모바일전송, 3D데이터처리, 미디어서비스


