
I. 서  론

심층신경망(Deep Neural Network, DNN) 또는 딥러

닝 기술의 도입으로 인해 최근 음성인식은 획기적인 

성능개선이 이루어져, 많은 분야에 실제적으로 사용

되고 있다. 특히 심층신경망 기반의 음성인식 기술

은 다양한 환경의 대용량 음성 데이터가 제공될 경

우 별다른 환경 보상 기술을 적용하지 않더라도 우

수한 인식성능을 나타낸다. 그러나 훈련 환경과 테

스트 환경의 불일치에 따른 성능저하 문제가 해결된 

것은 아니어서 이를 위한 많은 시도들이 진행되고 

있다. 음성인식에서 환경 불일치 문제를 해결하기 

위한 방법론은 크게 특징 영역 방식과 모델 영역 방

식으로 나눌 수 있고,[1] 최근에는 이들 각각의 영역, 

그리고 통합 영역에서 딥러닝 기술을 통해 문제를 

해결하려는 것이 전반적인 추세이다.[2]

특징 영역에서의 전통적인 환경 불일치 극복 방안

들은 기존의 Gaussian Mixture Model-Hidden Markov 
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Model(GMM-HMM) 기반의 음성인식 시스템에서는 

우수한 성능개선 효과를 거둔 반면에, 심층신경망 

기반의 음성인식 시스템에 적용했을 때는 성능개선

이 미미하거나 오히려 성능이 저하되는 경우도 발생

하고 있는데, 켑스트럼 영역에서의 최소평균제곱오

차 음질향상 방식이 그 일례이다.[3]

극점 필터링(pole filtering) 기반의 켑스트럼 특징 

정규화 방식은 특징 영역 보상 방식의 일종으로서, 

잡음 환경에서 GMM-HMM을 이용한 음성인식 시스

템이 짧은 발화의 인식 성능 향상에 도움이 된다고 

보고되었다.[4,5] 그러나 이 방식이 현재 주류를 이루

는 심층신경망을 이용한 음성인식 시스템에서도 효

용성이 있는지에 대해서는 검증된 바 없다. 본 논문

은 극점 필터링 기반의 특징 정규화 방식이 심층신

경망을 이용한 음성인식 시스템에서도 환경 불일치 

여건에서 짧은 발화의 인식성능 개선에 도움을 주는

지 여부를 확인하는 것을 목표로 한다.

본 논문의 구성은 다음과 같다. 서론에 이어 2장에

서는 극점 필터링 기반의 특징 정규화 방식에 대해 

간단히 소개하고, 3장에서는 심층신경망을 이용한 

음성인식 시스템에서 이 방식의 유용성을 평가하는 

실험 내용을 다루며, 4장에서 결론을 맺는다.

II. 극점 필터링 기반의 특징 정규화

특징 정규화 방법은 음성 특징 파라미터들의 통계

적 특성의 정규화를 통해 환경 불일치의 영향을 감소

시키는 방법으로서, 켑스트럼 평균 정규화(Cepstral 

Mean Normalization, CMN), 켑스트럼 평균 분산 정규

화(Cepstral Mean Variance Normalization, CMVN), 히

스토그램 등화(Histogram Equalization, HE) 등 켑스트

럼 정규화 방법들이 대표적인 예이다.[1] 이들에 공통

적으로 적용되는 평균 정규화 과정은 시불변 채널 

왜곡을 제거할 뿐 만 아니라 부가잡음에 대한 강인

성도 높여서 음성인식 성능을 개선시킨다.[1] 다만 짧

은 발화의 경우 정규화 과정에서의 음성 정보 손실

로 인해 오히려 인식 성능을 떨어뜨리는 문제점이 

있다. 

극점 필터링은 원래 화자인식 분야에서 선형예측 

켑스트럼 계수(Linear Predictive Cepstral Coefficient, 

LPCC)에 평균 정규화를 적용할 때 채널 성분 추정의 

정확도 향상을 위해 제안된 방법이다.[6] 그런데 이 

아이디어는 LPCC 이외에 멜-주파수 켑스트럼 계수

(Mel-Frequency Cepstral Coefficient, MFCC)에도 적용

할 수 있고, 잡음 환경에서 짧은 발화의 특징 보상에 

효과적이라고 보고된 바 있다.[4,5]

극점 필터링 기반의 켑스트럼 특징 정규화는 

CMN과 CMVN 모두에 적용 가능하지만, 본 논문에

서는 이들 중 성능 면에서 더 우수한 CMVN에 적용

하는 경우만 고려하기로 한다. 개의 프레임으로 

구성된 발화의 특징벡터 열    ⋯ ⋯

가 

주어졌을 때 는  번째 프레임의 특징벡터  의 

번째 성분의 값을 나타낸다. 이때 극점 필터링을 적

용한 켑스트럼 평균 분산 정규화(Pole-Filtered CMVN, 

PFCMVN) 과정은 다음 식으로 표현할 수 있다. 
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이다. Eq. (2)에서 에 (   )를 곱해주는 

것은 일종의 켑스트럼 리프터링(liftering) 기법으로, 

고차 켑스트럼 성분을 더 많이 감쇄시켜 결과적으로 

평균 스펙트럼을 평활화시키는 역할을 한다.[4]  

일 경우, Eq. (1)은 기존의 CMVN의 식과 동일해진다. 

III. 실험 및 결과

본 논문에서는 극점 필터링 기반의 특징 정규화 

방식이 심층신경망을 이용한 음성인식 시스템에서

환경 불일치 여건에서 짧은 발화의 인식성능 개선에 
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도움을 주는지 확인하기 위해, 잡음과 채널 왜곡의 

영향이 반영된 AURORA 2 평가 환경을 사용하였

다.[7] AURORA 2 DB는 미국인 화자가 발성한 1 ~ 7자

리의 연속 숫자로 구성된 TI digit DB에 실제 환경의 

잡음을 SNR별로 더하고, 이를 International Telecom-

munication Union(ITU)에서 정의한 두개의 채널을 통

과시킨 데이터이다. 

AURORA 2 평가 환경[7]에 기본 제공되는 음성인

식 시스템은 GMM-HMM 방식이기 때문에, 본 논문

에서는 Kaldi 음성인식 toolkit[8]의 nnet3를 기반으로 

DNN-HMM 방식의 음성인식 시스템을 구성하였다. 

특징 벡터로는 이전과 동일하게 12차 MFCC와 로그 

에너지에 대한 각각의 델타, 델타-델타 파라미터를 

포함하여 총 39차 특징을 사용하되, 전후 각각 4 프레

임을 추가로 고려하여 총 351차원의 벡터를 입력 특

징으로 사용하였다. 음향 모델에 사용한 DNN은 정류

선형유닛 함수를 활성 함수로 사용하는 8개의 은닉

층과 소프트맥스 함수를 사용하는 1개의 분류층으로 

구성하였다. 은닉층은 각각 512개의 노드를 가지며, 

분류층은 11개 단어(1 ~ 9, zero, oh) 각각에 대해 16개

의 상태, 그리고 묵음 상태 5개를 포함하여 총 181개

의 상태를 분류하도록 하였다. 음향 모델 훈련은 

AURORA 2 DB에 정의된 무잡음 환경(clean-condition) 

DB와 다중 환경(multi-condition) DB를 사용하여 두 

가지 모드로 훈련하였다. 

Table 1은 무잡음 환경 훈련 및 다중 환경 훈련 각

각에 대해 특징 정규화를 하지 않은 베이스라인 방

식과 기존의 CMVN 방식, 그리고 네 가지   값에 대

한 PFCMVN 방식의 인식성능을 나타낸다. 표에서 

Set A, B, C는 AURORA 2 평가 환경[7]에서 정한 3가지 

테스트 셋으로서, Set A에는 열차, 군중소음(babble), 

자동차, 전시장의 4가지 잡음이, 그리고 Set B에는 음

식점, 거리, 공항, 기차역의 4가지 잡음이 부가되었

다. Set C는 Set A 및 B에서 각각 1가지씩 선택한 총 2

가지 잡음이 부가되며, Set A, B에 사용된 G.712 채널 

대신 Modified Intermediate Reference System(MIRS) 채

널 특성을 통과시켰다. Signal to Noise Ratio(SNR) 범

위는 –5 dB에서 20 dB까지인데, 0 dB에서 20 dB 범위

만 인식성능 평가에 반영된다.[7]

먼저 이 결과와 Reference [4]의 Tables 1과 2의 결과

를 비교하면, 예상대로 DNN-HMM 시스템의 성능이 

기존의 GMM-HMM 시스템의 성능보다 전반적으로 

월등히 우수함을 확인 할 수 있다. 그리고 훈련 환경

과 테스트 환경의 불일치가 매우 큰 무잡음 환경 훈

련의 경우 기존의 CMVN보다 PFCMVN의 성능이 우

수한 반면, 환경 불일치 영향이 적은 다중 환경 훈련

의 경우 이들의 성능 차이가 미미하였다.

Table 2는 역시 두 가지 훈련환경에서 베이스라인, 

CMVN 및 PFCMVN 방식(  0.90)의 성능을 발화 길

이에 따라 비교한 것이다. 표에서 Short, Medium, 및 

Long은 각각 1 ~ 2 자리, 3 ~ 4자리 및 5 ~ 7자리 숫자열

Table 1. Word accuracy (%) according to test sets.

(a) Clean-condition training

Algorithm () Set A Set B Set C Average

Baseline 54.36 50.35 57.11 53.31 

CMVN 83.82 84.98 83.69 84.26 

PFCMVN (0.80) 84.54 85.36 82.35 84.43 

PFCMVN (0.85) 85.22 86.23 83.24 85.23 

PFCMVN (0.90) 85.49 86.46 84.06 85.60 

PFCMVN (0.95) 85.16 86.26 84.73 85.51 

(b) Multi-condition training

Algorithm () Set A Set B Set C Average

Baseline 94.41 86.23 85.82 89.42 

CMVN 94.95 92.51 93.69 93.72 

PFCMVN (0.80) 95.02 92.40 93.30 93.63 

PFCMVN (0.85) 95.08 92.51 93.55 93.74 

PFCMVN (0.90) 95.09 92.49 93.82 93.80 

PFCMVN (0.95) 95.00 92.60 93.87 93.81 

Table 2. Word accuracy (%) according to the length 

of utterances.

(a) Clean-condition training

Algorithm () Short Medium Long Average

Baseline 25.70 55.87 60.82 53.31 

CMVN 82.80 84.90 84.40 84.26 

PFCMVN (0.90) 85.98 86.06 85.21 85.60 

(b) Multi-condition training

Algorithm () Short Medium Long Average

Baseline 87.37 89.62 89.97 89.42 

CMVN 92.18 94.07 94.02 93.72 

PFCMVN (0.90) 92.50 94.13 94.02 93.80 
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을 의미한다. Table 2의 결과로부터 PFCMVN 방식

(  0.90)이 기존의 CMVN 방식에 비해 얼마나 성능

이 개선되는지 오류감소율(Error Rate Reduction, ERR)

로 정리한 결과를 Table 3에 나타내었다. 

이 표에서 발화 길이가 짧을수록 PFCMVN 방식

을 통한 인식오류 감소 효과가 커지는 것을 확인할 

수 있고, 무잡음 환경 훈련일 때 매우 짧은 발화(1 ~ 

2 자리 숫자열)의 오류감소율은 18.5 %로서 의미 있

는 성능 개선이 이루어졌다. 또한 Table 3의 결과와 

Reference [5]의 Table 1(e) 결과를 비교하면 무잡음 환

경 훈련의 경우 극점 필터링으로 인한 효과가 GMM- 

HMM 시스템보다 DNN-HMM 시스템에서 더 크다는 

것을 확인할 수 있다.

Fig. 1은 단일 숫자 발화 “oh”에 대해 MFCC 특징으

로부터 역 이산 코사인 변환(Inverse Discrete Cosine 

Transform, IDCT)를 통해 재구성한 로그 멜-필터뱅크 

에너지(Log Mel-Filter bank Energy, LMFE) 스펙트로

그램을 보여준다. 그림에서 (a), (b), (c)는 각각 특징

정규화 이전의 MFFCC, CMVN을 거친 MFCC, 그리

고 PFCMVN(  0.90)을 거친 MFCC로부터 구한 

LMFE 스펙트로그램이다. CMVN은 그 특성 상 짧은 

발화에서의 모음의 포먼트 정보를 상당히 유실시키

는 반면, PFCMVN의 경우 훨씬 더 많은 정보를 유지

함을 확인할 수 있다. 물론 발화 길이가 길어지면, 

CMVN의 경우에도 모음의 포먼트 정보가 대부분 그

대로 유지된다.

IV. 결  론

본 논문에서는 GMM-HMM 음성인식에서 잡음 환

경 짧은 발화 인식의 성능 개선에 효과적이었던 극

점 필터링 기반의 켑스트럼 특징 정규화 방식이 최

근 각광을 받고 있는 심층신경망을 이용한 음성인식

에서도 효용성이 있는지 실험을 통해 검토하였다. 

AURORA 2 DB를 이용한 잡음 환경 연결숫자인식 실

험 결과, 훈련 환경과 테스트 환경의 불일치가 큰 경

우에는 극점 필터링을 적용한 특징 정규화 방식이 

적용하지 않은 방식에 비해 유의미한 성능 개선이 

있음을 확인하였다. 다만 환경 불일치가 크지 않은 

경우에는 극점 필터링의 적용을 통한 성능 개선이 

미미하였다. 향후 극점 필터링의 아이디어를 MFCC 

특징 대신에 LMFE 특징에 직접 반영하는 방법을 개

발하여 이를 통한 추가 개선 효과를 확인해 보고자 

한다.
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