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Abstract 

Residential electricity consumption can be predicted more accurately by utilizing the realtime household electricity 

consumption reference that can be collected by the AMI as the ICT developed under the smart grid circumstance. 

This paper studied the model that predicts residential power load using the ARIMA, TBATS, NNAR model based 

on the data of hour unit amount of household electricity consumption, and unlike forecasting the consumption of 

the whole households at once, it computed the anticipated amount of the electricity consumption by aggregating 

the predictive value of each established model of cluster that was collected by the households which show the 

similiar load profile. Especially, as the typical time series data, the electricity consumption data chose the clustering 

analysis method that is appropriate to the time series data. Therefore, Dynamic Time Warping and Periodogram 

based method is used in this paper. By the result, forecasting the residential elecrtricity consumption by clustering 

the similiar household showed better performance than forecasting at once and in summertime, NNAR model 

performed best, and in wintertime, it was TBATS model. Lastly, clustering method showed most improvements in 

forecasting capability when the DTW method that was manifested the difference between the patterns of each 

cluster was used. 
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1. 서론 

 

전력수요 예측은 이전부터 안정적인 전력 계통운영, 효율적인 수급관리, 국가 전력발전 계획 등에서 매우 

중요한 역할을 차지하였으며 이에 전력수요를 정확하게 예측할 필요가 있다. 더불어 과거 국가의 전력정

책은 공급 위주의 정책이었으나 제8차 전력수급기본계획(2017)에 따르면 국내외 환경변화에 따라 수요관

리 중심의 정책으로 전환하면서 정확한 전력수요 예측을 강조하고 있다. 또한 수요관리 중심의 정책 전환

을 위해 ICT 기술을 적극적으로 도입하여 전력 빅데이터를 활용한 수요관리 서비스가 확산되고 있으며 

이는 전기소비자들의 합리적인 전력사용을 촉진할 것으로 기대된다. 스마트그리드는 기존 전력망에서 

ICT 기술을 결합하여 전력 생산, 소비정보를 실시간으로 주고받음으로써 에너지 효율을 높이는 차세대전

력망이다. 이 기술을 활용하여 현행 중앙집중형 계통운영에서 실시간 양방향성의 계통운영으로 전환될 것

이다. 지능형 검침 시스템(Advenced Metering Infrastructure; AMI)는 스마트그리드 기술 중에서 핵심 기술

로 양방향 통신기술을 활용해 기존 검침원이 월별 검침하던 방식에서 15분, 1시간 단위의 실시간 원격검

침이 가능하도록 해준다. 과거에는 전력 소비자의 사용패턴을 파악하고 사용량을 예측하는 것이 월별 검
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침 정보를 활용하였으나 AMI의 도입과 확산으로 시간별 사용량 정보를 활용하여 더욱 더 세밀한 예측이 

가능해지고 있다. 세밀한 주택용 전력사용 패턴분석 및 예측은 향후 전력사업자 및 소비자가 전력을 효율

적으로 관리할 수 있도록 해준다. 

AMI 기기를 통해 수집된 주택용 전력사용량에 대한 수요예측은 국내의 경우 AMI가 확산된 시기가 얼마

되지 않아 이를 이용한 전력수요 예측에 관한 연구가 많지 않았으며 국내보다 AMI 보급이 빨랐던 해외에

서는 과거부터 활발하게 연구되었다. 먼저 국내에서 AMI 기기를 통해 수집된 전력정보를 바탕으로 전력

수요를 예측한 논문으로는 Sohn 등 (2016)은 AMI 기기의 전력사용정보를 바탕으로 산업용 전력사용량에 

대해 시계열 군집분석을 활용하여 Fractional ARIMA, 이중 계절 지수평활법, TBATS 모형을 적용해 산업

용 전력수요 예측 연구를 실시하였다. 유남조 등 (2019)는 공동주택전력 소비 데이터 분석을 위해 AMI 자

료를 활용하여 딥러닝 기법을 통해 소비 패턴을 군집화하였으며 이를 바탕으로 소비 패턴을 예측하였다. 

다음으로 AMI 자료를 활용하진 않았으나 시계열 모형을 이용한 전력수요 예측 연구로서 Lee 등 (2013)은 

일별 최대전력 수요를 예측함에 있어 Reg-ARIMA, Seasonal AR-GARCH, Holt-Winters 방법을 이용하였으

며 Sohn 등 (2016)은 SARIMA모형, Reg-ARIMA모형, SGARCH모형, Reg-AR-SGARCH모형 등 여러 가지 

시계열 모형을 활용하여 일일 전력수요를 예측하고 각 모형의 예측 성능을 비교하였다. 최근에는 시계열 

자료에 기계학습 기반의 모형을 활용한 연구도 이루어지고 있다. 국외에서는 AMI 자료를 활용한 다양한 

연구가 있었다. 먼저 주택용 전력사용량의 군집에 관한 논문으로 Tureczek 등 (2018)은 덴마크 Esbjerg 시

의 스마트 미터 자료를 사용하여 시간적 데이터를 K-means clustering에 사용하기 위해 여러 가지 전처리 

방법을 제안하였으며 자기상관을 고려하는 것이 스마트 미터 자료에 대한 군집성능을 더 높여준다고 하

였다. McLoughlin (2015)는 아일랜드 내의 가정용 전력사용량을 대표할 수 있는 시계열을 생성하기 위해 

K-means, K-medoid, SOM을 사용하였으며 SOM이 가장 적합한 기법임을 밝혔다. 다음으로 스마트 미터 

자료를 활용한 주택용 전력사용데이터의 예측에 관한 논문으로 Kong 등 (2017)은 변동성이 심한 가정용 

전력수요에 대해 이를 해결하기 위한 방법으로 LSTM 기반의 딥러닝 기법을 제안하였으며 여기에 가전기

기 사용습관을 학습하여 예측을 수행하는 것이 FFNN, KNN에 비해 예측 성능이 더 우수함을 보였다. 

Gajowniczek와 Zabkowski (2014)는 개별 가구의 24시간 단기 전력수요 예측에 SVM과 MLP를 사용하는 것

이 더 정확한 예측을 할 수 있다고 하였다. 마지막으로 스마트 미터 데이터에 대해 군집분석과 수요예측을 

동시에 적용한 논문으로 Son 등 (2020)은 시계열 군집분석에 기반한 결합수요예측 방법을 제안하였으며 

군집분석 방법으로 자기상관기반, 정규화된 Periodogram 방법을 사용하였다. Wijaya 등 (2015)는 아일랜

드의 데이터를 사용해 주택용 소비자의 단기 전력수요예측에 Correlation 기반의 Feature Selection을 활용

하여 각 가구에 적절한 특성을 선택한 후 각 가구를 군집하고 군집의 에너지 사용량을 각각 예측하려 이

를 합산하는 것이 예측 성능을 향상하는데 도움이 된다고 주장하였다. Shahzadeh 등 (2015) 또한 같은 데

이터를 사용하였으며 많은 양의 고해상도(high-resolution) 전력소비 자료를 이용하여 전력수요 예측을 향

상할 수 있는 방법으로 군집 별로 예측을 수행하는 것을 제안하였다. Quilumba 등 (2014)는 수요예측을 실

시하기 전에 전력소비패턴이 유사한 고객들을 클러스터링하고 각 그룹의 예측을 종합함으로써 전체 계통

의 하루 내(intra-day) 예측력을 개선시킬 수 있음을 보였다. 

본 논문에서는 국내 주택용 AMI 데이터에 대해 전력사용량을 예측함에 있어 다양한 가구의 전력사용량 

패턴을 고려하기 위해 시계열 군집분석을 활용하여 가구들을 군집하고 각 군집별로 예측 모형을 적합한 

후 군집에 대한 전력수요 예측하는 방법을 제안하였다. 특히 전력사용량 자료의 경우 시계열적인 특성을 

고려하기 위해 일반적인 군집분석 방법이 아닌 시계열 자료에 적절한 군집분석 방법을 사용하여야 한다. 

이에 본 논문에서는 시계열 군집분석 기법 중 DTW, Periodogram 방법을 사용하여 가구들을 군집하고 각 

군집별로 시계열 모형인 Seasonal ARIMA, TBATS, 인공신경망을 활용한 NNAT 모형을 사용하여 전체 주
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택용 전력사용량 예측 성능을 비교하고자 한다. 

제 2장에서는 본 논문에서 사용한 시계열 군집분석 방법과 예측 모형들에 대한 설명을, 제 3장에서는 국내 

주택용 AMI 전력사용량 데이터와 자료 분석 방법에 대해 설명하고 제 4장에서는 DTW와 Periodogram 방

법을 사용한 시계열 군집분석 결과와 각 모형별 예측력을 비교해 볼 것이다. 제 5장에서는 주택용 전력수

요를 예측하는데 군집분석의 필요성 및 예측결과가 우수한 모형과 향후 연구 방향에 대한 결론으로 끝맺

음 할 것이다. 

 

2. 시계열 예측 및 클러스터링 모형 

 

2.1. 시계열 클러스터링 모형 

 

2.1.1. 동적타임워핑    동적타임워핑(dynamic time warping) 거리는 Kruskal (1938)이 처음 다루었고, 

Berndt와 Clifford (1994)의 연구에서 시계열의 패턴을 찾는 방법으로 제안되었다. Frechet distance처럼 동

적타임워핑 거리는 두 시계열 간의 사상 상관을 찾아내어 짝을 이루는 관측치 간의 특정 거리를 최소화 하

도록 고안된 방법이다. 동적타임워핑은 두 시계열 ��과 �� 사이의 거리 ���� ,���를 포함하는 � × � 행렬 D

를 사용하며 	��,��부터 식 (2.1)을 이용하여 누적 거리 	��,��를 정의할 수 있으며 
��,�� = 	��	�,�	��이다. 여

기서 � = 1, … , ��/2
 (��/2
는 �/2보다 작거나 같은 최대 정수) 이다. 

	�,� = ���� ,��� + min�
��,��, 
��,
�, 
�
,��� . (2.1) 

이런 방식으로 행렬의 원소를 모두 할당한 후 	��,��부터 	��,��까지 역추적을 통해 시계열 ��과 ��의 최

적 정합경로를 구한다. 

 

2.1.2. 주기도    주기도(periodogram)을 기반으로 하는 측정방법은 Caiado 등 (2006)에 의해 제안되었다. 

아래 식 (2.2), (2.3)은 각각 시계열 �
 , �
의 주기도라고 정의하며 이 때의 주기는 �� = 2��/�이다. 여기

서 � = 1, … , ��/2
 (��/2
는 �/2보다 작거나 같은 최대 정수)이다. 

������� = �	� ��

���

���	������ , (2.2) 

������� = �	� ��

���

���	������ . (2.3) 

주기도의 종좌표 사이의 유클리드 거리는 식 (2.4)와 같다.  

����
,�
� =
1����

���

�������� − ���������  . (2.4) 

만약 시계열의 규모가 아닌 상관구조에만 관심이 있다고 한다면 시계열 �
 , �
의 표본분산을 이용하여 위

의 주기도를 정규화한 정규 주기도 종좌표 간의 유클리드 거리를 사용하여 더 나은 결과를 얻을 수 있다. 

정규화된 주기도와 그에 따른 유클리드 거리 식은 (2.5), (2.6), (2.7)과 같다. 여기서 ��
,�� , ��
,��는 각각 시
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계열 �
와 �
의 표본분산이다. 

                                       �������� =
���������
,�� , (2.5) 

                                       �������� =
���������
,�� , (2.6) 

�����
,�
� =
1����

���

��������� − ���������� . (2.7) 

Casado (2010)은 주기도의 누적합을 이용한 거리 측정법, 통합주기도를 고안하였으며 통합주기도 방법은 

기존의 주기도 방법에 비하여 여러가지 장점이 있다고 서술하였다. 첫 번째로 기존 주기도는 스펙트럼 밀

도의 점근 불편추정량이나 일치 추정량은 아니지만 통합주기도는 스펙트럼 분포의 일치 추정량이다. 두 

번째로 이론적으로 스펙트럼 분포는 항상 존재하나, 스펙트럼 밀도의 경우 절대적인 연속 분포에서만 존

재한다. 마지막으로 통합주기도는 완벽한 확률과정을 따른다는 것이다. 

Casado (2010)은 정규화, 비정규화 통합주기도를 기반으로 한 거리를 아래 식 (2.8), (2.9), (2.10)와 같이 제

안하였다. 정규화를 할 경우 식 (2.11)을 사용하며 비정규화일 경우 식 (2.12)을 사용한다.  

       ������� =  ��	���
���

������� , (2.8) 

       ������� =  ��	���
���

������� , (2.9) 

    �����
 ,�
� = !�

	�

"������ − ������"�� , (2.10) 

                       �� = �
�

������, �� = �
�

������ , (2.11) 

 �� =  �� = 1 . (2.12) 

비정규화 방법에서는 시계열의 규모를 고려하지만 정규화 방법에서는 시계열의 곡선의 형태에 더 비중을 

두게 되는데 Casado (2010)은 시계열의 형태가 교차하는 경향이 있다면 정규화 방법을 사용하고, 그렇지 

않다면 비정규화 방법을 사용할 것을 제안하였다. 

 

2.2. 시계열 예측 모형 

  

2.2.1. 계절 자기회귀누적이동평균 모형과 Reg-ARIMA 모형    Seasonal ARIMA 모형은 Box 등 (2015)

에 의해 제안된 모형으로 시계열 #��|$ = 1,2, … ,�%가 평균이 &인 ARIMA�',�, (� × �),	,*��를 따를 때의 

모형은 다음 식 (2.13)과 같이 나타난다.  +��,�Φ��,���1 − ,���1 − ,������ − &� = - �,�Θ!�,��.� (2.13) 
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B는 후진연산자(back-shift operator)를 의미하고, ', �, (, ), 	, *는 정수들이며, s는 계절주기를 의미한

다. +��,�, Φ��,�,- �,�, Θ!�,�각각 ,에 대한 ', ), (, *차 다항식이며, 각각 +��,� = 1 − +�, − ⋯ −+�,�, Φ��,�� = 1 − Φ�,� − ⋯ − Φ�,�� , - �,� = 1 − -�, − ⋯ − - ,  , 그리고 Θ!�,�� = 1 − Θ�,� −

⋯ − -!,!�를 의미한다. �는 차분 차수를 의미하며, 	는 계절차분 차수를 의미한다. 또한 ��는 t시점�$ = 1,2, … ,��에서의 관측값을 의미하며, .�는 평균이 0이고 분산이 고정된 백색잡음과정(White noise 

process)이다. Reg-ARIMA모형은 기존 모형에 회귀모형의 독립변수 효과를 고려한 모형으로 Regression

과 ARIMA를 합친 단어이다. �개의 독립변수를 고려한 시계열 #��|$ = 1,2, … ,�%이 ARIMA�',�,(� ×�),	,*��를 따를 때의 모형은 다음 식 (2.14)과 같이 나타난다. 

+��,�Φ��,���1 − ,���1 − ,��� /�� − ��
���

0����1 = - �,�Θ!�,��.� , (2.14) 

여기서 0�들은 각각 독립변수 ���의 계수를 의미하며 실수값을 갖는다. 

 

2.2.2. TBATS 모형    De Livera 등 (2011)는 기존의 지수평활법들이 변수들간의 비선형성을 고려하기 어

려우며, 주기성이 정수인 한계 및 패턴의 반복주기가 배수가 되어야 한다는 한계를 감안하여, 복잡한 주기

성을 고려한 일반화된 모형으로서 BATS(Box-Cox transform, ARMA errors, Trend and Seasonal components) 

모형과 이에 대하여 주기성을 삼각함수의 합으로 나타낸 TBATS(Trigonometric, Box-Cox transform, 

ARMA errors, Trend and Seasonal components) 모형을 제안하였다. 

BATS 모형과 TBATS 모형은 명칭 그대로 식 (2.15)와 같이 Box-Cox 변환을 통하여 종속변수의 비선형성 

관련 문제를 해결하며, 식 (2.16)와 같이 지수평활법을 통한 추세성분(trend components)과 계절 성분

(seasonal components)을 고려하였다. 식 (2.17)은 주기성을 삼각함수의 합으로 고려하는 것을 나타내며, 식 

(2.18)에서 ARMA 모형을 통하여 오차항의 자기상관성을 고려한다. 이에 따라서 모형은 식 (2.19)과 같이 

나타난다. 

                                       ���"� = 2��" − 13  , 3 ≠ 0 ,

log�� , 3 = 0 ,

 (2.15) 

                                           4� = 4�	� + +5�	� + 6�� , (2.16) 

                                                            5� = �1 − +�57 + +5�	� + 0�� , 
                                        8���� = ���

���

8�,���� + ���� , 
 

(2.17) 

                                                          8�,���� = 8�,�	����
 cos����� + 8�,�	�∗���

 sin����� + ������� , 
                                                         8�,�∗��� = −8�,�	����

 sin����� + 8�,�	�∗���
 cos����� + ������� , 

   �� = ��
���

9���	� + � 
���

-�.�	� + .� (2.18) 

���"� = 4�	� + +5�	� + �

���

8�	��

���
+ �� (2.19) 
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Figure 2.1. Multi-layer neural network. 

 

�개의 주기성을 가정한 TBATS 모형은 TABATS��, �, �, �, 	
�, ���, … , 	
� , ����로 표시하는데 여기서 �
는 Box-Cox 변환 모수이고, �는 Damping 모수, �와 �는 ARMA 오차의 차수이다. ��와 ��는 ARMA��, ��
의 계수이며, 단기적인 추세 ��의 예측치는 장기적으로 ��로 수렴하여 ��는 장기 추세 값이다. �, �는 수준

과 추세에 대한 모수이다. ���와 ���는 평활(smoothing) 모수이며, ��
��	 � 2�/
�, ��는 �번째 주기성 ��

��	
을 이

루는 삼각함수의 수이며, ��,�
��	
는 ��

��	
의 확률적 수준을 말하며, ��,�∗

��	
는 ��

��	
의 확률적 성장부분을 나타낸다. 

 

2.2.3. 신경망 모형    인공신경망(artificial neural network)는 기계학습의 일종으로 뇌의 뉴런구조에서 영

감을 얻은 학습 알고리즘이다. 노드(node)라는 인공적인 뉴런을 시냅스의 연결을 통해 구성하고 학습 과

정을 거쳐 각 뉴런을 연결하는 시냅스의 결합 세기를 변화함으로서 문제 해결 능력을 가지는 비선형 모형

을 일컫는다. 신경망 모형은 여러 개의 층(Layer)로 구성되어 있으며 기본적으로 입력층(input layer), 은닉

층(hidden layer), 출력층(output layer)로 구성되어 있다. 각 층은 여러 개의 노드로 구성되어 있으며 위에

서 언급하였듯이 노드들은 서로 연결되어 있다. 입력층은 독립 변수들로 구성되며 은닉층은 입력층의 독

립 변수로부터 입력값을 받은 후 가중합을 계산하고 은닉층의 노드들은 활성화함수를 통해 출력층에 최

종 출력값을 전달하게 된다. 가중치는 랜덤으로 주어지며 훈련 과정에서 예측을 가장 잘 맞추는 방향으로 

조정되며 활성화함수는 비선형함수를 사용한다. 인공신경망 모형의 개요는 다음 Figure 2.1과 같다. 

본 논문에서는 R 프로그램의 forecast 패키지 중 nnetar 함수를 이용하여 신경망 모형을 적합하였다. nnetar

은 전방전달 신경망(feed-forward neural network)을 적합하고 이 모형은 단일 은닉층을 가진다. 본 함수는 

외부변수로 고려한 기온과 습도이외 자료의 시계열 특성을 반영하기 위하여 전력 사용량 과거 자료도 함

께 외부변수로 고려한다. 모형은 NNAR��, ��로 표현되며 여기서 �는 �시점까지의 전력 사용량 과거자료 

�����, … , ���
�를 의미하고 k는 은닉층의 노드 개수이다. 
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Figure 3.1. 968 household electric usage in summer. 

 

3. 사용 데이터와 분석 방법 

 

본 논문에서 사용한 AMI 데이터는 국내 AMI 설치가구 중 임의의 1,000가구 데이터이며 해당 데이터는 

2012년 1월 1일 01시부터 2014년 10월 31일 23시까지의 1시간 단위 자료이다. 본 논문에서는 전력사용량 

특성이 계절에 따라 가구별로 다르다고 가정하였으며 봄, 가을 전력사용량의 패턴이 그다지 차이가 많지 

않아 전체 데이터를 여름과 겨울로 구분하여 여름 데이터와 겨울 데이터를 각각 생성하여 분석을 수행하

였다. 여름은 6, 7, 8월로, 겨울은 12, 1, 2월로 정의하였다. 1,000가구 중에서 일반적인 가구들과 사용 패턴

이 특이한 이상치 가구 여름과 겨울 각각 23개, 27개를 제외하였으며 이상 패턴으로는 1주일 중 특정 요일

의 사용량이 없거나, 특정 요일만 사용량이 나타나거나, 다른 가구에 비해 사용량이 현저히 높거나, 야간

의 전력사용량이 전혀 없는 경우였다. 여름과 겨울의 가구 전력사용량의 총합에 대한 시계열 도표는 각각 

Figure 3.1, 3.2와 같다. 그림을 살펴보면 여름철은 더위가 심해지는 8월이 될수록 전력사용량이 증가하는 

형태를 나타내고 있으며 뚜렷한 계절주기가 나타난다. 2012년부터 2014년까지 전체적인 사용량이 감소하

는 경향이 있다. 겨울철의 경우 여름철에 비해 월에 따른 사용량 변화가 크지는 않으며 변동폭도 일정한 

편이다. 마찬가지로 겨울철에도 2012년부터 2014년까지 전체적인 사용량이 감소하는 것으로 보인다. 

이상 가구를 제외한 여름과 겨울 각각 968개, 973개의 가구를 사용하여 시계열 군집분석을 하였으며 군집

분석에 사용한 기법은 DTW와 Periodogram 기반의 방법이다. 3년치 자료를 모두 사용할 경우 군집거리 계

산에 시간이 오래 걸려 일반적으로 주택용 전력사용 주기를 가장 잘 확인할 수 있는 일주일을 기준으로 일

요일 00시부터 토요일 23시까지 각 시간별 평균사용량을 산출한 후 군집거리를 계산하였다. 그 후 주택용 

전력사용가구를 10개의 군집으로 나누어 각각의 군집에 대해 군집 내 가구들의 전체 전력사용량을 산출

한 후 해당 값을 사용하여 예측 모형을 적합한 후 군집별로 예측 결과를 산출하였다. 마지막으로 군집별 

예측 결과를 모두 합산하여 주택용 전력사용가구 전체에 대한 168시간 예측값으로 하였다. 예측 모형을 훈

련하기 위한 훈련 데이터는 여름철의 경우 2012년 6월 1일 01시부터 2014년 8월 24일 23시까지의 총 6,456

개의 자료를 사용하였으며 예측 성능을 평가하기 위한 테스트 데이터는 2014년 8월 25일 00시부터 8월 31  
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Figure 3.2. 973 household electric usage in winter. 

 

일 23시까지의 168개 데이터를 사용하였다. 겨울철의 경우 2012년 12월 01일 01시부터 2014년 2월 21일 00

시까지의 총 5,591개의 자료를 사용하였으며 테스트 데이터는 2014년 2월 21일 01시부터 2월 28일 23시까

지의 168개 데이터를 사용하였다. 각 군집에 속한 가구의 예측 모형 적합에는 ARIMA, NN-AR, TBATS 모

형을 사용하였다. 그리고 군집분석을 수행하고 군집별 예측 모형을 적합하여 예측값을 산출하는 것의 성

능 비교를 위해 군집을 하지 않은 전체 전력사용 데이터를 이용하여 예측 모형을 적합하여 사용량을 예측

한 결과를 비교하였다. 모형의 예측력 평가를 위해 MAPE를 사용하였으며 식은 아래 (3.1)과 같다. 

MAPE �
∑�
��� #$� % &�

$� #
' ( 100 . (3.1) 

본 논문에서 시계열 데이터 군집분석 및 예측에는 통계프로그래밍 언어 R을 사용하였으며 군집분석에서

는 Montero와 Vilar (2014)의 TSclust 패키지를, 시계열 모형 적합 및 예측에는 Hyndman 등 (2008, 2020)의 

forecast 패키지를 사용하였다. 

 

4. 군집분석 결과 및 예측 성능 비교 

 

여름철 968가구와 겨울철 973가구의 AMI 데이터를 DTW 방법과 Periodogram 방법으로 각각 분류하였을 

때 10개의 군집으로 분류된 가구들의 전력사용량 총함에 대한 시계열 도표는 Figures 4.1–4.4와 같다. 각 군

집 내 가구의 개수에 관계없이 사용량과 패턴을 비교하기 위하여 평균사용량을 사용하였다. 

각각의 군집 기법을 사용하여 여름철의 가구사용량을 분류한 결과, DTW 방법을 사용하여 가구를 분류한 

것이 군간 차이가 시각적으로 뚜렷하게 나타났다. 먼저 DTW 방법을 사용한 군집분석 결과를 그림 4.1을 

통해 살펴보면 전체적으로 사용패턴은 Figure 3.1과 유사하나 사용량 및 변동에서 차이가 나타났다. 군집 

6과 7은 여름철이지만 사용량이 거의 일정한 패턴으로 나타났고 군집 5와 8은 여름철의 전력사용량의 변

동이 매우 크게 나타났다. 군집 1, 2, 3, 4, 9는 패턴은 유사하나 사용량에 따라서 서로 다르게 분류되었다.  
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Figure  4.1. Household electric mean usage of each 10 cluster in summer with using DTW method. 

 

 

Figure 4.2. Household electric mean usage of each 10 cluster in summer with using periodogram method. 
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Figure 4.3. Household electric mean usage of each 10 cluster in winter with using DTW method. 

 

 
Figure  4.4. Household electric mean usage of each 10 cluster in winter with using periodogram method. 
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Table 4.1. Result of summer data cluster of forecasting accuracy by MAPE 

MAPE(%) 
Clustering Method 

Non DTW Periodogram 

ARIMA 16.228 14.358 10.839 
NNAR 4.811 3.288 3.421 
TBATS 5.099 3.669 3.889 

 

Table 4.2. Result of winter data cluster of forecasting accuracy by MAPE 

MAPE(%) 
Clustering Method 

Non DTW Periodogram 

ARIMA 11.523 7.612 8.507 

NNAR 8.445 6.199 6.604 

TBATS 9.133                 5.890 6.502 

 

군집 10의 경우 다른 군집들과 달리 사용량이 매우 많은 것으로 보인다. 다음으로 Periodogram 방법을 사

용한 군집분석 결과를 Figure 4.2를 통해 살펴보면 군집 간의 사용량 차이가 여름철에 비해 뚜렷하지 않으

나 사용량과 약간의 미세한 패턴 차이에서 분류된 것으로 보인다. 

다음으로 겨울철의 군집분석 결과를 살펴보면 여름철과 유사하게 DTW 방법을 사용한 것이 Periodogram 

방법보다 시각적으로 군집간의 차이가 뚜렷하게 나타났다. DTW 방법의 경우 사용패턴은 Figure 3.2와 유

사하게 나타났으나 사용량 및 변동에 따라 차이가 나타났다. Figure 4.3을 살펴보면 군집 3, 5는 겨울철 전

력사용량과 변동이 크지 않았으며 군집 1, 2, 4, 7, 8은 사용패턴은 유사하였으나 전체적인 사용량의 차이

가 있었다. 군집 9의 경우 사용량이 가장 많았고 2014년으로 갈수록 사용량이 감소하는 패턴을 보였으며 

군집 8과 10은 사용량 변동이 다른 군집에 비해 매우 크다. 다음으로 Periodogram을 사용한 군집분석 결과

를 Figure 4.4를 통해 살펴보면 군집 1, 2, 3, 4, 5, 6는 유사한 패턴을 나타내는 것으로 보이나 사용량에 약

간 차이가 있다. 군집 7, 9의 경우 겨울철 전력사용량이 적고 변동이 크지 않은 것으로 보이며 군집 8은 사

용량은 적으나 변동이 크고 군집 10은 사용량도 많고 변동도 매우 크다. 

각 군집분석 방법을 사용하여 주택용 전력사용가구를 10개의 군집으로 나눈 후 각 군집별로 최적의 예측

모형을 적합하여 1주, 168시간을 예측하였다. 가구를 군집으로 나누어 개별 모형을 적합하는 방법의 예측 

성능을 비교하기 위하여 가구를 분류하지 않고 전체 사용량을 사용하여 적합한 예측 모형의 예측 결과를 

함께 제시하였으며 여름과 겨울의 데이터에 대한 예측 결과는 각각 Table 4.1, Table 4.2와 같다. 

먼저 여름철 전력사용량에 대한 결과를 살펴보면 가구를 분류하지 않고 968가구 전체를 대상으로 합산 전

력사용량을 각 ARIMA, NNAR, TBATS 모형에 적합하여 예측한 결과 16.228%, 4.811%, 5.099%의 오차율

을 보였다. 968가구를 10개의 군집으로 나누어 각 군집에 모형을 적합한 후 최적 모형으로 예측한 결과는 

DTW 방법의 경우 ARIMA 모형이 14.358%, NNAR 모형이 3.288%, TBATS 모형이 3.669%로 나타났으며 

Periodogram 방법의 경우 ARIMA 모형이 10.839%, NNAR 모형이 3.421%, TBATS 모형이 3.889%로 나타

났다. 

다음으로 겨울철 전력사용량에 대한 결과를 살펴보면 가구를 분류하지 않고 973가구 전체를 대상으로 합

산 전력사용량을 각 ARIMA, NNAR, TBATS 모형에 적합하여 예측한 결과 11.523%, 8.445%, 9.113%의 오

차율을 보였다. 973가구를 10개의 군집으로 나누어 각 군집에 모형을 적합한 후 최적 모형으로 예측한 결

과는 DTW 방법의 경우 ARIMA 모형이 7.612%, NNAR 모형이 6.199%, TBATS 모형이 5.89%로 나타났으

며 Periodogram 방법의 경우 ARIMA 모형이 8.507%, NNAR 모형이 6.604%, TBATS 모형이 6.502%로 나
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타났다. 위의 결과를 바탕으로 가구를 분류하지 않고 전체 전력사용량을 예측한 것 보다 군집분석을 이용

하여 유사한 전력사용패턴을 나타내는 가구들로 분류한 후 각 군집별 모형을 적합하고 예측한 결과의 합

산 전력사용량 예측 성능이 더 높게 나타남을 알 수 있었다. 여름철과 겨울철 모두 군집이 조금 더 명확하

게 분류된 DTW 방법을 사용한 것이 Periodogram 방법을 사용한 것 보다 예측성능의 향상이 좋았으며 3

가지 시계열 모형 중에서는 NNAR 모형의 예측 성능이 가장 우수하였다. 

 

5. 결론 

 

본 연구는 스마트그리드 환경 하에서 가정용 AMI 데이터를 대상으로 1,000 가구의 1시간 단위 전력사용

량 자료를 활용하여 시계열 군집분석을 수행하고 각 가구들을 군집한 후 군집 별로 전력사용량을 예측하

였다. 시계열 군집분석 방법으로서 동적타임워핑(dynamic time warping)과 Periodogram 기반의 방법을 사

용하였으며 전체 가구들을 10개의 군집으로 나누었다. 시계열 예측 모형으로서 ARIMA, TBATS, NNAR 

모형을 사용하여 각 모형의 예측 성능을 시계열 군집분석 방법 별로 비교하였다. 군집 분석을 하고 각 군

집 별로 전력사용량을 예측하고 합산하여 bottom-up 방식으로 전체 가구의 전력사용량을 예측하는 방법

의 우수성을 증명하기 위하여 군집을 하지 않은 전체 사용량을 이용한 예측 결과와 비교도 수행하였다. 

MAPE를 예측 성능을 평가하는 지표로 사용하였으며, 연구 결과 시계열 모형 중에서 여름철에는 NNAR 

모형이, 겨울철에는 TBATS 모형이 가장 우수한 성능을 보였으며 군집을 하지 않고 전체 가구를 대상으

로 전력사용량을 예측한 것보다 유사한 전력사용 패턴을 보이는 가구들을 군집하고 각각의 군집별로 예

측을 수행하여 전력사용량을 예측하는 것의 예측 성능이 더 우수하였다. 시계열 군집분석 방법 중에서는 

패턴의 차이가 더 명확하게 나타난 동적타임워핑(DTW) 방법을 사용한 것이 Periodogram 기반 방법보다 

예측력이 우수하였다. 이를 통해 스마트그리드 환경하에서 가정용 전력사용량을 예측하는 것은 전체 사

용량을 한번에 예측하는 것보다 전력사용패턴이 유사한 가구들을 군집하여 예측하는 것이 더 나음을 알 

수 있었다. 

본 연구에서는 가구의 전력사용량 자료만을 이용하여 시계열 군집분석을 수행하였으나 가구의 전력사용

량에는 가구 구성원 수, 구성원의 인구통계학적 특성, 거주형태, 가구의 평형 등의 가구 정보와 기상과 같

은 전력사용량에 영향을 주는 다양한 요인에 의해 영향을 받을 수 있으며 이에 추후 연구에서는 가구 전

력사용량 뿐만 아니라 가구 정보를 활용하여 군집분석을 수행해서 가구 분류를 더욱더 명확히하고 예측 

모형의 적합에 기상정보를 결합하여 분석을 수행할 경우 보다 더 우수한 예측 성능을 가지는 모형의 개발

이 가능할 것이다. 
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요 약 

스마트그리드 환경하에서 ICT 기술의 발달로 AMI 기기를 통해 가정의 실시간 전력사용량을 수집할 수 있게 됨

에 따라 이러한 자료들을 활용하여 보다 더 정확한 가정용 전력사용량 예측을 할 수 있게 되었다. 본 논문에서

는 1시간 단위 가정용 전력사용량 자료를 바탕으로 ARIMA, TBATS, NNAR 모형을 사용하여 전력수요를 예측

하는 모형을 연구하였는데, 기존과 달리 가구 전체 사용량을 한 번에 예측하는 것이 아닌 유사한 전력사용패턴

을 나타내는 가구들을 군집하여 군집별로 예측 모형을 수립하고 각 모형별 예측치를 합산하여 예상 전력사용량

을 산출하였다. 특히 전력사용량 자료는 전형적인 시계얼 자료로서 군집분석 방법으로 시계열에 적절한 방법을 

선택하였으며 본 논문에서는 동적타임워핑(dynamic time warping)과 Periodogram 기반의 방법을 사용하였

다. 연구 결과 사용량이 유사한 가구들을 군집하여 전력사용량을 예측하는 것이 한 번에 예측하는 것보다 예측 

성능이 더 우수한 것으로 나타났으며 예측 모형 중에서는 여름철의 경우 NNAR 모형이, 겨울철의 경우 TBATS 

모형의 성능이 가장 좋았으며 군집분석 방법은 군집 간 패턴의 차이가 명확히 나타난 동적타임워핑 방법을 사

용했을 때 예측 성능의 향상이 가장 많았다. 

 

주요용어: 스마트 그리드, AMI 데이터, 주택용 전력사용량 예측, 시계열 군집분석 
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