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1. 서  론

심전도 (Electrocardiogram, ECG) 신호를 측정하

는 것은 인간의 건강 상태를 관찰하는 데 매우 중요

한 요소이다. 특히 심전도 신호는 심장과 심혈관 질

환을 진단하는 데 사용된다. 오늘날 심전도를 이용한 

진단은 고령화 사회가 만연해지며 그 중요도가 점점 

증가하고 있다. 통계적인 수치를 보면 전 세계적으로 

매년 1,730만 명 이상이 심혈관 질환으로 목숨을 잃

는다[1]. 심전도 신호를 측정할 때 주위 환경에 따라 

다양한 잡음이 들어가는데, 이렇게 심전도 신호와 함
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된다[2]. 심전도 신호에 있어 전력선 잡음은 여러 잡

음 중 중요하게 다뤄지는 대표적인 전기적 잡음이다.

이러한 전력선 잡음이 발생하는 원인은 심전도 측정 

기기와 연결된 외부 전원에서 생기는 전위가 60Hz

주파수의 신호를 만들면서 발생한다[3]. 대략 1mV

정도의 작은 크기를 갖는 전력선 잡음은 이보다 작은 

값을 갖는 심전도 신호인 Q파와 P파에 영향을 준다.

이처럼 전력선 잡음이 Q파와 P파 신호를 가리거나 

왜곡하게 되면 전체적인 심전도 신호의 정확성을 떨

어뜨리는 경우가 발생한다. 앞선 두 신호를 이용한 

QRS 콤플렉스 간격은 심혈관 질환 진단에 중요하게 

사용되는 요소이다. 그렇기에 심전도 신호 측정 시 

발생하는 전력선 잡음은 심혈관 질환에 관한 진단을 

어렵게 한다[4]. 심전도 신호 내에 존재하는 전력선 

잡음은 환자에게 정확한 진단을 제공하기 위해 필수

적으로 제거해야 하는 요소이다.

기존에는 심전도 내 전력선 잡음 제거에 일반적으

로 노치(notch) 필터나 밴드 패스 필터를 사용해왔다

[5]. 그 밖에 베이지안 필터[6]와 칼만 필터도 사용하

였다[7]. 본 논문에서는 기존에 사용해오던 필터가 

아닌 Deep Neural Network(DNN)를 사용하여 심전

도 내 존재하는 전력선 잡음을 제거하는 데 효과를 

보이고자 한다. 연구에 사용한 데이터는 객관성을 얻

기 위해 PhysioNet/Cinc Challenge 2017에서 제공하

는 무료 심전도 데이터를 사용하여 웨이블릿 변환 

후 제안한 DNN 모델을 학습시켰다. 모델 성능에 대

한 평가는 2장에서 제안한 방법으로 학습한 DNN 모

델을 사용하여 다양한 진폭 또는 다양한 주파수로 

들어오는 전력선 잡음 포함 심전도 신호와 진폭이 

실시간으로 변조되며 들어오는 전력선 잡음 신호 포

함 심전도 신호를 입력 데이터로 하여, 모델이 출력

하는 데이터를 3장 결과 및 토의에서 확인하여 분석

하고자 한다.

2. 실험 방법

2.1 데이터 셋

2.1.1 심전도 데이터

학습에 사용된 심전도 데이터는 PhysioNet/CinC

Challenge 2017 데이터이다. 정상 신호(N), 심방세동 

신호(AF), 잡음이 많이 섞인 신호(∼), 그 외 신호(O)

로 구성된다. 심전도 신호는 심혈관 질환 판단에 필

요한 데이터이기 때문에 제안하는 DNN 모델이 정상 

신호(N)과 심방세동 신호(AF) 모두에 적용할 수 있

음을 보이기 위해 잡음이 없는 두 신호(N, AF)를 사

용하였다. 신호 길이는 9-60초로 구성된다[8]. 편차

가 심한 데이터는 DNN 모델 학습 과정 중 작은 값은 

무시하거나 큰 값에 집중하게 되는 불안정한 학습의 

원인이 된다[9]. 데이터 길이는 측정시간 평균에 해

당하는 30초로 정했다. 이 과정에서 30초가 되지 않

는 신호는 제외하였으며, 60초 이상 신호는 30초 신

호 2개로 나누었다. 데이터 크기는 평균을 0, 표준편

차를 1로 조정하여 크게 벗어나는 값이 없도록 한다.

원신호는 재구성된 신호의 정답 데이터로 사용된다.

잡음이 포함된 신호는 원신호인 깨끗한 심전도 신호

(N, AF)에 60Hz 값을 더하여 만든다. 잡음 신호는 

식 (1)과 같이 주어지며 잡음이 포함된 신호는 식 (2)

와 같이 주어진다. 깨끗한 신호를 로 표현하고,

잡음을 포함하는 신호는 로 표현한다. 식 (1)에서 

진폭 계수 는 0.01-0.9 범위의 임의 값을 갖고 는 

시간을 의미한다.

  cos× (1)

     (2)

2.1.2 데이터 웨이블릿 변환 

웨이블릿 변환은 신호 데이터를 시간-주파수 영

역으로 표현하는 신호 분석법이다. 심전도 신호를 주

파수 성분들로 분해하면 각 스케일(scale)에 해당하

는 성분들을 알 수 있다[10]. 웨이블릿 변환 수식은 

식(3)과 같다[10].


  

 
∞

∞




 (3)

시간()에 대한 신호 가 존재할 때, 웨이블릿 

모함수 


를 사용하여 주파수와 시간 축으로 

신호를 표현해 준다. 웨이블릿 모함수는 크기를 변화

시키는 스케일 계수()와 시간에 따른 파동 이동을 

정해주는 전이 계수()로 이루어진다. 심전도 데이터

를 웨이블릿 변환하여 깨끗한 심전도 신호는 라벨로 

사용하고 잡음 포함 심전도 신호는 입력값으로 사용

하였다.

2.2 제안한 DNN 모델

2.2.1 DNN 모델 구조
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Fig. 1을 보면 그림에서 제안하는 DNN 모델을 이

용한 심전도 잡음 제거 방법을 볼 수 있다. 전처리가 

끝난 데이터는 웨이블릿 변환 과정을 거쳐 DNN 모

델에 입력 데이터로 들어간다. 입력 데이터는 60Hz

영역에 전력선 잡음을 포함하고 있으며 모든 웨이블

릿 변환 신호를 하나로 연결하였다. 세로축은 웨이블

릿 신호 내에서 0.2-100Hz에 해당하는 주파수 성분

을 나타내며 90×1의 크기로 모델에 들어간다. 출력 

데이터는 깨끗한 심전도 신호와 비슷하게 재구성된

다. DNN 모델 구조는 Fig. 1과 같이 입력층과 출력층 

그리고 완전히 연결된 계층(Fully Connected Layer)

4개로 구성되며 노드 수의(900-900-360-180) 차이

만 있을 뿐 모두 같은 구조를 가진다. 입력에 따른 

각 층의 출력값은 ReLU 함수를 적용하였고 출력값

들이 학습에 불안정한 영향을 줄 정도로 벌어지지 

않게 배치 정규화를 진행한다[11]. 마지막 출력층은 

90개 노드에서 값을 출력한다.

2.2.2 DNN 모델 훈련 과정

가중치와 바이어스는 ADAM(Adaptive Moment

Estimation) 옵티마이저(Optimizer)를 사용하여 최

적화한다. ADAM은 학습률을 조정하는 확률적 경사 

하강법(Stochastic Gradient Descent) 알고리즘이다

[12]. 학습률은 0.00001에서 시작하며, 학습이 1회 진

행될 때마다 0.9 비율로 감소한다. 훈련 데이터는 3

epochs 동안 10 mini-batch로 학습된다. 학습 과정 

시작 시 웨이블릿 변환 심전도 신호 데이터는 무작위

로 한 번 섞어준다. 심전도 신호 웨이블릿 변환 데이

터는 입력값에 들어간다. 비용함수는 평균 제곱 오차

(mean squared error)를 사용하였고, 비용함수를 최

소화하는 방향으로 학습이 진행된다. 비용함수에 관

한 수식은 식 (4)를 통해 볼 수 있으며, 는 라벨로 

깨끗한 웨이블릿 심전도 신호이고 출력값은 에 해

당한다. 과적합을 막기 위해 비용함수에 L2 일반화

(Regularization) 항을 더한다. 는 일반화 계수, 는 

가중치를 의미한다. L2 일반화 항이 추가되면서 특

정 가중치 값들이 커지는 것을 방지한다.

   



  



 
  

  




 (4)

해당 모델은 Matlab 2019b 환경에서 구현하였으

며, WIndow 10 64bit의 운영체제와 24GB 메모리의 

Fig. 1. Block diagram of the proposed DNN Model ECG denoising method.
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RAM 그리고, NVIDIA GeForce GTX 1080의 그래

픽카드 환경에서 훈련하였다.

2.3 DNN 모델 성능 평가

2.3.1 DNN 모델 성능 평가 지표

DNN 모델에서 출력한 값을 잡음 제거 신호로 볼 

수 있는지 평가하는 데 사용한 평가 지표는 신호 대 

잡음 비(Signal to Noise Signal Ratio, SNR)와 평균 

제곱근 오차(Root mean square error, RMSE) 이다

[13,14].

2.3.1.1 신호 대 잡음 비, SNR

SNR은 잡음이 깨끗한 신호에 미치는 영향을 정량

적으로 수치화한 값이다. 본 논문에서는 입력값과 출

력값의 SNR을 비교하여 향상된 정도(SNR en-

hancement)를 보인다. 식 (5)에서 은 사용된 총 신

호수를 의미하고, 는 번째에 해당하는 깨끗한 신

호, 는 비교하고자 하는 신호이다. Input SNR과 

Output SNR의 향상된 정도를 보는 SNR enhance-

ment를 통해 제안된 모델이 잡음 제거에 효용성이 

있음을 확인한다.

  log

  



  



  






 (5)

2.3.1.2 평균 제곱근 오차, RMSE

일반적으로 실제값과 예측값 차이를 다룰 때 RMSE

를 많이 사용한다. Input RMSE와 Output RMSE의 

향상된 정도는 RMSE enhancement로 나타내어 모

델이 출력한 결과 데이터가 입력 데이터에 해당하는 

잡음 포함 심전도 신호보다 깨끗한 신호와 근접함을 

보인다. 식 (6)은 RMSE 식이며 총 신호수 , 번째

에 해당하는 깨끗한 신호  , 비교하고자 하는 신호 

이다.

  






  



  
  (6)

2.3.2 DNN 모델 성능 평가 방법

DNN 기반 모델 성능을 평가하기 위해 전력선 잡

음을 포함하는 신호에 다양한 환경을 가정하여 변화

된 잡음을 주었다. 1200개 심전도 신호에 대해 3가지 

경우로 진행하였으며 진폭의 변화, 주파수의 변화,

실시간 진폭의 변화를 고려하였다.

2.3.2.1 진폭 변화의 경우

첫 번째 가정 상황은 심전도 측정 시 전력선 잡음

의 진폭이 다양하게 삽입되는 환경이다. 전력선이나 

심전도 세기에 따라 전력선 잡음이 다양한 진폭으로 

발생할 수 있다. 특히 강한 진폭에서도 잡음이 제거

되는지 확인하기 위해 전력선 잡음의 진폭 범위를 

1-10으로 설정하였고 각 신호에 임의의 진폭이 적용

되도록 하였다.

2.3.2.2 주파수 변화의 경우

학습에 사용한 전력선 잡음은 60Hz에 해당하는 

신호였다. 하지만 실제 환경에선 주파수가 60Hz가 

아닌 경우가 생길 수 있다. 따라서 주파수 범위는 

59-60.9Hz로 설정하였고, 각 신호에 임의의 주파수 

잡음이 들어가도록 하였다. 잡음 신호의 진폭은 0.5

로 고정하였다.

2.3.2.3 실시간 진폭 변화의 경우

심전도를 측정하는 동안 전력선 잡음이 진폭 변조

를 일으키는 경우이다. 일정하지 않은 진폭으로 잡음

이 들어와도 제안한 DNN 모델이 일관되게 잡음을 

제거할 수 있는지 확인한다. 전력선 잡음의 진폭이 

시간에 따라 변하도록 설정하고 제안한 DNN 모델에 

해당 잡음을 적용한 심전도 신호를 입력값으로 넣고 

출력 결과를 본다.

3. 결과 및 토의

3.1 데이터 셋

깨끗한 심전도 신호와 잡음 포함 심전도 신호는 

Fig. 2 (a)와 (b)에서 볼 수 있으며 이들을 웨이블릿 

변환시킨 결과는 Fig. 3 (a),(b)에 있다. Fig. 2 (b)를 

보면 심전도 신호에 전력선 잡음이 포함되었음을 볼 

수 있다. 웨이블릿 변환 결과인 Fig. 3 (b)는 (a)와 

다르게 빨간 네모 칸 안에 값이 있음을 보인다. 잡음 

포함 신호를 웨이블릿 변환시키면 깨끗한 신호와 다

르게 60Hz에 해당하는 값이 있음을 볼 수 있다.

3.2 제안하는 DNN 모델 학습 결과 확인

심전도 신호 내 전력선 잡음 제거 목적으로 학습

된 DNN 모델 결과를 확인한다. 진폭 계수를 0.01-0.9
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로 무작위 설정한 60Hz 잡음이 있는 심전도 신호 

1200개가 DNN 모델을 거쳐 잡음이 제거됨을 확인했

다. SNR과 RMSE를 통한 결과는 SNR enhance-

ment는 1.048dB 향상되었고 RMSE enhancement는 

0.0224dB 향상된 것으로 보아 DNN 모델이 잡음 제

거에 효과가 있다는 학습 결과를 볼 수 있었다.

시각적인 결과 확인을 위해 신호를 임의로 선정하

여 결과를 확인하였다. Fig. 4 (b)를 보면 잡음을 포함

하는 신호는 60Hz에 해당하는 부분에 선명하게 값이 

존재하고 있음을 볼 수 있다. 하지만 Fig. 4 (c) DNN

모델 출력값에서는 선명하게 보이던 전력선 잡음이 

제거되고 깨끗한 심전도 신호 (a)와 유사하다. 해당 

결과를 웨이블릿 역변환하면 Fig. 5과 같이 파형으로

도 (c) 잡음 제거 심전도 신호가 (a) 깨끗한 심전도 

신호와 유사함을 볼 수 있다.

3.3 DNN 모델 성능 평가

3.3.1 진폭 변화

제안한 DNN 모델을 통해 잡음이 제거된 결과를 

확인하였다. 심전도 신호에 진폭 계수 1-10에 해당하

는 전력선 잡음을 넣고 DNN 모델이 잡음 제거 효용

성이 있는지 실험하였다. 진폭이 큰 경우에도 잡음이 

Fig. 2. (a) Clean ECG signal (b) Power line noise con-

taminated ECG signal.

Fig. 3. (a) Result of clean ECG signal wavelet transform, (b) Result of power line noise contaminated ECG signal 

wavelet transform.

Fig. 4. The analysis of Proposed DNN model learning result a) Result of clean ECG signal wavelet transform, b) 

Result of power line noise contaminated ECG signal wavelet transform, c) ECG signal with power line noise 

removed by model.
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제거됨을 보기 위해 그에 해당하는 경우인 Fig. 6을 

보인다. 전력선 잡음 영역이 큰 값을 갖게 되어 Fig.

4 (b)에서 본 것보다 선명해짐을 볼 수 있다. Fig. 6

(b)을 통해 들어간 잡음 진폭이 학습에 사용된 것보

다 크다는 것을 확인하고(c), DNN 모델 출력 결과에

서 잡음이 제거된 것을 볼 수 있다. 해당 결과를 웨이

블릿 역변환하면 Fig. 7에서 보이듯 (c) 잡음 제거 

심전도 신호와 (a) 깨끗한 심전도 신호가 유사함을 

볼 수 있다.

진폭 변화에 따른 전력선 잡음 포함 신호와 잡음 

제거 신호에 대한 SNR, RMSE 값을 확인하여 DNN

모델을 거친 데이터 잡음 제거 정도에 관해 확인하였

다. 평균 SNR enhancement는 15.1879dB 향상되었

고, 평균 RMSE enhancement는 1.7672dB 향상되었

다. Table 1은 진폭 계수 1,5,10 잡음을 포함한 심전도 

Fig. 5. The analysis of inverse wavelet transform result 

(a) Clean ECG signal, (b) Noisy ECG signal, (c) 

Result of Inverse wavelet transform ECG signal 

de-noised power line noise.

Fig. 6. The analysis of de-noising result with amplitude coefficient 1 (a) Clean ECG signal (b) Noisy ECG signal 

(c) Output of DNN model.

Table 1. Result of SNR and RMSE in amplitude coefficient change

Input SNR(dB) Input RMSE(dB) SNR enhancement RMSE enhancement

1 2.2612 0.3814 10.6335 0.2693

5 -13.3018 2.2882 15.8811 1.9206

10 -17.7388 3.8137 17.4186 3.3003

Fig. 7. The analysis of de-noising result with amplitude 

coefficient 1 in inverse wavelet transform (a) 

Clean ECG signal (b) Noisy ECG signal (c) De- 

noised ECG signal.
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신호와 그 출력값에 관한 결과 분석이다. 진폭이 증

가할수록 SNR enhancement와 RMSE enhance-

ment가 더욱 향상됨을 볼 수 있다.

3.3.2 주파수 변화

59-60.9Hz 범위의 전력선 잡음이 들어간 경우에

도 DNN 모델은 잡음에 해당하는 영역만 제거함을 

보였다. Fig. 8은 59Hz로 들어간 전력전 잡음을 모델

에 넣은 결과이다. (a)에서 안보이던 잡음이 (b)에서 

선명하게 보이지만, 모델 출력결과인 (c)에선 제거되

었음을 알 수 있다. Fig. 9에서도 (b)에 포함된 전력선 

잡음이 (c)에선 잡음이 없는 신호인 (a)와 동일하게 

나옴을 보인다.

Table 2는 주파수 59Hz, 60Hz, 60.9Hz 전력선 잡

음을 포함한 심전도 신호 대해 전력선 잡음을 넣은 

신호와 DNN 모델로 나온 출력값에 대한 SNR과 

RMSE이다. 59-60.9Hz에 해당하는 잡음이 들어간 

심전도 신호라도 모델을 통해 잡음이 제거됨을 볼 

수 있었다. SNR enhancement와 RMSE enhance-

ment를 통해 주파수 변화에 따른 잡음 제거 효용성

을 확인하였다. 전체적인 SNR enhancement는 평균 

4.9287dB 향상되었고, RMSE enhancement는 0.0823

dB 향상되었다.

3.3.3 실시간 진폭 변화

Fig. 10은 실시간으로 진폭의 변화가 있는 심전도

를 모델에 넣은 결과를 가져온 것이다. (b)처럼 전력

선 잡음 진폭이 일정하게 들어가지 않아도 (c)에서 

볼 수 있듯이 전력선 잡음에 해당하는 영역이 제거되

었음을 볼 수 있다. 진폭이 변함에 따라 (b)에서 보이

는 값도 커졌다, 작아졌다 하는 것을 볼 수 있다. 파형

으로 표현한 Fig. 11에서도 전력선 잡음 진폭이 변조

됨 (b)과 DNN 모델 출력값이 잡음을 제거하고 (c),

깨끗한 신호 (a)와 비슷하다는 것을 보인다.

Table 2. Result of SNR and RMSE in frequency change

Input SNR(dB) Input RMSE(dB) SNR enhancement RMSE enhancement
59Hz 8.0712 0.1954 5.1340 0.0872
60Hz 8.2818 0.1907 4.9192 0.0825
60.9Hz 8.4770 0.1864 4.7134 0.0780

Fig. 8. The analysis of de-noising result with 59 Hz frequency (a) Clean ECG signal (b) Noisy ECG signal (c) Output 

of DNN model.

Fig. 9. The analysis of de-noising result with 59 Hz fre-

quency in inverse wavelet transform (a) Clean 

ECG signal (b) Noisy ECG signal (c) De-noised 

ECG signal.
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해당 신호에 대한 SNR과 RMSE 결과는 Table 3

과 같으며 실시간 진폭 변화를 준 전력선 잡음 포함 

심전도 신호인 입력값과 잡음 제거 신호인 출력값에 

대한 SNR, RMSE 값을 확인해보면 모든 신호의 평균

SNR enhancement 은 11.4536dB 이고, 평균 RMSE

enhancement는 0.3886dB 이다. SNR enhancement

와 RMSE enhancement의 향상 정도를 보임으로써 

실시간 진폭 변화를 준 경우에도 제안된 모델의 잡음 

제거 효과를 입증할 수 있었다.

4. 결  론

심전도 신호는 헬스케어와 관련된 다양한 연구에

서 사용되는 중요 데이터이다[15]. 본 논문은 심전도 

신호를 측정할 때 발생하는 전력선 잡음(60Hz)을 제

안된 DNN 모델로 제거하는 것을 목표로 하고 있다.

제안된 모델에 입력값으로 잡음 포함 심전도 신호를 

넣고 깨끗한 심전도 신호와 유사한 출력값을 확인함

으로써 제안한 DNN 모델이 잡음 제거에 유효함을 

보였다. 깨끗한 심전도 신호, 잡음 포함 심전도 신호,

모델의 출력값을 웨이블릿 변환을 통해 확인하여 전

력선 잡음에 해당하는 주파수 값이 사라짐을 볼 수 

있었다. 시각적인 결과뿐 아니라 제안된 DNN 모델

을 평가한 모든 경우에서 SNR 과 RMSE 의 en-

hancement를 분석하여 수치적으로도 모델이 잡음을 

제거함을 보였다.

제안된 DNN 모델 학습 결과를 보면 SNR en-

hancement는 1.048dB, RMSE enhancement는 0.0224

dB 향상된다. 제안한 모델이 학습에 사용한 데이터

가 아닌 다른 전력선 잡음 데이터에도 적용할 수 있

음을 보이기 위해 다양한 환경에서 성능평가가 이루

Fig. 10. The analysis of de-noising result with amplitude modulation noisy ECG signal (b) Clean ECG signal (c) 

De-noised ECG signal.

Table 3. The analysis of real-time amplitude change noise de-noising result for 3 case ECG signal, SNR, RMSE

Input SNR(dB) Input RMSE(dB) SNR enhancement RMSE enhancement

ECG 1 -0.7490 0.5393 13.8392 0.4297

ECG 2 -2.3383 0.5293 16.6941 0.4603

ECG 3 4.2446 0.5393 10.0518 0.3698

Fig. 11. The analysis of real-time amplitude change 

noise de-noising result by inverse wavelet 

transform (a) Clean ECG signal, (b) Noisy ECG 

signal in real-time amplitude changes, (c) De- 

noised ECG signal.
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어졌다. 학습된 DNN 모델은 3가지 경우, 진폭 변화,

주파수 변화, 실시간 진폭 변화 환경에서 평가되었

다. 진폭을 확장한 환경에서는 진폭 계수가 증가할수

록 SNR 과 RMSE 의 enhancement가 향상되는 것을 

보았다. 그 밖의 주파수 변화와 실시간 진폭 변화 환

경을 포함한 모든 경우에서 SNR 과 RMSE 의 en-

hancement는 향상됨을 알 수 있었다. 이러한 결과로 

제안한 DNN 모델이 심전도 신호 내 존재하는 전력

선 잡음 제거에 유효함을 보였다.

기존 전력선 잡음 제거는 신경망 기법을 사용하지 

않는 노치 필터를 이용한 방법이 주로 사용되었다.

기존 노치 필터는 매우 좁은 주파수 영역만 제거할 

수 있다는 한계와 60Hz가 아닌 다른 영역의 주파수

를 제거하기 위해선 필터 설정을 다시 바꿔줘야 한다

는 불편함이 있었다[16]. 본 논문에서 제안한 DNN

모델은 기본적으로 전력선 잡음 제거 효과가 있음을 

보이고, 60Hz 뿐 아니라 실제 측정 환경에서 발생할 

수 있는 보다 넓은 주파수 영역에서의 잡음(59-60.9

Hz)도 제거할 수 있음을 보였다. 또한 잡음 제거 방

식이 학습에 기반을 두고 있기 때문에 내부 설정을 

바꿔줄 필요가 없다. 단순히 학습 데이터만 새로 넣

어주면 DNN 모델은 그에 맞게 잡음 제거 기능을 수

행 할 수 있다. 이를 통해 기존 노치 필터가 가지고 

있던 회로의 복잡성 문제를 해결할 수 있다. 기존 노

치 필터의 회로 구성에 있어 R,L,C 값을 설정하는 

것은 매우 중요했다. R,L,C 값의 정교한 조절을 통해 

60Hz 전력선 잡음을 제거하는 노치 필터를 만들 수 

있는데, 이 값이 조금만 달라져도 목표한 필터의 기

능을 수행하지 못한다. 하지만 본 논문에서 제안한 

DNN 모델은 그러한 복잡한 회로 조절 없이 학습을 

통해 전력선 잡음에 해당하는 주파수를 제거할 수 

있으며 다른 주파수 영역을 제거 하고자 할 때에도 

그에 맞는 회로를 조정하는 것이 아닌 학습을 통해 

원하는 잡음 제거 필터를 구성할 수 있다. 이는 제안

한 DNN 모델이 기존 노치 필터보다 우수한 점이다.

향후 연구에서는 기존 필터가 가진 한계를 해결한 

것에 그치지 않고, 성능 측면에서도 뛰어날 수 있음

을 연구하고자 한다.
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