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서  론1. 

리튬이온 배터리는 년 부터 가볍고 높은 에1990

지 도로 고용량고효율 구 이 가능한 장 으로 ᭼

인해 표 인 차 지로 사용되고 있다 표 으2 . 

로 스마트폰 태블릿 노트북 등 휴 기기는 물론이, , 

고 기자동차  에 지 장장치 등에 주요 동력, 

원으로 사용된다 한편 에서는 년 화성 . NASA 2000

탐사선이 상치 못한 배터리 고장으로 인해 계획

된 탐사 목표를 달성하지 못하는 사고를 계기로 고

장 측의 요성을 인식하면서 빅 데이터와 기계학

습 을 이용한 고장 지 (machine learning)  건 성 

리 라는(PHM) 새로운 분야의 연구가 활발히 진행

되었다[1~2] 고장 지  건 성 리 기술이란 센. , 

서를 이용하여 시스템이나 장비의 상태를 모니터링

하고 고장의 징후를 포착하는 진단 과 잔여  (diagnostics)

유효수명 의 측(RUL) (prognostics)  효과 인 리 
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ABSTRACT

Lithium-ion batteries are the heart of energy-storing devices and electric vehicles. Owing to their superior 

qualities, such as high capacity and energy efficiency, they have become quite popular, resulting in an 

increased demand for failure/damage prevention and useable life maximization. To prevent failure in 

Lithium-ion batteries, improve their reliability, and ensure productivity, prognosticative measures such as 

condition monitoring through sensors, condition assessment for failure detection, and remaining useful life 

prediction through data-driven prognostics and health management approaches have become important topics 

for research. In this study, the residual useful life of Lithium-ion batteries was predicted using two efficient 

artificial recurrent neural networks long short-term memory (LSTM) and gated recurrent unit (GRU). The —

proposed approaches were compared for prognostics accuracy and cost-efficiency. It was determined that 

LSTM showed slightly higher accuracy, whereas GRUs have a computational advantage.
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기술을 의미한다[3] 고장 지  건 성 리 기술을 . 

활용하여 시스템이나 장비의 잔여 유효수명 측이 

가능해지면 이를 통해 작업자의 근이 어려운 

역에서의 사고나 고장 등을 미리 방하고 보다 , 

신속한 응으로 고장에 의한 작동 단을 일 수 

있어 유지보수 비용뿐만 아니라 수리기간 동안 제

품 생산을 하지 못해 발생하는 손실기회비용을 

감할 수 있다[4].

최근 이러한 측을 해 기계학습 분야에서는   

스스로 학습하여 문제의 해답을 제공해주는 인공신

경망 이론을 용한 딥러닝을 주로 사용하고 있으

며 이때 이나 , LSTM(Long Short-term memory)

알고리즘을 많이 용하GRU(Gated Recurrent Unit) 

고 있다[5] 그 이유는 연속. 이고 길이가 긴 학습 

데이터가 가지고 있는 순차  의존성을 효과 으로 

학습할 뿐만 아니라 과거시간 단계 정보의 요도, 

를 별하여 얼마나 많은 과거 정보를 재까지 끌

어올 것인지 혹은 재시간 단계의 정보를 얼마나 , 

사용할 것인지 결정할 수 있기 때문에 긴 시간 동안 

나타나는 입력 데이터의 의존성을 더욱 효과 으로 

학습하는 것이 가능하기 때문이다[6].

따라서 본 연구에서는 의   NASA open data portal에 

있는 리튬이온 배터리 데이터를 기반으로 딥러닝에 

LSTM과 GRU 알고리즘을 이용하여 리튬이온 배터

리 잔여 유효수명 측을 수행하고 오차율을 비교 , 

분석하 다.

배터리 데이터2. NASA 

실험 장치 및 방법2.1 

리튬이온 배터리 실험 데이터는   NASA Ames 

에서 공개하고 있는 자료를 활용Prognostics Center

하 다 데이터 세트는 상업 으로 이용 가능한 리. 

튬 이온 충 식 배터리를 사용하 고 실험 장치는 , 

에 나타낸 것과 같이 원공 장치 부하장치Fig. 1 , , 

압계, 열  센서 환경챔버 임, , 피던스 분석계 스, 

칭 회로 데이터 수집장치  , 컴퓨터 등으로 구성

되었다[7].

실험은 기온도에서 가지 작동 로 일 충 3 ( , 

방   임피던스 을 통해 수행되었으며 충 과) , 

Fig. 1 Test equipment of battery

Fig. 2 Charge and discharge of battery 

Battery 
NO.

Constant 
Charge 

Current(A)

Charge 
Cut-off 

Voltage(V)

Discharge 
Current

(A)

Discharge 
Cut-off 

Voltage(V)

B0005 1.5 4.2 2.0 2.7

B0006 1.5 4.2 2.0 2.5

B0007 1.5 4.2 2.0 2.2

B0018 1.5 4.2 2.0 2.5

Table 1 Test conditions of battery

방  형식은 와 같다 충 과 방  조건은Fig. 2 . 

에 나타낸 바와 같이 배터리 압이 에 Table 1 4.2V

도달할 때까지 에서 정 류 1.5A (CC:constant current)

모드로 충 하며 압이 가 되면 충  류가 , 4.2V

로 떨어질 때까지 정 압20mA (CV:constant voltage) 

모드로 계속 충 하 고 방 은 , 배터리 별로 

2.7V(B0005), 2.5V(B0006), 2.2V(B0007), 2.5V(B0018)

에 도달할 때까지 에서 정 류모드로 수행하2.0A

다.
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특성치 추출2.2 

방  실험 데이터는 배터리 단자 압 배터리 , 

출력 류 배터리 온도 배터리 용량 충 기 측정 , , , 

류 충 기 측정 압  사이클 시간 벡터를 포, 

함하며, 충방᭼ 횟수별 배터리 단자 압의 시간에 

따른 변화를 를 상으로 와 같이 나타B0005 Fig. 3

내었다 그리고 모든 배터리에 해 배터리의 용량. 

을 충방᭼ 횟수에 따라 표시하면 과 같으며 Fig. 4 , 

그에 따라 용량이 어드는 것을 확인할 수 있다. 

배터리는 충방 을 거듭하면서 배터리의 기   ᭼

상태에 비하여 용량이 차 하하게 된다 배터. 

리의 성능과 수명을 표시하는 값으로 SoC(State of 

와 가 있으며 는 배Charge) SoH(State of Health) , SoC

터리의 사용 가능한 잔량을 표시하고 는 배터, SoH

리의 이상 인 상태와 재 상태를 비교하여 표

되는 상 인 값이다 는 일반 으로 배터리의 . SoH

내부 항 임피던스 컨덕턴스 용량 충방  횟수, , , , ᭼

를 고려하여 측정되며 측정방법  기 은 배터리, 

의 설계 방법에 따라 다르지만, 가장 요한 성능은 

배터리 셀이 내주거나 받아들일수 있는 하량 특히, 

Fig. 3 Discharge voltage curve of B0005

Fig. 4 Discharge capacity curve of batteries

Fig. 5 Relation between charge cycles and SoH

방  시에 내  수 있는 방  용량이다 따라서 방. 

 용량을 기 으로 SoH는 식 과 같이 재의 용(1)

량( 를 기 용량) ( 으로) 나  값으로 정의

할 수 있고 가 기 상태의 가 될 때 배터, SoH 80%

리를 사용할 수 없는 것으로 간주한다[8].

 


                          (1)

배터리의 가지 실험조건을 상으로 충  4 방  횟᭼

수와 의 계를 와 같이 나타내었다 그림SOH Fig. 5 . 

에 나타낸 것처럼 배터리마다 용량이 어드는 속도

가 다르며 배터리 번호가 , B0006, B0018, B0005, 

순으로 빨리 용량이 어드는 것을 확인할 B0007 

수 있다.

딥러닝을 이용한 수명예측3. 

알고리즘3.1 LSTM 

은 의 LSTM RNN(Recurrent Neural network) 일종으

로 와 같은 구조 개념을 가지며, Fig. 6 , 가장 많이

Fig. 6 LSTM structure
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사용하는 딥러닝 기법  하나로써, 망각 게이트

입력 게이트  출력 게이(forget gate), (input gate) 

트 의 종류 게이트 유닛과 기억소자(output gate) 3

로 이루어져 있다(memory cell) [9].

의 첫 단계는 로부터 어떤 정보를   LSTM cell state

버릴 것인가를 결정하는 것으로 이 단계의 를 gate

“forget gate layer( 라고 표시한다)” . “sigmoid layer( ) 를 ”

통과하여 에서 얼마를 기억하“current cell memory”

고 얼마를 망각할 것인지를 결정하며 식 와 같, , (2)

이 표시된다.

                          (2)

여기서      ,  : weight vectors of each gate

                       : hidden previous cell output

                       : input vector　

                      : bias of each gate　

다음 단계는 앞으로 들어오는 정보  어떤 정보  

를 장할지를 정하는 것으로 이 단계의 게이트를 

“input gate layer ( 라고 부르며)” , “sigmoid layer 가 ” 어

떤 값을 업데이트할지 여하고 가 새로, “tanh layer”

운 후보 값들인 candidate( 라는 를 만들어 ) vector cell 

에 더하는데 이 과정을 식  와 같이 나state , (3) (4)

타낼 수 있다.

                             (3)

    tanh                    (4)

과거 인   state previous cell memory(Ct-1 를 통해 ) Ct

를 생성하며 식 와 같이 기존 데이터에서 망각 , (5)

게이트만큼 잊어버리고 입력 게이트만큼 추가한다, .

    ⊙ ⊙
                     (5)

여기서      ,   : current cell memory

                    ⊙ : element wise multiplication

출력 는   state sigmoid 게이트와 게이트를 사용tanh 

하여 식  과 같이 표 할 수 있다(6) (7) .

Fig. 7 GRU structure

                        (6)

    ⊙tanh                          (7)

여기서      ,   : output gate

                       : current cell output

알고리즘3.2 GRU 

기법은 의 변형된 형식으로 업데이트   GRU LSTM

계산을 여 보다 간단한 구조를 갖는다LSTM [6]. 

에서는 망각 게이트 입력 게이트  출력 게이LSTM , 

트라는 개의 게이트가 존재하지만 에서는 3 , GRU Fig. 

과 같이 리셋 게이트와 업데이트 게이트의 가지 7 2

게이트만 존재한다 의 첫 단계는 . GRU “reset gate()”

로써 과거의 기억이 새로운 기억에 얼마나 요한지, 

를 결정하고 식 과 같이 표 된다, (8) .

                           (8)

업데이트 게이트는 에 망각 게이트와 입력   LSTM

게이트를 포함하며 식  처럼 , (9), (10) (11) 의 값

에 따라 update gate( 와 ) candidate( 을 제어하여 기)

억을 장한다.

                           (9)

    tanh                   (10)

    ⊙ ⊙                (11)

딥 러닝 절차3.3 

  딥 러닝을 수행하기 한 차는 과 같으며Fig. 8 , 

의 데이터를 이용하여NASA Ames Prognostics Center

- 24 -



정상진 허장욱 , : 한국기계가공학회지 제 권 제 호19 , 12

����������������������������������������������������������������������������������������������������������������

Fig. 8 Flowchart of deep learning

을 만들고 를 계산하여 데이터를 capacity data set , SoH

구축하 다 체 데이터의 약 수 인 . 70% B0005, 

 의 데이터를 학습용 데이터로 하고 나B0006 B0018 , 

머지 수 인 의 데이터를 테스트용 데이터30% B0007

로 과 기법을 활용한 딥 러닝을 실시하 다LSTM GRU .

수명예측 결과4. 

  

  에서 공개하고 있NASA Ames Prognostics Center

는 데이터를 이용하여 과 방법론을 , LSTM GRU 

상으로 딥러닝을 수행하 다. 학습 속도 에포크 크, 

기 각 에포크에서 반복할 수 있는 시간 단계 크기의 , 

배치 수  네트워크의 뉴런 연결 도 등의 매개변

수를 용하 고 배터리에 한 잔여 유효수, B0007 

명 측 결과를 과 에 나타내었다 가지 Fig. 9 Fig. 10 . 2

방법론 모두 일 때 실제 데이epoch 150, batch size 20

터와 측데이터에서 가장 큰 편차를 보이고 있으며, 

이는 의 부족이 원인으로 단된다 반면 batch size . 

Fig. 의 일10 epoch 150, batch size 40 때의 경우(Fig. 

가 일 때9(b)) epoch 200, batch size 40 보다 (Fig. 9(c)) 

편차가 었다 이를 통해 와 가 무조. epoch batch size

건 많다고 좋은 것이 아니고 특정 구간에서 최 의 , 

효율을 보이는 것을 알 수 있다.

의 측 오차율을 확인하기 해서는 일반 으  SoH

로 식 와 같은 평균 제곱근 오차 (12) (RMSE, Root 

를 사용하거나 식 과 같이 결Mean Square Error) , (13)

정계수(R2 가 의 근처에 있는지 확인하여 유용성을 ) 1

단하는 방법이 주로 사용되고 있다. 

     







  



  
             (12)

  여기서,  : real data

                     : prediction data

      

 


                   (13)

  여기서,   : true value

                       : prediction value

                      : average

(a) epoch 150, batch size 20

(b) epoch 150, batch size 40

(c) epoch 200, batch size 20

Fig. 9 Discharge prediction using LSTM
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(a) epoch 150, batch size 20

(b) epoch 150, batch size 40

(c) epoch 200, batch size 20

Fig. 10 Discharge prediction using GRU

Method Epoch
Batch 
size

Computation 
time(sample) RMSE R2 Error of 

RUL

LSTM 150 20 2ms 0.022 0.933 2.42%

GRU 150 20 1ms 0.022 0.930 4.84%

LSTM 150 40 2ms 0.019 0.951 0.81%

GRU 150 40 1ms 0.022 0.932 1.62%

LSTM 200 40 2ms 0.019 0.950 4.84%

GRU 200 40 1ms 0.022 0.931 2.42%

Table 2 Comparison by parameters

과 의 잔여 유효수명 오차육 비교 결과  LSTM GRU

를 에 나타내었으며 과 를 이용하Table 2 , LSTM GRU

여 계산한 잔여 유효수명은 모두 이내의 오차를 5% 

보이고 있다 한 가지 알고리즘 모두 . 2 Epoch 150, 

일 때 잔여 유효수명 오차가 약 수Batch size 40 1% 

으로 가장 높은 정확도를 보 다 이때 가지 알고. 2

리즘의 평균 제곱근 오차와 결정계수를 비교하면, 

이 보다 정확도가 더 높은 것을 확인할 수 LSTM GRU

있으나 계산속도 는 가 , (computation time) GRU LSTM

보다 배 정도 빠르다2 .

결론5. 

  에서 공개하고 있NASA Ames Prognostics Center

는 데이터를 이용하여 과 알고리즘을 , LSTM GRU 

통해 리튬이온 배터리의 잔여 유효수명을 계산하

다 얻어진 결과를 요약하면 다음과 같다. .

과 를 이용하여 잔여 유효수명을 계산1. LSTM GRU

한 결과 모두 이내의 오차를 보 다5% .

일 때 잔여 유효수명 정2. Epoch 150, batch size 40 , 

확도가 가장 우수하 다.

모든 조건에서 3. L 이 보다 조  높은 정STM GRU

확도를 보 지만 계산속도는 가 보다 , GRU LSTM

배 빠르다2 .
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