
I. 서  론

방송 콘텐츠에서 배경음악은 저작권과 관련하여 

민감한 문제를 가진다. 방송물에서 배경음악으로 쓰

이는 음악 제목, 음악 구간 등의 정보는 사람이 입력

한다. 사람이 직접 입력하기 때문에 정보가 정확하

지 않고, 시간과 노동이 많이 들어간다. 이러한 문제

점을 해결하기 위하여 자동 음악 검색 기술이 필요

하다. 방송 콘텐츠에서는 음악과 음성이 혼합된 구

간이 많이 존재하고, 보통 음악보다 음성이 더 큰 소

리로 혼합되는 특징이 있다. 이러한 이유로 자동 음

악 검색 기술을 위한 배경음악 분리 기술이 필요하

다. 본 연구에서는 방송 콘텐츠의 음악과 음성이 혼

합된 신호에서 배경음악을 분리하였다. 

혼합된 신호에서 음악 신호를 분리하기 위해서 신

호 분리 태스크에서 사용하는 모델을 이용하였다. 

기존부터 혼합된 신호에서 원하는 신호를 분리하는 

기술은 많은 연구가 이루어지고 있다. 기존에는 Non- 

negative Matrix Factorization(NMF)을 이용하여 원하

는 신호를 얻었지만, 성능이 좋지 않았다.[1] 최근 딥

러닝 기술이 적용된 이후부터 좋은 성능을 보여주어 

딥러닝 구조에 대한 연구가 이루어지고 있다.[2,3]

보통 음향 신호의 스펙트로그램을 입력으로 사용

하는데, 스펙트로그램의 크기를 이미지로 생각할 수 

있다. 이미지에서 좋은 성능을 보이는 딥러닝 구조
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를 응용한 연구들도 많이 있다. 음악 신호 분리 태스

크에서 사용한 U-Net,[4] Densely connected convolutional 

network(DenseNet)[5] 구조는 이미지 분할이나 분류 태

스크에서 이미 좋은 성능을 보여주었다.[6,7]

Convolutional Neural Network(CNN) 기반 U-Net은 수

용범위(receptive field)를 효과적으로 늘이기 위하여 

다운 샘플링 과정인 인코더와 업 샘플링 과정인 디

코더 구조를 가진다. 또한, 정보 전달과 오류 전파에 

용이하도록 다운 샘플링과 업 샘플링 과정에서 같은 

크기의 특징맵(feature map)을 연결하였다. 

스펙트로그램 도메인에서 동작하는 U-Net과 다르

게 시간 도메인에서 동작하는 Wave-U-Net[8]은 더 좋

은 성능을 보인다. 일반적으로 스펙트로그램 도메인

에서 동작하는 시스템은 시간 도메인의 신호로 복

원할 때 혼합 신호의 위상을 이용한다. 혼합 신호의 

위상을 이용하기 때문에 추정된 신호에 오류가 생

긴다. 이러한 단점을 해결하기 위해서 시간 도메인

의 신호에서 바로 원하는 신호를 추정한다. Wave-U- 

Net이 U-Net보다 좋은 성능을 보이지만, Bidirectional 

Long Short-Term Memory(BLSTM)과 DenseNet 구조보

다는 낮은 성능을 보인다.[9]

DenseNet 구조는 최근 음악 소스 분리에서 가장 좋

은 성능을 보인 구조이다.[5,10,11] Multi-scale Multi-band 

DenseNet(MMDenseNet),[5] MMDenseLSTM[11]은 스펙

트로그램 도메인에서 DenseNet 구조를 이용하여 신

호를 분리하였다. 두 구조는 모두 CNN 기반이고, 인

코더와 디코더 구조를 가진다. DenseNet은 각 합성곱

(convolution)의 입력과 출력을 매번 연결하여 정보 

전달에 용이한 장점이 있다.

본 연구에서는 dilated convolution[12]을 DenseNet 구

조에 추가하여 dilated dense block을 만들었다. Dilated 

convolution은 해상도를 잃지 않고 문맥 정보를 효과

적으로 학습할 수 있다. 

II. 베이스라인

2.1 DenseNet

DenseNet[5]은 Fig. 1처럼 여러 개의 composite function

으로 이루어져 있다. Ⓒ는 입력과 출력 특징맵의 연

결을 의미한다. Composite function은 Fig. 2와 같이 Batch 

Normalization(BN),[13] Rectified Linear Units(ReLU),[14] 

그리고 3 × 3 커널의 합성곱(“Conv”)의 연속적인 함

수들로 구성된다. 

일반적인 심층 신경망에서   layer에서의 출력을 

아래의 Eq. (1)처럼 표현할 수 있다. 
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여기서 


은   layer의 출력이자   layer의 입력

이다. 비선형 변환함수 

는 composite function을 말

한다.

DenseNet은 composite function의 입력과 출력의 특

징맵을 연결하는 방법을 제안하였다. Eq. (2)은 Dense-

Net의 입력, 출력을 식으로 표현한 것이다.
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은 0부터   층까지의 출력 

특징맵이 연결된 것을 말한다. 이러한 연결 방식은 

오류가 각 층으로 바로 전달되어 효과적이고, feed 

forward 과정에서 이전 층의 출력이 모두 입력으로 

사용되므로 층이 깊어질수록 정보가 약해지는 단점

을 보완할 수 있다.

Composite function을 넘어가는 선들은 각 층의 입

력과 출력 특징맵이 연결되는 것을 나타낸다. Com-

posite function의 출력 특징맵 개수를 growth rate 로 

나타낸다. Dense block의 최종 특징맵 개수는 



×로 나타낼 수 있다. 

는 dense block 입력의 특

징맵 개수이고 composite function을 지나갈 때, 입력

Fig. 1. Dense block.

Fig. 2. Composite function.
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되었던 특징맵이 연결되므로 growth rate 와 com-

posite function 개수 을 이용하여 위와 같은 식으로 

나타낼 수 있다. 

DenseNet의 연결 특성상 growth rate, composite func-

tion 개수와 dense block의 개수에 따라 특징맵이 아주 

많아진다. 이러한 구조의 확장성을 줄이고자 Fig. 3

과 같은 특징맵 개수를 줄이는 compression을 dense 

block 뒷단에 추가한다. 만약 dense block의 출력 특징

맵이 

×이면, compression에서 ×의 

정수로 특징맵 개수를 줄여준다. Compression rate 

는 ≺ ≤ 범위의 값이다.

2.2 Multi-scale DenseNet(MDenseNet)

MDenseNet[5]은 음악 신호 분리 태스크에 DenseNet

구조를 적용시킨 구조이다. Fig. 4와 같이 다운 샘플

링과 업 샘플링 과정을 통하여 멀티 스케일 특징을 

얻는 구조로 만들었다.[5] Dense block 옆의 는 

compression을 의미한다. 입력 은 스펙트로그램이 

되고, 출력 은 입력과 곱해질 마스크가 추정된다.

회귀 태스크인 신호 분리에서는 네트워크의 출력

이 입력 크기와 같아야 하므로 다운 샘플링이 된 보

틀넥 특징[4]을 입력 크기로 복원하는 업 샘플링 과정

이 필요하다. 다운 샘플링은 2 × 2 커널의 average 

pooling을 이용하였고, 업 샘플링은 2 × 2 커널의 

transposed convolution[15]을 이용하였다. Dense block

에서 composite function의 입력, 출력 특징맵들을 연

결한 것과 같이 블록간의 출력 특징맵을 연결하였다. 

2.3 MMDenseNet

MMDenseNet은 Fig. 5와 같이 스펙트로그램의 주

파수에 따라 서로 다른 특성의 패턴을 가지는 것을 

반영한 구조이다. 이러한 특성을 딥러닝 구조에 적

용하기 위하여 입력의 주파수 축을 반으로 나눈 각 

밴드 “Low”, “High”와 전체 주파수 “Full”에 대하여 

서로 다른 MDenseNet 구조를 삽입하였다.[5]

III. 제안 구조

수용범위를 효과적으로 늘이는 또 다른 방법은 

dilated convolution[12]을 사용하는 것이다. 이 방법은 

시맨틱 분할 태스크에서 좋은 결과를 보여주었다. 

본 연구에서는 dilated convolution을 dense block에 추

가한 소스 분리 구조 dilated MMDenseNet(DMMDense-

Net)을 제안한다. 

전체적인 구조도는 Fig. 6과 같다. 기존 MMDense-

Net의 모든 dense block 앞단에 Fig. 7과 같이 dilated 

block을 삽입하였다. Dilated block의 구조는 BN-ReLU 

함수 다음에 Dilated Convolution(“DConv”)과 일반적

인 합성곱이 병렬적으로 배치된다. 각 합성곱은 개

의 특징맵을 출력하고, 입력 특징맵과 연결한다. 

Fig. 8은 [2, 1], [1, 2], [2, 2]의 dilation ratio를 가지는 

5 × 3, 3 × 5, 5 × 5 커널의 합성곱 과정을 보여준다. 본 

연구에서는 위의 세 가지 dilated convolution에 대하

Fig. 3. Compression.

Fig. 4. MDenseNet architecture.

Fig. 5. MMDenseNet architecture.

Fig. 6. DMMDenseNet architecture.
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여 각각 실험하였다. 합성곱의 dilation ratio에 따라 [2 

,1]은 frequency dilated convolution, [1, 2]는 time dilated 

convolution이라 한다.

제안한 신경망의 출력은 입력 스펙트로그램에 곱

해질 마스크이다. 입력 스펙트로그램을 , 신경망

에서 추정된 마스크는 , 정답 신호의 스펙트로그

램의 크기를 라고 한다면, 아래와 같은 수식으로 

목적함수를 나타낼 수 있다.

 ∥⊙∥

, (3)

여기서 ⊙는 요소별 곱(element-wise multiplication)을 

나타낸다. ∥∥

은 L1 norm으로서, 행렬 각 요소의 

절댓값의 합을 나타낸다. 잡음과 같은 이상치(out-

lier)가 많이 존재하지 않는 신호에서 실험을 하여서 

이상치에 영향을 많이 받지 않는 목적함수를 사용하

였다.

IV. 실 험

4.1 데이터베이스

배경음악 신호 분리 실험을 위하여 음악과 음성 

데이터셋을 수집하였다.[16] 음악 데이터는 다양한 장

르의 대중가요 3,646곡에서 각 곡당 12 s씩 임의로 선

택하였다. 음성 데이터는 다양한 장르의 방송 콘텐

츠 90 h에서 순수 음성만 존재하는 구간만 추출하였

다. 추출된 음성을 12 s씩 구간을 나누어 총 3,646개의 

약 12시간에 해당하는 음성 데이터를 만들었다.

3,646개의 음악, 음성 데이터들을 반으로 나누어 

각 1,823개씩 학습 및 테스트 데이터로 사용하였다. 

학습 데이터는 음성의 볼륨이 음악의 볼륨보다 큰 

방송물의 특성을 적용하여 음악을 기준으로 –30 dB 

~ 0 dB의 Signal to Noise Ratio(SNR)로 임의로 혼합하

여 혼합 신호를 만든다. 테스트 데이터는 0 dB, –10 

dB의 SNR로 혼합하여 각 SNR에 따른 분리 성능을 

측정하였다.

4.2 실험환경

음향 신호는 16 kHz의 샘플링 주파수를 가지고, 모

노 환경에서 실험하였다. 입력으로 사용하는 스펙트

로그램은 1,024 윈도우 사이즈와 256 이동 사이즈를 

사용하여 얻는다. 

Table 1은 제안한 구조의 세부사항을 나타낸다. 합

성곱의 × 는 커널 크기, 는 합성곱의 출력 특징

맵 개수를 말한다. 는 growth rate, 은 composite layer 

Fig. 7. Dilated dense block.

Fig. 8. [2, 1], [1, 2], [2, 2] dilated convolution (5×3, 

3 ×5, 5 ×5 kernel size).

Table 1. Details of the proposed architecture.

Layers
Frequency band

Low High Full

Conv (× , )

Dil. dense 1 (, )

Compression 1 ()

3 × 4, 32

16, 4

0.13

3 × 3, 32

10, 3

0.20

3 × 4, 32

6, 2

0.16

Down-sampling 1, 2, 3

Dil. dense 2,3,4 (, )

Compression 2, 3, 4 ()

2 × 2 AP

16, 4

0.13

2 × 2 AP

10, 3

0.20

2 × 2 AP

6, 2

0.16

Up-sampling

Concatenation

Dil. dense 5 (, )

Compression ()

2 × 2 TC

Comp. 3

16, 4

0.13

2 × 2 TC

Comp. 3

10, 3

0.20

2 × 2 TC

Comp. 3

6, 2

0.16

Up-sampling

Concatenation

Dil. dense 6 (, )

Compression ()

2 × 2 TC

Comp. 2

16, 4

0.13

2 × 2 TC

Comp. 2

10, 3

0.20

2 × 2 TC

Comp. 2

6, 2

0.16

Up-sampling

Concatenation

Dil. dense 7 (, )

Compression ()

2 × 2 TC

Comp. 1

16, 4

0.13

2 × 2 TC

Comp. 1

10, 3

0.20

2 × 2 TC

Comp. 1

6, 2

0.16

Concatenation (axis)

Concatenation (axis)

Dil. dense 8 (, )

Compression ()

Conv (× , )

Frequency -

Channel (feature map)

4, 2

0.25

2 × 1, 1
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개수, 은 compression rate이다. 다운 샘플링은 Average 

Pooling(AP)을 사용하였고, 업 샘플링은 Transposed 

Convolution(TC)을 사용하였다.

Graphics Processing Unit(GPU)은 NVIDIA Titan RTX

를 사용하였고, batch size는 15, epoch는 90으로 설정

하였다. 6시간의 학습 데이터를 학습하는 데 대략 13

시간 정도 소요되었다. 12 s의 wav 파일을 테스트하

는 데 약 0.11 s 정도 시간이 소요되었다. 

4.3 실험 결과

평가 지표로 분리된 배경음악 신호의 Signal to 

Distortion Ratio(SDR), Signal to Interference Ratio(SIR), 

Signal to Artifact Ratio(SAR) 3개의 지표를 측정하였

다.[17] 보통 분리 성능을 비교할 때 SDR을 비교한다. 

SIR의 interference 오류와 SAR의 artifact 오류의 합을 

SDR의 distortion 오류로 정의하기 때문에, SDR은 

SIR과 SAR을 모두 고려한 분리 성능 결과이다.

Table 2는 실험 결과를 나타낸다. 실험은 U-Net, 

Wave-U-Net, MDenseNet, MMDenseNet과 제안한 구

조의 성능을 비교하였다. Dilated block에 [2, 1], [1, 

2], [2, 2] dilation rate의 dilated convolution을 적용하

여 세 개의 제안구조 실험을 하였다. Table 2에는 위

의 dilation rate 순서대로 FDMMDenseNet(Frequency 

DMMDenseNet), TDMMDenseNet(Time DMMDenseNet), 

2DMMDenseNet([2,2] DMMDenseNet)로 표기하였다. 

U-Net, Wave-U-Net은 공개된 코드1)[8]를 사용하였고, 

MDenseNet, MMDenseNet 구조는 직접 구현하여 실

1) github.com/Xiao-Ming/UNet-VocalSeparation-Chainer

험하였다.

U-Net은 실험한 구조 중에 가장 낮은 성능을 보이

고, Wave-U-Net은 U-Net과 비교하여 혼합 SNR 0 dB

에서 0.41 dB, 혼합 SNR –10 dB에서 0.30 dB SDR을 개

선하였다. 특히 SIR은 Wave-U-Net이 가장 높은 성능

을 보인다. SIR은 분리된 배경음악에 음성이 얼마나 

섞여 있는지를 나타낸다. Wave-U-Net을 제외한 다른 

구조들은 스펙트로그램 도메인에서 배경음악의 스

펙트로그램 크기를 추정하고 혼합 신호의 위상 정보

를 이용하여 신호로 복원한다. 혼합 신호의 위상 정

보를 사용함으로써 SIR이 낮아지는 원인이 된다. 이

러한 오류를 피하고자 Wave-U-Net은 시간 도메인에

서 신호를 바로 추정한다. 위와 같은 이유로 SIR은 

Wave-U-Net이 가장 높다. 하지만 SDR에서는 Wave- 

U-Net보다 MDenseNet, MMDenseNet과 제안한 구조

가 더 높은 성능을 보인다.

MDenseNet은 Wave-U-Net보다 혼합 SNR 0dB에서 

0.24 dB, 혼합 SNR –10 dB에서 0.26 dB SDR을 개선하

였다. MMDenseNet은 MDenseNet보다 혼합 SNR 0 dB

에서 0.28 dB, 혼합 SNR –10 dB에서 0.25 dB SDR을 개

선하였다. 혼합 SNR 0 dB에서 제안 구조인 2DMM 

DenseNet은 MMDenseNet보다 0.15 dB SDR을 개선하

여 제안한 구조 중 가장 높은 성능을 보였다. 혼합 

SNR –10 dB에서 제안 구조인 FDMMDenseNet은 MM 

DenseNet보다 0.27 dB SDR을 개선하여 제안한 구조 

중 가장 높은 성능을 보였다.

V. 결  론

본 연구에서는 방송 콘텐츠의 배경음악을 분리하

기 위한 딥러닝 구조를 제안하였다. 딥러닝 구조의 

수용범위를 효과적으로 늘이기 위해서 dilated con-

volution을 추가하였다. 분리한 배경음악에 음성이 

가장 적게 남아 있는 구조는 Wave-U-Net이였다. 스

펙트로그램 도메인에서는 혼합 신호의 위상 정보를 

이용할 수밖에 없는 시스템 구조적 한계가 있다. 이

러한 단점에도 불구하고 SNR 0 dB 테스트 환경에서 

2DMMDenseNet이, SNR –10 dB 테스트 환경에서 FD 

MMDenseNet이 가장 높은 성능을 보였다.

Table 2. Experimental results of background music 

separation in broadcast contents.

SNR 0 dB -10 dB

Measure

Architecture
SDR SIR SAR SDR SIR SAR

U-Net [5] 6.26 12.28 8.11 3.18 10.11 4.98

Wave-U-Net [9] 6.67 15.26 7.19 3.48 14.53 4.29

MDenseNet [6] 6.91 13.49 8.43 3.74 11.19 5.19

MMDenseNet [6] 7.19 13.71 8.72 3.99 11.33 5.49

FDMMDenseNet 7.27 14.10 8.70 4.26 12.04 5.61

TDMMDenseNet 7.28 13.66 8.86 4.12 11.15 5.69

2DMMDenseNet 7.34 13.44 9.04 4.13 11.44 5.61
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