
Journal of Korea Multimedia Society Vol. 22, No. 10, October 2019(pp. 1168-1177)
https://doi.org/10.9717/kmms.2019.22.10.1168

1. 서  론

치매(Alzheimer's Disease) 진단에는 환자 병력,

신체 및 신경 생물학 검사 등 의학적 진단이 필요하

다. 치매는 뇌 피질의 수축 및 뇌 심실의 확장을 유발

하며 그 크기는 질병 진행 단계에 달려 있다. 치매의 

단계에서는 3차원 MRI 영상을 통해 해마 및 대뇌 

피질의 심한 수축뿐만 아니라 크게 확대된 심실을 
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ABSTRACT

In order to diagnose and prevent Alzheimer's Disease (AD), it is becoming increasingly important
to develop a CAD(Computer-aided Diagnosis) system for AD diagnosis, which provides effective
treatment for patients by analyzing 3D MRI images. It is essential to apply powerful deep learning
algorithms in order to automatically classify stages of Alzheimer's Disease and to develop a Alzheimer's
Disease support diagnosis system that has the function of detecting hippocampus and CSF(Cerebrospinal
fluid) which are important biomarkers in diagnosis of Alzheimer's Disease. In this paper, for AD diagnosis,
we classify a given MRI data into three categories of AD, mild cognitive impairment, and normal control
according by applying 3D brain MRI image to the Faster R-CNN model and detect hippocampus and
CSF in MRI image. To do this, we use the 2D MRI slice images extracted from the 3D MRI data of
the Faster R-CNN, and perform the widely used majority voting algorithm on the resulting bounding
box labels for classification. To verify the proposed method, we used the public ADNI data set, which
is the standard brain MRI database. Experimental results show that the proposed method achieves
impressive classification performance compared with other state-of-the-art methods.
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확인 할 수 있다. 하지만 정상적인 사람과 치매 환자

의 MRI 영상에서 시각적 차이를 확인하려면 전문적

인 임상 지식과 경험이 필요하다[1,21]. 치매 진단과 

예방을 위해서는 3차원 MRI 영상을 분석하고 분석

된 내용에 기반을 두어 환자에게 최적화된 치료법을 

제공하는 것이 중요하다. 이를 위해 3차원 MRI 영상

을 활용하여 건강한 대상자의 뇌와 치매 질환을 갖는 

뇌를 구별하기 위한 컴퓨터 지원진단(Computer-

Aided Diagnosis, CAD) 알고리즘 기술의 개발은 의

사 및 임상의에게 매우 큰 도움이 된다[2]. 또한 치매 

질환의 단계를 분류할 수 있고, 중요한 바이오마커

(biomarker)를 검출할 수 있는 딥러닝과 같은 강력한 

기계학습 알고리즘은 의사 및 임상의가 치매 뇌 질환

을 진단하는 데 도움이 되어 치매 환자의 정확하고,

시의적절한 진단에 매우 큰 역할이 될 수 있다.

MRI 영상에 기반한 임상적 치매 질환 단계를 치

매(Alzheimer's Disease, AD), 경도인지장애(Mild

Cognitive Impairment, MCI), 정상(Normal Control,

NC)으로 분류한다. 따라서 딥 러닝과 같은 인공지능 

기술을 적용하여 치매 질환 진료 및 예방을 위해 세 

단계(치매, 경도인지장애, 정상)로 분류하는 기술은 

치매 컴퓨터 지원진단 시스템 개발을 위한 핵심기술

이라 할 수 있다[2]. 최근 딥러닝 중에 심층합성곱신

경망(Deep Convolutional Neural Network) 방법은 

현재까지 활발한 연구가 진행되며, 매우 우수한 분류 

성능을 보이는 것으로 보고되고 있으며, 특히 영상 

내 객체 탐지 및 검출을 위해서는 Faster R-CNN[3]

최신 기술이 매우 우수한 성능을 보이고 있다. Faster

R-CNN은 Fast R-CNN[15]의 Region Proposal을 

만드는데 많은 시간이 소요되는 것을 보완한 기술이

다. 기존에는 Selective Search[16]를 사용한 경우 영

상 당 수초가 소요되기 때문에 실시간 분석은 불가능

하다. 하지만 Region Proposal Networks(RPNs)[3]

을 통해 영상 당 대략 0.01초 속도로 region proposal

을 추출 가능하며, RPNs과 Fast R-CNN의 조합을 

통해 매우 빠른 속도로 영상을 처리할 수 있도록 구

현이 가능하다. 특히 Faster R-CNN의 경우 분류 정

확도가 기존의 Selective Search와 Fast R-CNN의 

조합보다 더욱 높게 나타난다. 즉, 정확도와 속도 모

두를 향상시킬 수 있는 방법이 Faster R-CNN이다.

본 논문에서는 Faster R-CNN 모델을 이용하여 

3D MRI 영상을 분류하고, 치매 분류에 있어 중요한 

생물학적 지표인 해마와 척수액(Cerebrospinal fluid,

CSF)를 검출하는 기술을 제안한다. 제안한 MRI 해

마 및 CSF 검출 연동 치매 분류 방법은 기존 관련 

방법들과 비교하여 다음과 같은 독창성과 기술적 특

징을 갖는다.

∙기존의 치매 분류 컴퓨터 지원진단 시스템에서

는 심층합성곱신경망(Deep Convolutional Neural

Network)을 MRI 단면 영상(slice images)에 적용하

여 치매, 경도인지장애, 정상으로 분류하지만 이를 

통해 치매에 중요한 생물학적 지표(biomarkers)인 

해마, CSF(Cerebrospinal fluid) 를 표시해 주기는 어

려웠다. 하지만 본 연구에서 개발된 치매 분류 및 바

이오마커 검출 시스템은 검출과 분류를 동시에 할 

수 있도록 개발되었고 또한 분류 성능이 개선되도록 

설계되어 되었다.

∙의료영상에서 바이오마커를 빠른 속도로 검출

하기 위해 Faster R-CNN 구조를 활용하여 MRI 데

이터(MRI 슬라이스(slice) 150장 기준) 하나 당 검출,

분류를 포함한 모든 과정을 처리하는데 평균적으로 

약 63초(1장 당 0.42초)를 달성했다. 진단 정확도 성

능면에서는 치매 병변 분류에 대한 참고문헌[4,5]에

서 보고된 분류 성능 ‘경도인지장애와 정상’, ‘치매와 

경도인지장애’ 경우와 비교 했을 때(참고문헌[5]의 

경우 NC vs MCI : 71.25%, AD vs MCI : 69.53%,

참고문헌[4]의 경우는 NC vs MCI : 90.13%, AD vs

MCI : 82.24%) 제안 방법은 높은 분류 성능을 달성했

다. 구체적으로 제안방법을 통해 경도인지장애와 정상 

(NC vs MCI)의 경우 91.81%, 치매와 경도인지장애

(AD vs MCI)의 경우 90.43%로 향상시킬 수 있었다.

2. 제안 방법

제안한 방법의 전체도(overall framework)가 Fig.

1의 (a)에 보여지며 Fig. 1의 (b) 사용한 Faster R-

CNN의 구조(architecture)를 구체적으로 표현한 그

림이다. Fig. 1의 (a)에 제시한 것 같이 Faster R-

CNN[3]을 활용하여 문턱치(threshold) 처리된 각각

의 바이오마커 영역 레이블에 대해 ‘majority voting’

분류 방법[17]을 수행하여 치매 병변을 예측한다. 제

안한 방법에서 활용한 네트워크는 Faster R-CNN

[3]이라 불리며 객체 검출 및 분류에 많이 활용되고 

있다. Faster R-CNN은 Fig. 1 (b)에서 볼 수 있듯이 
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크게 Region Proposal Network(RPN)과 Fast R-

CNN 두 개의 구성요소들로 구성되어있다. 첫 번째 

구성요소는 바이오마커 후보영역들을 제공하는 심

층합성곱신경망 모듈인 RPN이며, 두 번째 구성요소

는 제공된 바이오마커 영역들에 대해 실제 바이오마

커 영역을 검출하는 Fast R-CNN이다. 전체 시스템

은 객체 검출을 위한 단일의 통합 네트워크로 이루어

져있다. RPN에 기반한 신경망의 정보를 Fast R-

CNN 모델이 참고하여 어느 영역을 탐색 및 검출해

야 하는가에 관한 정보를 제공한다.

2.1 Region Proposal Network 및 Fast R-CNN 소개

RPN(Region Proposal Network)은 영상에서 각 

객체에 대해 신뢰도 점수(confidence score)가 있는 

직사각형 형태의 집합을 출력하며, 이 프로세스를 심

층합성곱신경망으로 모델링하였다[7]. Faster R-CNN

은 Fast R-CNN 객체 검출 ​​네트워크와 연산을 공유

하는 것이므로, 두 네트워크가 공통적인 합성곱

(Convolution) 계층 집합을 공유한다고 가정한다. 본 

논문 실험에서는 13개의 공유 가능한 합성곱 계층이 

있는 VGG-16 모델을 사용했다[8]. 영역 제안(region

proposal)을 생성하기 위해, 제안 방법에서는 마지막 

공유 가능한 합성곱 계층에 의해 출력된 합성곱 특징 

맵(feature map)을 뒤에 추가하였다. 이 네트워크는 

× 크기인 합성곱 특징 맵을 입력으로 사용하며 

각 슬라이딩 윈도우(sliding-window)로 하위 차원 

특징(VGG의 경우 512차원)에 매핑된다. 이 특징은 

회귀(regression) 계층과 분류(classification) 계층이

라는 두 개의 완전 연결(fully connected) 계층에 사

용되며 최종적으로 특징 벡터(경계 영역의 좌표)를 

추출하게 된다. 이 특징 벡터는 ROI 통합 계층에 연

결되어 Fast R-CNN에 입력으로 들어가게 된다.

Region of Interest(ROI) 통합(pooling) 과정은 VGG

의 마지막 합성곱 특징 맵에서 최대 통합(max pool-

ing)을 하여 같은 사이즈의 결과 값이 나오게 한다.

VGG의 경우 ×의 결과가 나오게 되며 결과적으로 

××의 크기에 입력이 완전 연결 계층(fully

connected)으로 전달되고, 완전 연결 계층의 출력 계

층(output layer)에서는 영상 내부의 각 객체에 대한 

softmax값 계산과 객체가 존재하는 영역의 네 점의 

좌표 (x,y, h,w)를 출력하며(x,y)는 ROI의 좌측 상단

의 좌표, (h,w)는 ROI의 높이와 너비를 나타낸다.

2.2 Faster R-CNN 학습

학습에 사용한 MRI 3D 영상을 MRI 2D 단면 영상

으로 전처리 후[18] 학습한다. 최상위에 있는 합성곱 

Fig. 1. (a) overall framework of the proposed AD classification method based on Faster R-CNN network architecture 

coupled with automated MRI biomarker detection. (b) Detailed architecture of Faster R-CNN component shown 

in Fig. 1(a).
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특징 맵에서 합성곱 필터를 ××개 사용한다.

특징 맵에서 × 필터를 객체 분류에는 ×개, 경

계 영역 회귀에는 ×개를 사용하여 합성곱을 수행

해서 객체인지를 분류하는 네트워크 한 개, 경계 영

역 회귀 네트워크 한 개를 만든다. 영역에 대한 초기 

영역 제안(region proposal)을 만드는 것이 첫 번째 

목적이다. 여기서 경계 영역이 슬라이딩 윈도우 방식

으로 합성곱 특징 맵에 계산을 수행할 때 사용하는 

박스가 9개의 앵커 영역(anchor region)이다[15]. 앵

커 영역을 사용하여 학습시키는 기준은 IoU(Inter-

section over Union)을 사용하는데 실제 레이블 영역

과 앵커 영역이 겹치는 비율이 0.7 이상이면 positive

로 판단하고, 0.3 이하는 negative로 판단한다. 그 사

이의 값은 학습에 제외시킨다. positive한 앵커영역

과 negative한 앵커영역의 비율을 50:50의 비율로 학

습시킨다[3]. 이러한 정의에 따라 Fast R-CNN에서 

손실 함수는 다음과 같이 정의된다[15].

  





   
 






  

  (1)

여기서 는 미니배치(minibatch)에서 앵커의 인덱

스이고 는 앵커가 객체가 될 확률이다. 실제 레이블 


는 앵커가 positive이면 1이고 negative이면 0이다.

는 예측된 경계 영역의 4개의 파라미터화된 좌표를 

나타내는 벡터이고, 
는 positive 앵커와 연관된 실

제 박스의 파라미터이다. 분류 손실을 나타내는 

는 두 클래스(객체 혹은 비객체)에 대한 로그 손실이

다. 회귀 손실에 대해 참고문헌[15]에 정의된 R

(smooth )이 있는 곳에    
     

 를 사

용한다. 
는 회귀 손실이 positive 앵커에 대해서

만 활성화되고 그렇지 않은 경우에는 비활성화된다.

분류() 및 회귀() 계층의 출력은 각각  및 

 로 구성되며 와 에 의해 정규화되고 균형 

매개 변수 에 의해 가중치가 매겨진다. 실험에서 

항은 미니 배치 크기(  )로 정규화되며 

항은 앵커가 제안된 수로 정규화한다. 본 연구에서는 

[15]의 내용을 참고하여 의 값은 10으로 설정하였

고, 따라서  와  항은 대략 동등하게 가중된다.

경계 영역 회귀를 위해서 [9]를 참고하여 4개의 좌표

에 대해 식 (2)와 같이 매개 변수화를 채택하였다.

여기서    및 는 상자의 중심좌표와 폭 및 높

이를 나타낸다. 변수   및 는 예측된 영역, 앵커 

       

  log    log 

     

   


  log    log 

(2)

영역 및 실제 레이블에 해당하는 영역에 대한 것이

다. 이것은 앵커 영역에서 근처의 레이블 영역까지 

경계 영역 회귀로 생각할 수 있다.

2.3 바이오마커 자동 검출 연동 치매 병변 분류 기술

논문의 레이블(label) 개수는 치매, 정상, 경도 인

지 장애 3가지 경우에 따라 각각의 해마와 CSF를 

분류하는 것이 목적이기 때문에 총 9개의 레이블이

지만 배경까지 포함해서 학습에는 10개의 레이블로 

학습된다. 본 논문에서는 치매, 정상, 경도인지장애 

세 가지 경우의 분류 정확도를 높이기 위해 완전 연

결 계층의 결과로 나온 각 경계 영역 회귀의 레이블

에 대한 majority voting을 수행하여 분류 정확도를 

향상시켰다. majority voting 방법을 기술하는 수식

은 다음과 같다.

 








 i f     
  

max    
 

(3)

식 (3)에서 는 라는 경계 영역에 대한 (레이

블, label)일 확률인      중 가장 큰 값을 해당 

경계 영역에 대한 레이블로 지정하는 것이다. 여기서 

은 주어진 레이블의 개수이다. 는 경계 영역의 개

수를 나타낸다.


  



 
  

max
  



 (4)

식 (4)는 식 (3)에서 구한 각각의 경계 영역 레이블

에 대한 majority voting를 수행한 수식이다. 총 경계 

영역의 개수인  개 중 레이블이 나타난 빈도를 다 

더한 값을 비교해서 가장 많이 나타난 값을 최종 레

이블로 지정한다. Fig. 2는 제안한 majority voting

기반 분류 방법에 대한 실제 처리과정을 시각화한 

예시이다. 정규화된 MRI 영상이 Faster R-CNN에 

입력되면 해마와 CSF의 위치를 검출 및 분류를 하게 

된다. 이때, Faster R-CNN의 출력결과를 시각화하

기 위해 검출된 영역과 분류 결과에 대해 색상과 태

그로 표시된다. 마지막으로 Faster R-CNN의 출력

결과(해마와 CSF의 분류 레이블)들은 majority vot-
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ing 방법을 사용하여 최종 레이블을 출력하게 된다.

3. 실험 결과 및 분석

3.1 데이터 구성 및 전처리

본 연구에서는 Alzheimer's Disease Neuroimag-

ing Initiative(ADNI)[18]의 데이터 집합을 사용하였

다. ADNI의 데이터 집합은 18세에서 96세 사이의 

6,000명 이상의 피험자로 구성되어있다. 연구에서는 

65세에서 96세 사이의 1,826명의 피실험자를 선택했

으며, 선택한 피실험자는 ADNI 프로토콜에 정의된 

기준을 충족했다. 실험에 사용된 데이터베이스 구성

은 Table 1과 같이 AD(Alzheimer's Disease), MCI

(Mild Cognitive Impairment), NC(Normal Control)

의 피실험자의 수(Num. of Subject), 나이(Age), 성

(Gender)이 균형 잡힌 데이터 집합을 구축했다.

ADNI 데이터베이스에서는 치매에서 중요한 지표라 

할 수 있는 해마와 CSF의 정보가 없기 때문에 해마

와 CSF의 Ground-truth 구축 및 영상의 전처리를 

위해 많이 활용되는 FreeSurfer[18]를 활용했다.

FreeSurfer[18]는 뇌의 구역을 효과적으로 분리할 수 

있도록 설계된 애플리케이션이다. Fig. 3은 FeeSurfer

[18]의 해마와 CSF의 검출 및 전처리 예시를 보여준

다. 전처리는 촬영 시 생기는 잡음 제거 및 뇌의 방향 

및 중심을 정렬하게 되며, 해마와 CSF의 영역은 위

치 좌표를 제공해준다. Fig. 3의 (c)에서 표시된 노란

색 색상 혹은 박스로 표시된 뇌의 영역들이 해마 및 

CSF 바이오마커를 나타낸다.

3.2 실험결과 및 분석

본 연구에서는 ADNI 치매 MRI 데이터베이스[18]

를 활용하여 치매 진단분류결과를 제시한 최신 관련

연구[5,11-14]들을 제안방법 성능과의 비교를 위해 

참고하였다. ADNI 데이터베이스를 활용하여 실험

결과를 도출한 기존 연구들[5,11-14]은 ADNI MRI

데이터셋 구성이 서로 동일하지 않은데 MRI 데이터 

선택 기준이 명확하게 정립되어 있지 않기 때문이다

[10]. 이런 사실에도 불구하고, 대부분의 치매 진단 

연구는 ADNI 데이터베이스에서 MRI 데이터 집합

을 구성하여 성능평가 실험에 활용한다[5, 10-14]. 따

Fig. 2. Visualization for illustrating the process of the proposed majority voting based algorithm for AD classification. 

When normalized MRI slice images are input to Faster R-CNN, the position of hippocampus and CSF bio-

markers is first detected and subsequently classified. For illustration, the 'detected areas' and 'classification 

results' are marked with colored boxes and class names (with labels), respectively. Finally, the majority voting 

method is used to produce the final AD classification label by combining the results of hippocampus and 

CSF biomarkers.

Table 1. Summary of participant demographics as well as mini-mental state examination (MMSE)

Type Subjects (train/test) Age (mean±std) Gender (male/female) MMSE score mean±std

AD 658(394/256) 75.6±7.88 411 / 247 23.2±2.0

MCI 568(340/228) 75.6±7.78 324 / 244 27.2±1.7

NC 600(360/240) 76.0±6.86 318 / 282 29.2±1.0
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라서 본 연구에서는 ADNI 데이터베이스에서 MRI

데이터들을 선택하고 데이터셋을 구성하여 제안 방

법의 유효성을 검증하고 기존 방법들과 비교하는 실

험을 수행하였다(기존 방법들의 실험결과 수치값들

은 해당 논문에서 발취해서 제안논문에 제시함). 실

험결과 비교의 신뢰성과 유효성을 확보하기 위해 본 

연구에서는 다른 최신 연구와 비교할 때 더 많은 MRI

데이터 개수로 성능평가 실험을 수행하였다.

실험은 AD vs MCI, MCI vs NC, NC vs AD의 

3가지 경우에 대해 성능을 평가하였고 실험 결과와 

최신 논문의 성능 비교를 Table 2와 Table 3에 제시

하였다. 테스트 성능은 AD, MCI, NC 부류 각각에 

대해 훈련 데이터와 테스트 데이터 개수(Table 1에 

제시) 비율을 6:4를 가지는 무작위 선택방식(random

selection)을 10번 수행하여 획득한 평균결과이다. 테

스트 시에 검출하는 경계 영역에 대한 문턱치(thres-

hold)는 0.99를 적용해서 예측된 경계 영역이 실제 

레이블와 같은 확률이 99% 이상 되는 박스만 표시하

게 했다. 문턱치는 0부터 1.0까지 0.05 단위로 변경해

서 검출한 결과 0.99 값이 최적으로 판명되었다. 기존 

연구 결과와 비교했을 때 세 가지 분류 작업 유형

(types of three classification tasks)에서 제안 방법

이 높은 분류 성능을 나타내고 있음을 볼 수 있다.

참고문헌[5]의 경우 치매 분류를 위해 해마 영역을 

ROI로 추출해서 CNN으로 분류시킨 결과이며 치매

와 정상의 분류에서 높은 정확도를 달성했다. 참고문

헌[11]의 경우 치매 분류를 위해 뇌실, CSF, 해마의 

크기와 모양을 SVM으로 분류하여 92.2%의 결과를 

Table 2. Comparison of other state-of-the-art AD classification methods and proposed classification method

Method AD vs MCI ACC (%) AD vs NC ACC (%) MCI vs NC AC C(%)

Aderghal et al. [5] 69.53 91.41 66.25

Yang et al. [11] 69.60 92.20 70.30

Ahmed et al. [12] 76.63 90.20 79.42

Cheng et al. [13] - 91.90 78.86

Khvostikov et al. [14] 86.70 93.30 73.30

Proposed method 90.43 95.22 91.81

(a) (b)

(c)

Fig. 3. Illustration of pre-processing of MRI Images, as well as their corresponding detection results of CSF and 

hippocampus biomarkers using FreeSurfer [18]. (a) MRI image before normalization. (b) Normalized MRI image. 

(c)Example of detected CSF and hippocampus biomarkers using FreeSurfer application program.
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달성하면서 해마의 모양과 크기, CSF가 치매 분류에 

있어 좋은 지표가 된다는 것을 보여준다. 참고문헌

[12]의 경우 DTI(Diffusion Tensor Imaging)와 MRI

로부터 바이오마커를 추출하여 다중 커널 학습

(Multiple Kernel Learning) 프레임워크를 사용하여 

치매 분류 연구를 수행한다. 참고문헌[13]의 경우 치

매 분류를 위해 3D 영상을 분해하여 3D PET 영상의 

특징을 학습하는 2D-CNN과 RNN을 결합한 모델을 

사용한 실험을 하여 치매와 정상의 경우 91.90% 정

상과 경도인지장애의 경우 78.86%의 정확도를 달성

하고 치매와 경도인지장애에 대한 실험은 따로 진행

되지 않았다. 참고문헌[14]의 경우에는 3D 볼륨의 해

마 ROI를 입력으로 사용하고, MRI와 DTI의 두 가지 

영상을 기반해 특징을 추출한다. 3D Inception 기반 

네트워크를 사용하여 치매를 분류하는 연구를 진행

했다.

최신 연구 방법과 비교했을 때 치매와 경도인지장

애 사이의 분류는 3.73%, 치매와 정상은 1.92%, 정상

과 경도인지장애는 12.39% 정도 제안방법에 의해 향

상되었다. 높은 분류성능을 얻을 수 있는 주 요인은 

기존 분류 방법에서는 MRI 영상 전체를 학습시키는 

방법으로 치매를 분류하였지만 제안한 방법에서는 

치매에서 중요한 생물학적 지표라 할 수 있는 해마와 

CSF를 ROI 영역을 잡아 훈련하여 분류를 수행하기 

때문이다.

해마와 CSF에 대한 검출 성능은 TPR(True Posi-

tive Rate), FPR(False Positive Rate)로 나타내었을 

때 Table 3와 같이 나타낸다. Table 3에 제시한 TPR

과 FPR 결과에 기반 할 때 해마와 CSF 검출성능이 

매우 우수함을 볼 수 있고, FPR 등 검출 오류를 고려

하여 분류 성능을 계산하였다.

Fig. 4는 테스트를 진행했을 때 표시되는 영상의 

예시를 나타낸다. 예측된 박스와 실제 해마 혹은 

CSF를 포함하는 박스(ground-truth box) 정확도는 

두 박스의 겹치는 부분이 80% 이상이면 올바르게 

예측했다고 판단하였고 Fig. 3에서 표시된 박스들은 

모두 올바르게 검출된 해마와 CSF를 나타낸다. 제안

방법 실행시간(execution time) 평가 시 3.4GHz Core

Xeon CPU, 64GB RAM, Titan XP(12GB) GPU를 

사용했으며 테스트 영상에 검출과 분류를 동시에 진

행한다. 실행시간(execution time)은 MRI 데이터 하

나 당 검출, 분류를 포함한 모든 과정을 처리하는데 

평균적으로 약 63초(MRI 슬라이스(slice) 150장 기

준) 소요된다. 이 실행시간은 참고문헌[20]의 내용을 

고려할 때 제안 방법이 알츠하이머 진단지원시스템

Table 3. Performance of biomarker detection obtained 

using our proposed method

True Positive
Rate (%)

False Positive
Rate (%)

Hippocampus(AD) 97.2 0.2

CSF(AD) 99.7 0.2

Hippocampus(MCI) 97.7 1.0

CSF(MCI) 100.0 0.0

Hippocampus(NC) 98.5 1.5

CSF(NC) 99.6 0.1

Fig. 4. Visualization result of test images obtained using our proposed MRI biomarker detection based on Faster 

R-CNN.
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(Computer Aided System, CAD)에 진단 알고리즘

으로 탐재되는데 실행시간 측면에서는 무리가 없다.

4. 결 론

치매 진단을 위해서는 MRI 영상을 분석하고 분석

된 내용에 기반을 두어 환자에게 최적화된 치료법을 

제공하는 것이 중요하다. 본 논문에서는 MRI 영상을 

토대로 치매(Alzheimer Disease), 경도인지장애(Mild

Cognitive Impairment), 정상(Normal Case)을 분류

하고 치매 진단에 있어 중요한 바이오마커인 해마와 

CSF를 검출하는 Faster R-CNN 기반 MRI 바이오

마커 자동 검출 연동 분류 방법을 제안하였다. 제안

한 방법과 최신 분류방법과의 비교실험 결과 기존 

방법보다는 최소 1.92%, 최대 12.39%가 향상되었고,

MRI 데이터 하나 당 검출, 분류를 포함한 모든 과정

을 처리하는데 평균적으로 약 63초(MRI 슬라이스

(slice) 150장 기준) 소요된다. 기존 분류 방법에서는 

MRI 영상 전체를 학습시키는 방법으로 치매를 분류

하였지만 제안한 방법에서는 치매에서 중요한 생물

학적 지표라 할 수 있는 해마와 CSF를 ROI 영역을 

잡아 훈련하여 기존 분류 성능보다 높은 분류 성능을 

보인다.

현재 제안한 방법은 입력을 2차원 MRI영상을 사

용하다 보니 해마와 CSF의 일부 영역만 사용되고 

있다. 향후 연구에서는 3차원 MRI영상이 입력 될 수 

있도록 기존 Faster R-CNN의 2차원 합성곱 및 통합 

연산방법을 3차원 연산 방법으로 개선하여 해마와 

CSF의 단면이 아닌 전체 영역을 학습하여 분류 성능

을 고도화하는 연구를 수행할 것이다. ADNI 데이터

베이스는 치매진단 전문의 검토에 의해 만들어진 데

이터베이스이고 치매 진단 분류연구에서 가장 많이 

활용되고 있는 신뢰성 높은 MRI 데이터베이스이다.

제안 방법의 검증을 위해, 향후 연구에서는 국내 치

매 전문의와의 협력연구를 통해 제안방법 및 실험결

과가 치매 진단에 있어 임상학적으로 의사들을 보조

할 수 있는지 검증 및 평가를 수행할 계획이다.
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