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1. 서  론
일반적으로 사진은 특정 시간에 즉각적인 기억을 

포착한다고 생각되지만, 이는 기술적으로 사실이 아

니다. 카메라의 센서는 장면에 대한 정보를 얻기 위

해 빛을 축적하며, 이때 충분한 노출 시간이 필요하

다. 그 결과, 노출 시간 중의 카메라/물체의 움직임은 

사진에서 모션 블러를 발생시킨다. 카메라/물체의 

움직임에 의한 모션 블러는 사진의 가시성을 떨어뜨

리며, 이는 다양한 물체 인식 [1-3] 분야의 성능을 

저하한다. 이러한 모션 블러에 의해 열화된 영상을 

복원하는 것은 가시적으로 향상된 영상을 얻을 수 

있으며, 다양한 객체 탐지 분야에서 매우 필수적인 

전처리 과정이다.

기존의 연구들 [4-7]은 다음의 블러 영상 생성 모

델을 기반으로 연구가 진행되었다.

, (1)

식 (1)에서 ,  , 그리고 은 각각 벡터화된 블러 

영상, 뚜렷한 영상, 그리고 additive 노이즈를 의미한

다. 는 블러 커널을 나타내는 매우 큰 크기의 드문 
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행렬 (Sparse matrix)을 나타낸다. 일반적으로 블러 

커널 는 알려진 값이 아니며, 기존의 블라인드 디컨

볼루션 (Blind deconvolution) 방식은 와 를 동시

에 추정하여 영상 개선 영상을 획득한다. 식 (1)의 

모델을 기반으로 영상의 모든 픽셀에 대한 블러 커널

을 찾는 것은 ill-posed 문제이다. 기존의 방식 [4-7]

들은 이러한 ill-posed 문제를 해결하기 위하여 블러 

커널에 다양한 가정을 설정하였다. 기존의 다양한 연

구는 블러 커널 를 균일한 블러 커널로 가정하였다.

그러나 균일한 블러 커널은 카메라의 회전 변화 및 

객체의 움직임을 근사화하기에 부정확한 문제가 있

다. 이러한 문제를 해결하기 위하여 비균일 블러 커

널을 추정하기 위한 연구 [8, 9]가 많이 진행되었다.

그 결과 드문 행렬 가 밀도가 매우 커졌으며, 이는 

영상 개선을 위해 매우 많은 연산량이 필요하다. 또

한, 기존의 비균일 블러 제거 기술은 객체의 움직임

에 의한 동적인 블러 문제에 잘 적용하지 못한다.

최근 다양한 물체 인식 분야 [1-3]에서 딥 러닝 

기술의 발전이 후, 컨볼루션 신경망 (Convolutional

neural networks, CNNs)을 이용한 다양한 영상 개선 

연구 (예: 노이즈 제거 [10], 블러 제거 [11], 초고해상

도 복원 [12], 및 비 제거 [13] 등) 가 진행되고 있다.

CNNs을 영상 블러 제거에 적용하기 위해서는 블러 

영상과 이에 대응하는 뚜렷한 영상 쌍을 구축하는 

것이 가장 필수적이다. 초기의 연구 [11]에서는 공간

적으로 불변 (invariant) 또는 변하는 블러 커널을 이

용하여 뚜렷한 영상을 열화하여 블러 영상을 생성하

였다. 그러나 이러한 인위적 영상은 객체의 움직임에 

의한 동적인 블러를 자연스럽게 시뮬레이션할 수 없

다. 최근 블러 커널을 이용한 영상 생성 대신, GoPro

카메라를 이용한 자연스러운 비균일 블러 영상을 포

함하는 데이터베이스 [14]가 구축되었다. 최신의 

CNNs 기반의 연구는 이를 이용하여 입력 블러 영상

과 뚜렷한 정답 영상 간의 높은 차원의 비선형 매핑 

관계를 학습한다. 이를 위해 멀티스케일 구조 [14]

및 Generative adversarial network (GAN) [15] 등의 

구조가 많이 사용된다.

본 논문에서는 영상 획득 시 동적 블러가 생성되

는 원인을 고려해, 객체의 움직임에 의한 단일 비균

일 블러 영상을 개선하기 위한 다중 학습 구조를 제

안한다. 제안하는 구조는 단일 블러 영상으로부터 영

상 개선을 수행할 뿐만 아니라, 모션 정보를 옵티컬 

플로우의 형태로 추정한다. 첫 번째로 블러의 생성 

원인이 객체/카메라의 모션에 의한 것이므로 모션 

추정은 영상 개선에 도움이 된다. 한편 단일 블러 영

상에서의 모션 추정을 위한 단서는 블러의 정도이다.

블러가 심한 영역은 큰 모션 정보를 갖으며, 반대로 

뚜렷한 영역은 적은 모션을 포함한다. 각각의 테스크

는 네트워크의 파라미터 공유를 통해 상호보완적으

로 서로의 성능을 향상한다. 본 논문은 다양한 실험

을 통해 제안하는 블러 제거 및 모션 추정의 다중 

학습 구조가 단일 블러 제거 만을 수행하였을 때보다 

좋은 성능을 보임을 확인한다. 또한, 최신의 state-

of-the-arts 방식과의 비교를 통해 제안하는 방식의 

객관적/주관적 성능을 평가한다.

본 논문의 구성은 다음과 같다. 2장에서 본 논문과 

관련된 블러 개선 기술과 옵티컬 플로우 추정 기술을 

설명하며, 3장에서는 자연스러운 동적 블러 영상 생

성 방법을 소개한다. 그리고 4장에서는 제안하는 알

고리듬의 네트워크 구조 및 비용 함수를 서술한다.

5장에서는 제안하는 기술의 분석과 최신 기술과의 

객관적/주관적 비교하여 성능을 평가하며, 6장에서 

결론을 맺는다.

2. 관련 연구
2.1 기존의 커널 추정 기반 블러 제거 기술

커널 추정 기반의 블러 제거 기술은 주로 최적화 

문제 기반으로 연구가 되었다. 좋은 성능을 블러 영

상 개선을 위해 최적화 기반의 기술은 뚜렷한 영상의 

구조적 정보를 나타낼 수 있는 가정을 필요로 한다.

대표적인 영상 구조에 대한 가정은 그래디언트의 드

문 정도 [4], hyper-Laplacian 가정 [5], L0-norm 가

정 [6], normalized 드문 정도 [7] 등이 있다. 그러나 

영상 구조에 대한 이러한 휴리스틱한 가정은 기존의 

최적화 기반 블러 제거 기술이 일반적인 영상에 대해 

좋은 성능을 보이지 못하게 한다. 기존의 커널 추정 

기반의 기술은 영상의 구조에 대한 가정뿐만 아니라,

블러 커널에 대한 가정을 포함한다. 입력 블러 영상

으로부터 블러 커널을 추정하는 것은 매우 ill-posed

문제이며, 이러한 어려움을 보완하기 위해 블러 커널

에 대한 다양한 가정을 이용한다. 대표적인 가정으로 

영상 전체에 대하여 공간적으로 균일한 블러 커널을 

가정한다. 그러나 이는 객체의 움직임에 의한 동적인 
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블러에 적합하지 않다. 이를 해결하기 위하여, Kim

등[8]은 영상 분할과 블러 제거를 동시에 수행하는 

동적 블러 영상 개선 기술을 제안하였다. 공간적으로 

불균일한 블러 문제를 해결하기 위해 영상의 분할 

영역에서 비선형의 블러 커널을 각각 추정하였다. 또

한, Kim 등[9]은 지역적으로 선형의 블러 커널을 추

정하였으며, 뚜렷한 영상과 선형적 모션 정보를 동시

에 추정하였다. 그러나 이러한 가정은 일반적인 영상

에서 정확한 블러 커널의 추정을 어렵게 하였으며,

그 결과 동적 블러 영역을 갖는 영상에서 좋은 성능

을 획득할 수 없으며 많은 ringing 결함이 발생한다.

2.2 CNNs 기반의 블러 제거 기술
최근 다양한 CNNs 기반의 블러 제거 기술이 제안

되었다. CNNs 기반의 블러 제거 기술은 크게 커널 

추정 방식과 커널 추정 없이 바로 개선 영상을 생성

하는 방식으로 구분된다. 커널 추정 방식의 대표적인 

예로, Xu 등[11]은 CNNs을 이용하여 주어진 블러 

커널 기반의 논블라인드 블러 제거 기술을 제안하였

다. 그들은 블러 커널을 몇 개의 작은 커널을 분리할 

수 있는 커널 분리 특성을 고려한 네트워크를 설계하

였다. 또한, 네트워크는 노이즈나 컬러 포화 문제를 

줄일 수 있는 디노이징 기능을 수행한다. 한편,

Schuler 등[16]은 기존의 커널 추정 기반의 블라인드 

블러 제거 기술을 CNNs을 이용하여 구현하였다. 그

들은 표현자 추출, 커널 추정 및 논블라인드 블러 제

거 기술을 반복적으로 CNNs을 사용하였다. 이러한 

초기의 CNNs 기반 블러 제거 기술 [11, 16]은 네트워

크를 학습하기 위해 인공의 균일한 블러 커널을 사용

하여 입력 블러 영상을 생성하였다. 그러나 이러한 

기술은 객체의 움직임에 의한 동적 블러를 제거하는

데 부적합하다. 비균일 블러 제거를 위해, Sun 등[17]

은 73개의 후보 블러 커널을 혼합하여 영상의 부분적 

패치에 서로 다른 블러를 생성하였다. 네트워크는 73

개의 후보 커널 중 어떠한 커널이 작용하였는지를 

분류한다. 그러나 커널 추정 기반 블러 제거 기술은 

몇 가지 문제점을 갖고 있다. 첫째로 간단한 커널의 

가정은 폐쇄된 영역이나 깊이 변화와 같은 몇 가지 

어려운 상황을 정확히 모델링 할 수 없다. 둘째로 커

널 추정 과정의 블러 커널 및 뚜렷한 개선 영상에 

대한 휴리스틱한 가정이 필요하다. 마지막으로 객체

의 동적 블러를 포함하는 영상에서 모든 픽셀에 대해 

공간적으로 변화하는 커널을 찾으려면 많은 양의 메

모리와 계산이 필요하다.

최근 커널 추정 없이 CNNs을 이용하여 동적 블러 

영상을 개선하는 기술이 많이 연구되었다. 강력한 

end-to-end 학습과 높은 차원의 비선형 구조는 

CNNs이 블러 제거에 있어 좋은 성능을 보이게 한다.

Nah 등[14]은 블러 영상을 개선하기 위해 세 스케일

로 구성된 CNNs 구조를 제안하였다. 제안하는 구조

는 작은 스케일에서 큰 스케일로 블러된 영상을 개선

한다. DeblurGAN [15]은 블러된 영상으로부터 영상

을 개선하기 위한 GAN [18] 구조를 제안하였다. Tao

등[19]은 long short-term memory (LSTM)의 회귀 

구조를 이용한 멀티스케일 블러 제거 구조를 제안하

였다. Zhang 등[20]은 공간적으로 변하는 recurrent

neural networks (RNNs)을 이용한 블러 제거 네트

워크 구조를 제안하였다.

2.3 비디오 영상의 움직임 추정 기술
옵티컬 플로우 (Optical flow)의 형태로 움직임 정

보를 추정하는 것은 다양한 비디오 응용 분야에 있어

서 핵심적인 기술이다. 기존의 연구는 최적화 문제를 

통한 옵티컬 플로우 추정 연구가 많이 이루어졌다.

Brox 등[21]은 Euler-Lagrange 알고리즘을 통해 최

적화 문제를 해결하였다. 또한, 큰 움직임 변화를 추

정하기 위하여 다양한 표현자 기반의 매칭 기술이 

최적화 문제와 결합하였다. 예를 들어 SIFT-flow

[22]와 PatchMatch [23] 기술의 경우 작은 패치의 크

기에서 정합을 수행한다. Xu 등[24]은 SIFT와 Patch

Match를 통합하여 좋은 성능을 얻었다. EpicFlow

[25]는 드문 매칭 (Sparse matching)된 영역을 보간

하여 모든 픽셀에서의 초기 정합을 추정하며, 이때 

경계보존 보간을 통해 추정된 옵티컬 플로우와 입력 

영상의 경계선을 일치시켰다. 그 후, 보간된 초기 정

합을 이용하여 기존의 최적화 문제를 설계하여 모든 

픽셀에서의 정합을 수행한다. 그러나 기존의 최적화 

문제를 통한 옵티컬 플로우 추정 기술은 많은 연산량

을 필요한 문제점이 있다.

최근 CNNs을 이용한 옵티컬 플로우 추정 연구가 

많이 제안되었다. CNNs의 강력한 표현자 추출 능력

을 통해 최고의 성능을 보인다. 학습 기반 옵티컬 플

로우 추정의 한 방식은 영상 패치에서 정합을 수행하

기 위해 CNNs을 사용하는 것이다. Thewlis 등[26]
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은 Deep Matching [27]을 보완하여 end-to-end 학

습이 가능한 구조를 제안하였다. 또한, Gadot 등[28]

은 Siamese 네트워크 구조를 사용하여 영상 패치에

서 표현자를 학습한다. 이러한 방식은 정확도는 높지

만, 많은 연산량이 필요해 실제 응용 기술에 적용되

기 어렵다. 입력 영상 쌍으로부터 정합 결과를 바로 

추정하는 FlowNet [29]은 대표적인 CNNs 기반 옵티

컬 플로우 추정 기술의 하나로, CNNs을 이용한 end-

to-end 학습을 통해 네트워크를 학습한다. FlowNet

이후 CNNs 기반의 옵티컬 플로우 추정의 다양한 연

구가 진행되었다. 이는 3D 콘볼루션 네트워크 [30],

비지도학습 기술 [31], 회전 변화에 강인한 네트워크 

구조 [32], 그리고 피라미드 구조 [33] 등의 연구가 

수행되었다.

3. 동적 블러 영상 생성
CNNs을 이용하여 객체/카메라의 움직임에 의한 

동적 블러 영상을 개선하기 위해서 가장 중요한 것은 

자연스러운 블러 영상을 생성하는 것이다. 이를 위해 

최근 카메라 센서의 영상 획득 방식을 고려한 데이터

베이스 [14]가 구축되었다. 카메라 센서는 노출 시간 

동안 장면에 대한 정보를 획득하기 위하여 빛 정보를 

촬영하며, 노출 시간 동안의 객체/카메라의 움직임

에 의해 블러가 발생한다. 카메라를 통해 획득되는 

정보는 그 후 각 픽셀 단위로 비선형적 카메라 반응 

함수 (Camera response function, CRF)에 의해 변형

된다. 그 결과 카메라의 영상 획득 모델은 다음 식 

(2)로 모델링 된다.

 






, (2)

이때, 와 는 각각 노출 시간과  시각에 획득

된 센서의 영상 신호를 나타내며, ∙는 카메라의 

CRF를 의미한다. [14]의 데이터베이스는 식 (2)의 영

상 획득 모델을 이산 시간으로 근사하기 위하여 다음

과 같이 블러 영상을 모델링 하였다.

 


  

 

, (3)

식 (3)에서 과 는 노출 시간 동안의 영상 샘플 

수 및 번째 영상 샘플을 의미한다. 일반적으로 비선

형 CRF에 대한 정답을 추정하기 매우 어려우며, [14]

데이터베이스에서는 다음 식 (4)의 감마 조절을 통해 

블러 영상을 획득하였다( ).

   , (4)

[14]의 데이터베이스는 GoPro4 Hero Black 카메

(a) (b)

Fig. 1. (a) Blurry images generated by (3), (b) Ground truth sharp images.
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라를 이용하여 영상을 획득하였다. GoPro 카메라를 

이용하여 240fps의 동영상을 촬영하였으며, 연속적

인 뚜렷한 프레임 ()을 평균하여 객체의 동적인 

움직임에 의한 블러를 포함하는 자연스러운 영상을 

생성하였다. Fig. 1은 본 논문에서 네트워크 학습 및 

성능 평가에 사용한 [14] 데이터베이스의 샘플 영상

을 보여준다. Fig. 1-(a)는 7장의 뚜렷한 영상을 평균

하여 생성된 동적 블러를 포함하는 영상이고, Fig.

1-(b)는 중간 프레임의 뚜렷한 영상이다.

4. 제안한 방법
4.1 제안한 알고리듬의 개요

제안하는 다중 학습 구조는 단일 블러 영상을 입

력으로 하여, 각각 블러가 제거된 영상과 옵티컬 플

로우를 동시에 추정한다. 네트워크 파라미터 공유를 

통하여 두 테스크의 성능을 향상할 수 있다. 먼저 옵

티컬 플로우 추정 네트워크는 입력 영상으로부터 모

션 정보를 추정하기 때문에, 블러 영상 개선 네트워

크의 성능을 향상한다. 또한, 블러 개선 네트워크를 

통해 학습된 표현자는 단일 영상에서 옵티컬 플로우

를 추정할 때, 블러의 정도를 분별하는 데 도움을 줄 

수 있다. Fig. 2는 제안하는 전체적인 다중 학습 구조

의 흐름도를 나타낸다.

4.2 다중 학습 네트워크 구조
제안하는 다중 학습 구조는 Fig. 2와 같이 크게 

블러 영상 개선 네트워크와 옵티컬 플로우 추정 네트

워크로 구성된다. 두 네트워크 모두 넓은 범위의 영

역을 참조하기 위해 strided 콘볼루션을 통한 en-

coder-decoder 구조로 설계하였으며, 서로 일부 네

트워크 파라미터를 공유한다. 블러 개선 네트워크는 

먼저 단일 입력 영상으로부터 세 개의 콘볼루션 레이

어를 통해 64 채널의 표현자를 추출한다. 그 후,

strided 콘볼루션을 포함하는 두 개의 ResBlock [1]

을 통해 공간적 크기를 반으로 줄이면서 동시에 표현

자 채널의 수를 2배씩 증가시킨다. ResBlock은 네트

워크 학습 시 그래디언트 사라지는 문제를 해결할 

수 있어 더욱 좋은 표현자를 학습할 수 있는 장점이 

있다. ResBlock은 세 개의 콘볼루션 레이어로 구성

되며, 첫 번째 레이어는 stride가 2이다. 또한,

ResBlock의 결과는 마지막 콘볼루션 레이어의 결과

와 첫 번째 레이어의 결과를 합하여 구한다. 1/4 크기

로 줄어든 표현자 (채널은 256)는 그 후 세 개의 

ResBlock을 통과하며, 이때 모든 콘볼루션 레이어의 

stride는 1이다. 마지막으로 입력 영상과 동일한 해상

도를 갖는 개선 영상을 추정하기 위해 두 개의 디콘

볼루션 [34] 레이어를 사용하여 해상도를 2배씩 증가

시킨다. 각 디콘볼루션 레이어 이후 한 개의 콘볼루

션 레이어를 추가로 설계하였으며, 표현자의 채널 수

는 encoder와 대칭이 되도록 반으로 감소시켰다. 마

지막 콘볼루션 레이어는 세 채널의 개선 영상을 바로 

추정한다. 한편 대칭이 되는 encoder와 decoder 표현

자 간 skip 연결을 통해 앞 단의 표현자의 공간적 구

조를 유지 시켰다. 네트워크의 비선형성을 높이기 위

한 비선형 함수로 Rectified linear unit (ReLU) 레이

어를 사용하였다. 또한, 콘볼루션 표현자의 내부 코

베리언스 변화 (Internal covariate shift) 문제를 해

Fig. 2. The overall framework of the proposed multi-task architecture for simultaneous deblurring and optical flow 
estimation. 
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결하기 위한 Batch normalization [35] 레이어를 사

용하였다.

다중 학습 구조의 다른 네트워크인 옵티컬 플로우 

추정 네트워크는 블러 영상 개선 네트워크의 en-

coder 구조를 공유한다. 옵티컬 플로우 추정을 위한 

추가적인 네트워크는 decoder 부분의 디콘볼루션 레

이어와 콘볼루션 레이어이다. 이는 블러 개선 네트워

크의 decoder 부분과 유사하게 설계하였다. 옵티컬 

플로우 추정 네트워크의 마지막 콘볼루션은 네 채널

의 옵티컬 플로우를 바로 추정한다. 각각의 두 채널

짜리 플로우는 각각 forward와 backward 플로우를 

나타낸다.

4.3 비용 함수 (Loss function)
제안하는 다중 학습 구조를 학습하기 위한 전체 

비용 함수 는 블러 영상 개선 및 옵티컬 플로우 

추정 네트워크를 학습하기 위한 와 의 비

용 함수의 합으로 설계된다.  는 최신의 CNNs

기반 초고해상도 영상 복원 기술 [10-13]을 따라 다

음의 perceptual loss와 adversarial loss의 합으로 설

계하였다 ( ).


  ,. (5)

는 ImageNet 데이터베이스를 이용한 영상 

분류 분야에 이미 학습된 VGG 네트워크 [36]의 표현

자를 통해 계산된다. 본 논문에서는 Conv3_3의 표현

자를 사용하였으며, 는 개선 영상 와 정답 

영상 ⌊⌋를 이용하여 다음과 같이 설계된다.

 ∥
⌊⌋ ∥ , (6)

이때, 는 VGG 네트워크의 Conv3_3 표현자 추정 

네트워크를 나타낸다. 이러한 의미론적 특성을 갖는 

표현자를 이용한 비용 함수는 가시적으로 향상된 개

선 영상을 획득할 수 있다. 는 개선 영상과 정답 

영상 간의 구분이 안 되도록 하는 비용 함수이다. 이

러한 adversarial 학습을 위해서는 입력 영상이 실제 

뚜렷한 영상인지 개선된 영상인지를 분류하기 위한 

discriminator 네트워크가 필요하다. 본 논문에서는 

기존의 GAN 기술을 고려하여 Table 1과 같이 dis-

criminator 네트워크를 설계하였다. 이때, Conv,

LReLU, BN, 그리고 FC는 각각 콘볼루션, leaky

ReLU, batch normalization, fully connected layer를 

의미한다. Table 1의 discriminator는 블러 영상 개선 

네트워크의 결과 영상 또는 정답 영상을 입력으로 

하며, Wasserstein GAN [37]을 참조하여 다음 비용 

함수로 학습된다.

 ⌊⌋ , (7)

이때, 와 는 각각 discriminator 및 블러 영상 

개선 네트워크를 나타낸다. (5)에서 가 개선 영상

과 정답 영상의 구분 안 되게 학습하기 위해서는 다

음의 비용 함수를 최소화해야 한다.

 , (8)

단일 블러 영상으로부터 옵티컬 플로우 추정 네트

워크를 학습하기 위해서는 먼저 플로우에 대한 정답

을 알아야 한다. 그러나 일반적으로 이러한 정답은 

존재하지 않는다. 본 논문에서는 와  두 

영상을 이용하여 최신의 성능을 보이는 FlowNet 2.0

[38] 기술을 이용하여 플로우에 대한 Pseudo 정답 

(→ 와 ← )을 먼저 계산하였다. Fig. 3은 제

안하는 다중 학습 구조를 학습하기 위한 입력 영상 

및 블러 개선과 플로우 추정에 대한 정답 영상의 예시

이다. 이를 이용하여 는 다음과 같이 설계되었다.

 ∥for 
→ ∥

∥ 
← ∥

(9)

이때 for와 는 옵티컬 플로우 추정 네

트워크로 추정된 forward 및 backward 플로우를 나

타낸다.

5. 실  험
5.1 학습 데이터 및 실험 환경

Table 1. The architecture of discriminator network for 
(7) 

Layer block Weight dimension (stride)

Conv + LReLU ××× 

Conv + LReLU + BN ××× 

Conv + LReLU + BN ××× 

Conv + LReLU + BN ××× 

Conv + LReLU + BN ××× 

Conv + LReLU + BN ××× 

FC ××× 
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본 논문에서는 객체/카메라 움직임에 의한 자연스

러운 비균일 블러 영상을 이용하여 네트워크를 학습

하기 위하여 GoPro 데이터베이스 [14]를 사용하였

다. 이 데이터베이스는 2,103 쌍의 학습 데이터 및 

1,111의 테스트 데이터로 구성되어 있으며, 각 영상

은 ×의 해상도를 갖는다. 제안하는 네트워크

를 학습하기 위하여 원본 영상으로부터 × 크

기의 패치 80,000개를 랜덤으로 추출하였다. 모든 실

험은 TensorFlow 라이브러리를 이용하여 학습되었

으며, 12GB의 NVIDIA Titan GPU를 사용하였다. 전

체 비용 함수 는 ADAM solver [39]를 이용하여 

최적화되었다 (
 , 

 ,    ). 배치 크

기는 16으로 고정하여 총 100 Epoch를 학습하였다.

초기 러닝 비율은  이며, 20 epoch마다 러닝 비율

을 반으로 감소시켰다. 모든 콘볼루션 레이어의 초기 

파라미터는 Gaussian 분포를 갖게 하였다.

5.2 Ablation study
제안하는 다중 학습 구조의 효과를 확인하기 위하

여 각각의 네트워크를 따로 학습한 것과 제안하는 

다중 학습 구조를 학습한 결과를 비교하였다. Fig.

4는 이러한 Ablation study 실험 결과를 보여준다.

(a) (b) (c)

Fig. 3. (a) Blurry image, (b) Ground-truth for deblurring, and (c) Ground-truth for optical flow estimation. 

(a) (b) (c)

(d) (e) (f)

Fig. 4. Experimental results for ablation study: (a) Blurry image, (b) optical flow without deblurring netowork, (c) 
deblurry image without flow estimation network, (d) ground-truth shparp image, (e) optical flow via our mul-
ti-task, and (f) deblurry image via our multi-task.
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Fig. 4-(b)와 Fig. 4-(e)의 비교를 통해 단일 블러 영

상으로부터 플로우 정보를 추정하는데 블러 개선 네

트워크가 성능 향상에 도움을 주는 것을 확인할 수 

있다. 마찬가지로 모션 정보 추정을 통해 블러 영상 

개선의 성능이 향상된다는 것을 Fig. 4-(c)와 Fig.

4-(f)의 비교로 확인할 수 있다.

5.3 실험 결과 및 성능 비교
GoPro 데이터베이스 [14]는 1,111장의 테스트 영

상을 포함하며, 이는 다양한 장소의 영상으로 구성되

어 있다. 제안하는 다중 학습 구조는 위 테스트 데이

터를 이용하여 최신의 블러 제거 기술 과 성능을 비

교하였다. Fig. 5는 주관적 성능 평가로 제안하는 기

술이 최신의 CNNs 기반 블러 제거 기술들보다 가시

적으로 향상된 결과를 보이는 것을 확인할 수 있다.

원 영상과의 객관적 성능 비교를 위하여 품질 비교로 

자주 사용되는 PSNR (Peak signal-to-noise ratio)

와 영상의 구조적 유사성을 나타내는 SSIM (Struc-

tural similarity)를 사용하였다(Table 2). 객관적 성

능 평가 또한 제안하는 기술이 가장 좋은 성능을 보

이는 것을 확인할 수 있다. 마지막으로 각 알고리즘

의 연산 속도를 비교하였다. 위 속도은 GPU 연산 

만을 포함한다. 제안하는 구조가 기존의 기술보다 더

욱 빠른 속도로 블러 제거를 수행하는 것을 확인할 

수 있다. 커널 추정 기반 방식인 Sun 등[17]의 기술은 

개선 영상을 추정하기 위해 많은 반복 연산을 수행해

야 한다. Nah 등[14]의 기술은 멀티스케일 기반의 구

조로, 많은 콘볼루션 연산이 필요하다. 제안하는 다

중학습 구조에 의해, DeblurGAN [15] 대비 적은 콘

볼루션만 사용하여도 더 좋은 성능 및 연산 시간을 

얻을 수 있다.

(a) (b) (c)

(d) (e) (f)

Fig. 5. Visual comparison on dynamic blurry image. (a) Blurry image, (b) ground-truth, (c) Sun 등[17], (d) Nah 등[14], 
(e) DeblurGAN [15], and (f) Ours. 

Table 2. Quantitative deblurring comparison on the GoPro dataset [14] 
Measure Sun 등[17] Nah 등[14] DeblurGAN [15] Ours

PSNR 24.6 28.3 28.7 30.1

SSIM 0.842 0.916 0.958 0.969

Runtime 20 min 4.33 s 0.85 s 0.64 s
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6. 결  론
본 논문에서는 다중 학습 구조를 통한 단일 블러 

영상에서 블러 영상 개선 및 모션 정보 추정 기술을 

제안하였다. 두 테스크는 서로 물리적으로 상호보완

적인 특성을 갖고있으며, 네트워크 파라미터 공유를 

통해 두 테스크의 성능을 향상시킬 수 있다. 다양한 

Ablation 실험은 제안하는 다중 학습 구조의 효율성

을 증명한다. 또한, 최신의 CNNs 블러 영상 개선 기

술과의 비교를 통하여 제안하는 기술이 주관적/객관

적 평가에서 가장 좋은 성능을 보임을 확인하였다.
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