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ABSTRACT: In this paper, we construct a prototype model for city data prediction by using time series data of floating population, and use 
machine learning to analyze urban data of complex structure. A correlation prediction model was constructed using three of the 10 data 
(total flow population, male flow population, and Monday flow population), and the result was compared with the actual data. The results 
of the accuracy were evaluated. The results of this study show that the predicted model of the floating population predicts the correlation 
between the predicted floating population and the current state of commerce. It is expected that it will help efficient and objective design 
in the planning stages of architecture, landscape, and urban areas such as tree environment design and layout of trails. Also, it is expected 
that the dynamic population prediction using multivariate time series data and collected location data will be able to perform integrated 
simulation with time series data of various fields.
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1. 서 론  

1.1 연구의 목적

센싱 기술의 발전으로 다양한 종류의 데이터 수집이 간편화, 

자동화되고 있다. 이와 더불어 이러한 정보를 효과적으로 분석, 

가시화 하는 방법에 대한 중요성이 강조되고 있다. 이른바 비정

형의 방대한 데이터 즉 빅데이터로 불리는 불특정 다수의 정보를 

어떻게 해석할 것이며(Kitchin, 2014) 이를 의미 있는 단위로 전

달 할 것인지(Batty, 2013)에 대한 많은 분야에서 연구가 활발히 

이루어지고 있다.

건축 분야에서 데이터에 대한 시각화는 여러 가지 건축 정보

의 전달 방법 중 그 물리적 형태의 가시화(Scholten et al., 2013)

에 많은 부분이 집중되어 있다. 하지만 건물 혹은 나아가 도

시 규모의 계획을 하는데 있어서는 눈에 보이지 않는 숨은 의미

(Blais, 2011)를 찾는 것이 중요하다. 건물 혹은 도시를 이용하는 

사람들의 행위 정보를 분석하고 이를 이해하고 적절한 계획을 

세우기 위해서는 이러한 비물리적 정보의 올바른 해석(Wilson, 

2000)과 그것을 건축 설계 및 도시 계획 관계자들에게 효과적으

로 전달하는 기술이 필수적이다.

본 연구는 이러한 필요성을 바탕으로 건축, 도시에서 생산되는 

다양한 데이터를 효과적으로 분석하여 숨은 의미를 찾는 기술에 

대한 연구를 목적으로 한다. 빅데이터를 효과적으로 이해하기 위

한 방법과 이를 효과적으로 전달하기 위한 시각화 모델을 개발하

는 일련의 과정에 대한 연구를 수행하였다.

1.2 연구의 범위 및 방법

건축 및 도시 계획을 위한 분석 데이터가 갖는 특징을 살펴보

면, 기본적으로 ‘현황’ ‘이동’ ‘변화’ ‘추정’ 등과 같은 물리적 공간, 
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위치 및 시간을 기반으로 하는 정보(Rathore et al., 2016)와, ‘행

위’와 같이 현상(Shin, 2015)을 동시에 기술하는 다차원 정보 복

합체(Nicholson et al., 1997)적인 특징을 가지고 있다. 출생, 사

망, 결혼과 같은 지리적으로 고정된 하나의 지역에서 이루어지는 

정보를 포함한 ‘현황’의 정보와 두 개의 지역과 지역 사이에서 발

생되는 인구이동, 혹은 주거지의 변화를 나타 낼 수 있는 ‘이동’

의 정보, 건축 연한, 유권자의 변화, 커뮤니티의 생성 및 소멸 등

의 물리적, 사회적의 상태를 나타낼 수 있는 ‘변화’의 정보, 이와 

같은 정보를 통해 건축계획 및 단지계획 단계 분야에 의사결정을 

지원 할 수 있는 ‘추정’의 정보 등 다양한 정보(Curwell, 2005)들

이 이에 속한다.

따라서 일반적인 데이터의 경우 속성이 하나의 데이터에만 연

결되는 것과 달리 건축, 도시 데이터의 경우 다양한 카테고리의 

정보를 생성한 뒤 이를 통합하여 나타내기에 더욱 복잡한 차원을 

갖게 되는 것이 특징(Healey, 2006)이다. 본 연구에서는 이러한 

다차원 비정형 데이터(Lafarge et al., 2011)를 저장하고 통합하여 

상관관계를 종합적으로 이해할 수 있는 프로토타입 모델 구축을 

연구의 범위로 하고 있다.

2. 선행연구 및 사례

2.1 머신러닝 개요

머신러닝의 종류는 크게 교사학습(지도학습: supervised 

learning), 비교사(비지도: unsupervised learnig) 학습, 강화학습

(reinforcement learning)으로 분류된다(Kotsiantis, 2007). 데이

터와 함께 답을 입력한 후 다른 데이터의 답을 예측하는 방법인 

교사학습과, 데이터는 입력하지만 답은 입력하지 않고 다른 데이

터의 규칙성을 찾는 방법인 비교사학습 등으로 사람도 제대로 알 

수 없는 본질적인 구조 등을 확인할 때 사용하는 방법이다. 비교

사학습에는 클러스터 분석, 주성분 분석, 벡터 양자화, 자기 조직

화 등 세분화되어 있는 예가 있다. 마지막으로 강화학습은 부분

적인 답을 입력한 후 데이터를 기반으로 최적의 답을 찾아내는 

방법이다(Sutton, 1998). 

즉 머신러닝이란 컴퓨터에게 벡터라는 크기와 방향을 가진 형

식을 제공하여 컴퓨터가 판단 할 수 있는 특징으로 경계를 설정

한 뒤 수많은 데이터를 학습시켜 거기에 존재하는 패턴을 찾아

내는 것(Goldberg, 1988)으로 ‘학습’이라는 능력을 컴퓨터로 구

현하는 기술이다. 인공 신경망(Artificial Neural Networks: ANN)

을 이용한 시계열 예측 방법은 전통적인 시계열 통계분석법과는 

달리 변수들 간의 제약이 없기에 유동적인 상황에서 분석 및 예

측이 가능해 모델의 적용 범위가 크고 예측력 또한 높다 (Haykin 

et al., 2009). 이처럼 머신러닝 알고리즘의 비약적 발전으로 인

해 도시분야에서도 인공신경망을 이용한 시계열 예측 모델이 개

발되고 있다(Brookwell, 2002). 

본 연구에서는 선행된 건축, 도시분야의 머신러닝을 활용하여 

도시의 유동성 데이터 분석을 위한 ANN 프로토타입 모델 구축을 

목적으로 한다. 

머신러닝을 실행하기 위한 언어로는 Python을 사용하였고 효

율적 작업환경을 위한 Python IDE는 Aanaconda를 사용하였다. 

시각화 플랫폼으로는 ArcGIS 프로그램을 이용하였다.

2.2 선행된 도시 예측 모델 구축 사례

인공지능을 활용한 머신러닝의 경우 주가, 환경오염 등 다양한 

시계열 데이터 예측에 대한 예측 모델 등이 있다.  

선행 사례로 미국 버지니아 주에서는 Fairfax country의 5359

개 연립 주택의 거래 자료와 주택의 물리적 특성, 공립학교 순위, 

주택담보 대출 금리 등 총 27가지 변수를 이용하여 주택가격 예

측 모델(Park et al., 2015)을 구성하였으며, Khalafallah(2008)는 

다층 퍼셉트론(MLP)신경망 모형을 이용하여 미국 올랜드 지역의 

9년 동안의 주택거래 시점, 평균 이자율, 저년 대비 중간 주택 가

격의 변화율 등의 도시 데이터를 이용하여 주택 가격 예측 모델

을 구성하였다.

Radzi(2012)는 인공신경망을 이용하여 말레이시아의 주택가격

지수 예측을 위해 실업률, 인구 규모, 주택담보대출금리, 가구주

의 수입 등을 사용하여 주택 가격 예측 모델을 구성하였다.

국내에서는 딥러닝을 통한 주택가격 예측 모델을 활용하여 서

울 주택 가격지수(매매가격, 전세가격, 지가정보)를 예측하였고 

DNN과 LSTM 모델을 통해 부동산가격 지수를 이용하여 부동산 

가격지수를 예측한 사례가 있다.

2.3 기초적인 머신러닝 구축을 위한 빅데이터 분석방법

본 연구에서는 선행된 도시 예측 모델을 검토하여 적용방법에 

대해 알아본 후 케이스 스터디로 보스톤시에서 2014년 공개한 

데이터와 캘리포니아주에서 공개한 데이터를 이용하여 그 적용 

가능성을 살펴보았다. 그러한 결과를 바탕으로 최종적으로 서울

시의 데이터를 이용하여 50여개의 항목 중 유동인구를 포함한 3

개의 지표를 선별하여 상관관계 분석 모델을 구축하였다. 최종적

으로 서울시 유동인구에 대한 예측 모델을 구축하여 모델의 타당

성을 검토 하였다. 2장에서는 보스톤시와 캘리포니아주 데이터를 

활용하여 기본적인 분석모델과 가시화에 대한 사전 연구의 내용

을 기술하였다.

Figure 1은 캘리포니아 중산층 주택 가격 예측 데이터를 이용

하여 인구수, 건축년도, 위치, 주택가격, 수입, 집의 규모, 방의 개

수 등의 개별 항목에 대한 히스토그램을 나타낸 것이다. CSV형

식의 파일을 빠르게 검토하기 위해 히스토그램을 시각화 한 것으



24 Journal of KIBIM Vol.9, No.1 (2019)

로 주어진 값의 범위에 속한 샘플 수를 막대그래프를 통해 나타

내었다. 이러한 전통적 방법을 통한 개별 데이터의 가시화는 개

별항목의 정보를 보여주는데는 유용하지만 항목들 간의 상관관

계를 통하여 관계성을 보여주거나 위치에 따른 분포를 보여주지 

못하는 한계가 있다. 따라서 지리적 위치를 고려한 데이터 시각

화 방법과 나아가 상관관계를 나타낼 수 있는 복합적인 가시화 

전략이 필요하다.

건축 도시데이터에서 위도와 경도의 정보가 있는 데이터의 

경우 산점도 등의 도표를 이용해 데이터를 시각화할 수 있다

(Touchette, 1985). 아래의 이미지는 캘리포니아 지역의 데이터

를 이용하여 산점도 분포를 나타낸 것이다. Figure 2(a)는 위치

정보에 따른 분포를 나타낸 것이고 Figure 2(b)는 밀집한 정보에 

따라 투명도를 달리하여 표시한 것이다.

Figure 3은 같은 캘리포니아 지역의 데이터 세트을 주택가격

에 따라 색을 구분하여 가시화한 그래프이다. 색과 투명도를 이

용하여 다차원 정보를 효과적으로 가시화 하는 전략으로 사용하

였다.

Figure 4와 Figure 5는 캘리포니아 지역의 데이터를 이용한 

상관관계 분석 가시화 결과이다. 건축년도, 방의 개수, 수입, 주

택가격 간의 상관관계 분포는 직관적인 상관성을 보여줄 뿐만 아

니라 상관계수로 치환되어 요소별 상관관계를 정량적으로 보여

주기에 효과적이다. 특히 이러한 사전 분석 과정은 데이터의 오

류를 사전에 발견하고 나아가 알고리즘 훈련을 통한 결과를 어느 

정도 예측 가능하게 하여 사전에 불필요한 요소를 제외하거나 다

듬는데 있어서(Ding et al., 2000) 도움이 될 수 있다.

2.4 인공신경망(ANN)을 활용한 머신러닝

 회귀 ANN은 이미 발생된 정보를 입력 값으로 하여 학습을 하

고 이후 새로운 조건에 따라 학습된 내용으로부터 추론하여 출력 

값을 도출하는 방법이다. 데이터간의 상관관계를 만들어 내는 것

을 회귀라 하며, 이를 반복 학습하여(다중회귀) 새로운 예측값을 

도출한다.

Figure 1. California middle-class housing price forecasts

Figure 4. Analysis of correlation between the year of 
construction, number of rooms, income, and house price using 

data from California area

Figure 2. Scatterplot graph according to a simple scatterplot 
(a) and density of the location of the California housing prices 

shown reflect transparency (b)

Figure 5. Correlation between house price and income (left) in 
California and the number of rooms (right)

Figure 3. Representing a house price trends in California as a 
scatterplot graph using colors
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이 연구에서는 13개에 이르는 집값과 관련된 지표를 학습하여 

새로운 집값을 예측하는 모델을 구축하고 예측값의 정확성을 비

교함으로써 모델의 정확성을 확인하였다.

머신러닝 모델의 검증을 위한 데이터 세트로 사용된 보스톤 도

시 정보는 마이크로소프트사의 AzureML의 머신러닝 툴을 위한 

정보 세트로 2014년 공개되었다. 아래의 Table 1과 같은 건축, 도

시 머신러닝을 위한 다수의 데이터 세트를 제공한다. 연구에 시

험적으로 사용할 데이터는 보스턴의 지역별 집값에 영향을 끼치

는 요인을 정리한 것으로, 다양한 변인을 조합하여 집값을 예측

하기 위한 용도로 사용하였으나 이 연구에서는 머신러닝을 위한 

데이터 세트로 활용하여 최종적으로 인공 신경망을 구축 및 실험 

하는데 사용하였다. 머신러닝에 사용된 데이터 세트는 다음과 같

은 목록으로 이루어져있다.

이 데이터 세트에는 총 506건의 보스턴 집값과 관련된 13가지

의 정보로 이루어져있으며 (Table 1) 이를 통해 시계열 데이터를 

예측하는 회귀 ANN을 구축하여 분석하였다.

입력데이터와 출력데이터는 X, Y 값으로 입력되었고 훈련세트

(에포크: Epochs)로 정의되는 총 에포크는 최소 100으로 설정하

여 100번 이상의 학습과정을 거치도록 하였고, 한번에 입력되는 

입력값을(batch: 배치값) 20%로로 설정하여 총 500개의 데이터 

세트 중 100개 세트의 학습을 통하여 나머지 400 세트의 데이

터 값을 예측 하도록 하였다(Figure 6). 이후 비교 분석을 통하여  

정확성을 확인하였다. 

딥러닝 결과 처음 118이던 손실(loss 값)이 학습을 실행한 결과 

29까지 떨어졌으며, Model.evaluate() 함수를 통해 예측값과 비

교를 하였다. 100회의 학습 결과, 예측값의 손실과 검증을 위한 

손실값(var_loss)이 각각 29.197 과 26.79로 나타났다(Figure 7). 

평가 및 검증데이터의 손실과 학습을 통한 손실 값의 격차가 매

우 적게 나타나 머신 러닝을 통한 예측에 대한 신빙성을 확인 할 

수 있었다.

CRIM Crime rate by town(마을별 범죄율)

ZN Ratio of residence(주거지의 비율)

INDUS Percentage of industrial(공업 지의 비율)

CHAS riverside location(강변 위치 여부)

NOX nitrogen oxide concentration(대기 중 질소 산화물 농도)

RM Number of rooms per household (가구당 방의 개수)

AGE Ratio of a house built before 1940(1940년 전에 지어진 집의 비율)

DIS The average distance to the workplace(일터와의 평균 거리)

RAD Highway accessibility(고속도로 접근성)

TAX Property tax rate(재산세율)

PTRATIO Student-teacher ratio(마을 별 학생-교사 비율)

B Black housing ratio(흑인 주거 비율)

LSTAT Low-income housing ratio(저소득층 주거 비율)

MEDV Median value of house(집값 중간값)

Table 1. Boston housing data set

Figure 6. Deep learning training through the basic algorithm
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특히 plot_loss() 그래프 함수를 사용하여 확인한 결과오류가 

15회 전후로 급격히 감소하여 최종 예측의 정확성이 높아짐을 알 

수 있었다. 즉 15회의 학습만으로 매우 높은 예측을 할 수 있음을 

알 수 있었다. 이후 60회 전까지 점진적으로 증가와 감소를 반복

한 후 안정화되어 값의 변화가 적다는 것을 볼 수 있다. 

예측의 정확성에 대한 확인과 동시에 실제 집값에 대한 예측 

결과는 Figure 8과 같다. 500회의 반복 학습(500 epochs)을 통

하여 주택가격은 2.75로 예측되었다. 

3장에서는 케이스 스터디를 통하여 확인한 회귀ANN 알고리

즘을 기반으로 은닉계층과 Drop-out 등 추가적인 기술적 요인을 

더하여 서울시를 대상으로 심층적 추론 모델을 구축하였다. 

3. 건축, 도시정보 분석 특성 및 고려사항

3.1 건축 도시정보 자료의 특성

현재 건축, 도시정보를 통한 분석의 경우 GIS 프로그램을 이용

한 제한적인 입지분석과 현황분석의 정보 분석을 주로 실행해 왔

다. 하지만 머신러닝 관련 기술이 발전함에 따라 다양한 분야에

서 머신러닝을 활용하면서 도시정보 분석 분야에서도 관련 기술

을 활용한 도시 분석 모델을 구축하는 것이 가능해졌다.

본 연구에서 시도하고자 하는 새로운 인공 신경망을 통한 분석

방법은 한국 도시의 변화나 변화의 추이, 다른 도시와의 비교와 

분석을 통해 우리나라 도시가 처한 상황을 보다 객관적이고 논리

적으로 판단할 수 있다. 또한 데이터에 근거하여 구축한 예측 분

석 모델를 통해 도시의 변화를 예측 할 수 있다.

노후 주거지 재생과 중심시가지 재생 등 현재 우리나라에서 진

행되는 도시 재생 사업에 데이터에 근거한 계획 수립이 가능하

며, 더나아가 도시 내 물리적, 인문 및 사회적, 경제 및 산업적 변

화의 양상과 현황 등을 분석하고 예측할 수 있는 분석 모델 구축

은 디벨로퍼의 의사결정을 지원할 수 있다.

디벨로퍼의 의사결정에 대해 데이터 분석 및 머신러닝을 통해 

결과에 대한 데이터 정보 (공실률, 고용인수, 보행 통행량, 야간 

보행 통행량, 관광객 입장객수, 소매점 매출, 평일 및 주말 통행

량, 매출액 변화, 빈점포의 변화)를 집계하여 디벨로퍼의 결정에 

관한 예측이 가능하게 할 수 있다. 

본 연구를 통해 도시의 비정형 데이터를 수집하고 도시 내 쇠

퇴원인 및 잠재력 등에 대한 데이터 베이스를 구축하여 건축 계

획 및 도시계획 분야에 효율적 의사결정을 지원하는 모델을 구축

하고자 한다. 프로토타입 모델 구축에 사용되게 될 건축, 도시 분

석 데이터(Table 2)는 국가정보포털, 데이터광장에 기반하여 취

합하였고 원자료를 바탕으로 GIS프로그램를 통한 시각화와 데이

터 예측 서비스에 필요한 정보를 집계하였다. 데이터 집계는 크

게 현황, 변화 등으로 구분하여 집계하고자 한다.

Figure 7. Change of epoch value according to the number of 
training

Figure 8. Estimation of forecast value through quantitative 
analysis

Data 
category Data contents

Urban 
planning

zoning, district status, land use status, traffic, welfare, 
education, culture, function and facility status, other 
infrastructure, etc. (basic life into infrastructure such 
as roads, subways)

Building building Applications and completion time, public 
facilities, status of major sightseeing facilities, etc.

Humanities, 
Society

population, furniture composition, income, 
economically active population, age ratio, vulnerable 
ratio, crime rate, floating population, etc.

Industry, 
Economy

regional economic functions and industrial 
composition, number of businesses, number of 
employees, specialized industries, average business 
sales change, house price and rent, closing, number of 
empty stores, etc.

Public 
property

cultural heritage, cultural facilities, public institution 
buildings, greenery, park, etc.

Table 2. Status data information aggregate list
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오픈 API데이터를 활용한 도시 내 물리적, 인문 및 사회적, 경

제 및 산업적 변화의 양상 및 현황 데이터 베이스 구축을 통해 디

벨로퍼의 의사결정을 지원하고자 한다.

또한 디벨로퍼의 의사결정에 대한 데이터 분석 및 머신러닝을 

통한 데이터 변화 예측정보(공실률, 고용인수, 보행 통행량, 관광

객 입장객수, 소매점 매출, 평일 및 주말 통행량, 매출액 변화, 빈

점포의 변화)를 집계하고 상관관계를 종합적으로 이해할 수 있는 

프로토타입 모델 구축을 연구하고자 한다.

4. 건축, 도시정보 예측 모델 구축

4.1  서울시 유동인구 예측 모델 구축을 위한 시계열 데이터  

 수집

데이터 저장을 위한 데이터베이스 구축 종류에는 두가지로 나

뉜다. SQLite3는 파일 기반의 간단한 관계형 데이터 베이스로 

SQL 구문을 사용해 데이터를 사용할 수 있다. 하지만 SQLite는 

가볍게 사용할 수 있는 관계형 데이터베이스지만 사용 시간이 길

고 대량의 데이터를 계속 사용할 경우 문제가 발생 할 수 있다. 

본 연구에서는 이러한 문제들을 해결 할 수 있는 클라이언트 / 

서버 형태의 관계형 데이터베이스인 MYSQL과 구글 클라우드 플

랫폼, AWS를 사용하여 데이터 분석을 위한 수집을 진행하였다.

서울 열린데이터 광장을 활용한 상권분석 배후지 유동인구 

CSV파일 데이터 수집을 통하여 유동인구 예측 모델의 데이터 세

트를 구축하였다(Figure 9).

해당 데이터의 경우 2018년 1월부터 7월까지의 서울시 유동인

구 데이터로써 전체 유동인구를 포함하여 연령별, 성별, 시간대

별, 요일별로 분류되어 있고, 수집 장소로는 도로별 주소 기준으

로 서울시내 약 1700개 곳의 지점 별로 수집되었다. 

유동인구 데이터의 경우 각 항목의 값 편차가 다르기 때문에 

0~1사이의 값으로 정규화를 통하여 머신러닝 학습을 위한 데이

터 세트를 위한 작업을 진행하였다.

4.1.1 산점도 행렬을 통한 상관관계 시각화

유동인구 데이터 세트의 각 항목과의 상관관계 분석을 통해 전

체 데이터에 대한 기초적 설계를 구상할 수 있다.

서울 열린 데이터 광장을 활용하여 수집된 유동인구 CSV데이

터를 시각화하면 Figure 12와 같다. Figure 12(좌)의 경우 전체유

동인구를 시각화 한 것으로 고밀도인 곳은 노랑색이며 상대적으

로 저밀한 곳은 하늘색으로 표시하였다. Figure 12(우)의 경우 동

대문 일대의 확대한 그림으로 넓은 범위에서 적은 범위에 이르는 

유동인구의 지리적 시각화를 통해 효과적인 인지가 가능하다. 

4.2 머신러닝을 통한 유동인구 예측 모델 개념

순환신경망(Recurrent Neural Network, RNN)의 경우 시계

열 데이터를 다루기 위하여 개발된 모형으로 시간에 따라 다른 

입, 출력 자료의 관계를 학습시킬 수 있는 신경망이다. 본 연구에

서 RNN의 한 형태로 규모가 큰 순환 데이터와 더 심도있는 분석

이 가능한 LSTM(Long-Short Term Memory unit)를 활용하여

(Figure 13) 서울시 유동인구 예측을 위한 기초적 모델을 구축하

였다. 

Figure 9. CSV file collection via open data square

Figure 10. Data structure and property validation Data normalization

Figure 11. Correlation between total flow population and male 
flow population

Figure 12. Visualization of the total floating population data of 
Seoul city in 2018



28 Journal of KIBIM Vol.9, No.1 (2019)

구축한 신경망으로는 한 배치에서 학습된 상태가 다음 배

치 학습 시에 전달되는 방식인 상태 유지신경망으로, ‘return_

stateful=True’옵션을 사용하여 LSTM 레이어를 여러 개 쌓아 더 

심층적인 레이어로 구성하였다(Figure 14). 

또한 Figure 15와 같이 상태유지(Stateful)모드을 사용하여 상

태유지 가능한 순환신경망 모델을 구성하였다. 마지막 학습 값이 

다음 학습 시에 입력되어 전달되는 방식으로 한 개의 순환신경망

을 바탕으로 이를 여러 층을 구성하여 한 개인 층의 순환신경망 

보다 더 깊은 추론을 가능하게 하는 모형으로 구성하였다.

4.3 예측 모델구축 방법

2017년 1분기부터 2017년 4분기까지의 약 12000개의 시계데

이터를 학습시켰고, 분석을 위한 RNN은 Keras deep learning 

라이브러리의 LSTM 네트워크를 사용하였다. 

입력으로 200개의 데이터를 활용하며 출력값은 총 유동인구

수와 총 남자유동인구수, 월요일 유동인구 값 3가지를 가지고 진

행하고자 한다. 

훈련 층으로는 총 5개의 층을 사용하며 1. LSTM(출력: 3*32), 2. 

LSTM(출력: 2*32), 3. LSTM(출력: 1*32), 4. LSTM(출력: 32), 5. 

Dense(출력: 3) 으로 구성하여 알고리즘을 구축하였다(Figure 16).

Figure 17은 입력한 모델을 통해 훈련을 시킬 수 있으며 model.

fit()을 통해 여러번 학습시켜 도출된 예측값을 보여주고 있다. 초기 

훈련에서는 loss값이 7.7983로 나타났지만 반복 학습을 통해 점차 

떨어져 5.3129로 떨어졌음을 알 수 있다.

Figure 13. From the left, Dense, LSTM with input_length = 1, 
LSTM with input_length = 4

Figure 14. Conceptual diagram between LSTM sequences

Figure 15. Concept of stateful mode

Figure 16. Predict Model Layers
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예측값과 실제값의 비교를 통해 근접한 예측값의 정확성을 확

인하였다. Figure 18은 30번 훈련을 반복시킨 결과 점진적으로 

훈련 값의 오차범위가 유의미하게 줄어드는 것을 확인 할 수 있

었다.

5. 결론 및 토론

4차 산업혁명의 도래와 함께 도시의 인문학적, 경제적, 사회적 

데이터의 상관관계를 나타낸 빅데이터가 건축 계획, 관리, 도시

계획 분야 등에 미치는 영향이 증대되고 있으며, 이를 통해 건축 

계획, 관리, 도시계획 등 여러 분야에서 효과적인 의사결정에 도

움을 줄 수 있다.

그러나 다른 분야와 달리 유동적이고 광범위한 데이터의 특

수성을 가지고 있는 건축, 도시 데이터의 경우는 분석이나 데이

터 접근에 많은 어려움이 있어 활용도가 낮게 평가 되어 왔다. 특

히 건축 계획 및 설계에 사용 할 수 있는 유동인구 데이터의 경

우 그 잠재력에도 불구하고 활용이 제한적으로 이루어지고 있었

다. 이에 본 연구는 서울 상권 배후지 유동인구 데이터를 바탕으

로 RNN(Recurrent Neural Network, LSTM) 모델을 활용해 유동

인구 예측을 위한 포로토타입 모델을 구축하였다. 

본 모델은 유동인구의 시계열 데이터를 활용한 도시 데이터 예

측을 위한 기초적인 모델로써 준비된 약 10여가지의 데이터 중 3

가지의 데이터(전체 유동인구 수, 남성 유동인구 수, 월요일 유동

인구)만을 사용하여 예측 모델을 구성하였다. 건축 분야에서 도

시에 관한 빅데이터를 사용해 건축과 도시 분야와 접목을 시도하

여 새로운 정보를 탐색하는 일련의 연구를 진행하였다.

본 연구를 통해 구축한 예측력 높은 유동인구 예측 모델은 예

측된 유동인구와 상권현황과의 상관관계를 도출할 수 있다. 이를 

활용한 수목환경 설계, 산책로의 배치 등 건축, 조경, 도시 분야

의 계획 단계에서 효율적이고 객관적인 설계에 도움을 줄 수 있

다. 또한 다변량 시계열 데이터와 수집된 위치데이터를 활용한 

유동인구 예측은 다양한 분야의 시계열 데이터와 통합 시뮬레이

션이 가능하다. 

유동인구의 시계열 데이터를 비롯하여, 점포의 매출 데이터, 

지가의 변동 데이터, 대중교통의 유동 데이터, SNS의 위치 정보 

데이터 등의 상관관계의 분석을 통해 유동인구의 특정 연령별, 

성별별, 시간대별 등의 다양한 정보와 비교 분석이 가능하다.  

본 연구에서 제시하고자 했던 도시 데이터 예측 딥러닝 모델

은 건축 분야에서의 빅데이터 활용방안과 이를 접목한 설계, 계

획 등의 통합된 정보의 가시화를 나타내고자 했다.  통합된 정보

의 가시화를 통하여 건축계획, 설계에 있어 시간과 비용의 절약

을 통한 효율적이고 객관적인 설계에 도움이 되고자 한다. 

6. 한계 및 향후 연구의 필요성 

연구를 진행하는 과정에서 구축된 모델의 예측값이 유동인구

를 예측하기 위한 은닉층의 수와 뉴런의 수 dropout 등 여러값에 

따라 쉽게 달라지는 문제점이 있었다. 사용된 도시 유동성 데이

터들을 활용한 LSTM 모델의 경우 예측값에 큰 영향을 끼치는 요

소들에 대한 객관적인 기준값을 설정 하지 않고 실행되어 과적합

된 값이 도출될 가능성이 있다.

hyperparameter값의 변경을 통한 훈련과 은닉층 수의 변화 

등 입력데이터들의 변화를 통해 반복적인 훈련만으로 인공신경

망 알고리즘을 구동해야 하기 때문에 상대적으로 많은 시간이 소

요되었고 최적 모델을 설정할 때 객관성이 낮아지는 문제가 있

었다. 또한 정밀한 데이터 예측을 하기 위해선 많은 시계열 데이

터가 필요하지만 서울 데이터 광장을 기준으로 상권 배후지 유동

인구 데이터는 2018년 1월부터 2018년 7월의 데이터만을 가지고 

인공신경망 모형 구성하기에 현실적인 문제가 있었다.

특히 이 연구가 실무적 혹인 현실적인 설계 프로세스로 작동하

기 위해서는 다양한 빅데이터와의 연계와 은닉층과 뉴런의 객관

적인 기준값 설정이 개선되어야 한다. 향후 연구를 통해 현재 유

동인구로만 구성되어 있는 예측 모델에 지가분석, 입지분석 등 

다양한 분야와의 접목을 통해 현실적으로 설계 프로세스로 사용

될 수 있는 모델로 발전하고자 한다.

Figure 17. Change of loss value according to training progress

Figure 18. Predictive force test graph and predictive force value
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