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요  약

본 논문에서는 차세대 이동통신 시스템의 핵심 요소 기술 중의 하나로 각광 받고 있는 다중 사용자 다중 안테나 네

트워크에서 사용자 선택을 위한 심화 학습 기반 스케쥴링 기법을 제안한다. 제안된 신경망을 학습시키기 위하여 기존

의 최적 방식을 통해서 90,000 데이터 샘플을 확보하였으며, 추가적인 10,000 데이터 샘플을 이용하여 최종 학습된 신

경망의 과최적화 여부를 확인하였다. 제안된 신경망 기반의 스케쥴링 알고리즘은 초기 학습 시에는 상당한 복잡도와 

학습 시간이 필요하지만, 일단 학습이 완료된 이후에는 추가적인 복잡도가 유발되지 않는 장점이 있다. 반면에, 기존

의 최적 방식은 매 스케쥴링마다 동일한 복잡도의 계산이 지속적으로 요구된다. 다양한 컴퓨터 시뮬레이션 결과에 따

르면, 제안된 심화 학습 기반의 스케쥴링 기법은 10dB 보다 낮은 SNR에서는 기존 최적 알고리즘의 약 88~96%에 이르

는 평균 전송 속도의 합을 얻을 수 있으며, 10dB 이상의 SNR에서는 최적의 평균 전송 속도의 합을 얻을 수 있다.
 
ABSTRACT

In this paper, we propose a deep learning-based scheduling scheme for user selection in multi-user multi-antenna 
networks which is considered one of key technologies for the next generation mobile communication systems. We 
obtained 90,000 data samples from the conventional optimal scheme to train the proposed neural network and verified the 
trained neural network to check if the trained neural network is over-fitted. Although the proposed neural network-based 
scheduling algorithm requires considerable complexity and time for training in the initial stage, it does not cause any extra 
complexity once it has been trained successfully. On the other hand, the conventional optimal scheme continuously 
requires the same complexity of computations for every scheduling. According to extensive computer-simulations, the 
proposed deep learning-based scheduling algorithm yields about 88~96% average sum-rates of the conventional scheme for 
SNRs lower than 10dB, while it can achieve optimal average sum-rates for SNRs higher than 10dB.
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Ⅰ. 서  론

최근 급격히 증가하고 있는 무선 인터넷 트래픽을 효

과적으로 수용하기 위하여 제한된 주파수 자원의 효율

성을 높이기 위한 소형 셀 네트워크와 다중 안테나 기술 

등이 많은 관심을 받고 있다 [1-3]. 특히, 다중 안테나 기

술은 동일 주파수 대역에서 서로 다른 복수의 단말들에

게 동시에 데이터를 전송함으로써 주파수 효율성을 획

기적으로 개선할 수 있는 기술로써, 4세대 이동통신 뿐

만 아니라 5세대 이동통신 네트워크의 핵심 요소 기술

들 중의 하나이다. 그러나 많은 안테나를 쉽게 탑재할 

수 있는 기지국과 달리, 단말은 크기, 비용, 그리고 복잡

도 등의 문제로 인해서 많은 안테나를 탑재하기 쉽지 않

다. 이러한, 안테나의 비대칭 문제를 해결하기 위하여 

다중 사용자 다중 안테나 (Multi-User Multiple Input 
Multiple Output: MU-MIMO) 기법이 대안으로 거론되

고 있다 [4-6]. MU-MIMO 시스템의 성능은 빔포밍 방

식과 함께 동시에 데이터를 전송하는 단말의 수와 조합

에 많은 영향을 받게 된다. 특히, 동시에 데이터를 전송

할 최적의 단말 수와 조합을 찾는 문제는 높은 계산 복

잡도를 유발할 뿐만 아니라, 복잡도는 전체 단말의 수가 

증가할수록 기하급수적으로 증가한다. 
본 논문에서는 기계 학습의 한 종류인 심화 학습을 이

용하여 신경망을 학습시켜 MU-MIMO 시스템에서 동

시에 데이터를 전송할 단말의 수와 단말의 조합을 찾는 

알고리즘을 연구한다. 사용자 명이 존재하는 다중 사

용자 다중 안테나 네트워크의 성능 최적화를 위해서는, 

특정 채널 계수들이 주어졌을 때 개의 모든 사용자 조

합에 대하여 빔 형성 계수들을 계산하여 데이터 전송 속

도가 최대가 되는 사용자 조합을 찾는 완전 탐색 

(Exhaustive searching) 방식이 필요하다. 이러한 방식은 

사용자 수가 증가할수록 복잡도가 기하급수적으로 증

가할 뿐만 아니라, 페이딩 환경에서 채널이 바뀔 때마다 

동일한 절차가 반복적으로 수행되어야 하므로 그 복잡

도로 인하여 실제 시스템에 적용은 불가능합니다. 따라

서, 본 논문에서는 심화 학습을 이용하여 효율적인 사용

자 선택 기법을 연구한다. 최근, 기계학습은 다양한 분

야에서 널리 활용되고 있으며, 통신 시스템에서도 기계 

학습을 이용하기 위한 많은 연구가 이루어지고 있다 

[7-12]. 먼저, 기계 학습을 활용한 네트워크 트래픽 제어 

알고리즘이 연구되었고 [8], 심화 신경망(Deep Neural 

Network: DNN)을 이용하여 직교주파수분할다중화

(Orthogonal Frequency Division Multiplexing :OFDM) 
시스템에서 채널 추정과 신호 감지 알고리즘이 연구되

었다 [9]. 그리고, DNN을 활용한 거대 (Massive) MIMO 
네트워크에서의 프리코딩 방식에 제안되었으며 [10], 
심화 강화 학습(Deep Reinforcement Learning: DRL)을 

이용하여 인지 위성 통신 시스템을 위한 무선 자원 할당 

알고리즘이 제안되었다 [11]. 에너지 효율적인 DRL 기
반 무인기 (Unmanned Aerial Vehicle: UAV) 제어 알고

리즘이 제안되었다 [12]. 상대적으로 그 구조가 단순한 

DNN은 쉽게 과최적화 되는 경향이 있는 반면에, 최근

에 많은 각광을 받고 있는 DRL은 수많은 시도와 오류를 

통해서 알고리즘이 도출되어야 하므로 학습에 많은 시

간과 복잡도가 필요하다. 따라서, 본 논문에서는 심화 

학습 신경망의 한 종류인 Convolutional Neural Network 
(CNN)을 활용하여 MU-MIMO 네트워크를 위한 사용

자 스케쥴링 기법을 제안한다. CNN은 별도의 추출과정 

없이 특징(feature)을 직접적으로 학습할 수 있어 이미지 

인식 등에서 널리 활용되고 있다. 그리고, 다중 안테나 

통신 네트워크에서 인접 안테나들 또는 인접 사용자들 

간의 채널 및 경로 손실들 간에 상관도(correlation) 등을 

고려할 때, 통신 네트워크에 적합한 학습 모델로 평가받

는다. CNN도 학습 단계에서 무시할 수 없는 복잡도를 

유발하지만, 이는 초기 학습 시에만 필요한 일회성이며 

일단 학습이 완료되면 추가적인 복잡도 없이 스케쥴링

이 이루어진다. 
본 논문의 구성은 다음과 같다. 2장에서 본 논문에서 

고려하는 MU-MIMO 시스템을 설명하고, 3장에서 CNN 
기반 MU-MIMO 시스템용 스케쥴링 기법을 제안한다. 
4장에서는 제안 방식의 성능을 정확도와 평균 전송 속

도 측면에서 분석하고 이를 최적 방식과 비교한다. 마지

막으로, 5장에서 본 논문의 결론을 맺는다.

Ⅱ. 시스템 모델

그림 1은 본 논문에서 고려하는 MU-MIMO 통신 시

스템의 개념도를 보여준다. 기지국은 개의 송신 안테

나를 탑재하고 있으며, 명의 사용자를 서비스 한다. 
각 사용자는 단일 수신 안테나를 가지고 있으며, ≥

이다. 와 vk는 기지국이 사용자 ≤ ≤에 전
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송하는 정보와 × 크기의 빔포밍 벡터를 각각 나타

내고,  
 와∥vk∥ 를 만족한다. 기지국

이 전체 명 중에서 실제 데이터를 전송할 사용자들의 

조합을 라고 하면, 는 다음과 같이 전체 사용자들의 

집합 의 부분집합이다.

⊂ ⋯ (1)

기지국이 실제 전송하는 신호 x는 다음과 같이 주어

진다.

x





⊂

v (2)

여기서, 는 기지국의 전체 송신 전력을 나타내며 기

지국은 데이터를 전송할 각 사용자에게 동일한 전력을 

할당한다. 기지국 송신 안테나와 단말 수신 안테나 사이

의 채널은 평균이 0이고 분산이 1인 복소 정규 분포 

(0, 1)을 따르고 독립항등분포(independent and identically 
distributed:i.i.d.)이다. 에 속하는 사용자 가 수신하는 

신호 는 다음과 같이 표현된다.

∈ hx (3)

h는 개의 송신 안테나와 사용자 의 수신 안테나 

사이의 채널 정보를 원소로 가지는 ×의 행 벡터이

며 는 사용자  수신단에서의 부가 백색 가우시안 잡

음(Additive White Gaussian Noise:AWGN)을 나타내며 

의 분포를 따른다. 사용자 가 수신하는 신호

대 잡음간섭비 (Signal-to-Interference and Noise Ratio: 
SINR)는 다음과 같이 계산된다.

∈
 

≠




 ∥hv∥


 ∥hv∥







∈≠
∥hv∥



 ∥hv∥

 
∈≠

∥hv∥

∥hv∥

(4)

식 (4)에서 두 번째 등호는 분모와 분자에 


를 곱

하여 얻어지며, 는 


로 정의되며 송신 전력 대 잡음

비(Signal-to-Noise Ratio: SNR)가 된다. 마지막으로, 식 

(4)를 이용하여 MU-MIMO의 최적 전송률의 합은 다음

과 같이 구할 수 있다.

 argmax ⊂
∈
log  (5)

식 (5)의 해답을 찾을 수 있는 유일한 알고리즘은 완

전 탐색 방식으로 알려져 있다. 따라서, 기존의 최적 방

식은 완전 탐색 방식을 통하여 사용자 조합을 선택하게 

된다.

Fig. 1 An illustrative communication system of multi-user multi-antenna 
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Ⅲ. CNN 기반의 제안 방식

그림 2는 본 논문에서 제안하는 MU-MIMO 네트워

크의 사용자 스케쥴링을 위한 CNN의 구조를 보여준다. 
두 개의 은닉 합성곱 계층으로 구성되어 있다. CNN의 

입력은 개의 송신 안테나와  사용자 사이의 채널 정

보로 구성된 × 행렬로 구성이 된다. × 채널 정

보의 실수부, 허수부, 신호 크기, 그리고 위상 정보를 각

각의 차원으로 하여 최종 입력 는 ××의 3차원 

행렬로 구성된다. 첫 번째 은닉 합성곱 계층은 20개의 

합성곱 필터로 이루어져 있다. 각 필터의 크기는 인접 

안테나간의 상관도 등을 고려하여 ×로 설정하였으

며, rectified linear unit(ReLU)1) 함수에 의해서 활성화

되어 진다. 두 번째 은닉 합성곱 계층은 ×크기의 50
개 합성곱 필터로 이루어져 있으며, 각 필터는 역시 

ReLU 함수에 의해서 활성화된다. 모든 필터들은 Xavier 
normal initializer에 의해서 초기화 된다 [13]. 두 번째 합

성곱 계층의 출력은 과최적화를 방지하기 위하여 드롭

아웃(Dropout) 계층을 통과하면서 0.2의 확률로 랜덤하

게 소거된 후, 완전 연결 계층을 통과하게 된다. 먼저, 평
탄화(Flatten) 계층에 의해서 일차원 배열로 정렬되고, 
다시 ReLU 함수에 의해 × 배열로 활성화된다. 식 

(6)과 같이 정의된 Sigmoid 함수에 의해서 0과 1 사이의 

값들을 가지는 × 배열 가 출력되며 이는 기지국

이 각 사용자를 선택될 확률로 간주되어진다. 

 

 (6)

1) ReLU()=max

따라서, 배열 의 값에 따라서 다음과 같이 이진 배

열 를 생성한다.

 








 if ≥ 

 otherwise
 ≤ ≤ (7)

마지막으로, 배열 의 값에 따라서 각 사용자에게 데

이터를 전송할지 여부를 결정한다. 가 1이면 사용자 

에게 데이터를 전송하며 가 0인 경우에는 데이터

를 전송하지 않는다. 제안된 CNN은 배열 와 기존 최

적 방식을 통해서 확보된 스케쥴링 결과의 오류를 줄이

는 방향으로 학습을 지속한다.

Ⅳ. 성능 분석

이번 장에서는 제안 방식의 성능을 정확도와 데이터 

전송율 측면에서 분석하고 이를 기존 최적 방식의 성능과 
비교한다. 먼저, 성능 분석을 위하여 block diagonalization 
기반의 빔포밍 방식을 고려한다 [14]. 제안 방식의 사전 

학습을 위하여 100,000 채널 샘플 데이터를 생성하였다. 
그리고, 식 (5)의 해답을 찾을 수 있는 기존의 최적 방식

을 이용하여 각 채널 샘플 데이터별로 성능을 최대화하

는 최적의 단말 조합을 찾았다. 이러한 결과들 중에서, 
90,000 데이터 샘플을 이용하여 제안된 CNN을 학습시

키고, 나머지 10,000 데이터 샘플을 이용하여 학습된 

CNN의 과최적화 여부를 검증하였다.
그림 3은 =10, =5일 때 다양한  값들에 대하여, 

기존 최적 방식 대비 제안 방식의 정확도 보여준다. 

Fig. 2 The proposed scheme based on deep convolutional neural network 
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제안된 CNN 기반의 스케쥴링 기법은 식 (5)에 기반한 

기존 최적 방식대비 약 80~100%에 이르는 정확도를 나

타냄을 확인할 수 있으며,  값이 증가할수록 정확도가 

향상됨을 알 수 있다. 그림 4는 =10, =5일 때 다양한 

 값들에 대하여 제안 방식과 기존 최적 방식의 평균 전

송 속도의 합을 보여준다. 제안된 방식은 SNR이 10dB
보다 낮을 경우 기존 방식 대비 약 88~96%에 이르는 평

균 전송 속도 합을 얻을 수 있으며, SNR이 10dB보다 같

거나 높을 경우 최적 방식과 동일한 평균 전송 속도 합

을 얻을 수 있다. 그리고, 별도의 검증 과정에서 학습 과

정과 동일한 성능을 얻을 수 있음을 확인하였으며, 이는 

제안된 심화 학습 기반의 스케쥴링 기법이 과최적화를 

효과적으로 억제하였음을 나타낸다. 

Ⅴ. 결 론

본 논문에서는 주파수 효율성을 높임으로써 부족한 

주파수 자원을 효율적으로 활용하기 위한 MU-MIMO 
네트워크를 위한 사용자 스케쥴링 기법을 제안하였다. 
제안된 스케쥴링 기법은 심화 학습 신경망의 한 종류인 

CNN을 기반으로 하며 두 개의 합성곱 계층으로 이루어

져 있다. 컴퓨터 시뮬레이션을 통해서 총 100,000 데이

터 샘플을 확보하였으며, 확보된 각 샘플들에 대하여 기

존 완전 탐색 방식을 활용하여 사용자 조합을 선택하였

다. 90,000 샘플은 제안된 CNN을 학습시키기 위하여 사

용되었으며 10,000 샘플은 학습된 CNN을 검증하기 위

하여 사용되었다. 다양한 성능 분석 결과에 따르면, 제
안된 방식은 10dB보다 낮은 SNR 환경에서 기존의 최적 

방식대비 약 88~96%의 평균 전송 속도의 합을 얻을 수 

있었으며, 10dB 이상의 SNR 환경에서는 최적 방식과 

동일한 성능을 얻을 수 있었다. CNN 기반의 제안된 스

케쥴링 기법은 초기에만 학습을 위한 오버헤드가 유발

되며, 지속적으로 완전 탐색을 요구하는 기존의 최적 방

식과 달리 학습이 완료된 이후에는 추가적인 오버헤드

가 필요하지 않은 장점이 있다.
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Fig. 3 Accuracies for various SNR () when =10 
and =5

Fig. 4 Average sum-rates for various SNR () when 
=10 and =5
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