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1. 서  론1)

문서요약(Text Summarization)은 주어진 문서의 주요 내

용을 담은 짧고 간결한 을 생성하는 것이다. 정보매체의 다

양화로 개인이 소화해야 하는 정보의 양이 증가하고, 이를 돕

기 한 문서요약 기술도 계속 발달 되어왔다.

요약을 만드는 방법은 크게 생성 요약(Abstractive Sum-

marization)과 추출 요약(Extractive Summarization)으로 나

 수 있다. 생성 요약은 문서의 핵심 내용을 담은 새로운 문

장을 생성하여 요약을 만드는 방법이다[1]. 생성 요약과 함께, 

문서 요약의 다른 방법은 추출 요약이다. 추출 요약은 문서

의 구성 문장들 , 문서를 표하는 일부 문장을 선택하여 

이를 요약으로 사용하는 방법이다[2]. 사람이 작성한 문장을 

이용해 요약을 만들기 때문에 문법 으로 온 한 문장들로 

요약을 생성할 수 있다. 그 기 때문에 생성 요약에 비해 상

으로 은 노력으로 높은 수 의 요약을 생성할 수 있다. 
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본 연구는 단일 문서에 한 추출 요약을 다룬다.

최근 자연언어처리 연구의 큰 흐름은 인공신경망을 이용

한 End-to-End 방식의 학습이다. 이는 자질들의 복잡한 조

합을 사람이 고안하고 이를 이용하여 문제를 해결하던 기존

의 연구 방법과 달리, 문제 해결에 합한 인공신경망의 입력

과 출력을 설계하고 량의 학습데이터를 입력으로 사용하여 

모델을 학습시키는 방법이다[3]. 이러한 흐름은 추출 문서요

약에도 용되고 있다. 추출 요약의 최근 연구 성과들은 자질 

설계의 과정 없이 문서를 구성하는 단어의 표층정보만을 이

용하여 문장을 표 하고, 각 문장과 체 문서의 계를 이용

하여 요 문장을 선택하는 방식으로 진행되었다[2, 4]. 하지

만 이러한 흐름 이 에도 문서요약에 한 연구들은 진행되

어 왔다[5, 6]. 이들 연구에서는 단어의 표층정보 뿐만 아니라 

품사 정보, 문서 군집에서의 단어빈도수와 역문서빈도, 문장 

안에서의 의존구문 계 등 언어 분석을 통한 다양한 자질을 

추출하고 이들을 조합하여 문서 요약을 수행하 다. 이러한 

자질들은 처리에 한 비용이 필요하고 이때 발생하는 오

류가 다음 단계로 되는 험이 있지만, 이러한 단 에도 

불구하고 기존의 데이터와 연구에서 의미 있는 결과를 내어 

왔다. 본 연구에서는 이러한 기존의 언어 분석 자질을 최신의 
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End-to-End 방식의 인공신경망에 함께 결합하여 단일 문서 

추출 요약 시스템을 구축해 보고자 한다.

일반 으로 추출 문서요약은 문서를 구성하는 주요 단어

를 기반으로 특징 인(salience) 문장을 찾는 문제로 다루어 

진다. 이는 통 인 문서요약 방법[7, 8]에서 뿐만 아니라 인

공신경망을 이용한 최근의 추출 문서요약 방법[4]에도 용

되고 있는 개념이다. 최신의 인공신경망 기반 추출 문서요약 

모델은 입력 문서를 구성하는 단어 정보만을 자질로 사용하

여 모델을 설계하고 량의 학습데이터를 이용하여 인공신경

망 모델의 연결 구조 안에서 문서의 요 단어와 요 문장

이 자동 으로 학습되도록 한다.

간단한 언어 분석을 통하면 문서 내에서 단어의 역할이나 

문장 내부에서 단어 사이의 구조  계, 문서 내에서 단어의 

발생 빈도 등 단어의 언어 분석 자질을 추출할 수 있다. 본 

연구에서는 언어 분석 자질을 최신의 인공신경망 방식과 결

합하여 문서 요약에 용하는 방안을 제안한다. 구체 으로

는 단어의 품사정보, 개체명 정보, stop word 여부와 단어 빈

도 정보를 기존의 단어 표층정보와 함께 결합하여 문장과 문

서를 표 하고 이를 기반으로 추출 요약을 수행할 수 있는 

인공신경망 모델을 제안한다. 한 이러한 언어 분석 자질이 

문서요약에 유용함을 보이기 해 기존의 인공신경망 모델과 

언어 분석 자질을 결합한 모델의 추출 요약 성능을 비교하고 

이를 통해 모델의 유효성을 입증하 다. 

2. 련 연구

문장의 계를 그래 로 표 하고 이를 통해 요 문장을 

추출하는 그래 -기반 방법[7]이나 ILP(Integer Linear Pro-

gramming), Knapsack 알고리즘 등을 이용하여 문장의 최  

조합을 찾는 연구들이 추출 요약을 한 통 인 방법으로 

연구되어왔다[9]. 한 문장이 추출 될지 여부를 SVM, CRF

와 같은 분류기가 단하여 요약을 생성하는 분류기-기반 요

약 연구도 진행되었다[10]. 이러한 분류기에서 문장을 표

하기 해서는 자질이 필요하다. 이러한 자질로는 문장의 

치[11] 역문서빈도[7], 단어 빈도[5] 등 문장과 문장을 구성하

는 단어들의 요도를 악하기 한 정보들이 자질로서 사

용되었다. 

인공신경망 연구가 활성화된 이후로 이를 기반으로 문서

요약을 수행하고자 하는 연구들이 진행되었다. 그  [12]의 

연구에서 추출 문서요약 학습에 필요한 량의 말뭉치를 확

보하는 방안을 제안하 고 이후 많은 연구들이 이 말뭉치를 

기반으로 문서 요약을 수행하 다. 이 말뭉치에서 문장의 선

택 여부 이블은 문장의 치, 요약문과 문장의 n-gram 겹

침 정도, 개체명 개수 등을 조합한 규칙을 통해 정해진다. [2]

의 연구에서는 이 말뭉치에서 외부의 다른 지식 없이 문서와 

사람이 작성한 요약만으로 이블 할당 방안에 해 제안하

다. 한 문장 선택 확률을 해석할 수 있도록 설계하 다. 

본 연구에서는 이 연구에서 제안한 SummaRuNNer모델을 기

반으로 언어 분석 정보의 효과를 실험하 다. 

언어 분석 정보를 단어와 함께 자질로 사용했던 [1]의 연

구가 있었다. 이 연구에서는 sequence-to-sequence를 이용한 

생성 문서요약에 이를 활용하 다. 이 연구에서 문서의 주요 

키워드를 모델이 인식할 수 있도록 POS, TF, IDF, Named 

Entity와 같은 언어 분석 정보를 단어를 표 하기 해 함께 

사용하 다. 본 연구에서도 이와 유사한 언어 분석 정보 목록

과 개념을 사용하 다. 본 연구에서는 이러한 정보들이 통

으로 추출 문서요약에 용되어온 에 기반하여 추출 문

서요약에서 이러한 정보들의 효과가 더 극 화 될 것으로 보

고 이를 추출 문서요약에 용해 보고자 한다.

3. 단일 문서 추출 요약

3.1 SummaRuNNer

본 연구에서 제안하는 언어 분석 자질을 기존의 추출 요약 

모델에 용하여 그 유용성을 살펴보고자 한다. 기존 모델로

는 SummaRuNNer[2]을 사용하 다. 이 모델은 RNN 2계층

으로 구성된 신경망 모델로 기존의 여러 연구들에서 성능 비

교 상으로 사용되어 온 추출 요약 모델이다. 모델을 도식화 

하면 Fig. 1과 같다.

이 모델은 개의 문장으로 구성된 문서 

   …  에 한 이블    … 을 
순차 으로 부여하여 추출 요약을 수행한다. 이때 ∈
는 번째 문장이 요약에 포함되어야 할지(1) 아닌지(0)를 나

타내는 것으로 Equation (1)을 통해 결정된다. 

Fig. 1. Architecture of SumaRuNNer
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Equation (1)에서 는 번째 입력 문장에 한 벡터 표

이며, 는 입력 문서 체를 표 하는 벡터이다. 는 번째 

이 까지 만들어진 부분 요약을 표 하는 벡터이다. 이들 정보
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와 각 항목에 한 가 치를 이용해 문장 자체의 요성

(content), 체 문서에 한 해당 문장의 표성(salience), 이

까지 생성된 요약과 해당 문장과의 복도(novelty), 문장의 

, 상  치(
 

)에 따른 요성을 수치화하고 

이를 합하여 해당 문장이 요약으로 선택될 확률을 결정한다.

입력 문장은 2계층의 RNN을 통해 벡터로 표 된다. 첫번

째 층은 개별 문장을 구성하는 단어들을 이용하여 문장을 표

한다(Fig. 1의 Word Layer). 문서가 입력되면, 문서를 구

성하는 각 문장들은 개별 으로 양방향 GRU(Bi-directional 

Gated Recurrent Unit)[13] 층에 입력된다. 이 GRU 층의 입

력은 문장을 구성하는 단어들로, 번째 단어의 입력은 단어

의 임베딩 벡터(  
)로 표 된다. 개의 단어로 

구성된 번째 문장의 벡터 는 각 단어의 양방향 GRU 출력

에 차원 별 평균(element-wise average)을 취해 생성한다.1)

(2)

문장을 구성하는 단어로부터 만들어진 벡터 는 다른 

GRU 층에 입력되어 주변 문장들과의 문맥정보가 반 된 문

장 벡터 를 생성한다.

     (3)

체 문서를 표 하는 벡터 가 Equation (4)를 통해 계산

된다.

 tanh
 




 (4)

요약은 문서에 한 짧은 을 생성해야 하기 때문에 그 

길이에 제한을 받는다. 이때 복된 내용이 요약에 입력되면 

공간을 낭비하게 되므로 문장 선택에서 복을 방지할 수 있

는 장치가 필요하다. Equation (1)의 novelty항목은 선택 후

보 문장과 지 까지 만들어진 요약의 유사도를 수치화하고 

이것이 높은 경우 후보 문장이 요약으로 선택되지 않도록 

체 인 수를 낮추는 역할을 한다. 재까지 만들어진 요약

의 표  는 Equation (5)와 같이 생성된다. 이는 이 까지 

검증한 각 문장들이 요약으로 선택되었을 확률과 문장을 표

하는 벡터의 곱으로 계산된다.






     (5)

3.2 언어 분석 자질

본 연구에서 활용한 언어 분석 자질은 Table 1과 같다.

Surface 자질은 단어 그 자체를 의미한다. 딥러닝 이 의 

연구에서 단어를 이용하여 문장이나 문서를 표 하기 해서

는 문제에 따라 수만 차원의 one-hot 벡터 는 그 조합을 

필요로 하 다. 하지만 인공신경망 기반 단어 표  연구를 통

1) [・]는 벡터의 연결(concatenate)를 의미한다.

해 다른 단어들과의 계정보를 내포한 고정된 차원의 벡터

로 표  할 수 있게 되었다[14, 15]. 인공신경망 기반 문서요

약은 이러한 단어 임베딩을 기본자질로 사용하 다. 본 연구

에서도 단어의 임베딩 벡터를 기본 자질로 사용하 다. 이와 

함께, 단어의 요도나 문장 내부의 패턴 등을 모델에 좀더 

직 으로 반 할 수 있도록 추가 인 언어 분석 자질을 

Surface 자질과 함께 사용하 다. 

Feature Name Description Category

Surface word
number 
of vocab

TF
Word frequency
 in a document

0-50

POS
POS tag 
of a word

number 
of POS tag

NE
Whether a word is a named 

entity
binary

STOP
Whether a word is 
a stop word

binary

Table 1. Linguistic Analysis Features

[5]의 연구를 통해 문서에서 자주 나타난 단어들이 요약에서

도 자주 쓰인다는 것을 알 수 있다.  이러한 사실에 기반하여 

단어 빈도수(Term Frequency, TF)는 추출 문서요약과 키워드 

추출 련 연구에서 요한 자질로 사용되어 왔다. 이를 토 로, 

단어가 문서에서 가지는 요도를 모델에 반 할 수 있도록 단

어 빈도수를 단어를 표 하는 자질  하나로 사용하 다. 

문장을 구성하는 모든 단어가 문장 안에서 요한 역할을 

하는 것은 아니다. 문법 구조를 해 필요한 기능어의 경우, 

문장의 의미 표 에 요한 역할을 하지 않을 수 있기 때문

에 많은 연구에서 처리 단계로 제거 되었다[16]. STOP 자

질은 어떤 단어가 의미가 있는 단어인지 아닌지 여부를 모델

에 반 할 수 있게 해 다. 

단어의 품사(part-of-speech, POS)도 이와 유사한 정보를 

제공한다. 주요 의미를 담고 있는 동사, 명사와 같은 품사의 

단어와 심볼이나 치사, 사 등 문법 인 역할을 하는 단어

를 구별할 수 있게 해 다. 한 문장 품사열의 패턴은 문장 

안에서 주요 키워드를 식별하는데 도움을  수 있다[17]. 문

장의 품사열 패턴을 자질로 사용함으로써 모델이 이러한 정

보를 학습에 직  반 할 수 있도록 하 다.

문서요약을 이벤트(event) 심으로 수행하는 시도들이 있

었다[18, 19]. 이들 연구는 ‘ 가’, ‘무엇을’, ‘ 구에게’, ‘언제’ 

등의 개체명(named entity, NE) 정보를 심으로 요약을 생

성하 다. 본 연구에서는 어떤 단어가 개체명인지를 알 수 있

도록 단어의 개체명 여부를 자질로 사용하 다. 이를 통해 문

서 체에 얼마나 많은 개체명이 있는지, 어떤 문장이 요한 

개체명을 가지고 있는지 등을 모델에 직  반 할 수 있다.

3.3 언어 분석 자질 결합

본 연구에서는 3.2에서 설명한 언어 분석 자질을 벡터화하

여 기존의 단어 자질과 함께 결합하고 이를 인공신경망 문서

요약 모델의 입력으로 사용하 다. 이러한 언어 분석 자질을 

이용한 단어 표 은 Equation (6)과 같다.
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  tanhsur face      (6)

Equation (6)에서 
, 

, 
, 

  는 각각 번째 

단어의 단어 빈도수, 품사 종류, 개체명 여부, stop word 여부

를 나타내는 벡터이다. 

4. 실험  결과

4.1 학습  평가 데이터

언어 분석 자질의 효과를 검증하기 하여 기존의 추출 문서

요약 모델인 [2]의 SummaRuNNer 모델을 기반으로 비교 실험

을 수행하 다. 이 실험에서 사용한 데이터는CNN/DailyMail 

말뭉치이다. 이 말뭉치는 [20]의 연구에서 passage-based 질의 

응답을 해 개발한 데이터로, [1, 12]의 연구에서 문서요약에 

사용한 이래로 문서요약 연구에 리 사용되고 있는 말뭉치이

다.  이는 신문기사와 그 기사 내용에 해 사람이 작성한 3-4 

의 요약문으로 구성된다. 이 데이터는 익명화(Anonymized)

된 버 과 비익명화된(Non-Anonymized)버 이 제공된다. 익

명화 데이터는 문서에서 나타난 개체명을 "@entity#"으로 체

한 데이터이다. 본 연구에서는 [2]의 연구와 동일하게 익명화된 

버 의 데이터를 사용하 다. 본 연구에서는 [20]에서 제공한 

스크립트를 이용하여 신문기사를 수집하고 함께 제공된 데이터

를 이용해 토큰화(tokenization)와 개체명 인식(named entity 

recognition)을 수행하 다. 추가 으로, Stanford CoreNLP[21]

와 원문을 이용하여 추가 인 문장 분리와 형태소 분석을 수행

하 다. 이 데이터에 한 수치 정보는 Table 2와 같다. 학습 데

이터(Training)의 문서는 평균 약 40문장, 767단어로 구성되어 

있고 약 4개의 요약문을 가지고 있다.

Training Validation Test

CNN 90,151 1,220 1093

DailyMail 196,962 12,148 10397

Total 287,113 13,368 11,490

Table 2. Number Documents IN CNN/Dailymail

4.2 학습 설정

본 연구에서 사용한 단어 정보는 word2vec 알고리즘[15]을 

이용하여 128차원의 벡터로 표 하 고 학습은 CNN/ 

DailyMail 말뭉치의 학습데이터를 사용하 다.  언어 분석 자

질은 Table 1의 category열과 같이 숫자 범주로 표 된다. 

POS 자질은 각 태그에 응하는 64차원의 임베딩 벡터로 자질

을 표 한다. NE와 STOP 자질은 개체명 여부와 stop word여

부를 0과 1로 보고 이에 해당하는 64차원의 벡터로 표 하

다. TF의 경우 문서에서 단어가 등장한 빈도수의 값에 64

차원의 벡터를 응시켜 표 하 다. 

학습의 효율을 해 입력 문서 길이를 100문장으로 제한하

고 각 문장의 길이는 50단어로 제한하 다. GRU 이어들의 

hidden 크기는 128차원으로 설정하 다. 4개의 GPU에서 각

각 32개의 batch 크기를 이용하여 학습하 다. 라미터 업데

이트 알고리즘으로 Adam[22]알고리즘을 사용하고 Learning 

rate 0.001로 학습을 시작하 다. 라미터 정규화를 한 L2 

penalty는 1e-6 로 설정하 다.

추출 문서요약을 해서는 각 문장을 요약에 포함시켜야 

할지 아닌지를 나타내는 정답 이블이 필요하다. [2]에서 제

안한 신문기사와 요약문을 이용한 이블링 방법을 이용하여 

각 문장에 한 이블을 할당하 다. 이러한 이블과 모델 

출력의 Binary Cross Entropy를 손실함수로 사용하여 모델

의 라미터를 학습하 다.

모델의 측 결과로, 각 문장에 한 선택 확률이 출력된

다. 각 문장을 선택 확률에 따라 정렬하고 높은 순서 로 실

험 조건에 맞춰 선택하여 요약을 생성한다. 학습  일정 주

기로 validation 데이터를 이용하여 모델을 평가하고 그  

가장 좋은 성능을 나타낸 모델을 비교실험에 사용하 다.

4.3 언어 분석 자질 성능 실험

Table 3은 기존 SummaRuNNer결과와 언어 분석 자질을 

추가한 모델의 실험 결과를 비교한 표이다. 이 실험은 시스템

에 의해 측된 문장들  측 수 상  3문장을 요약으로 

결정하고 이 요약과 사람이 작성한 요약문과의 Rouge-n[23] 

F1 수를 계산한 결과이다. Table 3에서 LEAD-3는 기사의 

첫 3문장을 요약으로 간주하여 만든 요약으로 [2]에서 제시한 

결과이다. SummaRuNNer는 [2]의 논문에서 제시한 모델의 

결과이고 SummaRuNNer-re는 본 연구에서 비교를 해 재

구 한 모델의 실험 결과이다. 여기에 언어 분석 자질을 추가

하여 실험한 결과가 SummaRuNNer-Linguistic이다.

Models Rouge-1 Rouge-2 Rouge-L

LEAD-3 39.2 15.7 35.5

SummaRuNNer 39.6 16.2 35.3

SummaRuNNer-re 40.2 16.8 36.7

SummaRuNNer

-Linguistic
40.7 17.3 37.2

SWAP-NET[4] 41.6 18.3 37.7

Table 3. Results of Full-Length f1

Table 3의 결과에서 SummaRuNNer-re가 SummaRuNNer

보다 더 높은 수를 나타내는 것을 볼 수 있다. 이는 기존 

SummaRuNNer 실험에 사용한 데이터의 경우 문서가 평균 

28개의 문장으로 구성되어 있는 반면, 본 연구에서는 추가

인 문장 분리를 수행하여 문서의 문장 수가 평균 40문장으로 

구성된 것과 련 있는 것으로 보인다. 본 연구 데이터의 문

장 길이가 평균 으로 더 짧기 때문에, 비슷한 Recall이라면 

Precision 수에서 좀더 이득을 볼 수 있다. 이를 통해 추출 

요약의 단 를 좀더 의미 있게 나  수 있다면, 더 간결하고 

의미를 충분히 담은 요약을 생성할 수 있다는 것을 알 수 있

다. Table 3의 마지막은 본 연구에서 사용한 데이터와 같은 

종류의 데이터를 사용하고 Pointer Network를 활용한 [4]의 

실험 결과이다. 본 연구의 결과와 Rouge-2 수에서 약 1.0의 

성능차이를 보이고 있다.

Table 3의 SummaRuNNer-Linguistic와 SummaRuNNer- 

re의 Rouge-1, Rogue-2, Rouge-L의 F1 수 차이는 약 0.5 씩 
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차이가 나는 것을 볼 수 있다. 이를 통해 언어 분석 자질을 추가

한 경우 더 높은 성능을 나타내는 것을 볼 수 있다. 이를 토 로 

어떤 문장이 요약으로서 더 요한 문장인지 결정하는 것에 언

어 분석 자질이 요 역할을 한다는 것을 알 수 있다. 

4.4 언어 분석 자질 조합 실험

Fig. 2는 validation데이터에 한 언어 분석 자질 조합별 

실험 결과이다. 각 자질 조합의 모델 학습  일정 주기마다 

validation데이터를 이용해 모델을 평가하 다. 그래 를 통

해 모든 언어 분석 자질을 조합한 경우가 가장 좋은 결과를 

나타냄을 알 수 있다. 한 단어와 TF를 조합한 것이 다른 

조합보다 더 높은 성능을 보이고 있다. 이를 통해 TF정보가 

추출 요약에 요하게 작용한다는 것을 알 수 있다. 모든 경

우, 단어만 사용한 것보다는 언어 분석 자질을 함께 사용한 

것이 체로 더 높은 결과를 보이고 있다. 이를 종합하면 본 

연구에서 제안한 언어 분석 자질이 추출 문서요약에서 효과

가 있음을 알 수 있다. 

Fig. 2. Test of Validation

4.5 요약 제 분석

Table 4에 추출 요약의 결과  하나를 나타내었다. 이 표

의 ‘Summary using All features’은 모든 언어 분석 자질을 

이용한 모델이 생성한 요약이고 ‘Summary using Surface’는 

단어만 사용한 모델이 생성한 요약이다. Gold Reference는 해

당 문서에 해 사람이 쓴 요약문이다. 가독성을 해 익명화

된 개체명을 복원하여 나타내었다. 이 에서 모든 언어 분석 

자질을 통해 만들어진 요약(All features)과 단어 자질만을 이

용해 만들어진 요약(Surface)은 처음 두 문장은 같은 문장이 

선택되었고 세 번째 문장에서 다른 선택을 하 다. 서로 다른 

3번째 문장을 살펴보면, All features의 경우 Surface보다 개

체명 수가 1개 더 많다. 

한 문장에 나타난 개체명들의 문서에서 빈도수 합은 33

회, 20회로 All features에 빈도수가 높은 개체명이 더 많이 

사용되었다. 한 문장에 등장한 단어들  stop word가 아

닌 단어들의 TF평균은 2.5와 1.8로 All features이 더 높다.

5. 결  론

본 연구에서는 인공신경망 기반 추출 문서요약 모델과 언

어 분석 자질을 결합하고 그 효과를 검증해보았다. 이를 해 

추출 문서요약에서 효과가 있을 언어 분석 자질 목록을 정하

고 이를 기존의 인공신경망 기반 추출 문서요약 모델인 

SummaRuNNer에 용해 보았다. 그 결과, 단어만 사용한 경

우보다 언어 분석 자질을 함께 결합하여 사용하는 것이 더 

높은 성능을 보 다. 이를 통해 본 연구에서 제안한 언어 분

석 자질이 추출 문서요약에 유용한 것을 보 다.

하지만 본 연구에서 제시한 결과는 재 문서요약 시스템

의 최고 성능과 비교하 을 때 Rouge2 Full-length F1에서 

1～1.5정도 낮은 성능을 보이고 있다. 이는 기본 모델로 사용

한 SummaRuNNer가 가지는 한계에서 비롯한 것으로 보인

다. 한 언어 분석 자질도 가장 기본 인 방향 인공신경망

을 이용하여 결합하 다. 이는 본 연구의 목 이 언어 분석 

자질의 효과를 검증하는 것이므로, 기 인 모델을 이용하

여 그 효과를 검증하 다. 향후 더 나은 모델과의 결합이나 

새로운 추출 요약 모델을 연구해 나갈 계획이다.

Gold Reference

- There are no English clubs left in the Champions League or Europa League

- Diego Simeone admits he is surprised at the plight of Premier League sides

- He believes Barcelona and Real Madrid are the top two clubs in Europe

- Atletico Madrid face Real Madrid in their Champions League quarter-final

Summary using All features

- Chelsea, Arsenal and Manchester City were eliminated at the Champions League last 16 stage, and Everton were dumped out of the 

Europa League in the same round.

- Atletico Madrid boss Diego Simeone believes English football needs to ‘wake up’ after this season’s poor showing in Europe.

- [Atletico Madrid]@entity1 boss [Diego Simeone]@entity0 has admitted his surprise at the plight of [English clubs]@entity3 in 

[Europe]@entity6

Summary using Surface

- Chelsea, Arsenal and Manchester City were eliminated at the Champions League last 16 stage, and Everton were dumped out of the 

Europa League in the same round.

- Atletico Madrid boss Diego Simeone believes English football needs to ‘wake up’ after this season’s poor showing in Europe.

- [Simeone]@entity0 believes his side will face one of [Europe]@entity6's top two teams when they take on [Real Madrid]@entity15

Table 4. Example of Summary
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