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1. 서  론

얼굴식별(Face Identification)은 생체인식, 인간-

컴퓨터 상호작용, 비디오 감시등 다양한 응용 프로그

램 사용으로 패턴인식과 컴퓨터비전 인식 분야에서 

다양하고 활발한 연구가 진행되고 있다[1]. 특히 스

마트폰, 카메라, CCTV등으로 수집되어진 환경에서

의 얼굴식별은 매우 어려운 문제이다. 동일 신원의 

얼굴이더라도 조명 변화, 포즈 변화, 표정 변화에 의

해 다르게 보일 수 있다. 이와 같은 문제를 해결하기 
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위해 컴퓨터 비전 연구자들은 비디오 얼굴식별을 자

동으로 분류하기 위한 연구를 시도해왔다. 비디오는 

많은 프레임들의 조합으로 복잡한 계산 복잡도를 가

지고 있으며, 비디오마다 길이가 다양하다. 그리고 

프레임간의 시간적 연관성(temporal dependency)을 

갖고 있기 때문에 단일 얼굴을 분류하는 기존 방식으

로 분석하기 어렵다. 게다가 ImageNet[2]과 같은 대

용량의 데이터가 공개된 것과 달리 비디오에 대한 

공개 데이터는 적으며, 해당 인식 대상에 포함되는 

데이터 수도 현저히 부족하다.

이런 한계점을 극복하기 위해 인공신경망을 활용

한 얼굴 인식 연구가 진행되고 있다[3-5]. 참고문헌 

[6]에서는 비디오 얼굴인식을 위해 여러 개의 프레임 

정보로부터 단일 특징을 추출하는 심층 신경망인 

Neural Aggregation Network(NAN)을 제안하였다.

제안된 NAN는 크게 두 모듈로 구성된다. 첫 번째 

모듈은 특징 임베딩(Feature Embedding) 모듈로써 

각 프레임에 대해 공통된 딥 네트워크 모델을 이용하

여 특징을 추출한 후 다중의 특징 벡터를 구성하는 

모듈이고, 두 번째 모듈은 통합(Aggregation) 모듈

로써 이 특징들을 두 개의 주의(Attention)블록을 이

용하여 하나의 융합된 특징 벡터를 생성하게 된다.

이때, 통합 모듈의 주의 블록은 각각의 영상 프레임

으로부터 획득된 특징 벡터에 대해 딥 네트워크에 

의한 적응적인 가중치를 이용하여 다중의 특징 벡터

를 융합하여 하나의 특징 벡터를 생성한다. 이때, 상

대적으로 좋은 품질을 갖는 얼굴 영상은 높은 가중치

를 갖게 되고, 다양한 변화에 의해 열화된 얼굴 영상

에 대해서는 낮은 가중치가 할당되는 것을 실험적으

로 보였다. 참고문헌 [7]에서는 신경망 간에 하위 단

계(low-level) 및 중간 단계(middle-level)의 합성곱 

계층을 공유하여 특징을 효율적으로 추출하는 end-

to-end 모델인 Trunk-Branch Ensemble CNN

(TBE-CNN)을 제안하였다. 제안된 TBE-CNN 다

음 같이 크게 2가지로 구성된다. 첫 번째 trunk net-

work 및 branch networks의 출력 특징 맵(feature

maps)들의 연결을 통해 결합을 하게되며 두 번째 마

지막 완전 연결 계층(last fully connected layer)의 

출력을 입력 비디오의 특징표현으로 활용된다. 하지

만 대부분의 연구는 시퀀스의 단일 영상을 기반으로 

신경망이 설계되어 시간적 정보를 고려하지 않게 된

다.

이에, 단일 영상의 분류에서 좋은 성능을 보인 합

성곱신경망(Convolutional Neural Network, DCNN)

을 비디오 영역에 적용하고자 시간적 정보를 고려한 

연구들이 진행되고 있다. 기존의 단일 영상에 적용되

던 합성곱신경망(CNN)을 영상의 시퀀스인 비디오

에 적용하기 위해 시간 축을 고려하여 2D 합성곱

(Convolution)을 3D로 확장한 연구[8,9]가 있었다. 3

차원 심층합성곱신경망(Deep 3D Convolutional

neural network, 3D-CNN)은 공간적 정보뿐만 아니

라 시간적 정보를 이용할 수 있어 비디오 인식에 우

수한 성능을 보이고 있다. 본 논문에서는 비디오 시

퀀스의 시간 및 공간 특징 정보를 고려하는 3차원 

심층합성곱신경망인 C3D 신경망[10]을 활용하여 분

류신뢰도(Class-confidence)를 각 비디오 시퀀스에 

대해 획득한다. 각 비디오 시퀀스마다 획득된 분류신

뢰도를 결합하기 위해 분류신뢰도 행렬을 생성한 후 

2차원 심층합성곱신경망(Deep Convolutional Nerual

Network, DCNN) 학습 과정에 입력으로 활용한다.

최종적으로 파인 튜닝(Fine-tuning)과 학습된 3차원 

심층합성곱신경망과 2차원 심층합성곱신경망이 결

합된 다중 심층합성곱신경망이 입력 비디오 시퀀스

의 신원(identity)을 식별한다. 제안 방법을 검증하기 

위해 비디오 얼굴 데이터베이스인 COX Face 데이터

베이스와 표준 프로토콜[11]을 참조하여 최신 얼굴 

식별 방법과 비교하였다.

2. 제안 방법

제안한 비디오 얼굴식별 방법은 Fig. 1에서 볼 수 

있듯이, 크게 두 가지 단계로 구성된다. 첫 번째 단계

는 주어진 비디오 시퀀스를 다중개의 부분 비디오 

시퀀스(sub-video sequences)들로 분리한 뒤 3차원 

심층합성곱신경망에 입력되어 분류신뢰도들을 출력

한다. 부분 비디오 시퀀스들로부터 획득한 분류신뢰

도들은 결합을 통해 분류신뢰도 행렬(class-con-

fidence matrix)을 형성한다. 두 번째 단계는 첫 번째 

단계에서 생성된 분류신뢰도 행렬은 2차원 심층합성

곱신경망의 입력되어 분류를 통해 비디오 얼굴 영상

에 대한 신원(identity)을 식별한다. 아래 절들에서 

Fig. 1에서 제안하는 각각의 단계들을 상세하게 설명

한다.
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2.1 3차원 심층합성곱신경망의 기본 구조

2차원 심층합성곱신경망(2D Deep Convolutional

Neural network)은 다층 인공신경망의 일종으로 영

상과 같이 각 데이터 차원 간 기하학적 연관성을 가

지는 데이터를 효과적으로 인식하기 위해 제안되었

다[12]. 2차원 심층합성곱신경망은 2차원 합성곱(2D

convolution) 연산과 2차원 통합(2D pooling) 연산으

로 2차원 공간에 대해 수행한다면, 3차원 심층합성곱

신경망은 3D 합성곱(convolution)과 3D 통합(poo-

ling) 연산으로 시공간적 정보(spatiotemporal in-

formation)를 모델링할 수 있다. 그림 Fig. 2(a)와 (b)

와 같이 2D 합성곱(convolution)은 여러 영상들이 적

용되어도 채널정보로 인식되기 때문에 하나의 영상

만을 생성시키지만, Fig. 2(c)에서 보인 것 같이 3D

합성곱(convolution)은 입력신호의 시간적 정보를 

보존하고 생성 결과물이 volume형태가 된다. 3차원 

심층합성곱신경망은 3차원 합성곱 계층(3D con-

volution layer), 3차원 통합 계층(3D pooling layer)

와 완전 연결 계층(fully-connected layer)과 같은 3

가지 계층을 깊게 쌓아 신경망을 구성하게 된다. 3차

원 합성곱 계층(3D convolution layer)은 입력되는 

전체 영상에서 합성곱 연산을 거쳐 특징 맵 추출을 

진행한다. 3차원 통합 계층(3D pooling layer)은 (Fig.

2(e) 참조) 3차원 합성곱 계층(3D convolution Layer)

에서 추출된 특징을 바탕으로 sub-sampling을 사용

하여 차원 축소와 입력 공간의 추상화를 통해 약한 

Fig. 1. An overview of the proposed 3D-2D combined deep convolutional neural network (DCNN) architecture for 

improved video face identification. 

(a) 2D convolution (b) 2D convolution on multiple frames (c) 3D convolution

(d) 2D pooling (e) 3D pooling

Fig. 2. Visualized examples of 2D and 3D convolution/pooling operations. (a) Applying 2D convolution on image 

results in an images. (b) Applying 2D convolution on a video volume(multiple frames as multiple channels). 

(c)  Applying 3D convolution on a video volume results in another volume. (d) Applying 2D pooling on image 

results in an images. (e) Applying 3D pooling on a video volume results in another volume.
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특징은 무시하면서 강한 특징을 추출한다. 완전 연결 

계층(fully-connected layer)은 3차원 합성곱 계층

(3D convolution layer), 3차원 통합 계층(3D pooling

layer)의 반복을 통해 추출 된 특징들을 이용한 객체

의 부류별 분류 목적으로 사용된다.

이때 분류결과를 얻기 위해 softmax-loss 계층

[13]을 사용한다. 이후 마지막 계층부터 초기 계층까

지 역전파(back-propagation) 알고리즘을 사용하여 

오차를 최소화하기 위해 가중치를 찾는 학습이 진행

되며, 지속적인 반복학습을 통해 점차적으로 강한 특

징 맵 추출과 높은 분류 정확도를 도출한다.

2.2 분류신뢰도 행렬 생성을 위한 3차원 심층합성곱신

경망 파인 튜닝(Fine-tuning)

3차원 심층합성곱신경망은 사전 학습된(pre-

trained) 신경망인 기존 C3D 신경망[10]을 사용하여 

파인 튜닝(Fine-tuning)을 통해 얼굴식별을 수행하

였다. C3D 신경망은 8개의 합성곱 계층과 5개의 통

합계층 그리고 2개의 완전 연결 계층으로 구성되어

있으며, 1.1백만 개의 비디오, 487개의 부류로 구성된 

Sport-1M 데이터베이스[14]를 사용하여 사전 학습

된(pre-trained) 신경망 모델이다 [10]. 파인 튜닝을 

위해 마지막 완전 연결계층(487개 부류)은 인식 대상

자들의 수로 구성된 완전 연결 계층으로 교체하여 

3차원 심층합성곱신경망(3D-DCNN)에 적용했다.

여기서 파인튜닝은 심층합성곱신경망(DCNN)의 경

험적 손실을 최소화하는(즉, 에러율을 감소시키는)

필터 가중치를 찾는 반복적 작업이다. [14]로 부터 

생성된 심층합성곱신경망의 필터 가중치는 COX

Face 데이터베이스로 재학습을 통해 파인 튜닝되어 

비디오 얼굴식별을 위한 특징들을 보다 잘 반영 할 

수 있게 된다. 3차원 심층합성곱신경망의 입력이 

volume이므로 입력 비디오 시퀀스(sequence) 형태

는 개의 얼굴영상 프레임들로 구성된 부분 비디오 

시퀀스   


 
 

를 생성하여 학

습하였다(Fig. 3 참고). 여기서 ≤≤은 주어

진 전체 비디오 영상을 분할하여 생성한 시퀀스들의 

개수이고 ≤≤는 번째 프레임을 나타낸다.

부분 비디오 시퀀스  은 정규화를 한 후 사전  학습

된(pre-trained) C3D 신경망을 학습하여 파인 튜닝

된 신경망을 형성하게 된다.

정규화는 아래 수식과 같이 정규화하고자 하는 시

퀀스에서 전체 시퀀스의 평균을 빼어 구한다. 이를 

위해, 번째 시퀀스의 평균 E 은 다음과 같이 구

한다.

E   
  



×



  

 


 (1)

여기서, 와 는 비디오 얼굴 영상의 넓이와 높이

이며, 는 프레임의 수이다. 는 영상에서 픽셀 위치

(pixel location)를 나타내는 변수이다. 정규화한 부

분 비디오 시퀀스  의 표현은 다음과 같이 표현된다.


  




  

 E  (2)

여기서 전체 인식 대상자에 대한 총 비디오의 개

수를 개라고 할 때, 비디오 마다 개의 부분 비디

오 시퀀스  으로 나누었다. 이때 총 부분 시퀀스의 

개수  = × 개다.

정규화된 부분 비디오 시퀀스는 C3D 신경망 학습

에 사용되며, 3차원 심층합성곱신경망은 인식 대상

자의 수만큼 분류신뢰도를 출력한다. 분류신뢰도를 

얻기 위해, 3차원 심층합성곱신경망의 마지막 완전

연결 계층은 소프트맥스 계층(softmax layer)에 연

결이 된다. 연결된 소프트맥스 계층은 이전 계층인 

완전연결 계층 노드 (fully-connected layer node)의 

특징 맵   


  
    

과 해당 가중치 

 













 ⋯ 
 

⋮
⋱


 

⋱
⋮


 ⋯ 

 

을 활용하며, 번째 시

퀀스에 대한 번째 얼굴 인식대상자의 특징맵(feture

map) f 는 다음과 같이 표현된다.

Fig. 3. Example of generation and normalization of M 
sub-video sequences each composed of K face 
images.
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f  
  




 

  for ∈   (3)

여기서 는 완전 연결 계층 노드의 개수이다.

수식 (3)에 f 를 활용하여 소프트맥스 계층에 의

한 확률 P  은 다음과 같이 구한다.

P   


  

 expf 

expf 
(4)

여기서 는 얼굴인식 대상자의 총 인원 수이고 

P  는 번째 부분 비디오 시퀀스가 번째 신

원(identity)으로 식별될 확률을 나타낸다. 결과적으

로 각각의 부분 비디오 시퀀스 당 분류신뢰도 값 

F  P  P     P   T가 출력된

다. 여기서 T는 벡터의 전치 연산자(transpose oper-

ator)이다. 총 개의 부분 시퀀스들에 대한 분류신뢰

도 행렬은 아래 수식 (5)와 같이 2차원 행렬형태

(matrix form)로 결합된다.

F  F ⋮ F ⋮ F ⋮ ⋮ F  (5)

여기서 분류신뢰도 행렬 F의 크기는  ×이며,

은 총 부분 시퀀스들의 개수이고 는 얼굴인식 대

상자의 총 인원수 이다.

가중치 w가 주어질 때 번째 시퀀스  에 대한 

부류를 예측하는 3차원 심층합성곱신경망 의 결과

(분류 신뢰도) f  f  f    f   f  f∈ℝ을 

도출하는 함수를 w으로 정의하였다. 시퀀스 

 에 대한 심층합성곱신경망의 손실 함수 은 아

래와 같이 정의된다.

w  


  



w (7)

여기서 는 번째 신원의 실제 부류(ground-truth

class label)이다. 그리고  은 예측한 부류 와 

실제 부류 간의 차이를 계산하는 손실 함수로, 소

프트맥스 손실 함수(softmax-loss function)  [15]로 

설정하였다. 본 연구에서는 최적의 w를 찾기 위해 

미니배치(mini-batch) 확률적 경사 하강법(sto-

chastic gradient descent) [16]를 사용했다. 이 손실

함수는 부분 시퀀스들의 보완정보(complementary

information)를 얼굴인식에 활용하기 위해 부분 시퀀

스로 나눈 것이며 부분 시퀀스로 이루어진 Class-

confidence matrix 생성하여 2차원 심층합성곱신경

망(2D-DCNN)이 이를 분류하도록 설계하기 위해 

개의 부분 시퀀스마다 구하였다. 부가적으로 전체 시

퀀스를 사용하여 3차원 심층합성곱신경망(3D-DCNN)

을 훈련할 경우 GPU 메모리의 많은 리소스(resource)

를 필요로 한다. 따라서 계산 효율성 측면도 고려하

여 전체 시퀀스를 개의 부분 시퀀스로 나누어 학습

을 하였다.

2.3 분류신뢰도 행렬 활용 2차원 심층합성곱신경망 학

습과 신원 분류

수식 (5)에 의해 3차원 심층합성곱신경망을 통해 

출력된 개의 부분 시퀀스들의 분류신뢰도를 결합

한 분류신뢰도 행렬 F는 직렬로 연결된 2차원 심층

합성곱신경망 학습을 위한 입력으로 활용된다. 입력

을 F로 하는 2차원 심층합성곱신경망의 손실 함수 

은 아래와 같이 정의된다.

Fw   


  



Fw (8)

여기서 Fw은 가중치 w가 주어질 때 분류신뢰

도 행렬 F에 대한 부류를 예측하는 2차원 심층합성

곱신경망 함수의 결과이다. 는 번째 신원의 실제 

부류(ground-truth)이다. 그리고  은 예측한 부

류 와 실제 부류 간의 차이를 계산하는 손실 함수

로, 소프트맥스 손실 함수(softmax-loss function) 

[15]로 설정하였다.

2차원 합성 신경망은 Table 1과 같이 7개의 합성

곱 계층과 5개의 통합 계층, 3개의 완전연결 계층 구

조로 설계하였다. 그리고 마지막 계층은 소프트맥스 

손실(softmax-loss) 계층을 연결하였다. 2차원 심층

합성곱신경망의 가중치 초기화 방법은 Xavier 초기

화[17]를 사용하였다. 입력을 분류신뢰도 행렬 F로 

하는 학습된 2차원 심층합성곱신경망은 인식 대상자

의 수만큼 분류신뢰도를 출력한다. 분류신뢰도를 얻

기 위해 2차원 심층합성곱신경망의 마지막 완전연결 

계층은 소프트맥스 계층에 연결이 되며, 수식 (3)와 

(4)에 의해 분류신뢰도 

g  P f P f    P f  T를 출력한다. 이때 

수식 (8)에 의해 비디오 시퀀스의 신원 g을 결정한다.
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g  argmaxg 
  ≦  ≦

(8)

3. 실험 결과 및 분석

3.1 실험환경

본 연구에서 제안한 방법은 비디오 얼굴식별의 실

험 평가로 많이 사용되는 COX Face 데이터베이스

[11]을 사용하여 평가했다. COX Face 데이터베이스

는 제약된(constrained) 환경에 대한 비디오 얼굴인

식을 위해 만들어졌다. 총 1,000명의 인식 대상자로 

구성되어 있고, 각 인식 대상자 당 3개의 비디오 시퀀

스(Cam1,2,3)가 있으며 얼굴영역에 대해 검출 및 정

렬 처리가 되어있다. COX Face 데이터베이스의 비

디오 시퀀스는 평균적으로 170 프레임의 영상으로 

구성되어있다. Fig. 4은 실험에 사용된 영상의 일부

를 보여준다. C3D 신경망[10]는 시퀀스 크기가 =16

이므로 본 실험도 동일한 조건으로 훈련했으며, 부분 

비디오 시퀀스 간의 8개의 프레임을 겹쳐 형성하였

다. 학습 시 파라미터는 학습 속도(learning rate)

0.0001, 가중치 감소(weight decay) 0.0005, 모멘텀

(momentum) 0.9, 배치 크기(batch size) 16, 에포크

(epoch) 1000으로 설정하였다.

3.2 COX Face 데이터베이스 활용 비교실험 및 분석

COX Face 데이터베이스는 표준 프로토콜[11]을 

참조하여 최신 얼굴 식별 방법과 비교하였고 공정한 

비교를 위해 최신 얼굴 인식방법들의 인식율

(identification rate)들은 논문[7,15,18-21]에서 직접 

인용하였다. 제안한 방법 및 최신 알고리즘의 Rank-

1 인식율(identification rate)는 Table 2에 표로 정리

되어 있다. Table 2에서의 실험 비교는 SV  방법으

로 번째 비디오 세트를 프로브(Probe)집합으로 사

Table 1. Structure of 2D deep convolutional neural network

no. Layer type Description no. Layer type Description

1 input F input 14 relu

2 conv-32 3×3×32;p=1,st=1 15 maxpool 2×2;st=2

3 relu 16 conv-512 3×3×512;p=1,st=1

4 maxpool 2×1;st=2 17 relu

5 conv-64 3×3×64;p=1,st=1 18 conv-512 3×3×512;p=1,st=1

6 relu 19 relu

7 maxpool 2×1;st=2 20 maxpool 2×2;st=2

8 conv-128 3×3×128;p=1,st=1 21 FC-4096 2×2×4096

9 relu 22 relu

10 maxpool 2×2;st=2 23 FC-4096 1×1×4096

11 conv-256 3×3×256;p=1,st=1 24 FC-last 1×1× Num. of Class

12 relu 25 softmax-loss

13 conv-256 3×3×256;p=1,st=1

Fig. 4. Example of cropped and aligned facial images in video sequence from COX face database.
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용하고 정지영상인 S는 갤러리 집합으로 사용하여 

테스트가 이루어졌다. 그러나 본 실험에서는 별도의 

갤러리 집합을 사용하지 않고 프로브 집합을 활용하

여 테스트를 진행하였다. 또한 분류신뢰도 행렬 형성 

시 부분 시퀀스보다 인식대상자가 많을 경우 직사각

행렬이 생성되는데 이때 직사각행렬을 열(row) 방향

으로 중복 연결하여 정방행렬에 최대한 가깝게 생성

한 뒤 2차원 심층합성곱신경망의 입력으로 활용된

다. 예를 들어, 본 실험에서는 분류신되로 행렬의 행

(column)의 개수는 인식대상자 수인 1000명이고 열

(row)의 개수는 16개의 부분 시퀀스로 구성 되었고

(즉 1000×16) 열 방향으로 16개의 부분 시퀀스들을 

60번 반복 연결하여 최종적으로 1000×960의 분류신

뢰도 행렬을 구성하여 2차원 심층합성곱신경망 입력

으로 활용하여 실험하였다.

본 논문에서는 3차원 심층합성곱신경망에서 출력

되어 결합된 분류신뢰도 행렬을 분류하기 위해 2차

원 심층합성곱신경망을 활용하였다. 제안한 방법의 

우수성을 검증하기 위해 3차원 심층합성곱신경망의 

완전 연결 계층에서 추출된 특징들을 행렬 형태로 

결합하여 2차원 심층합성곱신경망 학습에 입력으로 

활용하는 방법과 비교하였다. Table 2에서 나타낸 것 

같이 제안한 방법의 성능은 V1, V2, V3 테스트 집합

에 대해 87.84±1.43%, 87.23±0.97%, 95.45±1.36%에 

성능을 보였다. 참고문헌 [7]에서 제시한 현재까지 

보고된 최고 식별 성능과 비교했을 때 0.4%, 0.63%,

0.79% 만큼의 근소한 성능차이를 보였으며 참고논

문 [15]에서 제시한 방법과 비교했을 때 인식율(iden-

tification rate)이 각각 18.23%, 19.12%, 18.94%만큼 

향상되었다. 또한 제안 방법에서 분류 신뢰도를 2차

원 심층합성곱신경망에 입력으로 활용한 방법이 완

전 연결 계층의 특징을 입력으로 활용한 방법보다 

4.4%, 4.25%, 5.74%만큼 향상되었다.

비디오 얼굴 영상을 입력으로 하는 경우 2차원 심

층합성곱신경망보다 3차원 심층합성곱신경망이 시

공간적 특징 정보를 활용하므로 우수한 성능을 얻을 

수 있었다. 또한 기존 3차원 심층합성곱신경망[10]의 

경우 부분 비디오 시퀀스에 대한 시공간적 특징 정보

만 고려되었다. 반면 제안한 방법은 전체 비디오 시

퀀스에 대한 시공간적 정보가 통합적으로 결합되어 

상호 보완적인(mutually compensational) 차별정보

(discriminating information)를 2차원 심층합성곱신

경망을 통해 학습하므로 우수한 식별성능 성취가 가

능하다. 제안한 방법에서 완전 연결 계층의 특징을 

활용하는 경우 분류신뢰도보다 특징차원이 더 크기 

때문에 많은 훈련 데이터가 필요하다. 이런 사실은 

머신러닝 분야에서 차원의 저주(curse of dimen-

sionality) 원리에 근거한다. 본 논문 성능평가에서 

사용된 COX Face DB와 같이 보통 비디오 얼굴인식

의 경우(예: CCTV 기반 인식 시스템) 각 인식대상 

당 얼굴영상 샘플들의 수가 적어 심층 특징(deep fea-

tures)들을 활용하는 경우 분류신뢰도를 활용한 방

법보다 성능이 저조하다고 할 수 있다.

Fig. 5는 C3D 신경망[10]을 활용하여 파인 튜닝

Table 2. Rank-1 Identification Rates(%) Under the S2V Setting for Different Methods on the COX Face Database 

Video 1(S-V1) Video 2(S-V2) Video 3(S-V3)

PSCL[18] 36.39±1.61 30.87±1.77 50.96±1.44

LERM[19] 49.07±1.53 44.16±0.94 63.83±1.58

VGG Face[15] 69.61±1.46 68.11±0.91 76.01±0.71

CFR-CNN[20] 85.32±0.8 84.93±1.2 91.52±0.9

CCM-CNN[21] 88.65±1.1 87.82±0.8 92.13±0.9

Center LDA[22] 86.85±N/A 88.58±N/A 95.86±N/A

TBE-CNN[7] 88.24±0.40 87.86±0.85 95.74±0.67

Proposed Method
(FC feature)

83.44±1.81 82.98±1.22 89.21±1.85

Proposed Method
(Class Confidence)

87.84±1.43 87.23±0.97 94.95±1.36

*FC: Fully-connected
*N/A: Not available



662 멀티미디어학회 논문지 제22권 제6호(2019. 6)

(Fine-tuning)된 3차원 심층합성곱신경망에서 특정 

계층의 특징 맵(feature map)을 시각화한 그림이다.

특징 맵은 입력 데이터가 합성곱 계층을 통과된 결과

로 활성화(activation)가 강하게 발생된 부분은 밝게 

표시되며, 반대로 약하게 발생된 부분은 어둡게 표시

된다. Fig. 5에서 얼굴의 포즈가 변하는 시퀀스 경우,

주로 눈, 코, 입에 활성화(activation)되는 부분이 많

아지는 것을 확인 할 수 있다. 또한, 시퀀스의 진행에 

따라 눈, 코, 입의 변화를 추적하며 활성화(activa-

tion)가 이루어진 것을 역시 확인할 수 있다. 이는 비

디오의 단일 프레임에 대해 공간 특징 정보를 활용하

면서 동시에 비디오 시퀀스의 시간적 변화에 따른 

특징 정보를 사용하고 있음을 의미한다.

5. 결  론

비디오 얼굴 식별은 많은 프레임들로(frames) 구

성 되어 있어 복잡한 계산 복잡도를 가지고 있으며,

프레임들간의 시간적 연관성(temporal dependency)

을 고려해야 된다. 이에 보다 많은 프레임을 시간적 

순서대로 사용하여 비디오에 시간/공간 특징 정보를 

얼굴인식에 활용하고 다중 개의 인식결과들을 활용

한 학습을 통해 최적화하기 위해 본 논문에서는 결합

된 3차원-2차원 심층합성곱신경망을 제안하였다. 제

안한 방법에서는 전체 비디오 시퀀스를 부분 시퀀스

들로 분할한 후 해당 3차원 심층합성곱신경망(DCNN)

식별 결과들의 결합을 위해 전통적인 고정 결합 룰

(fusion rule)을 사용하지 않고 2차원 심층합성곱신

경망과의 직렬 연결을 통해 결합하는 방식으로 비디

오 얼굴인식 성능을 개선하였다. 실험 결과 비디오 

얼굴 영상을 입력으로 하는 경우 2차원 심층합성곱

신경망보다 3차원 심층합성곱신경망이 시공간적 특

징 정보를 활용하므로 우수한 인식 성능을 나타내었

고 COX Face 데이터베이스를 활용하여 보고된 최고 

인식성능과 비교할 때 제안방법은 0.4%, 0.63%, 0.79

% 만큼의 근소한 성능차이를 보였다. 최신 방법과 

유사한 인식성능이 나타나는 이유는 3차원-2차원 심

층합성곱신경망의 직렬연결(Cascade)을 통해 일부 

패턴의 손실이 발생하더라도 2차원 심층합성곱신경

망 학습을 통해 패턴 손실을 보상할 수 있기 때문이

다. 현재 제시한 방법의 단점으로는 인식 대상자의 

인원수에 따라 2차원 심층합성곱신경망(2D-DCNN)

의 입력 구조를 변형해야 된다는 것이다. 또한 3차원 

심층합성곱신경망과 2차원 심층합성곱신경망이 개

별적으로 학습이 되고 있어 최적의 결합 성능이 달성

되지 못할 수 있다. 추후 연구에서는 인식 대상자의 

인원수에 따라 신경망 구조를 변형해야 되는 문제점

을 해결하고, 3차원 심층합성곱신경망과 2차원 심층

합성곱신경망의 손실함수들을 하나의 단일 손실함

수로 통합하고 동시에 훈련(joint training)하는 학습 

방법을 개발하여 인식성능을 고도화하는 연구를 수

행하고자 한다.
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