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최근 딥러닝 기술의 발 에 따라 상 처리 분야에서 다양

한 연구가 진행되어 왔다. 이에 따라 기의 상 분류(Image 

Classification)부터 물체 탐지(Object Detection), 의미  분할

(Semantic Segmentation)까지  더 복잡한 문제를 해결할 

수 있게 되었다[1]. 최근에는 상의 고수  이해를 해, 주어

진 상에 한 장면 그래  생성 연구에 심이 높아지고 있

다[2]. 장면 그래 란 상 내 물체들과 물체 간의 계를 나

타내는 지식 그래 이다. Fig. 1은 장면 그래 의 시를 나타

낸다. 먼  상으로부터 “woman”, “horse” 등의 물체를 찾아

내고, 탐지된 물체들로부터 “wearing”, “riding” 등의 계를 

알아낸다. 이후 물체 정보와 계 정보를 통합하여 하나의 장면 
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ABSTRACT

Scene graph is a kind of knowledge graph that represents both objects and their relationships found in a image. This paper proposes a 

3D scene graph generation model for three-dimensional indoor environments. An 3D scene graph includes not only object types, their 

positions and attributes, but also three-dimensional spatial relationships between them, An 3D scene graph can be viewed as a prior 

knowledge base describing the given environment within that the agent will be deployed later. Therefore, 3D scene graphs can be used in 

many useful applications, such as visual question answering (VQA) and service robots. This proposed 3D scene graph generation model 

consists of four sub-networks: object detection network (ObjNet), attribute prediction network (AttNet), transfer network (TransNet), 

relationship prediction network (RelNet). Conducting several experiments with 3D simulated indoor environments provided by AI2-THOR, 

we confirmed that the proposed model shows high performance.
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요     약

장면 그래 는 상 내 물체들과 각 물체 간의 계를 나타내는 지식 그래 를 의미한다. 본 논문에서는 3차원 실내 환경을 한  3차원 장

면 그래 를 생성하는 모델을 제안한다. 3차원 장면 그래 는 물체들의 종류와 치, 그리고 속성들뿐만 아니라, 물체들 간의 3차원 공간 계

들도 포함한다. 따라서 3차원 장면 그래 는 에이 트가 활동할 실내 환경을 묘사하는 하나의 사  지식 베이스로 볼 수 있다. 이러한 3차원 

장면 그래 는 상 기반의 질문과 응답, 서비스 로  등과 같은 다양한 분야에서 유용하게 활용될 수 있다. 본 논문에서 제안하는 3차원 장면 

그래  생성 모델은 크게 물체 탐지 네트워크(ObjNet), 속성 측 네트워크(AttNet), 변환 네트워크(TransNet), 계 측 네트워크(RelNet) 등 

총 4가지 부분 네트워크들로 구성된다. AI2-THOR가 제공하는 3차원 실내 가상환경들을 이용한 다양한 실험들을 통해, 본 논문에서 제안한 모

델의 높은 성능을 확인할 수 있었다.
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Fig. 1. An Example of Scene Graph

Fig. 2. 3D Scene Graph Generation

그래 로 표 한다. 이러한 장면 그래 는 상을 고수 의 

지식 형태로 나타내낼 수 있으며, 다양한 상 처리 문제에 기

 지식이 될 수 있다는 장 이 있다. 하지만 기존 장면 그래

 생성 연구들은 오직 2차원 상을 상으로 장면 그래 를 

생성하 다. 이에 따라 실세계에 해당하는 3차원 공간에서 기

존의 장면 그래  생성 기술을 용하기 어렵다. 본 논문에서

는 이러한 한계 을 극복하고자, 3차원 실내 가상 환경에서의 

3D 장면 그래 를 생성하는 방법을 제안한다. 3D 장면 그래

는 주어진 3차원 공간 내 물체들과 물체들의 계를 나타내며, 

각 물체들의 치 정보는 3차원 좌표로 표 된다. 본 논문에서

는 3D 장면 그래 를 Fig. 2와 같은 방법으로 생성한다. 먼  

에이 트는 주어진 3차원 실내 가상 환경을 탐색하고, 탐색 과

정  탐지된 물체 정보들을 바탕으로 3D 장면 그래 를 생성

한다. 이때 에이 트가 인식하는 시각 정보는 에이 트 시

에서의 2차원 상이다. 따라서 기존 2차원 상에서의 장면 

그래  생성 방법이 부분 으로 용될 수 있다. 하지만 3차원 

공간이기 때문에, 에이 트의 치  시 에 따라 동일 물체

가 복 탐지될 수 있는 문제가 발생한다. 한 2차원 상에

서 탐지된 물체의 치 정보는 상 인 2차원 좌표 공간에 

있기 때문에, 이를 3차원 공간의 치로 변환하는 작업이 요구

된다. 본 논문에서는 이러한 문제들을 해결하고, 물체의 종류

(Class), 3차원 치  크기, 속성(Attribute)들과 물체 간의 

공간 계(Spatial Relationship)들을 인식하는 3D 장면 그래

 생성 모델을 제안한다. 한 학습  실험을 해 실내 가

상환경인 AI2-THOR[3]를 이용하 다.

2. 련 연구

최근에는 장면 그래 를 생성하기 한 다양한 연구들이 진

행되고 있다[6]. 일반 인 장면 그래  생성 과정은 물체 탐지

(Object Detection) 과정과 계 측(Relationship Prediction) 

과정으로 나뉜다[4, 5]. 물체 탐지 과정에서는 기존에 잘 알려

진 Faster R-CNN[6] 등의 물체 분류기를 사용한다. 계 

측 과정에서는 탐지된 물체들의 다양한 특징(Feature)들을 

활용하여 계를 측한다. 부분의 연구에서 물체의 시각 

특징(Visual Feature)을 기반으로, 다른 특징들과 결합하여 

측에 사용하 다. [7]의 연구에서는 물체 종류 특징을 추가

로 사용하 다. 이는 두 물체의 종류에 따라, 주로 발생하는 

계 정보를 이용하기 함이다. 한 [8]의 연구에서는 물체

들의 공간 계를 악하기 해, 각 물체의 치 정보를 사

용하 다. 하지만 기존의 장면 그래 들은 2차원 상을 상

으로 한다. 이에 따라 3차원 공간에서는 합하지 않다는 한

계 이 있다.

[9]의 연구에서는 기존 연구와 다르게, 3차원 공간에서 장

면 그래 를 생성하는 방법을 제안하 다. 주어진 2차원 상 

시 스로부터 물체 후보 역을 탐지하고, 해당 역들의 시

각 특징  치 정보를 이용하여 물체  계를 측하

다. 하지만 에이 트와 상호 작용이 불가능한 환경을 가정하

고, 3차원 좌표를 알아내기 해 동일 물체를 다양한 에

서 측해야한다는 제약 조건이 있다. 한 측하는 공간 

계가 비교  단순하고, 물체들의 공간  정보만을 측할 뿐, 

물체들의 상태는 알 수 없다는 한계 이 있다. 본 논문에서는 

이러한 한계 을 보완하기 해, 에이 트와 상호 작용이 가

능한 환경에서, 물체 상태를 포함한 3차원 장면 그래 를 생

성하는 방법을 제안한다.

기존의 3차원 공간 문제는 기존 2차원 상에 한 연구의 

확장으로 이어졌다. 표 으로 3차원 물체 탐지(3D Object 

Detection) 문제에서는 2차원 상으로부터 물체 역을 찾아

내고, 물체 모양에 부합되는 3차원 경계 상자를 측하 다

[10]. 3차원 의미  분할(3D Semantic Segmentation) 문제는 

물체 종류를 2차원 픽셀(Pixel)이 아닌, 3차원의 복셀(Boxel) 

단 로 측한다[11]. 하지만 이러한 문제들은 모두 에이 트

와의 상호작용이 불가한 2차원 상만을 이용한다. 한 측

자의 치를 고려하지 않기 때문에 측된 3차원 치의 기

이 모호하다. 이에 따라 3차원 공간에서의 복 탐지,  

치 측 등의 문제를 해결하기 어렵다. 본 논문에서는 3차

원 공간에서 이러한 문제를 해결하기 한 방법을 제안한다.

3. 장면 그래  생성 모델

본 논문에서는 3차원 실내 환경에서 장면 그래 를 생성하

기 한 효과 인 모델을 제안한다. 모델의 체 구조도는 

Fig.  3에서 표 되어 있다. 제안 모델은 물체 탐지 네트워크

(Object Detection Network, ObjNet), 속성 측 네트워크

(Attribute Prediction Network, AttNet), 변환 네트워크

(Transfer Network, TransNet), 계 측 네트워크

(Relationship Prediction Network, RelNet)로 총 4가지 부분 

네트워크들로 구성된다. ObjNet은 에이 트가 재 바라보는 
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상에서 물체들의 역과 종류(Class)를 찾는다. AttNet은 

찾아낸 물체들의 여러 속성들을 측한다. 한 TransNet은 

물체들의 좌표를 재 에이 트의 이 아닌, 3차원 공간상

의  으로 변환한다. 에이 트는  세 네트워크를 이

용하여 인식한 물체들을 물체 메모리(Object Memory)에 

장한다. 물체 메모리에서는 물체들의 3차원 좌표와 종류를 기

으로 복된 물체들을 제거한다. 마지막으로 RelNet은 물

체 메모리에 장된 물체들의 공간 계를 측한다. 이후 

측된 결과들을 종합하여 장면 그래 가 생성된다.

3.1 물체 탐지 네트워크 (ObjNet)

물체 탐지 네트워크(ObjNet)은 Fig. 3과 같이 에이 트가 

받아들이는 2차원 상으로부터, 상 내 물체들의 좌표와 종

류를 알아낸다. 본 논문에서는 IQA[12]에서 YOLOv3[13] 물체 

탐지기를 이용하여 학습시킨 네트워크를 차용하 다. 그 이유

는 YOLOv3 물체 탐지기의 장 인 속도와 정확성에 있다. 

YOLOv3 물체 탐지기는 물체 역 탐지와 물체 분류를 동시에 

수행하는 한-단계(One-State) 모델이다. 이에 따라 빠른 처리 

속도로 실시간 상 처리가 가능하다. 한 YOLOv3 물체 탐

지기의 네트워크 구조 상 작은 물체들을 탐지하는 데에 유리한 

장 이 있다. 이는 작은 물체가 많이 등장하는 AI2-THOR 환

경에서 매우 합한 특징으로 볼 수 있다.

3.2 속성 측 네트워크 (AttNet)

속성 측 네트워크(AttNet)은 Fig. 4와 같은 구조를 갖는

다. 상, 물체들의 좌표, 물체들의 종류를 입력받아 물체들의 

속성들을 측한다. 본 논문에서는 물체들의 속성으로 색상

(Color)과 개폐 상태(Open State)를 선택하 다. 색상은 해당 

물체의 색상 종류를 나타내고, 개폐  상태는 해당 물체가 열

려있는 상태인지, 닫 있는 상태인지 혹은 열고 닫을 수 없는 

물체인 지를 나타낸다.

AttNet에서는 속성들을 측하기 해, 합성 곱 신경망

(Convolutional Neural Network, CNN)을 이용하여 상의 

시각 특징을 추출하 다. 이는 상이 특정 부분에서 나타내

는 모양을 알아내기 함이다. 한편 색상 측의 경우, 상 

데이터 자체가 갖는 색상 값인  RGB 값이 요하기 때문에, 

추가 으로 1x1 크기의 필터를 갖는 CNN을 사용하 다. 이

는 상의 각 픽셀에 해당하는 3가지 색상 값만을 이용하여 

Fig. 4. Attribute Prediction Network (AttNet)

Fig. 3. 3D Scene Graph Generation Model
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픽셀에 한 색상 벡터를 추출하기 함이다. 시각 특징들은 

물체 종류로부터 얻은 임베딩 특징(Embedding Feature)과 

결합하여, 각 속성들을 측하는 데에 사용하 다.

3.3 변환 네트워크 (TransNet)

변환 네트워크(TransNet)는 Fig. 5와 같은 구조를 가지며, 

ObjNet 결과 물체들의 2차원 좌표를 3차원 공간상의 좌표로 

변환한다. 변환 네트워크에서는 에이 트 치를 기반으로 

좌표를 변환하기 해, 에이 트의 치와 상에서의 물체 

좌표로부터 치 특징(Position Feature)을 추출한다. 그리고 

물체와 에이 트 간의 깊이 정보를 주기 해 깊이 상

(Depth Image)을 이용하여 합성곱 신경망으로 깊이 특징

(Depth Feature)을 추출한다. 그리고 두 특징으로부터 완  

연결 층을 통해, 3차원 공간의 좌표 정보인 <x, y, z, width, 

height, depth>을 측한다.

Fig. 5. Transfer Network (TransNet)

3.4 물체 메모리 (Object Memory)

ObjNet, AttNet을 거쳐 탐지된 물체와 그 정보들은 

TransNet로 변환된 좌표를 기 으로 물체 메모리(object 

memory)에 장된다. 이후 에이 트가 새로운 상을 받아

서  다른 물체들을 인식하면, 같은 방법으로 물체 메모리에 

장된다. Fig. 6은 물체 메모리에 3차원 환경에 한 물체 

정보를 장하는 과정을 나타낸다. 이와 같은 과정을 통해, 

에이 트가 인식한 물체 정보들을 장할 수 있다.

하지만 3차원 환경에서는 에이 트의 탐색 과정 , 동일 

물체의 복 인식 문제가 발생한다. 한 시 에 따라 물체의 

상  치가 변한다. 이에 따라 TransNet의 측 오류로 

인해, 인식된 물체들의 3차원 치 정보가 조 씩 달라질 수 

있는 문제가 발생한다. 본 논문에서는 이러한 문제들을 해결

하기 해, NMS(Non-Maximum Suppression) 연산으로 

복된 물체를 제거한다. NMS 연산은 Yolo, SSD 등의 물체 

탐지 모델에서 복되는 물체를 제거하기 해 사용되는 방

법이다. 다만 기존에 2차원 상에서 용된 것과는 달리, 3

차원 공간상에서 NMS 연산을 수행한다. 연산 과정은 다음과 

같다. 먼  종류가 같은 두 물체에 해, 겹치는 비율인 3차

원 IoU(Interest of Union)를 구한다. 이는 두 물체의 교집합

(Intersection) 공간 부피를 합집합(Union) 공간 부피로 나  

값이다. 이는 Fig. 7과 같이 나타난다.

Fig. 7. 3D Intersection over Union (3D IoU)

3차원 IoU가 일정 수 보다 높으면 물체 확률이 낮은 물체

를 제외시킨다. 이러한 과정을 통해 물체 메모리에 복 물체

들을 제거한다.

Fig. 6. Storing Object Information in Object Memory
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3.5 계 측 네트워크 (RelNet)

계 측 네트워크(RelNet)은 Fig. 8과 같은 구조를 갖는

다. RelNet은 물체 메모리에 장된 물체들의 공간 계를 

측한다. 이를 해 물체의 3차원 공간 좌표, 물체 종류를 입

력받고, 두 물체의 입력 특징을 이용하여 물체간의 계를 

측한다. 

Fig. 8. Relationship Recognition Network (RelNet)

이 네트워크 구조는 각 특징으로부터 두 계 특징

(Relationship Feature)을 추출한 뒤, 두 특징을 결합하여 계 

분포를 측한다. 각 계 특징을 추출하기 해, 물체의 종류

의 경우 임베딩 층을 이용하고, 물체 좌표의 경우 완  연결 층

을 이용한다. 이후 두 계 특징을 최  풀링(Max Pooling) 연

산으로 결합한다. 이 결합 방법은 3장의 성능 실험을 통해 결

정하 다. 이후 결합된 계 특징을 완  연결 층에 입력하여 

계를 측한다.

4. 구   실험

4.1 데이터 집합

제안한 네트워크들을 AI2-THOR[3]에서 학습  평가하

기 해, 데이터 수집 로그램을 개발하여 데이터 집합을 직

 구축하 다. AI2-THOR에는 여러 실내 공간이 정의되어

있다. 한 환경 내 에이 트는 그리드(Grid) 환경에서 이동 

 90도 회 이 가능하며, 개폐 가능한 물체의 상태를 조작할 

수 있다. 본 논문에서는 여러 실내 공간 내에서 에이 트의 

행동 결과에 한 장면 그래  데이터를 수집하 다. 정의된 

실내 공간  FloorPlan1~FloorPlan11 환경에 한 데이터들

을 수집하 고, FloorPlan2~FloorPlan9는 모델 학습에, 

FloorPlan10~FloorPlan11은 모델 평가에 사용하 다. 수집한 

데이터 집합은 총 3,916개의 장면 그래   상 데이터, 

13,109개의 물체 데이터, 25,583개의 계 데이터를 포함하며, 

각 물체 데이터는 색상과 개폐 상태의 속성 정보를 갖는다. 

한 이들은 25개의 물체 종류, 6개의 색상 종류, 3개의 개폐 

상태 종류, 6개의 계 종류로 구성된다. 이  개폐 상태 종

류는 “opened”, “closed”, “unable”이며 “unable”은 “Apple”과 

같이 여닫을 수 없는 속성을 의미한다. 그리고 계 종류는 

“in”, “on”, “in_front_of”, “behind”, “left_of”, “right_of”이다. 

한편, 학습에 사용된 데이터 집합은 3,525개의 장면 그래  

 상 데이터, 11,831개의 물체 데이터, 23,007개의 계 데

이터로 구성되며, 평가에 사용된 데이터 집합은 391개의 장면 

그래   상 데이터, 1,278개의 물체 데이터, 2,576개의 

계 데이터로 구성된다.

4.2 구

본 논문에서 제안한 모델의 부분 네트워크들은 서로 독립

으로 학습된다. 물체 탐지 네트워크(ObjNet)는 기존 IQA[11]

에서 학습된 모델을 차용하 고, 나머지 네트워크들은 수집한 

데이터를 바탕으로 학습하 다. 속성 측 네트워크(AttNet)

와 계 측 네트워크(RelNet)의 경우, 분류(Classification) 

문제를 해결하기 해 크로스엔트로피(Cross-Entropy) 손실 

함수를 사용하 고, 변환 네트워크(TransNet)는 회귀(Re-

gression)를 해 평균  오차(Mean Absolute Error, 

MAE) 손실 함수를 사용하 다. AttNet, TransNet, RelNet의 

학습률(Learning Rate)은 모두 0.001로 설정하 고, 최 화 함

수(Optimizer)는 모두 응  모멘트 추정(Adaptive Moment 

Estimation)을 사용하 다. 한 제안한 네트워크들을 구 하

기 해 Ubuntu 16.04 LTS 환경에서 Python 딥러닝 라이 러

리인 PyTorch를 사용하 다.

4.3 실험

본 논문에서는 부분 네트워크들의 개별 성능 실험과 통합 

모델의 장면 그래  생성 실험을 진행하 다. 한 각 실험을 

통해 각 부분 네트워크  통합 모델의 성능  특징을 분석하

다. 먼  Table 1은 AttNet의 입력 특징별 성능 실험 결과를 

나타낸다. 각 척도는 분류 결과에 한 정 도(Precision), 재

율(Recall), 정확도(Accuracy)를 나타낸다. 본 실험에서는 주

어진 입력 특징들이 성능에 얼마나 향을 미치는 지 실험하

다. Table 1의 결과를 통해 물체들의 시각 특징뿐만 아니라 

종류 특징도 성능에 좋은 향을 미치는 것을 볼 수 있다. 이

는 물체의 종류에 따라 색상과 개폐 상태를 측할 수 있기 

때문이다. 를 들어, “Apple”은 부분 “red”이고, “Spoon”은 

부분 “gray”라는 특징이 있다.  두 물체는 종류로부터 

“unable”인 개폐 상태임을 바로 알 수 있다. 하지만 “opened” 

혹은 “closed”의 개폐 상태와 물체들의 정확한 색상은 시각 

정보가 요구되기 때문에, 측에 한계성이 있다. Table 1에서 

물체 종류만이 입력된 경우의 낮은 성능이 이를 뒷받침한다.

Input 

Feature
Output

Precision

(%)

Recall

(%)

Acc

(%)

image
color 89.23 79.76 87.52

open state 82.24 33.33 82.24

class
color 53.01 43.39 49.99

open state 72.03 71.89 92.42

image + 

class

color 89.71 80.55 89.87

open state 79.57 79.48 94.57

Table 1. Performance Analysis of AttNet
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Table 2는 TransNet의 입력 데이터별 성능 실험 결과를 

나타낸다. 각 척도는 회귀 결과에 한 평균  오차와 정

확도를 나타낸다. 본 실험에서는 회귀 결과에 한 정확도를 

측정하기 해, 측 결과와 정답과의 3차원 IoU가 0.3 이상

일 때 정답으로 정하 다. TransNet의 입력 데이터로 에이

트의 치 정보(Agent Position), 물체의 2차원 공간 정보

인 경계 상자(Bounding Box, bbox)를 기본으로 사용하 고, 

깊이 상과 물체의 종류(Class)의 사용 결과를 비교하 다. 

Table 2의 결과를 통해, 깊이 상과 물체의 종류 모두 성능

에 도움이 되는 것을 볼 수 있었다. 먼  깊이 상을 추가로 

사용하 을 때, 물체의 치(Position) <x, y, z> 오차가 크게 

어드는 것을 알 수 있다. 이는 에이 트와 물체간의 거리 

정보를 통해, 물체의 2차원 치 정보를 3차원 치 정보로 

보다 정확하게 치환할 수 있기 때문이다. 반면에 물체의 종류 

사용은 물체의 크기(Size) <width, height, depth> 오차를 크

게 다. 이는 물체의 종류에 따라 일반 인 크기 정보를 

학습할 수 있기 때문이다. 한 두 정보를 모두 사용하 을 

때, 물체의 치  크기 오차가 모두 낮아지고, 측 정확도

가 제일 높은 것을 확인할 수 있었다.

Input Feature Output
MAE Acc

(%)Each Total

agent position + 
bbox

position 0.2535
0.4393 29.73

size 0.1858

agent position + 
bbox + depth 

image

position 0.1192
0.2841 66.32

size 0.1649

agent position + 
bbox + class

position 0.1961
0.3325 42.27

size 0.1364

agent position + 
bbox + 

depth image +  
class

position 0.1077

0.2512 72.16

size 0.1435

Table 2. Performance Analysis of TransNet

Table 3은 RelNet의 입력 데이터  추출된 특징들의 결

합 방법에 한 성능 실험 결과를 나타낸다. 각 척도는 분류 

결과에 한 정 도, 재 율, 정확도를 나타낸다. RelNet의 

입력 데이터로는 두 물체의 3차원 좌표 정보와 두 물체의 종

류가 사용된다. 결과 으로 두 입력 데이터를 모두 사용한 것

이 성능이 높았다. 이는 물체의 종류에 따라 계를 측하는 

것이 어느 정도 가능하기 때문이다. 를 들어, “Apple”과 

“Fridge”가 주어진다면 “in”이라는 계를 측할 수 있을 것

이다. 한 결합 방법에 한 실험 결과, 최  풀링 연산을 

용한 것이 가장 높은 성능을 보 다. 이는 두 계 특징 , 

확실한 특징을 통해 결과를 측하는 것이 더 효율 이라는 

것을 나타낸다.

마지막 실험에서는 각 부분 네트워크들을 모두 사용한 통

합 모델의 3차원 장면 그래  생성 성능을 평가하 다. 장면 

그래  생성 시 물체 메모리에서 3차원 IoU 값이 0.3 이상인 

물체들을 복 물체로 간주하 다. 한편 3차원 환경에서의 장

면 그래  생성 정확도 측정을 해, 기존 2차원 장면 그래

[4, 5, 7, 8]의 성능 척도인 SGGen을 기반으로 3dSGGen을 정

의하 다. 3dSGGen은 각 장면 그래  내 <주격 물체– 계

–목 격 물체>로 이루어진 트리 (Triple)들의 평균 재 율

을 나타낸다. 측된 각 트리 은 주격 물체와 목 격 물체의 

치, 종류, 두 속성 종류, 계 종류가 정답 트리 과 일치할 

때 정답으로 정된다. 이 때 물체의 치는 3차원 IoU 값이 

일정치 이상일 때 일치하는 것으로 단한다.

Table 4는 각 부분 네트워크 사용에 따른, 물체 탐지  

장면 그래  생성 성능을 나타낸다. 물체 탐지 성능은 정답 

물체와의 3차원 IoU가 0.3 이상일 때를 기 으로 측정하 고, 

3dSGGen은 0.3, 0.4, 0.5의 3차원 IoU 기 치에 따라 측정하

다. Table 4에서 O는 ObjNet, A는 AttNet, T는 TransNet, 

R은 RelNet을 나타내며, 각 모델은 해당 부분 네트워크를 사

용하고 나머지는 정답 값을 사용하 다. 실험 결과, 통합 모

델의 성능은 IoU=0.3 척도를 기 으로 40.30%로 측정되었다. 

이는 주어진 환경에 한 3차원 장면 그래 를 일정 수 으

로 생성할 수 있음을 나타낸다. 하지만 Table 4의 결과를 통

해 AttNet과 TransNet 사용 시 장면 그래  생성 성능이 크

게 어드는 것을 볼 수 있다. 이는 ObjNet의 부정확한 측 

결과가 다음 부분 네트워크들에 향을 미치기 때문이다. 

ObjNet 사용 시 물체 탐지 성능이 크게 어드는 것을 통해, 

ObjNet가 일정 수  부정확한 결과를 출력한다고 단할 수 

있다. 향후 연구에는 ObjNet의 성능을 개선하고, 다른 부분 

네트워크들이 노이즈(Noise)에 강인하도록 학습하는 방법을 

고안해야 할 것이다.

Model
Object (%) 3dSGGen (%)

Precision Recall IoU=0.3 IoU=0.4 IoU=0.5

R 100.00 100.00 98.16 98.16 98.16

O+R 100.00 82.17 82.34 82.34 82.34

O+A+R 100.00 82.17 61.09 61.09 61.09

O+A+T+R 66.97 63.71 40.30 21.42 15.26

Table 4. Performance Analysis of Total Model

Fig. 9는 AI2-THOR 환경에서 통합 모델로부터 3차원 장

면 그래 를 생성한 정성  결과를 나타낸다. 각 결과의 왼쪽 

Input 

Feature
Fusion Method

Precision

(%)

Recall

(%)

Acc

(%)

bbox - 70.71 96.46 83.22

class - 50.55 57.02 47.10

bbox + 

class

concatenate 75.81 97.26 85.27

element-wise 

product
73.60 96.53 83.73

plus 71.89 97.18 84.81

max pooling 75.94 97.40 86.74

Table 3. Performance Analysis of RelNet
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 그림은 재 에이 트가 바라보는 시 의 2차원 상이고, 

가운데 그림은 2차원 상으로부터 ObjNet을 통해 탐지된 물

체들이다. 오른쪽 그림은 에이 트의 탐색을 통해, 물체 메모

리에 장된 물체들의 3차원 치를 나타낸다. 마지막으로 아

래 그림은 에이 트의 탐색을 통해 생성된 3차원 장면 그래

를 나타낸다. 3차원 장면 그래  내에 빨간색 테두리의 물

체는 재 2차원 상에서 측된 물체들을 나타낸다. 두 결

과  왼쪽의 결과는 주어진 환경에 해 한 3차원 장면 

그래 를 생성한 경우이고, 오른쪽 결과는 물체 탐지가 잘못

된 경우이다. 오른쪽 그림에서는 실제 “Chair”는 2개이다. 하

지만 ObjNet은 3개로 인식하 고, 그에 따라 최종 으로 생

성된 3차원 장면 그래 에 잘못된 물체 정보가 반  되었다. 

이는 이  부분 네트워크의 측 오류가 다음 부분 네트워크

에까지 반 되는 한계 을 나타낸다.

5. 결  론

본 논문에서는 주어진 3차원 실내 환경의 물체 정보들을 나

타내기 해, 기존의 장면 그래 를 확장한 3D 장면 그래 를 

생성하 다. 이는 주어진 3차원 공간에서 물체들의 종류, 3차

원 치  크기, 속성들과 각 물체 간의 3차원 공간 계를 나

타내는 지식 그래 이다. 본 논문에서는 3차원 장면 그래  생

성에 요구되는 기능에 따라, 4가지 부분 네트워크들을 정의하

다. 한 각 물체들의 정보를 물체 메모리에 장하고, 3차

원 공간에서의 NMS를 통해 복 탐지된 물체들을 제거하

다. 그리고 제안한 모델을 검증하기 해, AI2-THOR 가상 환

경에서 데이터를 수집하고, 각 부분 네트워크들을 학습  검

증 하 다. 한 통합 모델을 통한 3차원 장면 그래  생성 실

험을 통해 통합 모델을 검증하 다. 하지만 통합 모델에서, 이

 부분 네트워크가 발생시킨 오차가 다음 부분 네트워크들의 

측 정확도를 하시키는 한계 이 나타났다. 추후 연구에서

는 모델 보완을 통해, 이러한 한계 을 보완해야 할 것이다.
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