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1. 서론

국방 분야에서의 무인 차량은 인간 전투원이 투입

되기 어려운 열악한 환경에서 개략적인 사전 정보와 

탑재된 센서로 부터 얻는 정보를 활용하여 자율주행 

임무를 수행한다. 자율 주행 임무가 부여된 무인 차

량의 주행로는 자갈, 바위, 초목 등으로 이루어져 있

으며 노면의 굴곡, 지표 특성 등 환경이 쉽게 변하

고, 주행로 정보가 포함된 정밀한 지도가 없는 야지 

환경[1]의 주행로가 주를 이룬다. 이에 따라 주행로
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를 검출하고 새롭게 변화된 환경에 적응하기 위해서

는 추가 학습이 가능한 분류기가 필요하다.

그간 컴퓨터 비전 분야에서 자율 주행 차량의 주

행 영역 검출은 카메라와 기계 학습 기술을 활용하

여 다양하게 연구를 수행하였다. Shang, Erke 등은 

KNN, SVM과 Confidence Map을 결합하여 만든 

알고리즘으로 비포장도로를 검출하였다[2]. Abhijit 

Kundu 등은 영상의 시간 정보와 특징 벡터 최적화

를 통해 CRF로 연속적으로 변하는 물체를 인식하는

데 성공하였다[3]. 

그러나 이러한 방법들은 추가 학습을 수행할 수 

없는 구조로, 빈번히 변화되는 환경에서 운용되는 국

방 분야의 무인 차량에 적용하기에는 부적합하다. 왜

냐하면 이 방법들은 추가 학습할 때 기존의 학습 데

이터가 손실되는 ‘Forgetting’ 문제가 발생되기 때문

이다[4]. 따라서 Martha Roseberry 등은 KNN에 

Self–Adjusting Memory(SAM)를 적용하여 

‘Forgetting’ 문제를 최소화하려 하였지만, 완전한 

답을 얻지 못했다[5].

본 논문에서는 국방 분야 등의 무인 차량 자율주

행에서 가장 큰 문제인 ‘Forgetting’ 문제가 발생하

지 않으면서 추가 학습이 가능하도록, ANN 

(Approximate Nearest Neighbor)을 수정•보완한 

ALNN(Additional Learning Nearest Neighbor) 

알고리즘을 제안한다. 제안한 ALNN 알고리즘은 학

습 데이터가 누적될수록 연산 속도가 저하되는 문제

가 발생하며, GLSL 기반의 GPU 병렬 처리를 사용

하여 이를 해결하고자 한다.

2. 특징 벡터 추출

ALNN 알고리즘은 이미지에서 추출한 특징 벡터

를 이용하여 이미지를 학습하고 분류한다.  본 연구

에서본 구제안한 특징 벡터는 이미지에서 일정 범위 

내 픽셀들의 관계 정보, 각 픽셀의 R, G, B의 색상 

정보와 HOG(Histogram of oriented gradients)[6]

인 윤곽선 분포 정보로 구성되며,  그림 1.과 같다. 

HOG는 픽셀들의 Edge의 양과 방향을 나타내며, 회

전에 영향을 받지 않는 다는 장점이 있다. 

그림 1.  특징 벡터.
Fig. 1.  Feature Vector.

                     (1)

식(1)은 그림 1.의 HOG에 적용되는 의 

계산식이다. 여기서, 는 X축과 Y축의 미분 

값인 에 의해 구하고, HOG는 각 화소의 R, 

G, B Histogram에 의하여 구한다. 식(1)의 

는 식(2)와 같이 Sobel 미분 Mask를 의 모든 

픽셀에 적용한 것이다. 여기서 는 입력된 이미

지이고, 은 Sobel Mask의 X축 미분 

Mask를 지칭한다. 또 는 Sobel Mask의 

Y축 미분 Mask이다.

  ⊗   
  ⊗  

       (2)

3. ALNN 알고리즘

ALNN은 ANN을 기반으로 ‘Forgetting’ 문제가 

발생하지 않도록 개선한 것이다.  ANN 알고리즘은 

그림 2.와 같이 특정점에서 거리를 계산하여 일정 

거리내의 데이터들을 그룹화 하여 데이터 분류를 한

다[7]. 

ANN 알고리즘은 모든 입력 데이터들의 중요도를 

동일시한다. 어떤 데이터가 노이즈(Noise)이고 어떤 

데이터가 우수한 데이터인지 판별하지 않으며, 오로

지 과반수 의결에 의해 Class를 정의한다. 그래서 

ANN 알고리즘은 추가 학습을 수행할 때, 기존의 학

습 데이터와 추세가 유사한 학습 데이터가 입력되면 

문제가 없다. 반면에 추세가 유사하지 않은 학습 데

이터가 입력되면 기존의 학습 데이터가 노이즈로 변

하는 ‘Forgetting’ 문제가 발생한다.
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그림 2.  ANN 알고리즘.
Fig. 2.  ANN Algorithm.

그림 3.  ALNN 알고리즘.
Fig. 3.  ALNN Algorithm.

제안한 ALNN 알고리즘은 ANN에서 사용하는 유

클리드 거리(Euclidean distance)에 의한 최근접 데

이터 선택 기법을 그대로 채용한다. 단 그림 3.에서

와 같이 소수 데이터의 Class를 별도로 구분하여 학

습 데이터에 추하는 차이가 있다. 따라서 이 방법은 

소수 데이터의 Class가 소실되지 않고, 학습 데이터

에 보존되기 때문에 추가 학습에서 ‘Forgetting’ 문

제가 발생하지 않게 된다.

식(3)은 본 방법에서 사용한 유클리드 거리에 의

한 최근접 데이터 선택 기법을 나타낸 것이다. 여기

서  ̇는 입력 데이터와 학습 데이터의 거리를 계산

에 의해 선택된  최근접 데이터를 지칭한다. 

  arg (3)

학습에서 학습 데이터 추가는, 입력 데이터와 학

습 데이터 사이의 거리 비교와 Class 비교를 수행하

고, 그 결과에 따라 학습 데이터에 추가되거나 추가

되지 않게 된다. 식(4)와 식(5)에서 이를 보인다.

식(4)에서  ̇는 데이터를 그룹화를 위한 거리이며, 

실험에서 얻은 최적값이다. 는 입력 데이터의 집

합이다.  는 ALNN 알고리즘으로 학습한 데이터

들의 집합이고, 는 식(3)의  ̇̇를 의미한다. 

 ̇는 
와 

의 거리를 계산하고, 와 비교

하는 함수이다. 만약 두 데이터의 거리가 보다 적

다면 같은 이웃 데이터로 보고 식 (5)의 함

수를 수행한다. 반대로 두 데이터의 거리가 보다 

크다면 새로운 경우로 판별하고 
함수

를 통해  에 
를 추가한다.

   if
 ≤ 


 

 ∈∼  

   (4)

함수는 
와 

의 Class를 비교하여,  

Class가 동일하지 않으면 새로운 Class로 판별하고 


함수를 통해  에 

를 추가한다. 반

대로 Class가 동일하면, 입력 데이터를 다음 데이터

로 변경한다. 

    
 i f   ≠ 


 

(5)


  arg




 ∈∼   

              (6)

식(6)은 ALNN 알고리즘을 수식으로 나타낸 것으

로 식(3)과 (5)를 통합한 것이다. 여기서 
와 



는 입력 데이터와 학습 데이터를 나타낸다. 

arg 함수는 
를 기준으로 

 에서 최근접 학

습 데이터를 선택하여 에 할당한다. 
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그림 4.  ALNN 알고리즘의 절차.
Fig. 4.  Procedure of ALNN Algorithm.

그림 5. 최근접 데이터의 예.
Fig. 5. Example of nearest data.

ALNN 알고리즘에서 학습은 식(4)와 (5)에 의해 

입력 데이터를 기존의 학습 데이터와 비교한 후 신

규 데이터를 추가하므로 기존의 학습데이터 손실 없

이 보존된다. ALNN의 실행 과정은 그림 4.에, 학습 

과정에서 새로운 입력 데이터와 기존 학습 데이터와

의 거리 예를 그림 5.에 보인다..

3.1 GPU Parallel Process Using GLSL 

ALNN 알고리즘은 구조상 학습이 지속적으로 수

행될 때마다 학습 데이터의 크기가 빠르게 증가한다. 

이에 입력 데이터와 ALNN의 학습 데이터 간의 거

리를 계산하고 비교하는 연산 속도가 지속적으로 저

하된다. 본 논문에서는 이를 해결하기 위해 

GLSL(OpenGL Shading Language) 기반의 GPU 

병렬 처리를 ALNN 알고리즘에 적용하였다. 

GLSL은 Khronos Group에 의해 개발된 그래픽 

라이브러리이며[8], 게임과 시각화 등 3D 그래픽을 

분야에 널리 사용되고 있다. GLSL은 Vertex 

shader와 Fragment shader라는 두 가지 연산 방

식이 있다. Vertex Shader는 입력된 각 Vertex의 

위치를 GPU의 각 코어 당 하나씩 맡아 병렬로 처리

하는 Shader이고, Fragment shader는 정해진 

Vertex에 의해 생성된 Mesh의 색상을 연산하는 

Shader이다[9]. 

제안한 ALNN의 연산에서는 GPU의 각 코어를 

하나씩 맡아 병렬로 처리하는 Vertex Shader를 사

용하였다. 그림 6.은 ALNN 알고리즘에 GLSL 기반 

GPU 병렬 처리 적용 방법을 도식화한 것이며, 실행 

과정은 아래의 [GPU에 의한 병렬 처리]와 같다.

[GPU에 의한 병렬 처리]

① 입력된 이미지에서 특징 벡터를 추출한다.   

ALNN은 순차적으로 추출된 이 특징 벡터들을  

입력 데이터로 사용한다.

② 입력 데이터는 Vertex Shader를 사용하여 

Vertex형태로 바꾸어 GPU의 각 코어에 병렬로 

할당한다.

③ ALNN의 학습 데이터를 3D Texture(OpenGL 

지원)를 사용하여, 모든 학습 데이터를 GPU 메

모리에 로드한다.

④ 그림 4.의 ALNN 수행 절차에서 ‘GPU 병렬처리’ 

부분을 각 코어에서 병렬로 처리한다.

⑤ 모든 입력 데이터에 대하여 과정 ①∼④를 반복 

실행하면 분류 결과 이미지를 생성되고 절차는 

종료된다.
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그림 6.  GLSL을 사용한 GPU 병렬 처리.
Fig. 6.  GPU Parallel Process using GLSL

4. 실험 및 고찰

본 연구에서, 실험은 i7-7700 CPU와 NVDIA 

Geforce GTX 1080Ti(11GB) 그래픽카드를 탑재한 

PC를 사용하였다. 사용한 언어 및 라이브러리는 

C/C++, OpenGL 4.0과 OpenCV 3.0이다. 실험에 

사용한 이미지는 비포장도로를 촬영한 181장의 이미

지와 이것의 GroundTruth이다. 이이미지는 training

에 100장과 test에 80장으로 분류하였고, training 

이미지는 Data augmentation에 의하여 총 1000장

으로 증가시켰다. 본 연구에서는 제안한 알고리즘의 

유용성 검토를 위하여 3종의 실험을 하였다. 

실험 1과 2는 제안한 ALNN 알고리즘에서 

‘Forgetting’ 문제가 발생되지 않음을 확인하기 위한 

것이다. 실험 1은 ALNN 알고리즘에 대한 추가 학

습 실험으로, 총 10회의 추가 학습을 수행하고 매 

회마다 분류 결과 이미지에 대한 픽셀 정확도를 측

정하였다. 실험 2는 ALNN 알고리즘의 대조군으로 

택한 ANN 알고리즘에 대한 추가 학습 실험으로, 실

험 1과 동일한 방법으로 수행되었다. 

실험 3은 ALNN 알고리즘의 연산 속도 측정 실

험이다. ALNN 알고리즘을 GLSL 기반 GPU 병렬 

처리를 적용하였을 때와 적용하지 않았을 때의 연산 

속도를 측정하고 이를 비교하여 ALNN 알고리즘의 

활용 가능성을 고찰하였다. 

4.1 ALNN 알고리즘 추가 학습 실험

실험 1은 ALNN 알고리즘의 추가 학습에서   

‘Forgetting’ 문제가 발생하지 않음을 증명하기 위한 

것이다. 이 실험에서는 추가 학습을 수행하고 분류 

결과 이미지의 픽셀 정확도를 측정한다.

  

 

×        (7)

 

식(7)은 픽셀 정확도 계산을 위한 식이다. 여기서 

 는 GroundTruth의 픽셀수,  은 분류 결

과 이미지에서 GroundTruth와 동일한 픽셀수 즉 

정확하게 분류된 픽셀의 수이다. 

실험에서는 ALNN에 의하여 training 이미지 

100장을 학습하여 학습 데이터를 생성한 후, test 

이미지 80장에 대하여 추정(Estimation)한 분류 이

미지의 픽셀 정확도 계산하였다. 이 실험은 training 

이미지를 100장씩 추가하며 총 10회에 걸쳐 반복하

고, 표 1.에 그 결과를 보였다. 

실험 1의 결과는 1000장의 training 이미지를 매

회 100장씩 10회 추가 학습을 수행하였을 때 계속 

픽셀 정확도 증가하고, 누적 7.96% 증가함을 보인

다. 이것은 ALNN의 추가 학습에서 ‘Forgetting’ 문

제가 발생하지 않음을 보이고, 이에 추가 학습의 진

행에 따라 분류 성능이 향상됨을 알 수 있다.  
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표    1.  ALNN의 추가 학습 결과. 
Table 1.  Result of ALNN Additional Learning 

Additional learning 
count

Training
image count

Matching 
rate (%)

1 100 85.53

2 200 86.41

3 300 87.83

4 400 87.86

5 500 88.88

6 600 89.58

7 700 89.76

8 800 91.51

9 900 92.49

10 1000 93.49

4.2 ANN 알고리즘 추가 학습

실험 2는 ALNN의 대조군으로 ANN 알고리즘을 

실험 1과 동일한 절차로 수행하고, 실험 1의 결과와 

비교하였다. 실험 2의 결과, 표 2.에서와 같이 추가 

학습 2회의 픽셀 정확도가 추가 학습 1회의 픽셀 정

확도보다 10.2% 하락하였다. 이 후 10회 추가 학습

을 수행할 때 픽셀 정확도가 상승과 하락을 반복한

다. 이것으로 ANN 알고리즘에 의한 추가 학습에서 

기존 학습 데이터가 손실되는 ‘Forgetting’문제가 발

생함을 알 수 있다. 

그림 7.은 실험 1과 2의 분류 결과이다. 그림 

7.(a)는 실험에 사용한 원이미지, (b)는 원이미지의 

GroundTruth이다. 그림 7.(c)는 추가 학습이 1회 

수행되었을 때 ALNN과 ANN 알고리즘에서 분류 결

과 이미지이다. 그림 7.(d)는 추가 학습이 5회 수행

되었을 때 두 알고리즘의 분류 결과이고, (e)는 추가 

학습이 10회 수행되었을 때의 각 알고리즘의 분류 

결과 이미지이다. 그림 7.에서, 추가 학습이 진행됨

에 따라 ALNN에 의한 분류 이미지의 픽셀 정확도

는 올라가고, ANN에 의한 분류 이미지의 픽셀 정확

도는 내려가는 것을 육안으로도 확인할 수 있다.

표    2.  ANN의 추가 학습 결과 
Table 2.  Result of ANN Additional Learning 

Additional learning 
count

Training 
image count

Matching 
rate (%)

1 100 84.86

2 200 74.66

3 300 74.86

4 400 86.68

5 500 80.54

6 600 88.04

7 700 86.94

8 800 90.59

9 900 88.34

10 1000 75.81

그림 7.  ALNN과 ANN의 분류 결과.
Fig. 7.  Result of ALNN and ANN Classification.

그림 8.은 실험1과 2의 결과를 비교한 그래프이

다. 실험1의 결과는 정합률의 변동이 작고 픽셀 정

확도가 올라간다. 반면에 실험 2의 결과는 픽셀 정

확도의 변동이 최대 15.9%까지 발생된다. 이를 통해 

ALNN 알고리즘은 추가 학습이 가능하며 

‘Forgetting’ 문제가 발생하지 않음을 알 수 있다.

그림 8.  ALNN과 ANN의 정합률.
Fig. 8.  Matching rate of ALNN and ANN

4.3 ALNN 알고리즘 연산 속도 측정 

실험 3에서는 ALNN 알고리즘을 GLSL 기반 
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GPU 병렬 처리를 하였을 때와 병렬처리를 하지 않

았을 때의 연산 속도를 측정하고 비교하였다. 또 

ALNN 알고리즘의 대조군으로서 ANN 알고리즘에 

대하여 연산 속도를 측정하여 결과를 비교하였다. 연

산 속도는 분류 속도이며, 1000장의 training 이미

지로 학습하고 80장의 test 이미지에 대하여 평균 

연산 속도를 구했다.  표 3.은 실험 3의 결과이다.

표    3.  연산 속도 비교.
Table 3.  Comparison of computing speed.

   

Type Computing Speed

ANN CPU 399.3884

ALNN CPU 330.9658

ALNN GPU 1.41

실험 3의 결과, GPU 병렬 처리를 사용하지 않는 

ALNN 알고리즘의 속도가 ANN보다 69초 빨랐다. 

이 차이는 ALNN과 ANN 알고리즘에서 사용된 

의 수치와 GroundTruth의 Class의 숫자에 의해 

변경이 될 수 있기 때문에 큰 의미가 없다. 그러나 

GPU 병렬 처리를 사용한 경우 ALNN 알고리즘의 

연산 속도가 사용하지 않았을 때 보다 234배 향상

된 것은 큰 의미를 갖는다. 이로써 제안한 ALNN이 

빈번히 추가 학습이 필요한 국방 분야 등의 무인 차

량 운행을 위한 실시간 주행로 검출에 활용될 수 있

다.

5. 결론

본 논문에서는 국방 분야의 무인 차량의 비포장도

로, 야지 등의 운용 환경을 고려하여 추가 학습이 가

능하도록 ANN 알고리즘을 수정한 ALNN 알고리즘을 

제안하였다. ALNN 알고리즘은 ANN의 최근접 데이

터 선택 기법을 채용하고, 거리와 Class 비교를 통하

여 학습 데이터를 추가하므로 기존의 Forgetting 문

제를 해결하였다.

이를 검증하기 위해 ALNN과 ANN 알고리즘에 

총 10회의 추가 학습 실험을 수행하고 그 결과를 비

교함으로써 ALNN 알고리즘은 ‘Forgetting’ 문제에 

영향을 받지 않음을 확인하였다. 또 ALNN 알고리즘

은 추가 학습을 수행할수록 데이터 분류 성능이 

7.96% 향상됨을 보였다.

그러나, ALNN 알고리즘은 학습이 진행됨에 따라 

학습 데이터가 빠르게 쌓이게 되고 이에 따라 연산 

속도 저하 문제가 발생한다. 본 연구에서는 속도 저

하 문제를 GLSL 기반 GPU 병렬 처리를 적용하여 

기존 CPU 연산 속도보다 연산 속도를 234배 향상

시키므로 해결하였다. 이에 제안한 ALNN 알고리즘

은 운용 환경이 자주 바뀌어 추가 학습이 빈번히 요

구되는 무인 차량의 주행로 검출에 효과적으로 사용

할 수 있을 것으로 기대된다.
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