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Abstract

In this paper, we propose deep convolutional neural network(CNN) with bottleneck structure which 

improves the performance of earthquake classification. In order to address all possible forms of 

earthquakes including micro-earthquakes and artificial-earthquakes as well as large earthquakes, we 

need a representation and classifier that can effectively discriminate seismic waveforms in adverse 

conditions. In particular, to robustly classify seismic waveforms even in low snr, a deep CNN with 

1x1 convolution bottleneck structure is proposed in raw seismic waveforms. The representative 

experimental results show that the proposed method is effective for noisy seismic waveforms and 

outperforms the previous state-of-the art methods on domestic earthquake database.

▸Keyword: Convolutional neural network, earthquake classification, bottleneck structure, raw seismic

waveform, centering preprocessing

I. Introduction

시계열 데이터(Time series data)는 음성 인식, 금융 분석, 지진 

분석, 생체 신호 분석 등 다양한 분야에서 발생한다. 주식시장의 

주가 예측이나 심전도를 이용한 심장병 예측과 같이 시계열 예측 

문제는 일정 간격으로 취득한 데이터의 수열을 기반으로 예측 모델

을 생성한 후 미래에 일어날 사건들을 추정하게 된다. 시계열 문제의 

일반적인 접근법은 특징 추출과 기계 학습으로 대표된다. 전통적인 

특징 기반 시계열 문제에서는 특징 추출과 학습기의 파라메터들을 

전문가의 경험적/실험적 요소에 따라 설정하게 된다. 최근에 영상 

분류에서 CNN (Convolutional Neural Network)으로 대표되는 

딥러닝(Deep learning)의 성공은 다른 분야로도 전파되고 있다. 

시계열 문제에서도 기존의 전통적인 방식에서 벗어나 딥러닝을 

이용하여 효율적인 특징 추출 및 기계 학습을 하는 방식으로 전환되

고 있다. 

본 논문에서는 대표적인 시계열 데이터인 지진파를 이용한 

지진 이벤트 분류 문제를 다룬다. 기존의 전통적인 방식에서 벗

어나 다양한 딥러닝을 적용한 접근 방식들이 제시되고 있으며 

특히 CNN 기반 지진 이벤트 분류 연구에서는 콘볼루션

(Convolution)과 비선형 변환 과정을 기반으로 지진 이벤트에 

적합한 특징 추출 및 분류를 하였다. 본 논문에서는 기존 방식

을 확장하여 병목(Bottleneck) 구조가 적용된 CNN을 이용한 

지진 이벤트 분류 기법을 제안한다. 병목 구조는 최근 

GoogLeNet, ResNet 등 다양한 딥러닝 기법에서 연산량 및 파

라메터 감소를 위해 적용되었다. 본 논문에서는 병목 구조의 차

원 축소(Dimension reduction)에서 파생되는 잡음제거 효과를 

통해 지진 이벤트 분류 성능을 향상시키고자 한다. 본 논문에서 

다루는 지진 이벤트는 강진, 미소 지진, 인공 지진, 잡음으로 나

뉜다. 수집된 강진, 미소지진, 인공지진의 경우 지진 이벤트 정

보 뿐만 아니라 환경 및 센서 잡음 요소도 같이 기록되게 된다. 
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1x1 콘볼루션을 이용한 병목 구조는 주성분 분석(Principle 

Component Analysis)에서의 차원 축소 및 복원 과정에서의 

잡음 제거 효과를 모델 훈련 과정에서 획득하고자 한다.  또한 

본 논문에서는 입력 분포가 상이해지는 내부 공분산 이동

(Internal covariance shift) 현상을 방지하는 일괄 정규화

(Batch normalization)과 dropout 정규화(Regularization)를 

통해 학습 모델의 안정성 및 성능 향상을 도모한다. 일괄 정규

화 및 dropout 정규화 기법을 지진 이벤트 분류에 적합하게 배

치한 CNN 구조를 제시한다.

본 논문의 구성은 다음과 같다. 3장에서는 제안된 CNN을 이용한 

지진 이벤트 분류 기법을 제시 하였으며 4장에서는 학습 및 테스트

에 이용하는 지진 데이터의 수집에 관해 설명하였다. 5장에서는 

제안된 알고리즘의 성능 평가를 다루며, 6장에서 결론을 맺는다.

II. Preliminaries

1. Related works

시계열 데이터의 이벤트 분석 및 분류 문제에서도 딥러닝을 

이용한 방식들이 최근 보고 되고 있다. [1] 에서는 다양한 스케

일에서의 시계열 데이터 문제를 풀기 위해 다중 스케일 

CNN(Multi-scale Convolutional Neural Network) 기법을 제

안하였다. 다중 스케일 CNN은 특징 추출 및 분류를 단일 프레

임 워크에서 통합된 구조를 갖고 있으며 다양한 스케일과 주파

수 특징을 자동으로 추출한다. [2] 에서는 음악 장르 분류 문제

에서 미가공 웨이브(Raw waveform) 샘플 데이터에 기반한 

CNN 모델을 제안하였다. 기존의 프레임 레벨(Frame level) 스

펙트로그램(Spectrogram) 모델에서는 페이지(Phase) 정보가 

사라지거나 시간-주파수 해상도 균형점(time frequency 

resolution trade off) 문제가 발생하는 반면 제안된 방법에서

는 미가공 데이터를 입력으로 작은 콘볼루션 필터를 깊은 구조

로 적용하여 프레임 레벨 스펙트로그램 모델에서 발생되는 문

제들을 극복하고자 하였다. 의공학 분야에서는 심전도 신호를 

기반으로 생체 인증을 위한 웨이블릿 공간(Wavelet domain) 

다중 해상도 CNN 모델이 제안되었다[3]. 데이터 표현의 다양

성을 위해 무작위로 선택한 샘플들을 웨이블릿 공간으로 변환

하여 다중 해상도 시간-주파수 공간에서 표현한 후  다중 해상

도 1-D CNN을 적용한다.

지진 탐지 혹은 지진 이벤트 분류는 시계열 분석의 대표적인 

분야로 STA/LTA 방식은 STA(Short Time Average)와 

LTA(Long Time Average)의 비율 문턱치를 통해 지진을 탐지

하는 대표적인 방식이다. 이 방식은 강진 탐지 및 실용성 측면

에서 우수한 면을 보이지만 낮은 SNR 환경에서는 부적합하다

[4]. 자기상관(Autocorrelation) 기반 방식은 단일 지역에서 반

복되는 지진 파형들간의 상관 분석(Correlation analysis)을 기

반으로 지진을 탐지하는 방식으로 성능은 우수하지만 연산량 

과부화 및 긴 시간의 신호에는 활용성에 한계를 갖고 있다[5]. 

템플릿 매칭(Template matching) 방식은 자기상관 방법의 연

산량 과부하 문제를 개선하기 위해 제안된 기법으로 지진 템플

릿을 설정 후 템플릿과 입력 지진 파형과의 상관 분석을 통해 

지진을 탐지하게 된다[6]. 템플릿의 숫자는 성능에 주요한 영

향을 미치며 주성분 분석 혹은 부공간 학습(Subspace 

learning)을 통해 템플릿의 숫자를 줄이는 접근 방식들이 제안

되고 있다. 최근에는 템플릿 매칭의 연산량을 개선하기 위한 

FAST(Fingerprint And Similarity Thresholding) 방법이 제

안되었다[7]. 이 방식은 비지도학습(Unsupervised learning)

지진 탐지 방식으로 스펙트럼 영상(Spectral image)과 Haar 

웨이브릿(Harr wavelet) 변환을 통해 지문과 유사한 지진 특징

을 추출하며 국소 local sensitive hashing을 통해 유사도 측정 

연산량을 감소시킨다. 최근 딥러닝을 적용한 지진 탐지 기법도 

다양하게 보고되고 있다. 특히 [8]에서는 3 채널의 미가공 지

진파 데이터를 이용하여 CNN 모델을 학습하는 방식을 제안하

였다. 제안된 방식은 시계열 분류 문제에서의 딥러닝 모델과 유

사한 형태를 갖고 있으며 총 8 레이어의 1D CNN과 비선형 변

환 Relu 과정을 수행한다.

III. Proposed Scheme

3x1, D Conv

Relu

Max Pooling

3x1, D Conv

Relu

Max Pooling

Batch 
Normalization

Fully Connected

Softmax

Output

Preprocessing

1000 sample
3 channel

... ...
8 layer

Fig. 1. Earthquake classifier using CNN
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시계열 데이터를 기반으로 한 딥러닝 기법들은 크게 스펙트

로그램(Spectrogram)과 같은 2차원 변환 입력을 이용하는 방

식과 시계열 원시 데이터(Time series raw data)를 바로 이용

하는 방식으로 분류할 수 있다. 지진파 분류의 경우 주파수 크

기뿐만 아니라 위상 천이 정보가 주요 정보로 적용되어야 한다. 

그러나 스펙트로그램과 같은 2차원 변환 입력 방식의 경우 입

력 데이터의 위상 변화 정보를 사용하지 않기 때문에 본 논문

에서는 그림 1과 같은 시계열 원시 데이터를 이용하는 구조의 

CNN 방법을 적용하였다.

3.1 Preprocessing

관측소별 특성으로 인해 지진 데이터의 범위가 다른 경우들

이 발생하는 경우 식 (1)과 중심화(Centering) 과정의 데이터 

전처리 과정을 수행한다. 일반적으로 중심화 과정은 기하학적

으로 데이터의 군집을 모든 차원에 대해서 원점으로 이동시키

는 효과를 얻을 수 있다.

    






 (1)

여기서  은 지진 샘플데이터,  은 센터링 변환된 지진 

샘플 데이터, M은 발생 이벤트내의 총 샘플수를 나타낸다.

3.2 Network structure

제안하는 CNN 구조는 3채널 지진 데이터를 이용하며 채널

당 1000 샘플의 입력 데이터를 사용한다.  1000 샘플 입력 데

이터는 100Hz 샘플링 10초 구간의 데이터를 나타낸다. 8개의

콘볼루션 레이어(Convolution layer)은 식 (2)와 같이 1D 콘볼

루션을 수행하며 콘볼루션 결과는 식(3)과 같은 Relu(Rectified 

Linear Unit) 함수를 통해 비선형 변환을 거친다.  


  

′




′



′′
 ∙′′

  for       (2)

  max  (3)

여기서  은 입력 지진 샘플데이터,   은 필터, C는 채

널의 수를 나타낸다. 1D 콘볼루션의 필터 크기는 3x1 형태를 

사용하며 채널 C의 크기는 각 레이어마다 32개를 적용한다(단, 

첫 번째 레이어에서 채널의 크기는 3으로 설정한다).  변환 결

과는 max-pooling을 통해 downsampling 과정을 거치게 된다. 

Max-pooling의 간격은 2로 설정하여 이 과정을 거칠 때 마다 

입력 데이터는 1/2배로 축소된다. 8 레이어의 콘볼루션 후에 

생성된 특징 정보(Feature map)는 일괄 정규화를 통해 정규화

된 특징 정보를 생성하며 한번 더 비선형 Relu 과정을 수행한

다. 생성된 특징 정보는 fully-connected 레이어와 softmax를 

통해 지진 이벤트 분류를 수행한다. 제안 모델의 과대적합

(overfitting)을 방지하기 위해 본 논문에서는 fully-connected 

레이어에 dropout 정규화를 적용하였다.

3.3 Batch Normalization

네트웍크 레이어(Network layer)가 증가하면서 경사도 사라짐

(Gradient vanishing) 및 폭발(Exploding) 문제는 딥네트워크

(deep network)의 주요 쟁점 사항이다. 이러한 문제는 활성화

(Activation) 함수의 변화, 초기화(Initialization), 학습률

(Learning rate)을 통해 해결하려는 다양한 시도가 있었다. 일괄 

정규화는 경사도 사람짐 및 폭발의 문제를 훈련(Training) 과정 

안에서 해결하려는 접근을 취한다.  일괄 정규화는[9] 각 레이어마

다 입력 분포가 상이해지는 내부 공분산 이동 현상을 막기 위해 

각 레이어의 입력 분포를 평균 0, 표준편차 1이 형태로 정규화 

시키는 whitening 방법을 착안하여 고안되었다. 각 특징에 대해서 

평균과 분산을 구한 후 정규화를 거치며 정규화된 값들에 대해서 

스케일 요소(scale factor) 와 이동 요소(shift factor)를 더해 주는 

변환 과정을 거치게 된다. 스케일 요소와 이동 요소 파라메터는 

mini-batch 단위로 훈련 과정에서 유도한다.

3.4 Dropout regularization

Srivastaval[10]에 의해 제안된 dropout 기법은 과대접합을 

방지하기 위한 정규화 기법이다. dropout은 각 뉴런들을 확률 값에 

따라 활성화하여 학습에 적용하게 된다. 본 논문에서는 fully 

connected layer에서 p = 0.5를 설정하여 네트워크를 훈련한다.

3.5 CNN with Bottleneck structure

병목 구조는 그림 2와 같이 각 레이어의 노드(Node) 수가 줄어

들었다가 다시 증가하는 형태를 나타낸다. 이러한 구조는 특징의 

차원 축소 후 다시 고차원으로 복원되는 과정으로 설명될 수 있다. 

1x1 콘볼루션을 이용한 병목 구조는 GoogLeNet, ResNet에서 

연산량 감소 및 파라메터가 증가하는 것을 방지한다.

Fig. 2. Bottleneck structure

본 논문에서는 연산량 혹은 파라메터 감소 측면 보다는 잡음 

제거 효과를 얻기 위해 1x1 콘볼루션을 이용한 병목 구조를 적

용한다. 영상 분류 문제 데이터와는 다르게 지진 이벤트 데이터

들은 실측 데이터들을 기반으로 학습 과정을 거쳐야 한다. 즉 

지진 이벤트 내에는 지진 이외의 잡음 성분들도 포함될 가능성

이 있다. 본 논문에서는 시계열 데이터 CNN에서 1D 콘볼루션 

레이어을 그림 3과 같이 1x1, 3x3, 1x1 필터로 대체한 CNN 

구조를 적용하였다. 이러한 구조는 주성분 분석 혹은 오토인코
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더(Autoencoder)와 같이 차원 축소와 복원 과정을 통해 데이

터내의 불필요한 잡음들을 제거하는 효과를 갖게 된다. 1x1 콘

볼루션을 이용한 병목 구조는 레이어2부터 레이어8에 적용한

다. 레이어 1에서는 콘볼루션 후 일괄 정규화를 수행한다. 

IV. Dataset

본 논문에서는 2018년 1월1일부터 2018년 7월 31일까지의 

대한민국에서 발생하는 지진 데이터 정보들을 이용하여 지진 데

이터 및 잡음 데이터를 수집하였다. 지진 관측은 약 200여 곳의 

관측소에서 관측을 하고 있으며 24시간 연속 지진 데이터들이 

저장되어 있다. 그림 4와 같이 기상청에서 제공되는 24시간 지진 

관측 데이터 및 지진 이벤트 목록 파일을 토대로 지진 이벤트 및 

잡음 데이터베이스를 구축하였다. 그림 4의 상단은 24시간 관측 

데이터를 나타내며 적색 구간에서 지진 이벤트가 발생하였다. 발

생된 지진 이벤트는 지진 발생 시간을 기준으로 하거나 혹은 관측

소 관측 시간을 기준으로 데이터가 추출된다. 그림 4의 하단 그림

은 지진 이벤트 발생 시간을 기준으로 추출된 지진 이벤트 데이터

이다. 본 실험에서는 관측소 관측 시간을 기준으로 10초간의 지진 

이벤트 데이터를 수집하였다. 지진 관측 데이터는 100샘플 데이

터만을 이용하고 있으며 강진(규모 2.0 이상), 미소지진(규모 2.0 

미만), 인공지진, 잡음 카테고리로 데이터베이스를 구성하였다. 

수집 기간에 발생한 지진 이벤트의 횟수 및 각 지진 이벤트를 관측

한 관측소의 개수는 표 1과 같다.

1x1, D/2 Conv

3x1, D/2 Conv

1x1, D Conv

H x 1 x D

H x 1 x D

3x1, D Conv

Relu

Max Pooling

3x1, D Conv

Relu

Max Pooling

Batch 
Nomalization

Fully Connected

Softmax

Output

Preprocessing

1000 sample
3 channel

... ...
8 layer

Batch 
nomalization

Fig. 3. CNN with 1x1 bottleneck structure

Fig. 4. Extract earthquake events from 24 hour 

continuous data

Earthquake Event
Number of 

Occurrence

Number of 

Observatory

Macro-earthquake 71 250

Micro-earthquake 189 671

Man-made earthquake 73 179

Table 1. Number of Earthquake events 

본 논문에서 훈련 및 테스트에 이용될 지진 이벤트의 개수는 

관측소 개수와 동일하게 된다. 수집 데이터의 양을 늘리기 위해 

본 논문에서는 관측소에서 관측한 발생 시점 보다 3초 앞에서

부터 10초 구간의 데이터를 수집하고 있으며 1초 간격 sliding 

방식을 적용하여 데이터의 양을 4배 증가시켰다. 잡음 이벤트

의 경우 지진 이벤트 목록에 기록되지 않은 날짜에서 임의적으

로 10초 구간의 샘플을 2,469개 추출하였다. 모의 실험에서 사

용하는 데이터셋 구성은 표 2와 같다. 데이터 균형을 맞추기 위

해 미소 이벤트의 개수는 각 데이터셋 별로 상이하다.

Dataset Total Number Details

Earthquake(E) vs Noise 6,357 3,888 vs 2,469 

Macro-E vs Noise 2,576 876 vs 1,700

Micro-E vs Noise 4,809 2,340 vs 2,469

Manmade-E vs Noise 2,072 672 vs 1,400

Micro-E vs Manmade-E 1,376 704 vs 672

Table 2. Event Dataset 

V. Experiments

5.1. Learning parameter and method

모의 실험에서는 표 2의 데이터셋에서 훈련 70%, validation 

15%, 테스트 15%의 비율로 데이터를 사용하였다. NVIDIA 

Geforce GTX 1080Ti GPU와 Tensorflow 기반으로 모의 실

험을 수행하였으며 네트웍 훈련 iteration은  총 30,000을 수행

하였다. 모델 훈련시 최적화는 ADAM 방법을 이용하였으며 학

습율은 10-4 을 주었다.

5.2 Performance evaluation

제안한 방법의 성능 비교를 위해 ConvNetQuake[8]와 주파
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(a) Macro-earthquake

(b) Micro-earthquake

(c) Man-made earthquake

(d) Noise

Fig. 5. Frequency histogram distribution  according events

수 특징 + SVM 방법을 선택하였다. 성능 측정은 식(4)와 같이 

정확도(Accuracy) 지수를 사용한다. 정확도는 총 테스트 개수 

중에서 정확하게 추정된 결과(TP:true positive, TN:true 

negative) 개수의 비로 정의된다. 

   

  
      (4)

ConvNetQuake는 모의 실험데이터를 이용하여  훈련 및 테

스트를 진행하였으며  모델 훈련 파라메터는 원저자가 설정한 

파라메터와 동일하게 1D 콘볼루션 필터 크기는 3x1, 채널 32

로 설정하였으며 downsampling 효과를 위해 필터 stride는 2 

설정하였다. 이와 더불어 L2 정규화 파라메터 λ는 10-3, 최적화 

방법 및 학습율은 ADAM 및 10-4로 설정하였다.

SVM 방식에서는 129차원의 주파수 특징을 이용하여 지진 

이벤트 분류기를 훈련하였다. 모델 훈련시 커널은 RBF 커널을 

이용하였다. 이벤트별 주파수 히스토그램(Histogram)은 그림 5

와 같다. 모든 이벤트에서 공통적으로 저주파 성분이 강하게 나

타나고 있으며 인공지진에 비해 자연지진(강진, 미소지진)의 히

스토그램 분포는 잡음과 유사한 형태를 보이고 있다.  

제안한 방법에서 1x1 병목 구조의 효용성을 알아보기 위해 

모의 실험에서는 제안 구조를 (1), (2)로 구분하였다. 제안 방법 

(1)은(그림 1) 1x1 병목 구조가 적용되지 않은 구조, 제안 방법

(2)는(그림 3) 1x1 병목 구조가 적용된 구조이다. 제안 방법의 

성능 비교 결과는 표 3과 같다. 기존 CNN 방법의 경우 각 데이

터셋 별로 80% 초중반대의 성능을 나타내고 있다. 기존의 

handcraft 방식인 SVM 에 비해서는 월등히 우수한 성능 향상

을 보여주고 있다. 제안한 방법(1)은  ConvNetQuake 방법보

다 평균적으로 10.2 % 향상된 성능을 보여주고 있다. 일괄정규

화와 dropout을 적용함으로써 L2 정규화만이 적용된 

ConvNetQuake 보다 우수한 성능을 얻을 수 있었다. 또한 제

안 방법(2)는 ConvNetQuake 보다는 11.6%, 제안 방법 (1) 보

다는 1.4% 성능 향상을 보이고 있다. 제안된 방법 (2)는 요소

이벤트(Sub-event)들로 구성된 지진과 잡음간의 분류 성능에 

더욱 더 향상된 효과를 얻을 수 있었다.

SVM
ConvNet

Quake[8]

Proposed 

CNN(1)

Proposed 

CNN(2)

Earthquake(E) vs

Noise
62 84 90 93

Macro-E vs

Noise
76 84 94 95

Micro-E vs

Noise
68 85 92 93

Manmade-E vs

Noise
79 81 95 96

Micro-E vs

Manmade-E
57 81 95 96

Table 3.Comparison performance of proposed method

(unit: %)

VI. Conclusions

본 논문에서는 지진 분류 성능 향상을 위해 병목 구조의 시

계열 CNN 기반 지진 분류 기법을 제안하였다. 낮은 SNR 환경

에서도 강인하게 지진파를 분류하기 위해 1x1 콘볼루션 병목 

구조를 적용한 CNN 기반 지진 분류 기법이 제안되었으며 제안
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된 기법은  기존의 SVM 방식 및 기존 CNN을 이용한 방식보다 

평균 26.2%, 11.6% 향상된 성능을 얻을 수가 있었다. 일괄 정

규화 및 dropout 정규화를 통해 기존 CNN 구조의 지진 분류 

기법보다 향상된 결과를 얻을 수 있었으며 1x1 콘볼루션 구조

를 통해 잡음과의 구분성을 향상시킴으로써 지진/잡음 분류 성

능을 향상 시킬 수 있었다. 현재 인공 지진의 데이터는 다른 이

벤트에 비해 충분히 확보되지 않아 모든 카테고리(강진/미소/인

공/잡음)에 대한 성능평가는 수행하지 않았다. 추후 인공 지진

의 데이터베이스를 확보 후 제안한 알고리즘의 모든 카테고리

에 대한 분류 성능도 살펴볼 예정이다.
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