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Abstract

In order to increase energy efficiency, developments of the advanced metering infrastructure (AMI) in the smart grid

technology have recently been actively conducted. An essential part of AMI is analyzing power consumption and

forecasting consumption patterns. In this paper, we analyze the power consumption and summarized the data errors.

Monthly power consumption patterns are also analyzed using the k-means clustering algorithm. Forecasting the

consumption pattern by each household is difficult. Therefore, we first classify the data into 100 clusters and then

predict the average of the next day as the daily average of the clusters based on the deep neural network. Using

practically collected AMI data, we analyzed the data errors and could successfully conducted power forecasting based

on a clustering technique.

요 약

에너지의 생산 효율성을 증가시키기 위해 최근 스마트그리드 기술 중 지능형 검침 시스템(AMI, advanced metering

infrastructure)의 개발이 활발히 진행되고 있다. 전력 소비 데이터를 분석하고 소비 패턴을 예측하는 일은 AMI에서 핵심적

인 부분이다. 본 논문에서는 수집된 전력 소비 데이터를 분석하고 발생할 수 있는 오류들을 정리하였으며 소비 패턴을 월별

로 k-means 군집화 알고리즘을 사용하여 분석하였다. 또한 deep neural network를 이용하여 소비 패턴을 예측하였는데, 가

구별 하루 전력 사용량 예측의 어려움을 극복하기 위하여 전력 사용량을 100개의 군집으로 분류하여 이 군집의 하루 평균으

로 다음날 군집의 평균을 예측하였다. 실제 AMI에서의 전력 데이터를 사용하여 오류들을 분석하였으며 군집화 방법을 도입

하여 성공적으로 전력 소비 예측이 가능하였다.

Key words：advanced metering infrastructure, deep neural network, load data, load forecasting, k-means clustering,

meter reading
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Fig. 1. Example of a structure of the AMI system.

그림 1. AMI 시스템 구성의 예

Ⅰ. 서론

현재의 전력 시스템은 최대 수요량을 예측하고

이에 맞춰 전력예비율을 관리하여 실제 전력수요

보다 15% 정도 많이 생산하는 단방향성 전력공급

으로 운영되고 있다. 최근 지속가능한 사회를 위해

서 화석연료를 감축하고 신재생에너지의 발전을

증가시키는 에너지전환정책의 발표로 인하여 정확

하고 신속한 수요 예측의 필요성이 대두되고 있다.

그로 인해 전력시스템의 효율성을 증가시키는 전

력망과 정보통신기술을 융합한 스마트그리드 기술

이 개발되고 있다. 스마트그리드란 전력공급자와

소비자가 실시간 사용 정보를 교환하여 에너지 사

용량 예측과 생산의 운용으로 에너지 효율을 최대

화하는 차세대 전력망이다. 이 기술을 통해 단방향

성의 중앙집중형 계통운영에서 중앙의 전력운영

시스템과 다수의 수요자원, 소규모 분산전원 등이

상호 유기적이며 복합적으로 거래 및 운영되는 실

시간 양방향성의 계통운영으로 전환된다. 스마트그

리드 기술 중 핵심적인 기술로 최근에 주목받는 것

이 지능형 검침 시스템(AMI, advanced metering

infrastructure)이다[1]. AMI는 기존의 월 단위 인

력 검침 방식을 양방향 통신 기능을 추가하여 15

분, 한 시간 단위의 실시간 원격 검침이 가능하도

록 구성한 것으로 원격검침기능 외에 전력회사의

계량기 및 배전설비 관리, 수집된 계량정보를 기반

으로 한 소비자 맞춤형 전력정보 제공, 소비자의

수요 감축을 포함한 수요반응(DR, demand response)

등 스마트그리드 환경에서 요구하는 다수의 이해

관계자간의 실시간 전력정보 수집 및 공유를 위한

정보체계이다[2]. 그림 1은 AMI 시스템을 도시화

한 것이다[3].

AMI 기술개발은 크게 지능형 전력량계(smart

meter), AMI 현장망(field area network), 미터데이

터관리시스템(MDMS, meter data management

system)의 영역이 있다. 이 중 지능형 전력량계의

주요 기능은 시간대별 요금제(TOU, time of use),

선택형 요금제의 수용, 소비자의 전력 정보(LP,

load profile) 수집, 순 계량(net-metering) 수용, 정

전 및 복전 알림, 도전 감지이다. 여기서 전력 소비

데이터를 수집하여 사용패턴을 분석하는 과정은

데이터의 분석이 필수적으로 수행되어야 한다[4].

하지만 수집된 데이터에는 여러 요인으로 오류가

발생할 수 있으므로 전력사업자는 다양한 보정방

법을 통해서 수집된 전력소비 데이터의 유효성을

검증해야 하며 이를 위해 다양한 방법이 존재한다

[5]. 데이터 분석과 소비자의 전력 소비 패턴을 파

악하여 향후 전력 소비를 예측하는 것은 전력을 효

율적으로 관리하기 위해 필수적이다[6]. 기존 연구

에서도 전력 소비를 예측하기 위해 회귀분석과 딥

러닝을 이용한 방법들이 있으며 다양한 모델을 이

용하여 예측의 정확도를 개선하고 있다[7].

전력회사는 AMI에서 요구하는 통신품질 및 계

량품질을 확보하기 위하여 많은 노력을 하고 있으

나 고압수전 아파트와 같은 공동주택의 경우 아파

트 단지 내 세대용 전력량계는 계량정밀도 및 통신

의 품질, 검침프로토콜의 비표준성 등으로 인하여

양질의 전력 소비 데이터를 획득하기 어렵다. 이러

한 문제점은 전력 소비 패턴을 정확히 예측하지 못

하는 원인이 된다. 딥러닝 기법에서 데이터의 개수

가 부족하면 모델을 정확히 학습할 수 없으며 소비

패턴 예측도 정확하게 할 수 없기 때문에 데이터의

개수는 딥러닝 모델을 이용하여 전력 소비 패턴을

예측할 때 중요한 부분이다[8].

본 논문에서는 원격검침이 구축된 공동주택에서

수집된 공동주택 전력 소비 데이터를 분석하여 수

집과정에서 발생할 수 있는 오류들을 정의하고 보

정방법에 대해 서술한다. 또한 아홉 달(1월～9월)의

한 시간 단위 전력 사용 데이터를 분석하고 k-means

알고리즘을 사용하여 군집화 작업을 하여 전력 소

비 패턴을 분석하고 DNN(deep neural network)를

사용하여 전력 소비 패턴을 예측한다. 이때 제한적
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인 데이터를 가지고 예측의 정확도를 개선하기 위

해서 데이터를 군집화하여 분류하였으며, 딥러닝

모델을 학습하기 위한 데이터의 개수를 증가시켜

효율성을 높이고 모델의 정확도를 높이는 방법을

제안하였다[9].

본 논문의 구성은 다음과 같다. 제 2장은 공동주

택의 원격검침 시스템에서 수집된 전력 소비 데이

터에서 나타날 수 있는 오류분류 체계를 제시하고

보정방법에 관해 설명한다. 제 3장은 보정된 전력

소비 데이터의 1월부터 9월까지 소비 패턴을 다양

한 방법으로 분석하고 k-means 알고리즘을 사용

하여 군집화하고 전력 소비 패턴을 비교 및 분석한

다. 제 4장에서는 DNN을 사용하여 소비자들의 전

력 소비 패턴을 예측하는 방법을 고찰한다. 제 5장

에는 실험 결과를 정리하고 마지막 장에서는 논문

의 결론을 정리하였다.

Ⅱ. 전력 소비 데이터 분석

본 장에서는 AMI 기술개발 중 지능형 전력량계

를 통해 수집된 소비자들의 전력 소비 데이터를 분

석하고 발생할 수 있는 오류들을 정의하여 보정 방

법에 대해 고찰한다. 발생한 데이터 오류를 보정할

수 있는 방법은 다양하게 존재하는데 본 논문에서

데이터 오류의 보정은 딥러닝 과정에서 훈련 데이

터를 만드는 것을 목적으로 보정을 하였다.

수집된 데이터에는 날짜, 시간, 동, 호수, 적산량,

사용량에 대한 정보가 포함된다. 시간별 전력 소비

데이터에서 발생할 수 있는 오류는 다음과 같은 다

섯 가지 경우가 있다.

1. 중복된 데이터 오류

중복된 데이터 오류는 수집된 시간별 전력 소비

데이터에서 임의의 시간의 데이터가 중복으로 전

송되는 경우를 의미한다. 이 오류는 수신기에서 데

이터를 받고 ack 신호를 보냈으나 송신기에서 ack

신호를 받지 못하여 재전송하는 경우에 발생한다.

이때 적산량, 사용량 역시 일치하는 값이 전송되기

때문에 하나의 데이터를 제거해줌으로써 보정할 수

있다. 본 논문에 사용된 전력 소비 데이터에서 한

달 동안 발생한 duplicate data error는 약 1.90%

정도로 발생한다.

2. 다중의 누락된 데이터 오류

다중의 누락된 데이터 오류는 수집된 시간별 전

력 소비 데이터에서 통신의 단절로 인하여 여러 개

의 시간 데이터가 동시에 누락되는 경우를 의미한

다. 는 시간 에서 사용한 전력량을 나타내고 

은 누락된 데이터의 개수라고 가정하자. 이때 보정

을 위해 누락된 시간들의 전날과 다음날 사용 비율

을 평균하여 구한다. 이를 라고 하며 수식은 다

음과 같다.

  

 




  









  





 



 (1)

비율을 구하는 과정에서    시간 일 때를

사용하였다.  ≤  ≤ 일 때는 누락된 시간을 의

미하며    일 때, 는 해당 시간에 사용한 전

력량과 누락된 시간동안 사용한 전력량의 합에 해

당하는 값을 가진다. 따라서 누적된 사용량을 비율

에 따라 배분하여 보정할 수 있고 수식은 다음과

같다.

′    ×     ⋯ (2)

식 2에서의 ′ 는 보정된 전력 사용량을 의미하

며, 는 식 1에서 구한 시간 에 대한 전날, 다음

날 사용 비율의 평균이다. 본 논문에서 사용된 전

력 소비 데이터에서 한 달 동안 발생하는 비율은

약 0.29%이다.

3. 하나의 누락된 데이터 오류

하나의 누락된 데이터 오류는 수집된 시간별 전

력 소비 데이터에서 통신의 단절로 인해서 수신되

지 못한 임의의 시간의 데이터 하나가 누락되는 경

우를 의미한다. 오류를 보정하기 위해서는 이전 데

이터와 이후 데이터의 평균으로 보정할 수 있다.

  


    ,   ⋯ (3)

식 3에서의 는 누락된 데이터의 값이고, 는

시 단위 시간을 의미한다. 본 논문에서 사용된 전

력 소비 데이터에서 한 달 동안 발생하는 비율은

약 0.13%이다.
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(a)

(b)

Fig. 2. Daily power usage of a household:

(a) yesterday, (b) today.

그림 2. 한 가구의 하루 전력 사용량: (a) 어제 (b) 오늘

4. 정보 데이터 오류

정보 데이터 오류는 수집된 시간별 전력 소비 데

이터에서 공동주택에 대한 정보 오류를 의미한다.

데이터를 송수신할 때 발생하는 것이 아닌 데이터

를 서버에서 정리하면서 발생한다. 발생하는 오류

는 날짜, 호수 정보가 정상적이지 못한 상태이다.

본 논문에서 사용된 전력 소비 데이터에서 한 달

동안 발생하는 비율은 약 0.1ppm으로 낮은 확률을

가진다.

5. 지능형 전력량계 데이터 오류

지능형 전력량계 데이터 오류는 수집된 시간별

전력 소비 데이터에서 공동주택에 설치되어있는

지능형 전력량계의 오류로 인해 적산량 오류를 의

미한다. 외부적 요인과 내부적 요인으로 발생할 수

있으며 해당 시간 오류 발생 이후에는 정상적인 상

태가 된다. 본 논문에서 사용된 전력 소비 데이터

에서 한 달 동안 발생하는 비율은 약 0.01ppm 이하

로 무시할 정도가 된다.

Ⅲ. 전력 소비 패턴 분석

본 장에서는 앞 장에서 서술한 오류들을 보정하고

1월부터 9월까지 소비 패턴을 분석한 뒤 k-means

알고리즘을 이용하여 월별로 가구마다 사용 패턴

을 분석하는 방법에 대해 서술한다. 사용한 전력

소비 데이터는 주중 데이터만을 사용하였다.

본 논문에서는 한 달 동안 각 가구의 평균 사용

량을 구하고 k-means 알고리즘을 사용하여 총 6개

의 군집으로 분류하였다[10]. 다음과 같은 방법으로

1월부터 9월까지 전력 소비 데이터를 분류하여 가

구들의 소비 패턴을 월별로 비교 분석한다.

1. 전력 소비 패턴의 평균

수집된 전력 소비 데이터는 1월부터 9월까지 총

2700세대의 전력 사용량이다. 월별로 평균 사용량

을 비교하기 위해 한 달 동안 각 가구의 전력 사용

량을 평균하였으며 월별로 공동주택 전체 소비 패

턴을 비교 분석한다.

2. K-means 군집화

K-means 알고리즘은 군집화 방법 중 분할법에

속하는 방법이다[11]. 여기서 분할법이란 주어진 데

이터를 여러 군집으로 나누는 방법이다. 각 군집은

하나의 중심을 가지며 군집에 속한 데이터들의 평

균을 의미한다. 각 데이터는 중심과 유클리드 거리

를 계산하여 가장 가까운 군집으로 할당된다. 이렇

게 같은 중심에 할당된 데이터들이 하나의 군집을

형성하게 된다[12].

Ⅳ. 딥러닝을 이용한 전력 소비 패턴 예측

본 장에서는 전력 소비 패턴 예측을 딥러닝 모델

로 예측하는 방법을 제안한다[13].

전력 소비 데이터를 가지고 소비 패턴을 예측하

는 것은 효율적인 에너지 관리를 위해 필수적이다.

하지만 공급자의 입장에서 공동주택에서 각 가구

별로 예측하는 것은 비효율적이다. 현재의 전력 시

스템에서 공급자는 공동주택에서 각 가구에 전기

를 공급하는 것이 아니라 전체 사용량에 대해서 공

급하기 때문에 가구별로 예측하는 것은 의미가 없
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Fig. 3. Designed DNN model.

그림 3. 설계한 DNN 모델

으며 실제로 하루 사용량을 예측하는 것은 제한적

이다. 그림 2의 (a)는 임의의 한 가구의 하루 전력

사용량을 나타낸 것이며 그림 2의 (b)는 다음날 전

력 사용량을 나타낸다. 그림과 같이 한 가구의 하

루 사용량이 너무 랜덤하기 때문에 다음날을 예측

하는 것이 제한된다. 따라서 공동주택의 전체 전력

소비량의 평균을 예측하는 것이 효율적이다. 하지

만 본 연구에서는 하루 단위 모든 가구의 전력 사

용량을 평균하여 예측하기에는 데이터의 개수가 너

무 부족하여 딥러닝을 이용하여 예측하기에는 제

한적이어서 다른 방법을 제시한다.

본 논문에서는 딥러닝을 이용한 전력 소비 패턴

예측의 성능을 높이기 위해 각 가구의 하루 전력

사용량을 예측하는 것이 아닌 k-means 군집화 알

고리즘을 사용하여 가구들을 분류하고 군집에 속

한 가구들의 하루 전력 사용량을 평균하여 다음날

전력 사용량의 평균을 예측한다. 분류한 군집의 개

수는 총 100개로 나누었으며 각 가구의 한 달 동안

전력 사용량의 평균을 분류하였고 주말을 제외한

주중 데이터만 사용하였다. 설계한 딥러닝 모델은

DNN을 사용하였으며 모델의 구성은 그림 3과 같

다[14].

여기서 입력층은 분류된 군집의 하루 시간별 전

력 사용량의 평균과 하루 시간별 온도를 입력으로

한다. 총 두 개의 히든 레이어를 지나 다음 날 분류

된 군집의 하루 시간별 전력 사용량의 평균을 출력

으로 하여 예측한다. 모델을 훈련하기 위해 사용된

데이터는 1월부터 9월의 전력 소비 데이터를 사용

하였으며 검증을 위한 데이터는 각 월의 마지막 날

을 사용하였다. 또한 딥러닝 모델을 사용하여 전력

소비 패턴을 예측하고 정확도 평가를 위해서 본 논

문에서는 평균절대비율오차(MAPE, mean absolute

percentage error)를 구하였다.

 


  





′   

×  
(4)

식 4에서의 ′ 은 예측한 시간별 전력 소비량을

의미하고 는 실제 시간별 전력 소비량을 나타

낸다.

Ⅴ. 실험 결과

본 장에서는 공동주택 전력 소비 패턴을 분석하

고 제안하는 방법인 군집화를 이용한 전력 소비 패

턴 예측의 결과를 고찰한다.

본 논문에서 사용한 데이터는 공동주택 1월부터

9월까지 총 2700세대의 시간별 전력 소비 데이터이

며 개인정보 비식별 데이터로 학술적 연구에만 사

용하는 데이터이다.

Fig. 4. Monthly average power consumption with respect to

time.

그림 4. 월 간 평균 전력 사용량

그림 4는 월별로 모든 가구의 전력 사용량을 평

균한 것을 나타낸 것이며 그림 5는 월별 평균 기온

을 나타낸다. 1월부터 9월까지 전력 사용량의 평균

을 확인해 보면 7월 평균 전력 소비 데이터는 1월

부터 6월, 9월의 평균 전력 소비 데이터보다 사용

량이 많음을 알 수 있고 가장 많은 사용량을 가지

는 월은 8월임을 알 수 있다. 특히 오후 시간대인

12시부터 15시까지의 전력 소비량은 8월이 가장 많

다. 전체적으로 전력 소비 패턴은 비슷한 경향을

보이고 사용량의 차이가 존재하며 평균 온도가 높

은 월에 사용량이 많다.

(1377)



Analysis of Apartment Power Consumption and Forecast of Power Consumption Based on Deep Learning 263

Fig. 5. Monthly average temperature.

그림 5. 월 간 평균 기온

(a)

(b)

Fig. 6. Clusters of average power consumption for different

households: (a) February, (b) August.

그림 6. 가구별 전력 평균 사용량 군집화: (a) 2월, (b) 8월

앞 장에서 서술한 k-means 군집화 알고리즘을

사용하여 한 달 동안 모든 가구의 전력 사용량을

분석해보면 대부분 가구들의 소비 패턴은 비슷한

경향을 보이지만 사용량의 차이가 있음을 확인할

수 있다. 그림 6은 2월과 8월의 가구별 전력 소비

사용량의 평균을 k-means 군집화 알고리즘을 이

용하여 분류하고 각 군집의 중심 값을 나타낸다.

범례는 각 군집의 해당하는 가구 수를 의미한다.

전력 소비 패턴은 비슷한 경향을 보이고 사용량의

차이가 있고 (b)가 (a)보다 전반적으로 전력사용량

이 더 많음을 알 수 있다.

그림 7부터 그림 9는 딥러닝을 이용하여 다음 날

전력 소비 패턴을 예측한 결과이다. 각 그림의 (a)

는 훈련된 모델에 입력한 전력 소비 패턴이며 (b)

는 모델에서 출력한 전력 소비 패턴이다. 각 그림

에서 예측한 전력 소비 패턴과 실제 전력 소비 패

턴사이의 MAPE는 각각 3.67%, 4.08%, 4.09%를 가

진다. 각 그림 (b)를 보면 예측한 전력 소비 패턴과

실제 전력 소비 패턴을 그래프에 동시에 나타내었

으며 패턴 예측을 정확히 하고 있음을 알 수 있다.

(a)

(b)

Fig. 7. Example of a prediction result for time (Example 1):

(a) Input: consumption pattern of the previous day.

(b) Output: consumption patterns of the next day and

its forecasting.

그림 7. 소비 패턴 예측 결과 1 (a) 입력: 전날 소비 패턴

(b) 출력: 다음날 소비 패턴과 예측(MAPE= 3.67%)

1월부터 9월까지 공동주택 전력 사용량 데이터를

분석해보면 전반적으로 전력 소비 패턴은 유사하

지만 사용량에 차이가 있음을 확인하였다. 또한 전
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(a)

(b)

Fig. 8. Example of a prediction result for time (Example 2):

(a) Input: consumption pattern of the previous day.

(b) Output: consumption patterns of the next day and

its forecasting.

그림 8. 소비 패턴 예측 결과 2 (a) 입력: 전날 소비 패턴

(b) 출력: 다음날 소비 패턴과 예측(MAPE= 4.08%)

(a)

(b)

Fig. 9. Example of a prediction result for time (Example 3):

(a) Input: consumption pattern of the previous day.

(b) Output: consumption patterns of the next day and

its forecasting.

그림 9. 소비 패턴 예측 결과 3 (a) 입력: 전날 소비 패턴

(b) 출력: 다음날 소비 패턴과 예측(MAPE= 4.09%)

력 사용량은 온도에 영향을 받음을 확인하였다.

k-means 군집화 알고리즘을 사용하여 월별로 공

동주택에 전력 소비 패턴을 분석하였으며 딥러닝

을 이용하여 전력 소비 패턴을 예측하였다.

정량적, 정성적으로 예측 소비 패턴과 실제 소비

패턴을 비교 분석해 보면 정확하게 예측됨을 확인

하였다.

Ⅵ. 결론

본 논문에서는 공동주택의 원격검침 시스템에서

수집된 한 시간 단위 전력 소비 데이터를 분석하였

고 발생할 수 있는 오류들을 정의하고 보정하는 방

법에 대해서 연구하였다. 공동주택에서 전력 소비

패턴을 월별로 평균 및 k-means 군집화 알고리즘

을 사용하여 분석하였으며 전력 소비 패턴을 100개

의 군집으로 분류하고 군집의 평균으로 다음 날의

전력소비 패턴을 DNN으로 예측하는 방법을 제안

하였다. 제안한 다음 날의 전력 소비 예측 결과에

대해서는 정량적, 정성적으로 예측하여 성능이 우

수함을 확인하였다.
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