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1. 서  론

유동적 네트워크 환경에서 실시간으로 적합한 품

질을 선택하여 재생하는 적응형 비디오 스트리밍 기

술이 주목받고 있다. 대표적으로 MPEG에서 표준으

로 제정된 Dynamic Adaptive Streaming over HTTP

(DASH)[1-5]가 있다. 그러나 DASH의 품질 선택 알

고리즘[6]은 사용자 정의 알고리즘으로 동작하기에 

네트워크의 다양한 환경을 고려하기에 한계점이 존

재한다. 이러한 문제점을 해결하기 위해 품질 선택 

알고리즘을 강화 학습(Reinforcement Learning)

[8-10, 15]을 통해 학습된 딥러닝 모델로 대체하여 

Quality of Experience(QoE)[11-14]를 향상시킬 수 

있는 연구가 다수 진행 중이다[7,19]. 또한 적합한 품
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질의 세그먼트를 선택하는 확률을 높임으로써 비디

오 스트리밍의 QoE를 향상시킬 수 있는 실험 결과가 

존재한다.

품질 선택 알고리즘에 강화 학습을 적용한 기존 

연구[19]에서는 단일 영상에 대한 학습이 이루어졌

기 때문에 학습에 사용되지 않은 영상을 재생할 경우 

품질 결정 성능이 떨어지는 문제점이 존재한다. 단일 

영상으로 학습된 모델을 실제 서비스에 적용할 경우 

각 영상에 대해서 개별적으로 학습을 수행하여야 하

며 영상별로 학습된 모델이 존재하여야 하는 단점이 

있다. 또한 학습에 사용된 영상과 재생에 사용될 영

상이 동일한 품질 단계로 인코딩 되어야 하며 실제 

서비스에 적용하기에는 한계점이 존재한다.

이러한 문제점을 해결하기 위해 본 논문에서는 

Deep Q-Network(DQN)[10]에 기반한 강화 학습모

델에서 학습과정에서 실시간 네트워크 환경뿐만 아

니라 영상의 세그먼트 크기를 분석하도록 학습하여 

학습에 사용되지 않은 다양한 영상에 대해서도 세그

먼트 크기를 고려한 최적의 품질을 선택할 수 있는 

학습 방식을 제안하고자 한다. 이 방식은 실시간으로 

네트워크 환경을 분석하여 현재의 상황에서 최적의 

품질을 선택할 수 있을 뿐만 아니라 학습에 사용되지 

않은 다양한 영상에 대해서도 최적의 품질을 선택할 

수 있는 지능형 예측 모델이다. QoE의 평가 지표를 

정의하여 기존의 적응적 알고리즘과, 단일 영상에 대

해 학습이 이루어진 DQN 기반 모델과, 제안하는 세

그먼트 크기를 함께 분석한 DQN 기반 모델 세 가지

의 성능을 비교하였다.

본 논문의 구성은 다음과 같다. 2장에서 본 논문의 

기본 이론이 되는 배경 기술들에 대해 정의하고, 3장

에서 제안하는 방식에 대해 자세히 설명한다. 그리고 

4장에서는 실험 방식과 기존의 스트리밍 기법과의 

성능 차이를 분석한 후, 마지막으로 5장에서 결론을 

맺는다.

2. 관련연구

2.1 Quality of Experience(QoE)

QoE는 사용자 체감 만족도를 의미하며, QoE에 관

련된 주요 메트릭으로는 평균 비디오 품질과 화면 

중단 횟수가 있다. 화면이 자주 끊기는 현상이 발생

하면 사용자의 QoE가 낮아지지만 화면 중단 횟수를 

최소화하기 위해 무조건 낮은 품질의 영상을 제공하

는 것은 사용자의 QoE를 만족시킬 수 없다[11-14].

따라서 좋은 품질의 영상을 끊기는 현상 없이 안정적

으로 제공하는 것이 중요하다. 본 연구에서는 화면 

중단을 최소화하는 선에서 가장 높은 품질을 선택하

는 품질 선택 기법을 제공하고자 한다. 또한 기존 

DASH 알고리즘과 단일 영상에 대해 학습한 DQN

모델, 다중 영상을 학습에 사용한 DQN 모델 세 가지

를 비교하고자 한다. 비교 항목은 동일한 영상을 재

생하였을 때 평균 비디오 품질과 리버퍼링 횟수를 

통해 QoE 성능을 비교하고자 한다.

2.2 강화 학습(Reinforcement Learning)

강화 학습(Reinforcement Learning)[8,9]은 고정

된 알고리즘에 의존하기보다 다양한 행동을 시도하

고 점차적으로 각 상황에 맞는 최상의 전략(optimal

policy)을 학습할 수 있는 학습법이다. 시행착오를 통

해 달성되며, 효과적인 행동을 강화하기 위한 보상을 

기초로 보상을 많이 받을 수 있는 행동을 학습하는 

방식이다. Q-학습(Q-learning)[10]은 강화 학습 알

고리즘 중 가장 대표적인 알고리즘으로 현재 상태

(State)에서 선택 가능한 행동(Action)을 선택하고 

그에 따른 보상(Reward)을 받아서 Q-함수(Q-func-

tion)를 최적의 값으로 갱신하여 환경을 학습하는 형

태이다. 강화 학습의 최종 목표는 에이전트가 환경과 

상호작용하면서 보상을 최대화하는 최적의 행동을 

학습하는 것이다. 이를 위해서 강화 학습은 상태 가

치 함수(state-value function)와 행동 가치 함수

(action-value function)라는 개념을 사용한다. 수식 

1은 상태 가치 함수를 나타내며, 수식 2는 행동 가치 

함수를 나타낸다. 상태 가치 함수는 어떤 시간 t에서 

정책(policy) 를 따를 때 기대되는 상태 s의 가치를 

나타내며, 미래에 받을 보상들의 총합으로 표현된다.

는 discount factor를 의미하며 보통 0에서 1 사이의 

값을 부여한다. 만약 가 0이라면 오직 다음 시간

(t+1)의 보상만을 고려한다. 다음 시간의 보상만을 

고려할 경우 빨리 최적의 행동을 결정할 수 있는 장

점이 있지만, 미래의 수를 내다볼 수 없는 단점이 있

다. 가 1이면 미래의 보상도 바로 다음의 보상만큼 

중요하게 생각한다. 이때의 경우 당장의 보상은 최대

화할 수 없지만 미래의 수까지 내다보면서 행동을 

할 수 있다는 장점이 있다. 행동 가치 함수는 수식 
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2와 같으며, 어떤 시간 t일 때 정책 를 따를 때 기대

되는 상태 s에서 어떤 행동 a를 했을 때의 가치는 

미래에 받을 보상들의 총합을 의미한다.

                   (1)

                     

(2)

에이전트는 환경을 MDP(Markov Decision Pro-

cess)를 통해서 이해를 하는데 학습을 하려면 모든 

상태에 대한 행동 가치 함수의 값을 저장하고 업데이

트 해나가야 한다. Q-학습은 주어진 환경에서 가능

한 모든 상태와 행동에 대한 값을 테이블로 표현하

며, 행동에서 얻게 되는 보상에 따라 테이블을 업데

이트하는 방식이다. 하지만 현실의 복잡한 문제를 해

결하기 위해 Q-학습을 사용하면 테이블의 크기가 증

가하여 학습 속도가 매우 느려지게 되고, 상태의 개

수가 비선형적으로 증가하게 되어 Q-함수의 수렴은 

불가능해진다. 이러한 문제를 해결하기 위해 Q-학습

의 테이블을 깊은 신경망으로 대체하는 Deep Q-

Network(DQN)[17]이 제안되었다.

2.3 Deep Q-Network(DQN)

DQN은 각 상태에서 가장 높은 보상을 받을 수 

있는 Q-함수를 가지는 행동을 가지는 Q 값을 심층 

신경망(Deep Neural Network, DNN)[20]을 통해 학

습시키는 방식이다. 상태를 입력으로 받고 상태에 따

른 모든 가능한 행동에 대해 받을 수 있는 보상을 

계산하여 가장 높은 보상을 받을 수 있는 Q 값을 학

습한다. 심층 신경망으로 Q 값을 예측하고 예측 값과 

실제로 계산한 보상 값이 가능한 동일하게 해주는 

가중치(weight)를 찾는 방식이다.

DQN의 동작 방식은 Fig. 1과 같다. 에이전트는 

현재 상태에서 행동을 선택하고 수행한다. 행동에 따

른 보상을 계산하고 <상태, 행동, 보상, 다음 상태>

를 재현 메모리(replay memory)에 저장한다. 재현 

메모리에서 랜덤하게 <상태, 행동, 보상, 다음 상태>

를 추출하여 Q 네트워크를 학습 시킨다. 위 과정을 

반복할수록 Q 네트워크는 가장 높은 보상을 받을 수 

있는 행동을 선택하도록 Q 함수를 수렴할 수 있다.

DQN을 품질 선택 알고리즘에 적용할 경우 시간

에 따른 네트워크 상태와 선택된 품질 정보, 품질을 

다운로드한 후 변경된 다음 상태를 이용하여 보상을 

계산하고, 이를 반영하여 품질을 선택할 수 있도록 

모델을 정의할 수 있다. 또한 품질을 선택하는 기준

을 보상을 계산하는 방식에 따라 다양하게 정의 가능

하다.

2.4 DQN 기반 DASH 품질 선택 기법

Dynamic Adaptive Streaming over HTTP

(DASH)[1-5]는 실시간으로 네트워크 대역폭과 클

라이언트의 단말기 성능을 고려하여 적합한 품질을 

선택하여 비디오 세그먼트를 다운로드하는 적응형 

비디오 스트리밍 기법이다. 최근 모바일 기기 사용자

가 증가하였으며, 비디오 스트리밍 트래픽이 매우 증

가하였다. 모바일 환경에서는 미디어를 다운로드할 

때 안정적인 대역폭을 사용할 수 없기 때문에 DASH

는 미디어 파일을 작은 세그먼트 조각으로 분할하고 

현재 네트워크 상황에 따라 동적으로 다운로드하여 

중단 없는 스트리밍을 제공할 수 있다. DASH 서버

는 비디오 콘텐츠를 다른 비트율을 갖는 여러 단계로 

인코딩 하여 인코딩 된 비디오를 작은 세그먼트 단위

로 분할해서 보관한다. DASH 클라이언트에서는 현

재 네트워크 상황과 단말기 성능을 고려하여 DASH

ABR Rule을 통해 네트워크의 가용 대역폭을 계산하

고 다음에 다운로드할 비디오 세그먼트의 비트율을 

선택한다. DASH를 이용하여 실시간으로 적합한 품

질을 선택하여 제공할 수 있지만, DASH의 품질 선

택 기법인 DASH ABR Rule은 절차적인 알고리즘을 

통해 네트워크 환경을 분석하여 품질을 선택한다. 하

지만 모바일 환경과 같이 안정적이지 않고 매우 급변

하는 네트워크 환경에서 다양한 환경을 절차적 알고

리즘으로 판단하기에는 한계가 존재한다.

DASH의 품질 선택 기법을 학습된 DQN 모델로 

대체하는 연구가 다수 진행되고 있다[7,19]. 기존 연Fig. 1. Reinforcement learning Process.
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구는 네트워크 환경을 상태로 입력하고, 결정된 품질

을 행동으로 하여 선택된 품질에 대한 보상을 학습하

여 네트워크 환경에 따른 가장 높은 보상을 받도록 

학습이 수행되는 방식이다. 실험 결과 DQN을 통해 

학습된 모델이 기존 DASH에 비해 적합한 품질을 

선택하는 확률을 높일 수 있는 결과가 존재한다. 하

지만 한 영상에 대해 학습과 테스트가 진행되었으며,

새로운 영상을 재생하였을 때 오히려 성능이 떨어지

는 결과를 나타낸다.

같은 품질 단계로 인코딩 되어도 영상별로 세그먼

트 크기는 다양한 범위로 이루어져 있다[19]. 실시간 

네트워크 환경에 따른 품질 정보만을 학습에 사용하

면 학습에서 사용된 하나의 영상과 동일한 품질 단계

로 인코딩된 영상에 대해서만 수행이 될 수 있다. 또

한 학습에 사용되지 않은 영상으로 재생 시 품질 결

정 성능이 떨어지는 문제점이 발생한다. 이러한 문제

점을 해결하기 위해 학습 메트릭으로 영상의 품질 

단계별 세그먼트 크기를 추가하여 학습을 진행하도

록 하고, 세그먼트 크기를 분석하여 현재 네트워크 

상태에 적합한 세그먼트 크기를 결정할 수 있는 모델

을 제안하고자 한다. 단일 영상으로 학습된 모델을 

실제 서비스에 적용할 경우 각 영상에 대해서 개별적

으로 학습을 수행하여야 하며 영상별로 학습된 모델

이 존재하여야 하지만 제안한 모델을 사용하면 하나

의 학습된 모델을 이용하여 다양한 비디오에 적용하

여 QoE가 향상된 서비스를 제공할 수 있다.

3. 제안한 기법

3.1 DQN 기반 품질 선택 시스템 구조

Fig. 2는 제안한 DQN 기반 품질 선택 시스템의 

구조를 나타낸다. 이 시스템은 네트워크 환경 모듈

(network environment), 에이전트(agent) 모듈, 보상 

계산(reward calculator) 모듈, 재생 버퍼(replay me-

mory) 모듈이 있으며, 각 모듈의 동작 과정은 다음과 

같다.

에이전트 모듈은 TargetDQN과 MainDQN을 갖

는 Double DQN[17] 구조를 갖는다. Double DQN은 

두 개의 네트워크로 구성되어 있다. 두 개의 네트워

크 중 TargetDQN은 현재까지 추정된 Q 값 중 가장 

높은 보상을 받을 수 있는 행동을 선택하고, 행동에 

대한 타겟 값을 구할 때는 기존에 업데이트된 파라미

터인 MainDQN을 이용하는 방식이다. 하나의 네트

워크를 가지는 DQN 모델에서는 항상 Q의 최댓값을 

이용하여 업데이트가 진행되기 때문에 잘못된 Q 값

을 추정하게 되면 잘못된 값이 계속해서 커지는 형태

로 학습이 진행된다. 이러한 문제를 Double DQN을 

이용하면 네트워크의 파라미터가 주기적으로 천천

히 업데이트되어 잘못된 Q 값의 전파가 빠르지 않게 

된다. 따라서 학습을 좀 더 안정적으로 진행할 수 있다.

Fig. 2. System Architecture.
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네트워크 환경 모듈은 미디어 플레이어로부터 실

시간 네트워크 상태 정보, 단말기 성능, 세그먼트 크

기를 받아와 에이전트 모듈로 보낸다. 에이전트 모듈

의 TargetDQN은 상태에 따라 가장 높은 보상을 받

을 수 있는 품질을 예측하고, 품질 정보를 네트워크 

환경 모듈로 돌려준다. 보상 계산 모듈은 네트워크 

환경 모듈로부터 상태와 그 상태에 결정한 품질 정보

를 받아 보상을 계산한 후 상태, 품질, 보상 정보를 

재생 버퍼 모듈에 보관한다. 한 비디오가 재생되는 

동안 위 과정을 반복하며 비디오가 재생이 완료되면 

재생 버퍼 모듈에 보관된 정보를 학습하여 Main

DQN을 업데이트한다. 학습이 끝나면 학습된 Main

DQN을 TargetDQN에 복사하여 추후에는 학습된 

모델이 예측을 하도록 한다.

3.2 세그먼트 크기의 중요성

DASH 서버는 비디오 콘텐츠를 해상도, 비트율,

압축률 등 다양한 기준으로 품질 단계를 구분하고,

각 품질 단계로 인코딩한다[1,2]. 같은 품질 단계로 

인코딩 된 여러 영상을 비교하였을 때 세그먼트 크기

는 각 영상별로 다른 분포를 나타낸다. 따라서 품질 

단계를 선택할 때 현재 네트워크 환경에서 수용 가능

한 세그먼트 크기를 분석하여 다음에 재생할 품질 

단계를 선택하여야 한다. 따라서 다음에 재생할 세그

먼트의 품질별 세그먼트 크기를 학습 파라미터로 추

가해서 강화 학습 모델을 학습 시키는 방식을 제안한

다. 각 영상별 세그먼트 크기 분포가 다르게 나타나

기 때문에 일반적인 모든 영상을 대표하는 Big buck

bunny, Elephants dream, Tears of steel 세 영상을 

학습에 사용하였다. 세 영상은 0에서 9까지 인덱스의 

품질 단계로 인코딩 되어 있으며 4초 길이의 세그먼

트로 분할되어 있다. 품질 단계 0은 비디오 콘텐츠를 

가장 작은 비트율로 인코딩 한 비디오 콘텐츠이며,

품질 단계 9는 가장 큰 비트율로 인코딩 된 비디오를 

의미한다. Table 1은 각 영상의 품질 단계별 인코딩

된 비트율 정보를 나타낸다.

Fig. 3은 세그먼트 크기의 분포를 확인하기 위해 

세 영상의 0에서 9까지의 품질 단계 중 품질 5, 품질 

9에 해당하는 비디오의 세그먼트 크기를 비디오 시

간의 흐름에 따라 나타낸 그래프다. Fig. 3(a)는 품질 

단계 5에 해당하는 세 비디오의 세그먼트 크기를 나

타내었으며, Fig. 3(b)는 품질 단계 9에 해당하는 세 

Table 1. Representation rates for 4-sec dataset

Quality

Level

Representation Rates

Big buck

bunny

Elephants

dream

Tears of

steel

0 200 kbps 792 kbps 253 kbps

1 400 kbps 1000 kbps 505 kbps

2 600 kbps 1200 kbps 807 kbps

3 800 kbps 1500 kbps 1500 kbps

4 1000 kbps 2100 kbps 2400 kbps

8 1500 kbps 2400 kbps 3000 kbps

6 2500 kbps 2900 kbps 4000 kbps

7 4000 kbps 3300 kbps 6000 kbps

8 8000 kbps 3700 kbps 10000 kbps

9 12000 kbps 4100 kbps 12000 kbps

(a) (b)

Fig. 3. Segment size of the three videos used in the learning. (a) Segment size of quality level 5, (b) Segment 

size of quality level 9.
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비디오의 세그먼트 크기를 나타낸다. 세 영상 모두 

품질 단계가 증가할수록 비디오 세그먼트 크기가 증

가하는 추세를 나타낸다. 하지만 각 영상의 세그먼트 

크기 분포를 확인하였을 때, Big buck bunny 영상과 

Elephants dream 영상은 평균적으로 비슷한 크기의 

세그먼트 크기를 가지고 있다. 그중에서도 Elep-

hants dream 영상은 세그먼트 크기가 작은 영상이

며, Big buck bunny 영상은 Elephants dream에 비해 

세그먼트 크기가 큰 영상이다. 그에 비해 Tears of

steel 영상은 한 영상을 재생하는 동안 매우 넓은 범

위의 세그먼트 크기를 가지고 있으며, 일정하지 않게 

매우 급변하는 세그먼트 크기를 가지고 있는 것을 

확인할 수 있다.

따라서 일반적인 모든 영상을 대표할 수 있는 특

징과 범위가 다른 분포로 이루어진 세 영상을 학습에 

사용하여 각기 다른 다양한 영상에 대해서 DQN 학

습과 테스트를 수행하였다.

3.3  메커니즘의 학습 과정

3.3.1 학습 메트릭 정의

본 실험에서 사용한 학습 메트릭으로는 처리량

(throughput), 지연시간(latency), 버퍼 길이(buffer

length), 이전 상태에서 선택하여 다운로드 한 비디

오의 품질 단계, 버퍼 타겟(buffer target), 다음에 다

운로드할 비디오의 품질 단계 0에서 9까지의 비디오 

세그먼트 크기(segment size)로 정의하였다.

3.3.2 보상(Reward) 계산식

어떤 시간 t에서의 상태 에서 에이전트가 어떤 

행동 을 취했을 때 행동 에 대한 보상   을 받

게 되고, 상태는 다음 상태   로 변하게 된다. 본 

실험에서는 t 단계에서의 상태 는 앞에서 정의한 

학습 메트릭이다. 에이전트가 현재 상태에서 다음에 

다운로드할 비디오의 품질 단계인 행동 을 선택한

다. 그 후 DASH 클라이언트가 에 해당하는 세그먼

트를 다운로드하면 상태는 다음 상태   로 변하게 

된다. 이 때 상태 와 다음 상태   를 통해 보상을 

계산한다.

본 실험에서 보상 계산식에 사용할 메트릭으로는 

비디오의 품질(), 품질 변환 단계 ( ), 버

퍼 길이( ), 버퍼 길이의 변환 길이( ), 버

퍼 타겟( )으로 정의하였으며 각 메트릭에 가중

치를 두어 더 중요하게 평가되는 항목에 높은 가중치

를 설정하였다.

보상 R은 이 선택한 품질이 목표에 따른 

적절한 선택이었는지에 따라 부여되는 점수이다. 학

습에 사용한 보상 계산식은 수식 (3)의 로 정의

하였다. 함수는 t 단계에서 선택한 품질인 가 

QoE 평가 요소에 따라 얼마나 적합한 선택을 하였는

지를 점수로 나타내 보상을 계산하고 이를 학습에 

사용하게 된다.  함수의 정의는 다음과 같다.

는 t단계에서 선택한 품질이며, 높은 품질을 

선택할수록 좋은 보상을 받게 된다. 는 t단계

에서 선택한 품질 와 t+1 단계에서 선택한 품질 

  의 차이 값이며, 저품질에서 고품질로의 변화가 

좋은 보상을 받게 된다. 는  품질을 갖는 세그

먼트를 다운로드한 후의 버퍼 길이인 
를 통해 받

게 되는 보상이다. 만약  품질의 세그먼트를 다운로

드한 후 리버퍼링이 발생하여 버퍼 길이가 0이 되면 

강화 학습에서 큰 벌점을 주기 위해 일반적으로 사용

하는 수치인 -100의 나쁜 보상을 받게 되어 리버퍼링

을 피하도록 학습을 수행하고, 0이 아닐 때는 버퍼 

길이가 높을수록 좋은 보상을 받을 수 있다. 

는 
와 

의 차이이며, 세그먼트를 다운로드하기 

전 버퍼 길이보다 다운로드한 후의 버퍼 길이가 길어

질수록 좋은 보상을 받을 수 있다. 은  품질

의 세그먼트를 다운로드 한 후의 버퍼 타겟인 
를 

통해 계산된 보상이다. 기존  알고리즘에서 

최대의 품질을 선택하여 더 이상의 고품질로의 변화

가 생기지 않는 상황에서는 버퍼 타겟을 60으로 설정

되어 최고 품질로 지속 가능한 비디오 시간을 길게 

보유하며, 최대 품질이 아닌 품질을 선택하였을 때는 

20으로 제한하여 저품질로 지속하는 시간을 제한한

다[6]. 본 실험에서도 기존 DASH와 동일하게 버퍼 

타겟을 정의하였다. 따라서 
이 60이면서 

가 양수일 때, 즉 최대 품질을 선택하였음에도 버퍼 

길이가 증가하였을 때만 좋은 보상을 받도록 설정하

였다. 각 항목들은 가중치를 아래의 수식 (3)과 같이 

계산하였다. 선택된 비디오의 품질보다 선택된 비디

오 품질 단계의 세그먼트를 다운로드 한 이후의 버퍼 

길이에 높은 가중치를 주었다. 이것은 버퍼 길이를 

높게 유지하여 버퍼가 비어 리버퍼링이 발생하는 현
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상을 줄이는 것을 최대 목표로 하였기 때문이다. 또

한 버퍼를 고려하여 리버퍼링을 줄이는 것만 고려하

는 것이 아니라 비디오의 품질도 낮은 가중치로 고려

하는 방식이다. 본 실험의 QoE 목표를 비디오의 중

단을 최소화하는 선에서 높은 품질을 재생하는 것에 

따라 설정이 된 것이다. 사용자와 비디오의 유형에 

따라 QoE는 다르게 정의될 수 있으며, 학습하고자 

하는 목표에 따라 메트릭과 가중치를 조절하여 학습

을 수행하면 설정한 방식에 따라 모델이 학습하고자 

하는 방향으로 학습이 수행될 수 있다.

  ,

,

where    ,        , (3)

  
if 

 
 

  
 

 and
  

if 
  and   

 

3.3.3 Experience Replay

DQN 학습을 통해 Q-함수를 근사하는 경우 지역 

최솟값(local minumum)에 빠지거나 발산하는 문제

점이 발생할 수 있다. 이러한 문제를 보완하는 방법

이 experience replay 기법[15]이다. 먼저 학습 과정

에 사용할 메트릭<상태, 행동, 보상, 다음 행동>을 

모두 재생 버퍼(replay memory)에 저장한다. 그리고 

학습 단계에서 최신 전이들을 하나씩 사용하는 대신,

재생 버퍼에서 랜덤으로 여러 개를 선택해서 학습하

는 방식이다. 본 실험에서는 비디오 영상을 재생하는 

동안 메트릭들을 모두 재생 버퍼에 저장한 후 비디오 

영상이 끝날 때마다 60개의 메트릭을 랜덤하게 선택

하여 학습하는 과정을 100회로 하여 총 1000번의 학

습을 수행하였다.

3.3.4 Epsilon-greedy exploration

Q-학습 알고리즘에서 초기 행렬 또는 네트워크 

파라미터는 모두 랜덤한 값을 가지고 있다. 따라서 

충분한 경험을 하지 않은 시점에서 가장 높은 Q 값을 

가지는 행동을 선택 한 경우 최초 발견한 전략에 치

우치게 된다. epsilon-greedy exploration[18]은 이러

한 문제를 해결하는 기법이다. 기본적으로 가장 높은 

Q 값을 가지는 행동을 선택한다. 그리고 일정 확률 

(epsilon)으로 가장 높은 Q 값을 가지는 행동이 아

닌 랜덤 행동을 선택하도록 하는 방법이다. 학습 초

기에는 랜덤으로 행동을 선택할 확률이 높고, 학습이 

진행되어 Q-함수가 수렴하게 되면 탐험적인 활동은 

고정된 비율로만 진행된다. 예를 들어 초반에는 에이

전트가 100%의 확률로 랜덤 행동을 취하다가, 특정 

시기에 도달할 때까지 랜덤 행동을 취하는 확률 

(epsilon)은 지속적으로 줄어든다. 그리고 이 1%가 

되면 더 이상 의 감소를 하지 않으며 1%의 확률로

만 랜덤한 행동을 수행하도록 고정시킨다. 이는 학습

이 완료되더라도 1%의 랜덤한 행동을 수행하면서 

새로운 경험을 꾸준히 시도하는 것이다. 본 실험에서

는 랜덤 확률 계산식,   max,을 

사용하였으며 학습이 진행되면서 랜덤 확률의 값을 

1.0에서 0.1로 점진적으로 감소시켰다. 예를 들어 100

회 이전의 학습에서는 랜덤 확률이 100%이며, 500회 

학습을 수행하면 이후부터는 20%의 랜덤 확률로 학

습이 수행된다.

3.3.5 Deep Neural Network(DNN)

심층 신경망(Deep Neural Network, DNN)[20]은 

입력 층(input layer)과 출력 층(output layer) 사이에 

여러 개의 은닉 층(hidden layer)들로 이뤄진 인공신

경망이다. 네트워크의 히든 레이어(hidden layer)와 

각 레이어의 노드 수는 학습 데이터와 환경에 따라 

다르게 설정할 수 있으며, 실험을 통해 적절한 수치

를 찾아 모델링 하여야 한다. 본 실험에서 DNN의 

입력 값은 현재 처리량, 지연시간, 버퍼 길이, 이전 

품질, 버퍼 타겟, 세그먼트 크기인 6가지 상태이다.

출력 값은 해당 네트워크 환경에서 다운로드하여 다

음에 재생할 비디오의 품질 단계(quality level)이다.

각 레이어 사이에 일반적으로 많이 사용되는 3개의 

은닉층을 추가하였으며 히든 레이어의 각 노드의 수

는 [64×32×16]로 구성하였다.

4. 실험 결과 및 고찰

4.1 DQN 모델 실험 환경 구현

본 실험에서는 Network Simulator3(NS-3)[16]를 

사용하여 기존 DASH의 서버와 클라이언트 동작 과

정을 구현하여 시뮬레이션을 진행하였다. DASH 서
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버와 클라이언트 사이의 대역폭(bandwidth)는 40

Mbps로 설정하였으며, 지연시간(latency)은 10ms,

30ms, 50ms, 100ms로 설정하였고, 손실률(error

rate)은 10-3, 10-2, 10-1로 설정하여 각 환경을 조합한 

12가지 네트워크 환경으로 설정하여 학습과 테스트

를 진행하였다. DASH 클라이언트는 AI 서버와 소켓 

통신으로 연결되어 있다. 클라이언트에서 현재 네트

워크 상태를 측정하여 AI 서버로 전송하면 AI 서버

에서는 을 통해 분석 후 선택할 품질을 결정

해 클라이언트로 알려준다. Fig. 4는 제안하는 시스

템의 구조를 나타낸다.

4.2 성능 측정을 위한 Quality of Experience(QoE) 

항목

성능 차이를 비교하기 위한 QoE 항목을 평균 비디

오 품질과 리버퍼링 횟수로 정의하였다.

본 연구에서는 화면 중단을 최소화하는 선에서 가

장 높은 품질을 선택하는 품질 선택 기법을 제공하고

자 한다. 또한 기존 DASH 알고리즘과 단일 영상에 

대해 학습한 DQN 모델, 다중 영상을 학습에 사용한 

DQN 모델 세 가지를 비교하고자 한다. 비교 항목은 

동일한 영상을 재생하였을 때 평균 비디오 품질과 

리버퍼링 횟수를 통해 QoE 성능을 비교하고자 한다.

4.3 기존 DQN과의 성능 차이 비교

기존 DASH의 ABR Rule과, 단일 영상에 대해 학

습이 이루어진 DQN 기반 모델, 제안하는 세그먼트 

크기를 함께 분석하여 학습한 DQN 기반 모델 세 가

지의 모델을 통해 각 네트워크 환경에서 동일한 영상

을 재생하였을 때의 성능을 비교하였다. 단일 영상에 

대해 학습이 이루어진 DQN 모델은 Elephant dream

영상 한 가지로만 학습이 이루어진 모델이며, 세그먼

트 크기를 함께 분석하여 학습한 DQN 기반 모델은 

3.2 단락에서 설명한 Big buck bunny, Elephants

dream, Tears of steel 세 영상을 학습에 사용하였다.

성능을 비교할 QoE 항목은 재생된 비디오의 품질과 

비디오가 재생되는 동안 발생한 리버퍼링 횟수로 정

의하였으며, 일반적인 모든 영상을 대표할 수 있는 

Big buck bunny, Elephants dream, Tears of steel

세 가지 영상으로 테스트하였다.

Fig. 5에서 Fig. 10까지는 각 네트워크 환경마다 

동일한 비디오 영상을 3회씩 반복하여 재생하였을 

때의 평균 수치를 나타낸 그래프다. Fig. 5와 Fig. 6은 

Elephants dream 영상으로 테스트를 한 결과, Fig.

7과 Fig. 8은 Big buck bunny 영상으로 테스트 한 

결과, Fig. 9와 Fig. 10은 Tears of steel 영상으로 테

스트 한 결과이다. Fig. 5에서 Fig. 10의 그래프에서 

DASH는 기존 DASH ABR Rule을 통해 비디오를 

재생한 평균 품질을 나타내며, DQN_NoSegment

Size는 Elephants dream 한 영상으로 학습된 모델,

DQN_SegmentSize는 Big buck bunny, Elephants

dream, Tears of steel 세 가지 영상으로 학습된 모델

이다. 입력 메트릭에 세그먼트 크기를 추가하지 않은 

한 영상으로 학습 후 여러 영상으로 테스트 한 결과

와, 세그먼트 크기를 입력 메트릭으로 추가한 여러 

영상으로 학습 후 여러 영상으로 테스트 한 결과 비

교를 통해 세그먼트 크기를 입력함으로써 비디오 세

그먼트 크기가 품질 선택에 미치는 영향을 확인하고

자 한다.

Fig. 5는 Elephants dream 영상을 3회 반복 재생

하였을 때의 평균 비디오 품질을 나타낸 그래프다.

Fig. 6은 Elephants dream 영상을 3회 반복 재생하였

을 때 한 영상이 재생되는 동안 발생한 평균 리버퍼

링 횟수이다. Fig. 5의 평균 비디오 품질을 확인하였

을 때, DASH에 비해 학습된 두 모델의 비디오 품질

이 확연히 높은 것을 확인할 수 있다. 또한 Fig. 6의 

리버퍼링 횟수를 보았을 때, 에러율이 10-1인 환경에

서 DASH는 많은 리버퍼링 횟수를 발생시켰지만, 학

습된 두 모델은 DASH에 비해 낮은 리버퍼링 횟수를 

발생시킨 것을 확인할 수 있다. 이는 학습된 두 모델

이 DASH에 비해 비디오의 품질을 높였음에도 불구

Fig. 4. Structure of system.
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하고 리버퍼링 횟수를 줄일 수 있는 적합한 품질을 

선택하였다는 것을 의미한다.

Fig. 7과 Fig. 8은 Big buck bunny 영상을 3회 반

복 재생하였을 때의 평균 비디오 품질과 평균 리버퍼

링 횟수를 나타낸 그래프다. Fig. 7을 보면 학습된 

두 모델이 차이가 나는 것을 볼 수 있다. DQN_No

SegmentSize는 DASH와 비슷하거나 높은 평균 비

디오 품질을 재생하였다. DQN_SegmentSize는 에

러율이 높아질수록 DASH에 비해 비디오 품질을 낮

춘 것을 확인할 수 있다. Fig. 8의 평균 리버퍼링 횟수

를 보았을 때, DASH와 DQN_NoSegmentSize는 에

러율이 10-1인 환경에서 잦은 리버퍼링을 발생시켰

으며, DQN_NoSegmentSize는 10-2인 환경에서 매우 

많은 리버퍼링을 발생시켰다. 그에 비해 DQN_Seg-

Fig. 5. Average video quality played with elephants dream video.

Fig. 6. Average rebuffering count played with elephants dream video.
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mentSize는 에러율이 높은 환경에서도 리버퍼링 횟

수를 월등히 줄였다. 이는 리버퍼링이 발생하는 환경

에서 적합한 품질을 선택하였음을 의미한다.

Fig. 9와 Fig. 10은 Tears of steel 영상을 3회 반복 

재생하였을 때의 평균 비디오 품질과 평균 리버퍼링 

횟수를 나타낸 그래프다. 두 그래프를 확인하였을 

때, Fig. 7과 Fig. 8의 Big buck bunny를 이용하여 

테스트하였을 때와 유사한 결과를 나타낸다. DASH

와 DQN_NoSegmentSize는 에러율이 10-1인 환경에

서 잦은 리버퍼링을 발생시켰으며, DQN_NoSegment

Size는 10-2인 환경에서 매우 많은 리버퍼링을 발생

시켰다. 그에 비해 DQN_SegmentSize는 에러율이 

높은 환경에서도 리버퍼링 횟수를 월등히 줄였다.

DQN_NosegmentSize 모델의 경우 학습에 사용

Fig. 7. Average video quality played with big buck bunny video.

Fig. 8. Average rebuffering count played with big buck bunny video.
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된 Elephants dream 영상으로 테스트하였을 때는 기

존 DASH에 비해서 성능을 높일 수 있었지만, 학습

에 사용되지 않은 Big buck bunny 영상으로 테스트

하였을 때 오히려 DASH보다 성능이 좋지 않은 결과

를 확인할 수 있다. 그에 비해 DQN_SegmentSize는 

하나의 학습된 모델을 이용하여 각 영상에 대해 모두 

DASH보다 높은 성능을 나타내었다. 이는 세그먼트 

크기를 추가함으로써 다수의 영상에 대해 학습된 

DQN 모델을 이용하여 QoE가 향상된 서비스를 제공

할 수 있음을 의미한다.

5. 결  론

DASH의 품질 선택 알고리즘을 강화 학습으로 학

습된 모델로 대체하여 QoE를 향상시킬 수 있는 연구

Fig. 9. Average video quality played with tears of steel video.

Fig. 10. Average rebuffering count played with tears of steel video.
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가 다수 존재한다. 그러나 기존 연구에서는 단일 영

상에 대하여 학습이 이루어졌기 때문에 학습에 사용

되지 않은 영상을 재생할 경우 품질 결정 성능이 떨

어지는 문제점이 존재한다. 또한 단일 영상으로 학습

된 모델을 실제 서비스에 적용할 경우 각 영상에 대

해서 개별적으로 학습을 수행하여야 하는 어려움이 

있다. 이러한 문제점을 해결하기 위해 본 논문에서는 

Deep Q-Network(DQN)에 기반한 강화 학습모델에

서 학습과정에서 실시간 네트워크 환경뿐만 아니라 

영상의 세그먼트 크기를 분석하도록 학습하여 학습

에 사용되지 않은 다양한 영상에 대해서도 세그먼트 

크기를 고려한 최적의 품질을 선택할 수 있는 학습 

방식을 제안하였다. 이 방식은 실시간으로 네트워크 

환경을 분석하여 현재의 상황에서 최적의 품질을 선

택할 수 있을 뿐만 아니라 학습에 사용되지 않은 다

양한 영상에 대해서도 최적의 품질을 선택할 수 있는 

지능형 예측 모델이다. QoE의 평가 지표를 비디오 

평균 품질과 비디오 재생 중 발생하는 리버퍼링 횟수

로 정의하였고, 리버퍼링이 발생하지 않는 선에서 가

장 높은 품질을 선택하는 것을 목표로 학습을 수행하

였다. 기존의 적응적 알고리즘과, 단일 영상에 대해 

학습이 이루어진 DQN 기반 모델과, 제안하는 세그

먼트 크기를 함께 분석한 DQN 기반 모델 세 가지의 

성능을 비교하였다. 비교 결과 기존 DASH 알고리즘

은 에러율이 높은 환경에서 적합한 품질을 선택하지 

못하고 많은 리버퍼링을 발생시켰다. 세그먼트 크기

를 입력하지 않은 DQN 학습 모델은 학습에 사용된 

영상에 대해서는 기존 DASH에 비해 더 높은 품질을 

제공하면서도 리버퍼링 횟수를 현저히 줄인 결과를 

나타내었다. 하지만 학습에 사용된 한 영상에 대해서

만 적합한 품질을 선택하였으며, 학습에 사용되지 않

은 영상으로 테스트하였을 때 오히려 기존 DASH

알고리즘보다 더 많은 리버퍼링을 발생시켰고, 실제 

서비스에 적용할 경우 영상별로 학습된 모델이 존재

하여야 서비스를 제공할 수 있음을 의미한다. 그에 

비해 본 논문에서 제안한 세그먼트 크기를 입력 메트

릭으로 사용하여 학습한 모델은 세그먼트 크기 분포

가 다른 세 영상으로 테스트하였을 때, 세 가지 영상 

모두에 대해 적합한 품질을 선택하였고, DASH에 비

해 QoE를 향상시킬 수 있음을 확인하였다. 이는 세

그먼트 크기를 추가함으로써 다수의 영상에 대해 학

습된 DQN 모델을 이용하여 QoE가 향상된 서비스를 

제공할 수 있음을 의미한다. 이를 실제 서비스에 적

용할 경우 다양한 세그먼트 크기로 학습된 한 모델이 

존재하면 학습에 사용되지 않은 새로운 영상에도 서

비스를 제공할 수 있으며, 보상 계산식에 따라 사용

자가 정의한 QoE 기준에 맞는 서비스를 제공할 수 

있다.
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