
The Korean Journal of Applied Statistics (2018)

31(5), 555–572

DOI: http://dx.doi.org/10.5351/KJAS.2018.31.5.555

Noise reduction algorithm for an image using

nonparametric Bayesian method

Ho-young Wooa · Yeong-hwa Kima,1

aDepartment of Applied Statistics, Chung-Ang University

(Received April 9, 2018; Revised June 14, 2018; Accepted August 1, 2018)

Abstract

Noise reduction processes that reduce or eliminate noise (caused by a variety of reasons) in noise contaminated

image is an important theme in image processing fields. Many studies are being conducted on noise removal

processes due to the importance of distinguishing between noise added to a pure image and the unique

characteristics of original images. Adaptive filter and sigma filter are typical noise reduction filters used

to reduce or eliminate noise; however, their effectiveness is affected by accurate noise estimation. This

study generates a distribution of noise contaminating image based on a Dirichlet normal mixture model and

presents a Bayesian approach to distinguish the characteristics of an image against the noise. In particular,

to distinguish the distribution of noise from the distribution of characteristics, we suggest algorithms to

develop a Bayesian inference and remove noise included in an image.

Keywords: adaptive filter, Bayesian statistics, Dirichlet normal mixture model, image processing, noise

reduction

1. 서론

최근 들어 디지털 카메라, 스마트폰 카메라, CCTV, 블랙박스 등과 같은 수 많은 영상기기는 실생활에

서 빼놓을 수 없는 중요한 도구로 자리 잡고 있다. 이러한 영상기기를 디지털 영상기기라고 하며 단순

한 상(像)을 의미했던 영상의 의미는 시각적인 정보에 대한 획득과 표현을 총칭하는 의미로 확장되었으

며 과학기술의 발달로 인해 디지털의 영역에서 다루고 있다. 특히 디지털 영상을 다루는 것을 영상처

리(image processing)라고 하며 영상처리는 특정 영상을 사용자의 목적에 부합하도록 개선하거나 변환

하는 목적 이외에도 원래의 순수한 영상을 최대한 본래의 모습 그대로 구현하고자 하는 것도 영상처리
의 중요한 목적이 되고 있다. 그러나 원영상을 기록하거나 다시 나타내는 전반적인 과정에서 다양한 원
인에의하여잡음(noise)이추가될수있으며, 잡음은영상에서구현하고자하는모서리(edge)나세밀한

부분(small detail) 등과 같은 중요 성분인 특징(feature)을 구별하기 어렵게 한다. 기술의 발전에도 불

구하고영상에는이러한잡음이추가될수있으며추가된잡음은영상의질을떨어뜨리는중요한요인이
된다. 영상처리 분야에서 잡음 제거(noise reduction)는 잡음의 특성과 잡음의 분포에 따라 활발한 연
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구가 진행되고 있으며 잡음의 분포에 대한 가정에 따라 가우시안(Gaussian) 잡음, 균일 잡음 등의 잡음
모형이 있다. 일반적으로 가우시안 잡음 제거에 관한 연구는 잡음의 분포가 정규분포를 따른다는 가정
하에서 잡음의 분산을 추정하고 이를 이용하여 잡음을 제거하는 과정이 포함된다 (González와 Woods,

2008). Kim과 Nam (2011)은 영상의 방향성에 대한 분산의 동일성 검정을 활용하여 영상에 포함된 잡

음을 제거하는 알고리즘을 제시하였으며, Kim (2012)은 블록방법에 근거하여 적응적 잡음제거 알고리
즘을제시하였다. Beak 등 (2015)는저계수행렬근사(low rank approximation)를통해잡음제거알

고리즘의 단점을 보완하는 알고리즘을 제안하였다. 그러나 분포에 대한 가정이 어긋날 경우 잡음 추정
에 있어서 문제가 발생할 수 있으므로 분포에 대한 가정을 완화하는 것이 때로는 추론의 효율을 높이고

잘못된 추론의 결과를 도출할 가능성을 줄일 수 있다. 이와 같은 방법을 비모수적 방법이라고 하며 이

는 분포에 대해 특정한 형태를 가정하지 않는 통계적 방법을 말한다. 비모수적 방법은 가정이 위배되더

라도 추론의 오류를 줄이며 주어진 자료가 척도불변의 성질을 가지지 않을 때에도 사용 할 수 있는 장점

을 가진다 (Song 등, 2003). 그러나 통계량의 분포가 복잡하고 점근 이론을 기반으로 추론을 전개하므
로표본의크기가작은경우에는사용하기어렵다.

비모수 베이지안 방법은 디리클레 과정(Dirichlet process; DP)을 사전정보로 활용하여 통계적 모형화

를 구축한다. 기존의 베이지안 방법은 추론의 대상인 모수를 확률변수로 간주하지만 비모수 베이지안

방법은 사전분포를 확률과정으로 가정하며, DP는 무한한 모수 공간상의 분할(partition)된 집합들에 대

한 임의 분포들의 결합 분포가 디리클레 분포를 따른다는 것이다 (Müller와 Quintana, 2004). 만약

DP가 주어졌다면 관측 값들의 분포도 DP를 따르게 된다. 관측 값들이 주어졌을 때 추정하고자 하는
임의의 분포는 관측 값들이 나타날 가능성을 토대로 추정된다. DP는 분포에 대한 분포로 생각할 수 있

으며 무한하게 혼합된 분포에 대해서도 접근할 수 있게 하여 이로 인해 임의의 분포에 대한 추정도 가능
하게 한다. 비모수 베이지안 방법은 분포 가정에 대한 의존도를 줄이고 다양한 통계 모형에 대해 로버

스트한 결과를 제공하며 (Ferguson, 1973), 소표본하에서도 Markov Chain Monte Carlo (MCMC) 방

법을 통하여 대표본처럼 추론을 용이하게 한다. 실질적으로 영상에 포함되는 잡음은 분포 가정이 어려

우며 획득된 단 하나의 영상을 토대로 잡음에 대한 추론을 진행하기 때문에 대표본 가정을 할 수 없다.

비모수적 베이지안 방법은 임의 잡음에 대한 분포 가정을 필요치 않으며 단일 영상을 토대로 잡음에 대

한추론이가능하므로기존의방법에새로운대안으로생각할수있다. 본연구에서는영상의분포를추
정하는 비모수 베이지안 방법을 사용하였으며 기존의 적응적 필터에 이러한 비모수 베이지안 방법을 적

용하여 영상에 포함된 잡음을 제거하는 방안을 제시하자 한다. 본 논문의 구성은 다음과 같다. 제2장에

서는 본 논문에서 다루는 영상처리의 여러 개념과 비모수 베이지안 방법에 대해 설명한다. 제3장에서는

영상의 잡음을 제거하는 방법으로 기존의 적응적 필터에 비모수 베이지안 추론을 사용한 적응적 필터를

제안하고 모의 실험을 통하여 기존에 사용되는 방법들과 비교하였다. 제4장에서는 본 논문을 종합적으

로정리하고요약하여논문을마무리하였다.

2. 영상처리와 비모수 베이지안 추론

2.1. 영상처리

영상(image)이란 시각적인 측면에서 정보를 기록하거나 표현하는 방법이며 일반적으로 동영상보다는

정지 영상인 그림이나 사진을 뜻한다. 컴퓨터 기술과 전자 기술의 비약적인 발전에 따라 영상도 디지털

영역에서다뤄지고있으며이러한디저털영상을다루는분야를디지털영상처리라고한다 (González와

Woods, 2008). 넓은 의미로서 영상처리는 컴퓨터와 전자기기를 이용하여 영상을 제작, 처리, 해석, 인

식하는 과정으로서 영상과 연관된 모든 분야를 말한다. 영상처리 분야 중에서 잡음 제거는 잡음이 포함

된 영상에 대하여 사전지식과 다양한 방법을 이용하여 영상에 포함된 잡음을 제거하는 것을 의미하며,
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오염된 영상은 원 영상과 잡음이 혼재되어 나타나며 원 영상의 특징과 잡음을 추정하는 것이 중요하다.

오염된영상은다음과같이나타낼수있다.

d(x, y) = f(x, y) + n(x, y),

여기서 d는 잡음과 원영상이 혼재되어 나타나는 잡음 영상, f는 원 영상, n은 잡음을 나타낸다. 잡음은

영상에임의의값이첨가되는것을말하며정확한원인을알수없이임의적으로발생한다. 잡음은영상

을획득하거나처리하는과정에서모두발생할수있으며잡음을다루는것은영상처리에있어서중요한

부분이라할수있다.

영상처리 분야에서 특징과 잡음을 구별하기 위해 사용하는 통계량은 통계학에서 분산의 추정치인 표본
분산혹은표준편차의추정치인표본표준편차이다. 영상의잡음수준이높고낮음을표본분산또는표

본 표준편차를 사용하여 확인한다. 그러나 분산의 추정치만을 사용하는 것은 잡음을 효과적으로 제거하
는데한계가존재한다. 동일한표본표준편차를갖는다하더라도어떤영상은특징, 어떤영상은잡음일

수 있다. 영상을 처리하는 절차 또는 장치를 필터(filter)라고 하는데 여기서 필터는 공간 필터(spatial

filter)를 말하며 공간 필터링은 영상에 있는 공간 주파수 대역을 제거하거나 강조하는 필터 처리를 뜻한

다. 이러한 공간 필터는 크게 컨벌루션과 같이 선형 변환 과정을 통하는 선형 공간 필터와 선형적인 변

환으로 계산할 수 없는 비선형 연산을 기반으로 하는 비선형 공간 필터로 나눌 수 있다. 선형 공간 필터

를 이용한 영상처리는 2차원의 선형 변환 과정인 2차원 컨벌루션(convolution)을 수행하며 m × n크기

의필터마스크 h를이용한공간필터는다음과같이나타낼수있다.

g(x, y) =

s∑
i=−s

t∑
j=−t

h(i, j)f(x+ i, y + j),

여기서 s = (m − 1)/2이고, t = (n − 1)/2)이다. 선형 공간 필터에서 사용하는 필터 마스크 또는 회

선 마스크는 홀수 크기를 가진 정방형 마스크가 사용되며 사용되는 필터 마스크의 계수 값들에 따라 영

상을 강조하거나 평활화시키므로 마스크의 계수 값에 따라 공간 필터의 특징을 결정짓는다. 필터 마스

크의 계수 값의 합은 1되어야 하므로 계수 값은 가중치로 생각할 수 있다. 공간 필터에는 저주파 성분

을 남기고 고주파 성분을 제거하는 저주파 통과 필터, 고주파 성분을 남기고 저주파 성분을 제거하는 고

주파 통과 필터 등이 있다. 저주파 통과 필터는 신호 성분 중 저주파 성분은 통과시키고 고주파 성분은

차단하므로 주로 잡음을 제거하거나 열화된(blurring) 영상을 얻을 때 사용하는 필터이다. 저주파 통과

필터는 마스크의 모든 계수가 양수이고 전체 합이 1인 마스크가 사용된다. 저주파 통과 필터를 평균 필
터라 하고 중심 값을 강조하기 위해 필터의 중심 계수를 주변 계수보다 더 크게 하여 사용하며, 고주파

통과 필터는 저주파 차단 필터라고도 하며 신호 성분 중 고주파 성분은 통과시키고 저주파 성분은 차단

하는필터이다. 고주파통과필터는흐려진영상을개선하는첨예화(sharpening) 작업을수행하며세밀

한 부분을 강조하는 데 쓰인다. 고주파 통과 필터에서 사용되는 마스크는 마스크의 중심에서는 양의 값

을 가지며 바깥 경계는 음의 값을 가진다. 또한 고주파 통과 필터 영상은 원 영상에서 저주파 통과 필터

링으로얻은영상을빼는방법으로도얻을수있다. 고주파필터는세부영상을강조하지만낮은주파수

에 해당하는 성분의 손실도 발생시킨다. 따라서 고주파 지원 필터링 영상은 원래 영상의 밝기를 증가시

킨 후 저주파 영상을 감소시키는 고주파 강조(high-boost) 필터를 사용한다. 고주파 강조 필터는 다음

과같이나타낼수있다.

High-Boost = HB Original− Lowpass,

여기서 HB는 원 영상을 증폭 시키는 값이며 고주파 강조 필터의 가중치이다 HB가 1인 경우 고주파 강

조 필터를 통과한 영상은 고주파 통과 필터링의 결과와 같으며 HB > 1일 때에는 원래의 영상에 고주파



558 Ho-young Woo, Yeong-hwa Kim

통과 필터링의 영상이 더해지는 것과 같은 효과를 가진다. 이를 통해 저주파 성분 중 일부를 복원하게

된다. 고주파강조필터는영상에대한한번의컨볼루션연산으로사용할수있으며사용되는마스크의

중심 계수는 필터 마스크의 중심에 위치한 계수 값을 의미하고 중심 계수 값을 제외한 필터 마스크 내의

모든 계수 값은 −1/9이다. 따라서 중심 계수 값 ω = 9HB − 1이다. 고주파강조 필터는 HB가 증가할

때 원 영상의 배경을 더 많이 반영하므로 필터링된 영상은 원 영상을 더 많이 반영하게 된다. 따라서 낮

은 주파수가 많이 존재하는 영상에 고주파 강조 필터를 사용하면 명도의 차이가 커지면서 영상이 좀 더

밝아보이는효과를가져온다.

비선형 공간 필터는 이웃하는 화소들을 토대로 비선형적 연산을 사용하는 필터이다. 비선형 공간 필터

에는 마스크 내의 화소 값들의 중위수를 사용하는 중위수 필터가 대표적인 비선형 공간 필터이다. 중위

수 필터는 이웃 화소들을 순서대로 정렬 한 후에 중위수를 영상 값으로 선택하는 필터이며, 영상에 급격

한변화가있는임펄스잡음을제거하는데사용된다. 중위수필터는다음과같이나타낼수있다.

f̂(x, y) = median(s,t)∈Sxy{g(s, t)},

여기서 g는오염된영상, f̂는중위수필터를통하여추정된원영상, Sxy는중심이 (x, y)인필터의영역

을 말한다. 중위수 필터는 평균 필터를 이용한 선형 공간 필터 방법에 비해 평활화가 적고 특징들의 경
계를잘보존하는장점이있으나잡음의세기가강하거나작을경우에는영상의특징들을보존하지못하

게되므로잡음의정도에따라적절히사용해야할것이다.

2.2. 비모수 베이지안

임의의 분포를 가진 자료에 대한 모수적인 접근 방법은 한계가 존재한다. 일반적으로 통계적 추론은 모

수적인 가정을 토대로 진행되지만 이러한 가정이 어긋날 경우 추론의 결과에 대해 의문을 제기할 수 밖

에 없다. 그러므로 이러한 임의 자료에 대한 모형은 표준 요소(위치모수, 척도모수 등)들이 혼재되어 있

다는 혼합모형을 기반으로 한다 (Silverman, 1986). 임의의 분포에 대한 모형은 밀도추정이 주류를 이

루고 있으며 이러한 밀도추정을 위한 혼합모형은 커널 방법, 비모수적 최대우도법 (Lindsay, 1983) 또

는 디리클레 과정 베이지안 방법 (Ferguson, 1983)들이 대표적이다. 특히 디리클레 과정 베이지안 방

법은 모집단의 분포함수에 대하여 특정 형태를 가정하지 않는 비모수적 방법에 가까우며 커널 방법에

서 발생할 수 있는 국소적 혹은 대역적 평활화 문제, 평활화 모수의 추정에 대한 문제 등 많은 제한 사

항들에 대한 대안이 될 수 있다. 디리클레 과정은 확률과정의 경로 함수들이 확률측도로 표현되는 확률

과정이다. 확률과정은 함수 공간에 대한 분포이며 경로 함수들은 그 분포로부터 생성된 임의의 함수가
된다. 디리클레 과정의 경로에는 함수 공간이 구체적으로 확률측도 공간으로 정의되며 이 확률측도 공
간에 대한 분포가 디리클레 과정이다. 따라서 디리클레 과정은 확률공간 Θ에 대한 분포이므로 디리클

레 과정에서 생성된 표본들은 임의의 분포를 따른다. 즉, 디리클레 과정은 무한 차원에서 정의된 일반

화 디리클레 분포(general Dirichlet distribution)라고 할 수 있다. 디리클레 과정은 기반분포(baseline

distribution) G0가 임의의 분포 G의 기대되는 분포라는 가정에 따라 출발하며 중심화 모수 α를 가

지고 있다. α는 임의의 분포 G가 기반분포 G0를 중심으로 얼마나 분포되어 있는지를 결정하는 모수

이며 α가 커질수록 임의의 분포 G는 G0 중심에 분포하게 된다. α를 정도(precision)모수라고 하며

α → ∞이며 결과적으로 G0가 G가 되며 디리클레 과정은 모수적인 모형이 된다. G0 받침(support)에

서의 분할인 A1, . . . , AM에 대한 확률 벡터 {G(A1), . . . , G(Am)}은 {αG0(A1), . . . , αG0(AM )}를 모
수벡터로 갖는 디리클레 분포를 따른다. yi가 임의의 모수 θi, ϕi를 가진 분포로부터 추출된 표본이라면

f(yi|θi, ϕi)로 나타낼 수 있으며 여기서 θi보다 ϕi에 대한 불확실성이 더 크다고 가정한다 (Escobar와

West, 1998). 즉 θi는 위치모수, ϕi는 척도모수로 생각할 수 있다(θi와 ϕi에 대한 사전분포로 디리클레
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Figure 2.1. 5 × 5 size filter about observed data D.

과정을사전분포로가정한다). 기반분포 G0는 (θi, ϕi)에대한후보값들이추출되는분포로가정하므로

임의분포 G는디리클레과정을사전분포로하며이디리클레과정의모수는 α,G0이다. G가주어졌을

때 모수 (θi, ϕi)는 G에서 부터 독립적으로 추출되며 (θi, ϕi)가 주어졌을 때 yi는 (θi, ϕi)를 모수로 하는

다변량 정규분포를 따른다. 또한 G0의 초모수들을 γ = (M,S,B, η)라고 하면 다음과 같이 나타낼 수

있다.

yi ∼N(θi, ϕi)

(θi, ϕi)|G ∼ G

G|α, γ ∼ DP(αG0(γ))

특히 Ishwaran과 James (2002)는 K개정규분포가혼합되어있다는정규혼합모형을무한디리클레과
정으로 매우 정확하게 근사시켰다. θi에 대한 가장 적합한 값인 θ∗k는 특징이 K개로 분할되는 확률측도

공간에서 pk의 확률로 추출된 값이다. 여기서 추출 확률 pk는 정도모수 α에 의해서 결정된다. pk는 혼

합의 가중치로 생각할 수 있다. 정도모수 α는 집락화되는 특징들의 최대 개수로 부여하는 것이 일반적

이며 Ohlssen 등 (2007)는 K번째 가중 확률 pk의 기댓값에 근거하여 특징의 갯수 K의 근삿값을 다음
과같이제시하였다.

K ≈ 1 + log(E(pK))/ log

[
α

1 + α

]
.

이를 토대로 α를 적절히 선택함으로써 K의 개수를 결정할 수 있다. K의 개수는 자료의 본질적인 특성

을 반영해야 할 것이다. 동질성을 가정할 수 있는 경우에는 K의 개수는 자료의 크기보다 작을 것이고

이 경우에는 평활화가 주 목적이라고 할 것이다. 반대로 이질적인 자료들의 경우 자료 자체의 특징들을

모형에모두포함시켜야하므로 K의개수는자료의크기 n과유사할것이다.

2.3. 디리클레 정규 혼합모형

일반적인 정규 혼합모형에서는 임의의 자료 xi가 독립적인 정규분포를 따른다고 가정한다. 즉, Xi|θi ∼
N(µi, Vi)이다. 여기서 θi = (µi, Vi)이며 사전분포는R × R+를 받침으로 하는 측도 공간에서 정의된

다. 관측 자료 D = {x1, . . . , xn}은 Xi의 관측 값 xi로 구성되며, 각 관측 값들은 xi들은 p개 존재하

므로 D는 p × n의 차원을 가진다. 본 연구에서는 필터 마스크 내의 화소 값들을 시열로 재배열하여 관
측자료 D로사용하였으며, 만약중심의화소 (x, y)가 x13이고 5× 5 크기의필터마스크를사용한다면

Figure 2.1과같이나타낼수있다. 이경우 D의차원은 1× 25이다.

Xn+1은 정규 혼합분포를 따르므로 Xn+1 ∼ N(µn+1, Vn+1)이고 Xn+1은 (θn+1|D)에 대한 사후예측분

포이다. 이 모형은 관측 값 D의 모수인 θi 를 강하게 지지하고 결과적으로 관측 값의 특징이 반영된 사
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후분포를 생성하므로 표본 공간상의 국소적인 특징과 전역적인 특징을 모형이 가질 수 있도록 한다. 즉,

관측 값들의 정보를 나타내는 모형을 생성할 수 있게 한다. G는 R × R+를 받침으로 하는 임의 분포

라 하면 θ는 G를 사전분포로 갖는다. 만약 G가 디리클레 과정을 따른다고 한다면 관측 값들은 디리클
레 정규 혼합모형(Dirichlet normal mixture)을 따른다고 할 수 있다 (Escobar, 1994; Ferguson, 1983;

West, 1990). 임의의분포는 G는디리클레과정을따르며 G ∼ DP(αG0)이다. 여기서 α는 α > 0으로

정의되며 G0에 대한 측도이면서 디리클레 과정의 초모수이다. 또한 G0는 R × R+를 받침으로 가지면

서 위치모수와 척도모수에 대한 이변량분포라고 할 수 있다. θ에 대한 G0(θ)는 E(G(θ)) = G0(θ)가 성

립한다. Var(G(θ)) = G0(θ)(1−G0(θ))/(α+ 1)이므로 α는정도모수이고 G0를기댓값으로갖는사전

분포 G의 퍼짐의 정도를 결정하는 모수이다. 따라서 α가 커질수록 G(θ)의 분산은 작아지게 된다. 만

약 G에서 θ의표본을 n개를생성할때 θi는다음과같이나타낼수있으며(
θi|θ(i)

)
∼ ααn−1G0(θi) + αn−1

n∑
j=1,j ̸=i

δθj (θi).

추가생성되는 θn+1에대한분포는다음과같다.(
θn+1|θ(n+1)

)
∼ ααnG0(θn+1) + αn

n∑
i=1

δθi(θn+1),

여기서 θ(i) = {θi, . . . , θi−1, θi+1, . . . , θn}, θ(n+1) = (θ1, . . . , θn)이고 an = 1/(α+ n)이다. δθi(θ)는

θ = θi에서의 질량이다. 디리클레 과정에서 α가 크면 클수록 θ가 기반 분포에서 추출될 가능성이 높아

지고 α가 작을수록 기반 분포에서 추출될 가능성이 낮아진다. α는 디리클레 분포를 사용할 때 기반 분

포의 지지력을 나타낸다고 할 수 있다. α는 자료의 크기를 토대로 추측할 수 있으며 임의의 분포 G로

부터 n개의 α가추출되었다면 θn+1는 αan의확률로 G0에서추출된값이거나다른 n개의 θn들로부터

균등한 확률로 추출된 것이다. 처음 n개의 값들은 (θi|θ(i)) ∼ αan−1G0(θi) + an−1

∑n
j=1,j ̸=i δθj (θi)의

분포를 가지며 이 분포를 토대로 θ는 u ≤ n개의 특징들로 축소된다 (Antoniak, 1974). θ로부터 u개

의 특징들로 구성된 새로운 θ를 θ∗ = (θ∗1 , . . . , θ
∗
u)이라고 하면 각 θ∗들은 각 각 nj번씩 발생할 것이며∑u

j=1 nj = n이다. 추가생성된 θn+1에대한조건부분포는다음과같다.

(θn+1|θ) ∼ αanG0(θn+1) + an

u∑
j=1

njδθ∗j (θn+1),

여기서 u은 E(u|α, n) ≈ α log(1 + n/α)이므로 α는 n에비하여상대적으로작은값으로설정해야하며

표본수가 50에서 250개 수준이라면 α는 한 자리의 값이 바람직할 것이다. α에 대한 사전분포가 감마분

포이므로 α ∼ Γ(a0, b0)이며 West (1992)는 P (α|u, n)의 분포가 다음과 같이 감마분포로 근사함을 보
였다.

P (α|u, n) ≈ Γ(a0 + u− 1, b0 + γ + log(n)),

여기서 γ는오일러(Euler) 상수이고만약 n이크다면 u = o(log(n))이다.

G0를일반적으로쓰이는모형인정규-역위사트(normal-inverse Wishart)모형으로설정하면다음과같

이나타낼수있다.

(µi|M,B) ∼ N(M,B),(
V −1
i |s, S

)
∼ Wp

(
s, (sS)−1) ,

M ∼ N(M ; a,A), S ∼ Wp

(
q; q, q−1R

)
, B−1 ∼ Wp

(
B−1; c, (cC)−1) , α ∼ Γ(α; a0, b0).
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만약 p = 1이면 B−1 ∼ Γ(B−1; c, (cC)−1)이며, 자료 D가 주어졌을 때 θ의 결합 사후분포는 다음과 같

다.

P
(
θ(n+1)|D

)
= c

n∏
i=1

f(xi|θi)
αG0(θi) +

∑
j<i δθi(θj)

α+ i− 1
,

여기서 c는양수인표준화상수이고 f(xi|θi)는 N(µi, Vi)에대한 xi의우도함수이다. 주어진자료에대

한사후예측분포는다음과같다.

P (Xn+1|D) =

∫
P
(
Xn+1|θ(n+1)

)
P
(
θ(n+1)|D

)
dθ(n+1)

P (Xn+1|θ(n+1))는
∫
P (Xn+1|θn+1)P (θ(n+1)|θ(n+1))dθn+1를계산하면얻을수있으며다음과같이나

타낼수있다.

P
(
Xn+1|θn+1) = αan

∫
P (Xn+1|θ)dG0(θ) + an

u∑
j=1

njf(Xn+1|θ∗j ),

P (θn+1|θ) = αanG0(θn+1) + an

u∑
j=1

δθ∗j (θn+1),

여기서 f(Xn+1|θ)는 θ = (µ, V )를 모수로 하는 정규밀도함수이다. 마코프 연쇄(Markov chain)를 사

용하면 주어진 자료에 대한 θ의 사후예측분포인 P (θ(n+1)|D)에서 θn+1를 얻을 수 있으며 표집된 θ들

을이용하여몬테카를로방법으로사후예측분포 P (Xn+1|D)를얻을수있다. 이를위해 Neal (2000)과

Müller 등 (1996) 등은 완전 조건부 분포로부터 깁스 표집기를 이용하는 방법을 제안하였다. θi|θ(i)에
대한완전조건부분포는다음과같다.

(
θi|D, θ(i),M, S,B, α

)
∼ wi0G

(i)(θi) +

uj∑
i=1

wijδ
i∗
j (θi),

여기서 ui는 θ(i)에서구분되는 θ들의개수이며 θi∗j 는 θ(i)에서 ui개로축소된것이다. nij는 θ(i)에서같

은 θi∗j 로 분류된 θ의 개수이다. G(i)는 우도함수 f(xi|θi)와 기반분포 G0에 의해 업데이트(update)된

θi의사후분포이다. 특히 Neal (2000)과 Müller 등 (1996)는비공액사전분포를사용하는깁스표집방

법을 제안하였다. 이 방법은 설정 변수 l을 사용하며, 설정(configuration) 변수는 1에서 n사이의 정수

값을 가진다. 설정 변수는 관측값 xi 와 xi′가 같은 모수 θi = θi∗ = θ∗j를 가진다면 같은 값 li = li′ =

j을 가진다. Neal (2000)과 Müller 등 (1996)가 제안한 깁스 표집 방법은 설정 변수에 의해 θ∗j가 영향

을 받으므로 설정 변수를 요인으로 하는 일원-배치(one-way)의 형태이다. 모든 모수와 초모수에 대한

사후분포는다음과같이나타낼수있다.

P (θ∗,M, S,B|D, l, u, α) =

k∏
j=1

 ∏
i:li=j

N
(
xi;µ

∗
j , V

∗
j

)N
(
µ∗
j ;M,B

)
Wp

(
V ∗
j

−1
; s, (sS)−1

)
.

또한 µ∗
j와 V ∗

j
−1의조건부사후분포는각각다음과같다.(

µ∗
j |D,V ∗

j ,M, S, α, l, u
)
∼ N

(
µ∗
j ;Mj , Tj

)(
V ∗
j

−1|D,µ∗
j ,M, S,B, α, l, u

)
∼ Wp

(
V ∗
j

−1
; s+ n, S̄j

)



562 Ho-young Woo, Yeong-hwa Kim

여기서

Tj
−1 = B−1 + njV

∗
j

−1
,

Mj = Tj

B−1M + njV
∗
j

−1

(
1

nj

) ∑
i:li=j

xi

 ,

S̄j
−1

= sS +
∑

i:li=j

(xi − µ∗
j )(Xi − µ∗

j )
T

로 각각 나타낼 수 있다. 완전한 l과 축소된 θ∗가 주어졌다면 초모수들의 사후분포는 다음과 같이 나타

낼수있다.

(M |D, θ∗, S,B, α, l, u) ∼ N
(
M ; â, Â

)
,

(S|D, θ∗,M,B, α, l, u) ∼ Wp

{
S; q + su,

(
qR−1 + s

m∑
j=1

V ∗
j

−1

)−1}
,

(
B−1|D, θ∗,M, S, α, l, u

)
∼ Wp

{
B−1; c+ u,

(
cC +

u∑
j=1

(µ∗
j −M)(µ∗

j −M)T
)−1}

,

여기서 Â와 â는각각다음과같이나타낼수있다.

Â = A−1 + uB−1, â = Â

(
A−1a+ uB−1

(
1

u

) u∑
j=1

µ∗
j

)
정도모수 α에 대한 사후분포는 Escobar와 West (1995), West와 Cao (1993)가 다음과 같이 제안하였

으며

(α|D, θ∗,M, S,B, l, u, η) ∼ π1Γ(a0 + u, b0 − log(η)) + π2Γ(a0 + u− 1, b0 − log(η)),

여기서 π1, π2는다음과같다.

π1 =
a+ u− 1

a0 + u− 1 + n(b0 − log(η))
, π2 = 1− π1

는 0과 1사이에서존재하는 η의사후분포는다음과같은베타분포이다.

(η|D, θ∗,M, S,B, l, u, α) ∼ β(α+ 1, n).

또한기반분포와자료에대한반영비율 wij는 l의사후확률이며다음과같이나타낼수있다.

wij = P
(
li = j|D, θ∗,M, S,B, l(i), ui

)
=

cnij

n− 1 + α
N
(
xi;µ

i∗
j , V i∗

j

)
,

여기서 l(i) = (l1, . . . , li−1, li+1, . . . , ln)이고 c는 정규화 상수이다. j = 0을 가진다는 것은 기반분포에

서 θ를추출했다는것이므로 wi0은다음과같이나타낼수있다.

wi0 = P
(
li = 0|D,V ∗

j ,M, S,B, l(i), ui

)
=

cα

n∗(n− 1 + α)
N (xi;M,V ∗

u+1 +B) ,

여기서V ∗
u+1은G0의위샤트 분포에서새롭게생성된값이고 n∗는 Neal (2000)이 제안한 보조(auxiliary)

모수이며, n∗는보다 빠른 속도로 MCMC를 수렴시켜준다. n∗는 3 또는 4를 사용하며 (Griffin, 2010)

본 연구에서는 3을 사용하였다. 모든 모수들을 ϕ = (θ∗,M, S,B, α, l, u)이라 하고 새로운 ϕr (r =

(1, . . . , N))를 Neal (2000)이 제안한 MCMC 알고리즘8(algorithm 8)을 통하여얻는 과정은 다음과같

다.
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(1) 새로운환경변수를기존의 ϕ에기반한 wij와 wi0를이용하여생성한다.

(2) (1)에서 생성된 새로운 환경 변수를 이용하여 새로운 모수 θ∗를 (µ∗
j |D,V ∗

j ,M, S, α, l, u)와 (V ∗
j

−1|
D,µ∗

j ,M, S,B, α, l, u)에서생성한다.

(3) (2)에서 생성된 새로운 θ∗를 토대로 새로운 초모수를 (M |D, θ∗, S,B, α, l, u), (S|D, θ∗,M,B, α, l,

u), (B−1|D, θ∗,M, S, α, l, u), (η|D, θ∗,M, S,B, l, u, α), (α|D, θ∗,M, S,B, l, u, η)를 이용하여 생

성한다.

이러한과정을통해추출된새로운모수값으로모든모수들에대한사후분포P (ϕ|D)를얻을수있고이

사후분포에서 새롭게 생성된 ϕr을 몬테 카를로 방법을 이용하면 주어진 자료의 사후예측분포를 얻을 수

있다. 특히 Tierney (1994)는 MCMC방법을 사용한 이 사후예측분포가 수렴함을 보였으며 사후예측분

포는다음과같이나타낼수있다.

P (Xn+1|D) ≃ N−1
∑
r

P (Xn+1|ϕr).

Jara 등 (2018)은프로그램 R에서위의알고리즘을수행하는 ‘DPpackage’를제안하였으며구체적으로
‘DPpackage’내의 ‘DPdensity’ 함수를사용하면알고리즘을수행할수있다.

B−1를큰값으로설정한다면 V가작아지게하므로추정되는결과를하나의특징으로묶일가능성이높

아지며, B−1를 작은 값으로 설정하면 자료의 많은 특징들을 부각시켜 다봉형 분포가 생성될 가능성이

높아진다. V에 대한 사전정보가 충분하다면 B−1를 작게 설정하고 그렇지 않다면 크게 설정하는 것이
바람직하며, 사전정보가 많지 않다면 초모수 c와 (cC)−1를 큰 값으로 설정해야한다. 영상의 잡음 수준

에 대한 사전정보가 충분하지 않다고 가정하고 c와 (cC)−1에 대한 값으로 100, 1000을 모두 고려해 본

결과 1000이 가장 좋은 결과를 보여 c와 (cC)−1를 각각 1000으로 설정하였다. a와 A는 필터 마스크내

영상값들의표본평균 x̄ = (1/n)
∑n

i=1 xi과표본분산 σ̄2 = (1/(n− 1))
∑n

i=1(xi − x̄)2으로설정하였으

며 V와 S대한 초모수 중 하나인 s와 q는 필터 마스크 내의 화소의 수로 하였으며 5 × 5크기의 필터 마

스크의 경우 q, s = 25이다. 마지막으로 q−1R는 필터 내 영상의 표본분산의 역수 1/σ̄2로 설정하였다.

정도모수 α는필터마스크내의영상이가진특징들을반영해야하므로 a0 = 1, b0는필터마스크내의

특징 개수의 역수로 설정하였다. 영상이 특징 없는 평활한 영역이면 화소의 밝기값들은 유사한 밝기 값

으로 나타날 것이고 잡음에 의해 영향을 받더라도 가장 큰 자리수의 밝기 값은 변화가 상대적으로 둔감

할 것이다. 밝기 값들을 특정 자리수에서 반올림하면 단 하나로 묶여지게 될 것이다. 그러므로 1/b0는

필터 내의 밝기 값들을 특정 자리수로 반올림하였을 때 구분되는 밝기 값들의 개수로 설정하였다. 특징

의개수를많이파악하기위해서는낮은자리수에서반올림을하도록설정하고반대인경우에는높은자

리수에서반올림을하도록설정하였다.

Griffin (2010)은 초모수 α보다 B−1 가 미지의 분포에 대한 추정에 영향을 미치는것을 보였으며 α가

크더라도(α = 50) B−1(B−1 ≤ 20)가 크면 미지의 분포에 대한 추정이 비모수적으로 이루지는 것을

보였다. 본 연구에서는 B−1의 초모수 c와 (cC)−1를 각각 1000으로 설정하였으므로 B−1는 충분히 크

다고 할 수 있으며(E(B−1) = 1000000), Neal (2000)이 제안한 방법은 비공액 사전분포를 이용하여

MCMC를 구성하므로 미지의 모수에 대한 추정이 모수적이기 보다는 비모수적이고 기반분포의 초모수
에 영상의 정보를 나타내는 통계량들을 사용하여 사전정보를 추론에 사용하고자 하였다. 또한 본 연구
의 알고리즘에서 사용하는 값은 원 영상에 대한 사후예측 값이며, 새로 표집된 사후예측 값의 분포가 원

영상의 분포와 유사해야 한다. 이를 확인하기 위해 크기 필터 마스크의 영상을 토대로 영상의 표본통계

량을 초모수로 사용한 경우(a를 영상의 표본평균, A는 영상의 표본분산)와 무정보적(noninformative)

초모수(a = 0, A = 100000)를 사용한 경우의 사후예측 값을 비교하여 보았다. Figure 2.2는 왼쪽 상단
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Figure 2.2. Histogram of original values and predictive values using informative hyperparameters.

부터 시계 방향으로, 원 영상 밝기 값의 분포와 연쇄의 크기에 따라 표본 통계량을 사용한 사후예측 값

의분포가어떻게변하는지보여준다. 사후예측값의분포가원영상의분포와유사한형태를보여야적

절하므로 표본 통계량을 사용한 경우에는 연쇄의 크기에 관계없이 원 영상의 분포를 잘 반영하고 있다.

Figure 2.3은 무정보적 초모수를 사용한 사후예측 값의 분포를 나타낸다. 무정보적으로 초모수를 설정

할 경우 연쇄의 크기가 충분히 크더라도 원 영상의 분포와 다소 차이가 존재하므로 영상의 정보를 반영

하도록초모수를설정하는것이바람직할것이다.

3. 영상 특징의 베이지안 추론을 적용한 적응적 필터

3.1. 적응적 필터

적응적 필터는 영상에 포함된 잡음 수준을 지역적으로 처리하는 필터링 방법이다. 필터 내에 속하는 영

상의 밝기 수준을 영상 값들의 평균으로 이해하고 영상에 포함된 잡음 수준을 영상 값들의 분산으로 접
근하여 영상 전체의 분산 수준과 필터 내의 분산 수준을 비교한다. 따라서 적응적 필터는 다음과 같이

나타낼수있다.

Xg(x,y) = Xh(x,y) −
σ2
t

σ2
h

(
Xh(x,y) − X̄h

)
,

여기서 σ2
t은 영상 전체의 잡음 분산이며 σ2

h는 필터 내의 분산, X̄h는 필터 내의 평균이다. σ2
t = 0이면

필터는 원 영상을 반환하며, 필터 내의 분산 수준보다 전체의 분산 수준이 더 높다면 필터는 필터 내의

평균값을 반환한다. 일반적으로 σ2
t ≤ σ2

h이나 σ2
t > σ2

h가 발생할 경우에 σ2
t /σ

2
h = 1로 하여 필터 내의

평균값을출력하고밝기수준이음의값을갖지않도록하였다. 따라서적응필터는원영상의특징들을

잘 살려내고 특히, 가우시안 잡음 제거에 뛰어나지만, 임펄스 잡음 제에는 적합하지 않으며 σ2
t에 대해

정확히알고있을때만사용이가능한단점이있다.
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Figure 2.3. Histogram of original values and predictive values using noninformative hyperparameters.

Figure 3.1. 5 × 5 H1 filter.

3.2. 비모수 베이지안 적응적 필터

영상에 포함된 특징들은 영상의 좌푯값에 따라 구분되어 나타나므로 영상의 특징은 지역적으로 비슷한
값들이 나타날 것이며 이러한 지역적 특색을 고려하는 것이 중요하다. 기존의 필터는 지역적 특색을 고

려하지만, 필터의 크기에 비례하여 위치하는 정보만 사용하므로 영상의 특징을 구별하기에는 제한적이
다. 따라서 공간 필터에 사용하는 일반적인 필터 이외에도 지역적인 특징을 확인하기 위한 지역적 필터

를고려하자. Figure 3.1과같이일반적인 5×5필터 H1를기준으로 H1을포함하고 H1보다더큰필터

H2를고려하자. 예를들어 H2필터가 H1필터의넓이보다 5배가더크다면 H2필터의크기는 25×25이

며, Figure 3.2와같다. 이를일반화하여 H1필터의크기를 w1 × w1, H2필터의크기를 w2 × w2라고하

자. 만약 영상에 잡음이 포함된다면 기존의 적응적 필터는 H1의 밝기 분산 σ2
h와 영상 전체의 밝기 분

산 σ2
t만을 이용하여 영상에 포함된 잡음을 감소시켰지만 이는 앞서 언급했듯이 영상 전체의 잡음에 대

한 정확한 정보를 얻기 어렵다. 일반적으로는 영상 전체의 잡음을 표본분산으로 사용하지만 만약 영
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Figure 3.2. 25 × 25 H2 filter.

상이 많은 특징을 가지고 있다면 영상의 표본분산은 잡음이 없음에도 불구하고 높은 값을 가질 것이며
σ2
h ≥ σ2

t이므로 기존의 적응적 필터는 특징들이 열화되어 나타날 것이다. 단순히 전체의 표본분산을 사

용하기보다 H2의 표본분산을 사용한다면 유사한 특징 내의 분산 수준을 고려하게 되므로 좀 더 영상의

특징을 고려하게 될 것이다. 또한 H2의 표본분산 보다는 H1의 근방에서의 잡음을 사용한다면 영상의
특징을잘표현하게될것이다.

H1을 기준으로 종 방향의 H1h필터와 횡 방향의 H1v필터를 고려하자. 위의 예에서 H1의 특징은

H1h보다 H1v에 가깝다고 할 수 있다. 따라서 H1v의 표본분산을 사용하는 것이 좀 더 바람직 할 것이

다. 디리클레 정규 혼합모형으로 추정한 H1v의 사후예측분포를 P (Xv+1|Xv)라고 하고 이 사후예측분

포에서 관측값에 대한 조건부 예측 값(conditional predictive ordinate; CPOi)을 구하면 CPOi는 다음

과같이나타낼수있다.

CPOi = P
(
xi|x(i)

)
,

여기서 x(i) = (x1, . . . , xi−1, xi+1, . . . xn)이고 P는 사후예측분포이다. 주어진 영상 필터 내의 사후예

측분포로이를다시표현하면다음과같다.

CPOi = P
(
Xv+1i|X

(i)
v+1

)
,

여기서 X
(i)
v+1 = (Xv+11, . . . , Xv+1i−1, Xv+1i+1, . . . Xv+1n)이다. CPOi에 대한 추정량은 MCMC를

통해서다음과같이얻을수있다.

ĈPOi =

[
1

T

T∑
t=1

P
(
Xv+1i|X

(i)
v+1

)]−1

,

여기서 t = (1, . . . , T )이고 MCMC를 통해 추출한 표본의 순번이다. CPOi는 다른 모든 자료 X
(i)
v+1를

이미관측하고난뒤에 Xv+1i에대한확률을나타내며 CPOi가작을수록 Xv+1i가이상치(outlier)이거
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나 다른 관측치에 영향을 미치는 관측치로 생각할 수 있다. 로그-유사 주변 우도(log-pseudo marginal

likelihood; LPML)는 CPOi를 토대로 산출되며 로그 CPOi의 평균이며, LPML은 다음과 같이 나타낼

수있다.

LPML =
1

n

n∑
i=1

log (CPOi).

두 모형의 LPML에 대한 비(ratio)는 베이즈 요인으로 간주할 수 있으며 유사 베이즈 요인(pseudo

Bayes Facotor; psBF)은 LPMLh와 LMPLv를 각각 종 방향 필터 마스크와 횡 방향 필터 마스크에

서계산한 LMPL이라하면다음과같다 (Held와 Bovè, 2014).

psBvh =
LPMLh

LPMLv

엄밀한 의미의 베이즈 요인은 동일한 자료 X가 주어졌을 때 계산되나, 본 알고리즘에서는 지역적 필터

내부 영상 값이 주어졌을 때 그것의 사후확률을 비교하여 적절한 영상 값을 선택하고자 하므로 그 의미
는 유사하다고 할 수 있다. 영상의 잡음 수준이 낮다면 σ2

t는 σ2
h에 비해 현저히 작은 값을 가져야 하고

영상의 잡음 수준이 높다면 σ2
t /σ

2
h = 1이 되어야 할 것이다. Figure 3.2에서 잡음 수준이 낮으면 영상

의특징이잘나타나므로종필터에서추정된분산이횡필터에서나타난분산보다더높을것이다. 잡음

수준이높으면종필터에서추정된분산이더클것이다. 디리클레혼합모형은자료에포함된특징들을

묶어주므로특징들이적게포함될수록사후예측확률은높게계산된다. 그러므로 Figure 3.2에서잡음이

낮은 수준으로 추가된다면 종 필터의 사후확률은 특징들이 더 많으므로 횡 필터보다 작게 된다. 반대로

잡음이높은수준으로추가된다면분산수준을높게해야하므로 bvh가양수값으로계산되는필터인종

필터의분산이 σ2
t가된다. 따라서제안하는적응적필터의알고리즘은다음과같다.

Step 1. H1(x,y)와 H2(x,y), Hv(x,y)와 Hh(x,y)를설정한다.

Step 2. Hv(x,y)와 Hh(x,y)에서각각의사후예측분포 P (Xv+1|Xv)와 P (Xh+1|Xh)을계산한다.

Step 3. 베이즈 요인 psBvh를 통하여 영상의 특징들이 구별되기 어려울 정도로 잡음 수준이 높다면
psBvh가양수값으로계산되는 필터를선택하고 그렇지않다면 psBvh가 음수값으로계산되는

종또는횡필터를선택한다.

Step 4. H1(x,y)에서 디리클레 정규혼합 모형으로 사후예측값 Y1(x,y)을 생성한다. 여기서 생성된 사후

예측값은각각의사후예측값들의평균을사용한다.

Step 5. σ∗2
t /σ2

h를 계산한다. σ∗2
t 는 Hv(x,y)나 Hh(x,y)의 사후예측값 Yv(x,y), Yh(x,y)의 표본분산이다.

즉,

σ∗2
t =

1

w1w2 − 1

w1,w2∑
x,y

(
Y·(x,y) − Ȳ·

)2
또한, σ∗2

t /σ2
h > 1인 경우에는 σ∗2

t /σ2
h = 1이다. σ2

h는 H1필터에서 생성된 사후예측값들로 계

산된표본분산이다.

Step 6. 계산된 σ∗2
t /σ2

h를적응적필터에적용한다 Y1(x,y) − σ∗2
t /σ2

h(Y1(x,y) − Y 1.).

본 연구에서는 기반 분포에 대한 초모수들을 앞서서 언급한 바와 같이 설정하였다. (c, (cC)−1) = 1000,

a = x̄, A = σ̄2, (q, s) = 25, q−1R = 1/A, a0 = 1, 그리고 b0는필터마스크내의화소값을특정자리수

에서 반올림하여 구분되는 화소값들의 개수로 하였다. 반올림 자리수는 1의 자리와 100의 자리를 고려

하였다. 영상에 잡음이 많이 포함된 경우에는 100의 자리에서 밝기 값을 반올림 하였으며 영상에 잡음

이적게포함된경우에는 1의자리에서밝기값을반올림하였다.
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Table 3.1. Simulation results (peak signal-to-noise ratio)

σ
Proposed filter Median filter Adaptive filter

Mean Std Mean Std Mean Std

10 70.5711 0.0303 69.1863 0.1273 69.9540 0.0245

20 70.6165 0.0438 69.1656 0.3800 69.7316 0.0346

30 69.7420 0.0500 68.4398 0.3252 69.3586 0.0443

(a) Original image (b) σ2 = 10

(c) median (d) Proposed

Figure 3.3. 200 × 200 Lena images.

3.3. 모의 실험

제안한 알고리즘의 성능을 확인하기 위하여 원 영상에 임의의 잡음이 추가 된 잡음 모형을 고려하였다.

잡음이 추가된 오염 모형은 d(x, y) = f(x, y) + n(x, y)이며 여기서 f는 원 영상 n은 잡음을 가르킨다.

잡음은 영상처리 분야에서 일반적으로 많이 사용하는 가우시안 잡음과 균일 잡음이 혼합된 잡음을 사용
하였다. 따라서 n(x, y) ∼ N(0, σ2

n) +U(−3σn, 3σn)이고잡음수준은 σn = {10, 20, 30}로하여각각의
잡음수준에따른알고리즘의성능을확인하였다. 또한지역적필터는각각 w1 = 5×5, w2 = 25×25로

설정하였다. 사용한 원 영상은 영상처리 분야에서 널리 사용되고 있는 Lena 영상으로 알고리즘의 성능

을 확인하였다. 영상처리는 R version 3.4.2를 통해 진행하였으며 DPpackage (Jara 등, 2018)를 사용

하였다. MCMC 설정 값은 burin-in은 1,000개, 연쇄의 부분표집은 5번째까지의 표집은 사용하지 않

고 6번째의 연쇄에서 표집되는 표본들을 사용하였다. 또한 사용한 표본의 수는 500개로 하였으므로 표

집 되는 총 표본은 7,000개였다. 모의실험은 잡음수준별로 총 10회씩 반복하였으며 알고리즘의 성능은
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(a) σ2 = 10 (b) Median

(c) Proposed (d) Adaptive

Figure 3.4. 50 × 50 Lena images.

peak signal-to-noise ratio (PSNR)로평가하였으며다음과같이나타낼수있다.

PSNR = 10× log10

{
MAX2

I

MSE

}
,

여기서 MAXI = 255이고 mean squared error (MSE)는 O를원영상 Ĥ를각필터로처리된영상이라

고하면다음과같이나타낼수있다.

MSE =
1

N2

∑(
O − Ĥ

)2
,

여기서 O는 원 영상, H는 각 필터를 통해 처리된 잡음 제거 영상이다. N은 N × N 크기의 영상에서

의 N이다. MSE는 오차 제곱합이므로 PSNR 값이 클수록 처리된 영상이 원 영상에 가깝다. 모의실험

을 잡음수준별로 10회씩 반복하여 중위수 필터와 기존의 적응적 필터 그리고 제안한 필터의 PSNR 값

의평균과표준편차를확인하였다. Table 3.1에서확인할수있듯이제안한필터의 PSNR 값의평균이
다른 필터들에 비하여 모든 잡음 수준에서 더 낮은 값을 보이고 있음을 알 수 있다. 또한 분산이 영상에

작게 포함될수록 제안된 필터의 PSNR 값이 가장 컸다. 한편, 영상에 분산이 큰 잡음이 포함되더라도

중위수필터나기존의적응적필터보다 PSNR 값이크게나타났다. Figure 3.3과같이실제로영상들을

시각적으로확인해보더라도열화가심하게발생하는중위수필터보다특징들을잘보존하는것을알수

있다. 기존의 적응적 필터와 제안한 필터의 차이를 보다 자세하게 확인하기 위하여 영상의 특정 부분을
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확대하여 비교하였다. 확대한 Figure 3.4 영상에서는 기존의 적응적 필터보다 국소적인 특징들을 잘 나
타내고있음을알수있다.

4. 결론

영상에 포함된 잡음을 제거하는 방법들은 잡음의 분포에 대한 가정을 토대로 진행되지만 가정이 위배되

거나 충족시킬수 없는 경우 이러한 방법들은 잡음을 원활하게 제거하지 못한다. 영상의 잡음을 제거하

는 알고리즘은 영상의 지역적인 특징들을 반영해야하며 지역적 특징들을 열화시키는 경우에는 알고리즘

의 성능이 떨어진다. 공간 필터에서 사용하는 필터 마스크는 영상의 지역적 특징을 반영하는 도구이지
만필터마스크가연산하는영역은소표본에해당한다. 본연구에서는잡음의분포에대한가정을할수
없는 경우와 표본의 크기가 작은 경우에도 사용할 수 있는 방법을 고려하였다. 디리클레 정규 혼합모형
은디리클레과정의초모수에따라임의의분포를세밀하게추정하므로영상이가진특징들을잘보존한

다. 또한영상이가진특징들을중심으로화소값들을묶어주는역할도하므로큰잡음이포함되었을때

에는 영상의 특징을 살리면서 잡음을 감소시켜준다. 적응적 필터는 영상의 전체의 표본 분산을 기준으

로 필터 마스크내의 표본 분산을 비교하는 필터이다. 필터 마스크내의 표본 분산은 전체의 표본 분산보

다는 필터 마스크 근방의 표본 분산과 비교하는것이 지역적 특징을 반영해 준다. 디리클레 정규 혼합모
형을 토대로 지역적 특징을 반영하는 필터를 사용하여 적응적 필터에 적용하였다. 모의 실험의 결과에

서 확인할 수 있듯이 PSNR 값이 기존의 다른 방법들에 비하여 높은 값을 보이고 있으며 Lena 영상의

처리 결과에서도 열화가 적고 잡음이 적절히 제거되고 있음을 알 수 있다. 특히 잡음의 분산이 작을 때

뿐만아니라잡음의분산이클때도기존의방법에비해더나은결과를보이고있다.
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비모수 베이지안 방법을 이용한 영상 잡음 제거

알고리즘

우호영a · 김영화a,1

a중앙대학교 응용통계학과

(2018년 4월 9일 접수, 2018년 6월 14일 수정, 2018년 8월 1일 채택)

요 약

영상처리분야의중요한주제인영상의잡음제거과정은원래의순수한영상이다양한원인으로발생한잡음에의해

오염되었을때 이 잡음을 제거하거나 줄이는 것을 의미한다. 잡음 제거 과정에서는 영상에 추가된 잡음과 원 영상이

가진 고유한 특징들을 구별해내는 것이 중요하며 이에 대한 많은 연구가 진행되고 있다. 적응적 필터와 시그마 필터
는 잡음 제거를 위하여 사용하는 대표적인 잡음 제거 필터이며 이 필터들의 효용성은 정확한 잡음 추정에 영향을 받

는다. 따라서 본 연구에서는 디리클레 정규 혼합모형을 토대로 영상을 오염시키고 있는 잡음의 분포를 생성하고 이
를 토대로 영상의 특징과 잡음을 구별하기 위한 베이지안 방법을 제시한다. 특히 잡음의 분포와 특징의 분포를 구별
하기위해베이지안추론을전개하고영상에포함된잡음을제거하는알고리즘을제시하고자한다.

주요용어: 적응적필터, 베이지안, 디리클레정규혼합모형, 영상처리, 잡음제거
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