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Abstract

Recent advancement in data gathering technique improves the capability of information collecting, thus 

allowing the learning process between gathered data patterns and application sub-tasks. A pattern can 

be associated with multiple labels, demanding multi-label learning capability, resulting in significant 

attention to multi-label feature selection since it can improve multi-label learning accuracy. However, 

existing evolutionary multi-label feature selection methods suffer from ineffective search process. In this 

study, we propose a evolutionary search process for the task of multi-label feature selection problem. 

The proposed method creates large set of offspring or new feature subsets and then retains the most 

promising feature subset. Experimental results demonstrate that the proposed method can identify feature 

subsets giving good multi-label classification accuracy much faster than conventional methods.
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I. Introduction

최근 데이터 수집 기술의 발달로 인하여, 많은 데이터들이 

다중 레이블 형태로 수집되어 행동 인식 [1, 2], 데이터 흐름 

분류 [3, 4], 사람 인지 [5] 와 같은 응용에서 활용되고 있다. 

더 나아가 사람 본연의 정보를 활용하여 인공지능 인문학과의 

접목 연구 또한 시도 되고 있다 [6, 7, 8]. 일반적으로 다중 레

이블 데이터에서 하나의 패턴은 라는 특징 집합으로서 표현

할 수 있고, 이진 벡터 형태의 레이블 에 할당된다. 이 때 각 

패턴 ∈ ( ≤  ≤ )는 하나의 레이블 부분집합 

 ⊆ 에 할당되며 여기서    은 레이블의 유한

한 부분집합으로 나타낼 수 있다.

일반적으로 학습 정확도, 에너지 소모량, 소모 시간 등과 같

은 척도를 통해 어떤 응용의 성능을 측정한다 [9]. 성능 향상을 

위한 방법으로 많은 연구들이 특징 선별을 제안하고 있다 

[9-11]. 그러나 대부분의 연구들이 단일 레이블을 위한 방법론

들이고, 다중 레이블을 위한 연구는 적은 편이다. 다중 레이블 

특징 선별에서는, 적절한 특징을 선택하고 중복적인 특징들은 

버려서 특징 부분 집합  ⊂ 를 생성한다. 특징 선별을 수행

하기 위한 방법론 중에 진화 알고리즘(Evolutionary 

Algorithm, EA) 기반의 특징 선별 기법이 촉망받고 있다 [13].

진화 알고리즘은 진화 과정 중에 특징 집합들이 후보로서 생

성되고, 현재의 후보들보다 더 좋은 후보를 찾기 위해 동작한

다. 따라서 더 좋은 후보를 가질 확률이 높은 후보들을 우선적

으로 선정된다. 그러나 후보 특징의 적합도를 평가할 수 있는 

횟수 또는 적합도 평가 횟수(Fitness Function Calls, FFC)가 

제한되어 있으므로 모든 후보 특징 집합을 평가할 수 없다. 그

렇기 때문에 유망하지 않은 후보 특징들이 FFC를 증가시키는 

것은 매우 불필요하다 [14-17]. 본 논문에서는 메메틱

(memetic) 탐색을 기반으로 하는 효과적인 다중 레이블 특징 

선별 기법을 제안한다. 제안하는 방법은 많은 수의 후보 특징 
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집합을 만들고, 정보 이론(information theory) 기반의 평가 함

수를 통해 소수 개의 유망한 특징 집합 유지시킨다. 따라서 불

필요한 후보 특징의 FFC를 줄인다. 실험 결과, 제안하는 방법

이 유망한 특징을 잘 찾을 수 있었고, 같은 FFC 안에서 기존 

방법론들보다 더 빠르게 수렴하는 것을 확인할 수 있었다.

II. Related Work

다중 레이블 특징 선별은 학습 시간을 줄이면서 클래스 분류

의 성능은 향상시킬 수 있는 장점이 있다. 특징 선별 방법은 크

게 필터(filter)와 래퍼(wrapper)로 나뉜다. 필터 방법은 특징의 

중요도를 평가하는 척도에 의해 특징의 순위를 매긴다. 한편, 

래퍼 방법은 특징 부분 집합을 생성하고 평가하고 향상시킨다.

다중 레이블 특징 선별을 위한 가장 단순한 방법은 레이블 

멱집합(Label Powerset) 방법과 같이 레이블을 단일 레이블로 

변환하는 방법이다 [18]. 이 방법은 기존 단일 레이블 데이터

를 위한 특징 선별 방법을 바로 이용할 수 있다는 장점이 있다. 

하지만 이러한 필터 방법은 레이블 간의 연관성을 고려하지 않

고, 변환하는 과정에서 클래스 간 불균형 문제로 클래스 분류 

성능에 한계를 보였다 [19].

다양한 EA 기반 특징 선별 방법들은 래퍼 방법으로서 활용

되었다. 그 중 유전자 알고리즘(Genetic Algorithm, GA)은 EA 

기반 특징 선별 방법에서 자주 사용되는 알고리즘이다 [14]. 

그러나 GA는 FFC가 낮을 때 불안정한 상태로 수렴하는 큰 단

점이 있다 [20]. 최근 EA 기반 특징 선별 방법은 선택되는 특

징의 개수가 두 번째 목적 변수로 여겨지고 있다. 하나 이상의 

목적 변수를 가질 때 다목적 최적화 문제를 위한 설계된 비지

배적 정렬(non-dominated sort)을 수행한다. 최근 GA 기반 비

지배적 정렬(NSGA-II) 방법 [15]과 입자 군집 최적화

(MPSOFS) [16]이 다중 레이블 특징 선별을 위해 제안되었다. 

하지만 이 방법들은 불필요한 정답 후보들이 자주 생성되고 평

가될 수 있어 비효율적이다.

최근 EA 기반 다중 레이블 특징 래퍼 방법은 유망한 특징 

후보와 유망하지 않은 후보를 모두 도출해내는 경향이 있다. 왜

냐하면 이 방법들이 새로운 특징 후보들을 생성할 때 특징의 

중요성을 무시하기 때문이다. 이를 개선하기 위해 메메틱 특징 

선별 기법을 제안했다 [20]. 메메틱 탐색은 특징들의 중요도를 

평가하는 국소 탐색(local search)을 포함하고 있다. 하지만 이 

방법은 국소탐색 과정에서 걸러지지 않은 무작위적인 후보 특

징들이 있을 수 있어 효과적이지 못하다.

III. Proposed Method

EA 기반 탐색 방법 중, EDA는 다양한 문제를 해결하기에 

효과적이라 증명되었다 [21, 22]. 새로운 특징 집합을 생성할 

때 일반적인 EA 기반 탐색 방법과 달리 EDA는 유전자 연산

(genetic operator)를 사용하지 않는다. 대신에 EDA는 확률 

모델을 이용하여 새로운 후보들을 만들고, 후보들로부터 추정

하여 확률 모델을 갱신한다. 다양한 EDA 방법들 중에서, 

population-based incremental learning(PBIL)이 많은 응용에

서 좋은 성능을 나타내었다[24]. PBIL은 단순함과 높은 효과 

때문에 다양한 문제에서 많이 활용되었다 [19]. PBIL은 확률

을 모델을 다음과 같이 결정한다.

      ×    ×      (1)

여기에서  는 번째 세대에 번째 특징의 선택 확률이

고,  는 평가 값을 기준으로 상위 50% 특징의 번째 세대

에 유망한 번째 특징과 연관 된 확률이고, 은 학습 계수

(learning rate)이다. (1)에 따라   번째 세대에서의 특징이 

선택 될 확률    이 계산되고,  번째 세대의 특징 집합

이 결정된다.

특징 선별 문제에서 PBIL은 거대한 공간을 탐색해야한다. 

따라서 유망한 특징 집합을 찾기 위해서는 막대한 계산량이 필

요하다. 그러나 PBIL과 같은 단순한 모델은 구현하기 쉽지만 

유망한 특징 집합 찾기와 같은 복잡한 문제를 풀기에 적당하지 

않다 [25]. 이를 위해 유망한 후보 생성을 위한 과정을 개선한

다. PBIL은 막대한 양의 특징 집합을 생성하고 유망한 특징 집

합을 결정하는 필터 방법을 이용하여 특징들을 선택한다.

좋은 특징 집합이 필터 방법에 의해 생성되더라도 유망하지 

않은 특징 또한 생성될 수 있다. 왜냐하면 생성 과정이 확률에 

따라 결정되기 때문이다. 유망하지 않은 특징 집합은 FFC를 소

모하고 탐색 효율에 부정적인 영향을 준다. 이를 극복하기 위해 

FFC를 소모하지 않는 특징 집합 평가 방법을 제안한다. 제안하

는 방법은 각 특징 집합에 대해 정보 이론 기반으로 적합도

(relevance)와 중복도(redundancy)를 계산한다. 따라서 제안

하는 방법은 최대 적합도와 최소 중복도를 가지는 특징 집합을 

선택하게 된다. 제안하는 특징 집합이 국소적으로 유일하게 유

망한 확률을 가지게 되므로, 제안하는 방법은 선택 알고리즘으

로 룰렛 선택 알고리즘을 사용한다 [26]. 따라서 유망하지 않

은 특징 부분 집합은 FFC 사용 없이 걸러지게 된다.

FFC 소모없이 유망한 특징 집합을 찾기 위해, 다중 레이블 

특징 필터 과정에서 교배를 이용한다. 본 논문에서는 FFC 소모

없이 빠르게 좋은 특징 집합으로 수렴할 수 있도록 PBIL 기반 

메메틱 탐색 방법을 제안한다. 



Effective Multi-label Feature Selection based on Large Offspring Set 

created by Enhanced Evolutionary Search Process                    9

알고리즘 1: 제안하는 방법

1: Input: population size , max FFC 
2: Output: best feature subset 

3: initializing  and probabilistic model 
4: evaluating 

5: ←

6: store the global best feature subset to 

7: while  ≤  do

8:   update  by Equation (1)

9:   ←create explosively reproduced set

10:   ←select feature subsets in 

11:   evaluate 

12:   ←

13:   update global best feature subset 

14: end while

알고리즘 1은 제안하는 방법을 보여준다. 전체 인구

(population) 크기  , 최대 FFC 를 입력 값으로 하여 특징 

집합 와 확률 모델 를 초기화 한다(line 3). 제안하는 방

법은 최대  크기의 무작위 이진 비트를 통해 개의 특징 집

합을 생성한다. 확률 모델 는  크기의 벡터이고 벡터의 각 

요소는 대응하는 특징의 선택 확률을 나타낸다. 각 요소는 

의 특징 분포를 위해 초기화되고 생성된 는 평가된

다. 그리고 FFC 소모량 는 0으로 초기화되고 가장 좋은 특징 

집합을 에 저장한다(line 6). 확률모델 는 식 (1)에 의해 갱

신되고 특징 집합 가 거대하게 재생성된다. 이 때 E는 생성 

함수의 필터 방식으로 생성된다(line 9). 그리고 개의 특징 

집합이 생성 함수의 가중치 기반 룰렛 방식으로 선택이 되고 

새로운 세대 이 도출된다(line 10). 특징 집합 

은 평가되고(line 11) 는 증가한다(line 12). 가장 좋

은 특징 집합 은 갱신된다(line 13). 지정된 최대 FFC 가 

다 소모되면 알고리즘은 를 출력한다.

알고리즘 2: 생성 함수

1:
Input: explosive reproduced population size  , 

probabilistic model 
2: Output: explosive reproduced set 

3: ←∅

4: for =1 to  do

5:   ←random integer value in  

6:   ←∅

7:   for =1 to  do

8:     ←f
9:     for =1 to  do

10:       if  >random value in [0,1] then

11:         ←∪

12:         break

13:       end if

14:     end for

15:   end for

16:   ←∩

17: end for

알고리즘 2는 거대한 특징 집합 를 생성하는 생성 함수의 

과정을 보여준다. 각 특징 집합은 0에서  사이의 무작위 정

수만큼의 특징을 선택한다(line 5). 유망한 특징 집합을 생성하

기 위해 각 특징은 필터 방식인 식 (5)에 의해서 순위가 결정된

다. 식 (5)는 선택되지 않은 특징과 현재의 특징 집합 의 중

복도, 그리고 선택되지 않은 특징과 레이블 사이의 적합성을 고

려한다. 그러면 이 함수는 에 의해 결정된 가장 중요한 특징 

집합으로부터 하나의 특징을 선택 여부를 결정한다(line 9-13). 

만약에 한 특징이 선택되면, 이 특징은 특징 집합 에 포함된

다(line 11). 이 특징 집합이 생성되면 이후 에 추가된다.

알고리즘 3: 선택 함수

1:
Input: explosively reproduced set , population size 



2: Output: filtered set 

3: rank feature subsets in set  by Equation (4)

4:
select  feature subsets by roulette wheel 

selection

5: ←selected feature subsets

알고리즘 3은 제안하는 특징 집합 평가 식 (4)를 이용하여 

거대하게 재생성된 집합에서의 유망한 특징 집합을 선택하는 

함수이다. 이 함수는 안에서 특징 집합의 순위를 결정하고 룰

렛 선택 방법으로 개의 특징 집합 를 선택한다. 이 때 

룰렛 선택 방법은 식 (4)에 의해 가중치가 결정된다 (line 4).

FFC 소모없이 특징 집합을 평가하기 위해, 우리는 전체 특

징 집합 에서 선택 된 각 특징의 중요성을 적합성 척도[24]

를 이용하여 평가한다.

               (2)

이 식에서 와 는 번째 특징의 적합도와 

중복도를 의미하고 는 번째 특징의 중요성을 의미한다. 

연구 [25]에서, 특징 집합  에서 번째 특징의 중요성을 적

합도와 중복도를 이용하여 다음과 같이 정의했다.

 
∈

  
∈  

         (3)

이 식에서     은 변수 와 

 사이의 상호정보척도(mutual information)을 나타내고, 

 log는 확률밀도함수 로부터 계

산 된 동시 엔트로피(joint entropy)이다 [9]. 식 (3)을 통해서 

특징 집합 의 평가 함수는 다음과 같이 정의된다.

  
∈


∈

  
∈


∈

      (4)
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우리는 특징의 중요성을 평가하기 위한 최신의 필터 방법을 

이용한다. 필터 방법은 평가 함수를 통해 특징의 순위를 결정한

다. 후보 집합 재생성 단계에서 각 특징 집합에 대해 우리는 필

터 방법을 통해 중요성을 정하고 특징 집합 를 고려하는 확률 

 에 기반하여 번째 특징을 선택한다. 만약에 번째 특징

이 선택되지 않는다면 특징이 선택될 때까지 두 번째 가장 중

요한 특징을 선택한다. 연구 [12]에서 큰 레이블 데이터를 위

해 확장 가능한 필터 방법(scalable criterion for large label 

sets, SCLS)을 제안하였고 기존 필터 방법을 압도하는 결과를 

보여주었다. 우리는 이 방법을 사용하여 특징의 중요성을 측정

한다. SCLS는 번째 특징의 중요성을 다음과 같이 계산한다.

 
∈

 
∈


∈
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IV. Experimental Results

여러 응용분야에서 14개의 데이터를 실험에 활용하였다. 

Bird 데이터는 새들의 소리를 담고 있는 오디오 데이터이다. 

Enron과 Language Log(LLOG) 데이터는 텍스트 마이닝 분야

에서 생성되었고, 단어의 유무와 특정 주제에 문서와 연관되어 

있는 레이블로 이루어져 있다. Mediamill은 자동 감지 시스템

으로부터 얻어진 영상 데이터이다. Medical 데이터는 임상 관

련 텍스트로부터 자연어처리 과정을 거쳐서 얻어졌다. 

TMC2007는 복잡 공간 시스템(complex space system)의 안

전 보고서 내용을 담고 있다. 나머지 8개의 데이터는 Yahoo 데

이터로부터 얻어졌다. 우리는 비지도 차원 감소(unsupervised 

dimensional reduction) 방법을 이용해, 10,000개 이상의 특징

을 TMC2007과 Yahoo데이터의 차원을 줄였다. 제안하는 방법

론이 정보이론을 사용하기 때문에, 숫자형(numerical) 특징인 

데이터를 [29]의 방법을 통해 이산화(discretization)하였다. 

Table 1은 실험에 사용된 데이터의 명세를 보여준다.

  
Birds 645 260 19

Enron 1,702 1,001 53

LLOG 1,460 1,004 75

Mediamill 43,907 120 101

Medical 978 1,449 45

TMC2007 28,596 49,060 22

Business 11,214 1,096 30

Education 12,030 1,377 33

Entertain 12,730 1,600 21

Health 9,205 1,530 32

Reference 8,027 1,984 33

Science 6,428 1,859 40

Social 12,111 2,618 39

Society 14,512 1,590 27

Table 1. Characteristics of employed data sets

우리는 제안하는 방법론을 GA [14], NSGA-II [15], 

MPSOFS [16]와 비교하였다. 특징 선별의 결과로 클래스 분류 

성능을 비교하기 위해 다중 레이블 나이브 베이브(multi-label 

naive Bayes, MLNB) 분류기를 사용하였다 [14]. 각 데이터에 

대해서 교차검증을 통해 결과를 얻었다. 데이터 전체의 80%를 

훈련 데이터, 20%를 검증 데이터로 사용하였다. 전체 인구는 

20, 최대 FFC는 100으로 설정하였다. 제안하는 방법은 확률 

모델을 통해 최대 500개의 특징을 생성했고, 학습 계수는 0.4

로 두었다. GA와 NSGA-II는 한 세대에서 두 개의 자손

(offspring)과 돌연변이(mutation) 과정을 통한 한 개의 특징 

집합을 만들었다. MPSOFS는 가장 좋은 특징 집합을 유지하고 

각 입자(particle)로 개별적으로 가장 좋은 집합을 유지한다. 그 

후에 MPSOFS는 속도(velocity)를 갱신한다. 모든 실험은 10

번을 반복하였고, 평균 값을 통해 비교하였다.

특징 선별 방법의 성능을 비교하기 위해, 4개의 클래스 분류 

평가 방법, 해밍 로스(hamming loss), 랭킹 로스(ranking 

loss), 다중 레이블 정확도(multi-label accuracy), 정규화 커

버리지 (normalized coverage)를 사용하였다. 다중 레이블 정

확도는 다음과 같이 정의된다.

  



  



∪

∩

여기서 는 주어진 검증 데이터이고 는 정답 레이블 집합

을 의미한다. 해밍 로스는 다음과 같이 정의된다.

 



  






∆

여기서 ∆는 두 집합 사이의 대칭 차이(symmetric 

difference)를 의미한다. 랭킹 로스는 다음과 같다.

  


  




 

∈∈
 ≤ 

여기서  은 의 보수(complement) 집합을 의미한다. 랭

킹 로스는 연관성 있는 레이블과 연관성 없는 레이블 쌍 사이

의  ≤ 이 가능한  쌍이 평균 값을 측정한다. 정규

화 커버리지는 다음과 같이 정의된다.

  






  



max∈
 

여기서 ∙는 에 따라 대응되는 연관 된 ∈의 순위를 

출력한다. 다중 레이블 정확도는 높을수록, 해밍 로스, 랭킹 로스, 

정규화 커버리지는 낮을수록 좋은 클래스 분류 성능을 의미한다.
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Table 2-5는 4개의 클래스 분류 성능을 나타내고 있다. 가장 

좋은 성능을 보인 방법은 진하게 표시하였다. 각 Table에 마지막 

열은 14개 데이터에 대해 평균 순위를 표기하였다. 다중 레이블 

정확도와 랭킹 로스 성능에서, 제안하는 방법이 모든 데이터에 

대해서 GA, NSGA-II, MPSOFS를 압도하였다. 해밍 로스 성능에

서는 TMC2007 데이터를 제외하고 제안하는 방법이 가장 좋은 

성능을 보였다. 정규화 커버리지 성능에서는 LLOG 데이터를 제

외하고 제안하는 방법이 가장 좋은 성능을 보였다.

Method Birds Enron LLOG Mediamill

Proposed 0.527 0.383 0.249 0.362

GA 0.491 0.284 0.209 0.336

NSGA-II 0.480 0.282 0.208 0.347

MPSOFS 0.453 0.206 0.042 0.163

Method Medical TMC2007 Business Education

Proposed 0.427 0.441 0.672 0.318

GA 0.303 0.435 0.657 0.316

NSGA-II 0.297 0.434 0.662 0.318

MPSOFS 0.286 0.420 0.634 0.283

Method Entertain Health Reference Science

Proposed 0.396 0.537 0.436 0.288

GA 0.361 0.499 0.422 0.231

NSGA-II 0.362 0.495 0.429 0.237

MPSOFS 0.365 0.496 0.414 0.234

Method Social Society Avg.Rank

Proposed 0.546 0.371 1.00

GA 0.517 0.258 2.79

NSGA-II 0.526 0.267 2.64

MPSOFS 0.527 0.239 3.57

Table 2. Comparison results in terms of multi-label accuracy

Method Birds Enron LLOG Mediamill

Proposed 0.061 0.060 0.016 0.034

GA 0.072 0.100 0.075 0.048

NSGA-II 0.064 0.104 0.072 0.054

MPSOFS 0.135 0.198 0.292 0.174

Method Medical TMC2007 Business Education

Proposed 0.020 0.088 0.029 0.042

GA 0.023 0.088 0.035 0.046

NSGA-II 0.022 0.086 0.037 0.048

MPSOFS 0.023 0.117 0.079 0.061

Method Entertain Health Reference Science

Proposed 0.055 0.039 0.034 0.035

GA 0.070 0.051 0.055 0.051

NSGA-II 0.068 0.054 0.047 0.045

MPSOFS 0.105 0.067 0.0886 0.110

Method Social Society Avg.Rank

Proposed 0.025 0.054 1.07

GA 0.042 0.062 2.71

NSGA-II 0.040 0.060 2.29

MPSOFS 0.070 0.144 3.93

Table 3. Comparison results in terms of Hamming loss

Method Birds Enron LLOG Mediamill

Proposed 0.115 0.100 0.155 0.060

GA 0.129 0.133 0.164 0.066

NSGA-II 0.125 0.149 0.163 0.067

MPSOFS 0.132 0.194 0.180 0.159

Method Medical TMC2007 Business Education

Proposed 0.115 0.073 0.062 0.089

GA 0.145 0.075 0.070 0.100

NSGA-II 0.139 0.076 0.067 0.100

MPSOFS 0.140 0.078 0.096 0.101

Method Entertain Health Reference Science

Proposed 0.111 0.085 0.111 0.118

GA 0.140 0.098 0.130 0.154

NSGA-II 0.137 0.097 0.128 0.150

MPSOFS 0.153 0.098 0.140 0.157

Method Social Society Avg.Rank

Proposed 0.075 0.135 1.00

GA 0.088 0.151 2.86

NSGA-II 0.085 0.153 2.29

MPSOFS 0.097 0.121 3.86

Table 4. Comparison results in terms of ranking loss

Method Birds Enron LLOG Mediamill

Proposed 0.194 0.277 0.202 0.196

GA 0.223 0.337 0.201 0.205

NSGA-II 0.212 0.336 0.199 0.208

MPSOFS 0.222 0.413 0.201 0.330

Method Medical TMC2007 Business Education

Proposed 0.155 0.203 0.132 0.148

GA 0.180 0.208 0.139 0.159

NSGA-II 0.178 0.209 0.141 0.159

MPSOFS 0.179 0.211 0.168 0.159

Method Entertain Health Reference Science

Proposed 0.197 0.157 0.157 0.182

GA 0.221 0.167 0.177 0.215

NSGA-II 0.219 0.167 0.171 0.213

MPSOFS 0.233 0.166 0.179 0.215

Method Social Society Avg.Rank

Proposed 0.127 0.242 1.21

GA 0.140 0.257 2.86

NSGA-II 0.136 0.261 2.43

MPSOFS 0.145 0.317 3.50

Table 5. Comparison results in terms of normalized coverage

모든 데이터에 대해서 각 특징 선별 기법들의 성능을 측정한 

후 우리는 통계적 검증을 하였다. 우리는 통계적 검증에서 다양

하게 쓰이는 프리드먼 검정(Friedman test)을 여러 개의 방법

들을 비교하기 위해서 사용하였다 [30]. 개의 방법과 개의 

데이터가 있을 때, 를 귀무 가설(null hypothesis)에 대한 

번째 방법의 평균 순위라고 하자. 그러면 다음 프리드먼 통계 

는 다음과 같은 -분포를 가지게 된다.
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Evaluation measure  Critical value (=0.05)

Multi-label accuracy 30.333

2.845
Hamming loss 65.624

Ranking loss 75.472

Normalized coverage 16.355

Table 6. Summary of the Friedman statistics  (=4,   ) 

and critical value in terms of each evaluation measure

만약 가 유의 수준(significance level) 에서의 임계 값

(critical value)보다 크다면, 귀무 가설은 기각되고 비교하는 

방법들은 서로 다른 성능을 가지는 것을 의미한다. 귀무 가설이 

기각되면 제안하는 방법이 다른 방법보다 통계적으로 유의미하

게 좋은 성능을 보였다고 분석할 수 있다. 프리드먼 검정을 위

해 유의 수준 를 0.05로 두었다. Table 6은 프리드먼 검정을 

정리한 내용을 담고 있다. 프리드먼 검정 통계 는 모든 클래

스 분류 성능 측정에서 임계 값보다 컸다. 그러므로 귀무 가설

은 모두 기각되었다.

V. Conclusions

다중 레이블 데이터를 다루기 위해 우리는 거대한 재생성 기

반 메메틱 탐색 방법을 제안하였다. 우리는 특징 집합을 거대하

게 생성하고 과도한 컴퓨터 연산량의 소모 없이 유망한 특징 

집합을 선택했다. 실험 결과 제안하는 방법이 기존의 방법들보

다 빠르게 수렴하는 것을 볼 수 있었다. 향후 연구로 우리는 다

양한 응용 분야에 이 방법을 활용하고 좀 더 다양한 특징 선별 

기법과 성능 비교를 진행할 것이다.
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