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1. 서  론

기계가공 모니터링 시스템은 공구와 소재가 맞닿

는 곳에서 발생하는 물리적인 현상들을 센서를 통해 

데이터를 취득하고 적절히 처리하여 필요한 정보를 

얻어내는 과정이다. 기계가공 모니터링 분야에 대한 

주파수 영역의 통계적 특징과 인공신경망을 이용한

기계가공의 사운드 모니터링 시스템
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ABSTRACT

Monitoring technology of machining has a long history since unmanned machining was introduced.

Despite the long history, many researchers have presented new approaches continuously in this area.

Sound based machine fault diagnosis is the process consisting of detecting automatically the damages

that affect the machines by analyzing the sounds they produce during their operating time. The collected

sound is corrupted by the surrounding work environment. Therefore, the most important part of the

diagnosis is to find hidden elements inside the data that can represent the error pattern. This paper presents

a feature extraction methodology that combines various digital signal processing and pattern recognition

methods for the analysis of the sounds produced by tools. The magnitude spectrum of the sound is

extracted using the Fourier analysis and the band-pass filter is applied to further characterize the data.

Statistical functions are also used as input to the nonlinear classifier for the final response. The results

prove that the proposed feature extraction method accurately captures the hidden patterns of the sound

generated by the tool, unlike the conventional features. Therefore, it is shown that the proposed method

can be applied to a sound based automatic diagnosis system.
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많은 연구들이 오래전부터 소개되었으며 일정 기간

의 연구들은 리뷰페이퍼 형태로 정리되거나 책으로 

출판되어 이 분야의 연구자들에게 많은 도움을 주고 

있다[1,2]. 또한 제4차 산업혁명의 중요한 토대 중 하

나가 모니터링 기술이라는 점에 있어서 기계가공 모

니터링 분야에 대한 현장의 요구는 지속적으로 확대

될 것으로 기대된다. 기계가공 모니터링에서 공구는 

가공 공정의 효율과 가공된 제품의 품질에 직접적으

로 큰 영향을 미치는 요소이다. 절삭공정의 모니터링

과 관련된 많은 수의 연구들이 공구의 마모 상태를 실

시간으로 감지하거나, 선행 실험을 통해 학습된 데이

터를 바탕으로 공구마모 시점을 예측하는 것에 초점을 

맞추고 있다. 공구의 마모나 파손을 감지하거나 발생 

시점을 예측할 수 있게 되면, 작업자는 단편적인 조치

로서는 적절한 시점에 공구를 교체하여 공정의 문제 

발생과 제품의 품질 저하를 방지할 수 있다. 한걸음 

더 나아가서는 공구의 마모 발생 을 최소화하는 공정 

조건을 찾아 보다 효율적인 공정 운영을 할 수 있다.

기계가공 모니터링은 기계에서 생성될 수 있는 진

동 또는 음향과 같은 신호의 분석과정을 거치는데,

불행히도 이러한 신호는 실제 작업환경에서 발생할 

수 있는 여러 가지 잡음으로 인해 손상 정보를 발견

할 수 있는 효과적인 신호처리 기술이 필요하다. 따

라서 모니터링 행위는 데이터 흐름의 관점에서 볼 

때 패턴 인식 방법으로 볼 수 있다[3].

패턴 인식 방법으로 데이터 수집은 분석에 사용될 

신호를 수집하는 단계로 사운드 데이터는 기계의 작

동 상태를 잘 전달할 수 있는 능력을 입증했다[4].

본 논문에서는 밀링머신에서 공구가 알루미늄 대상

체를 깎으면서 발생되는 소리를 사용한다. 소리는 정

상 공구와 공구 날의 손상 정도가 보통이거나 심한 

경우로 3가지로 구성된다. 특징 추출은 수집된 데이

터의 최상의 표현을 찾아 공구의 마모 상태를 잘 나

타낼 수 있는 특정 구성 요소를 선택하는 단계이다.

실제로 수집된 데이터는 환경적으로 많은 잡음과 중

복요인으로 어떠한 변환 없이 그대로 사용하면 평가

의 정확성 뿐만 아니라 처리 시간 측면에서도 큰 문

제가 될 수 있다. 모든 패턴 인식 방법은 획득된 데이

터는 짧고 정확한 형식으로 표현되어야 모니터링의 

최종 단계에서 진단의 정확도를 높일 수 있다. 따라

서 가장 좋은 특징 선택은 수집된 데이터 사이에 숨

겨진 차이점을 분명하게 구분하여 최종 진단의 성능

을 높일 수 있는 것이어야 한다. 공구 마모 감지는 

패턴 인식 방법의 마지막 단계이다. 공구의 상태를 

추론하는 것으로 입력된 신호가 어떤 마모의 상태인

지를 분류하는 기준의 정확성을 높여야 한다. 이 분

류기의 성능은 입력에 따라 크게 달라지므로 원래의 

데이터를 잘못 표현하면 성능이 떨어지며, 즉 좋은 

특징 추출은 성공적인 성능을 제공한다.

기존 대부분의 특징 신호는 시계열을 사용하여 원

래 데이터의 통계적 특징을 계산함으로써 시간 영역 

기반 분석에 초점을 맞추고 있다[5]. 웨이블릿 변환

에 의해 제공되는 시간-주파수 영역 또한 특징 추출 

방법으로 채택 될 수 있다[6,7].

본 논문에서는 데이터의 스펙트럼 크기를 기반으

로 한 특징 추출 방법을 제안하고 최적의 특징을 구

성하기 위해 통계적 특징 방법을 사용한다. 데이터는 

정상 공구, 마모가 보통인 것과 마모가 많이 되어 사

용할 수 없는 상태의 공구인 3가지 형태를 사용한다.

먼저 푸리에 분석을 사용하여 각 데이터의 스펙트럼 

크기를 계산한다. 각 데이터가 가지고 있는 차이점을 

최대화 하고, 중복 데이터를 제거하기 위해 대역 통

과 필터를 적용한 후 통계 기법을 적용한다. 마지막

으로, 선택된 특징은 최종 차별을 위한 비선형 분류

기의 입력으로 사용되고, 그 출력은 시스템의 최종 

진단을 나타낸다. 결과적으로 제안된 특징 추출 방법

이 기존의 특징과 달리 도구에서 생성된 소리의 숨겨

진 패턴을 정확하게 포착한다는 것을 증명한다. 따라

서 제안된 방법은 사운드 기반 자동 진단 시스템에 

적용될 수 있음을 보인다.

다음 섹션에서는 본 논문에서 고려해야할 사항과 

제안된 방법에 대해서 논의를 할 것이고, 3장에서는 

실험을 통해 얻은 결과를 상세히 제시한다. 또한 우

리의 방법과 다른 특징 추출 방법들과의 비교 연구를 

수행하고, 마지막으로 결론을 맺는다.

2. 관련 연구

모니터링 행위는 데이터를 취득하고 적절히 처리

Fig. 1. Data flow of monitoring system.
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하여 필요한 정보를 얻어내는 과정이다. Fig. 1은 데

이터 흐름의 관점에서 모니터링 시스템을 살펴본 것

이다. 데이터를 취득하기 위해서는 목적에 맞는 센서

가 선정되어야 하고, 선정된 센서를 통해 취득한 신

호는 노이즈를 제거하고 분석하는 과정을 거쳐서 공

정의 상태를 정의할 수 있는 정보로 변화하게 된다.

2.1 Sensor signals

공구의 마모 상태를 감지하기 위한 대부분의 모니

터링 시스템은 힘 센서 기반으로 가공 부하 변화를 

관찰하거나 가속도 센서 기반으로 시스템 진동의 변

화를 관찰하는 형태의 간접적인 접근이 주로 이루어

진다. 필요에 따라 센서의 종류나 개수의 적용은 달

라지지만, 기본적으로 센서를 이용하여 수집된 데이

터를 기초로 하여 노이즈 신호를 걸러내고, 다양한 

분석 기법을 이용하여 목적에 맞게 신호를 패턴화하

고 마모 상태를 분류하는 기준의 정확성을 높여서 

활용성을 갖추도록 하는 연구 과정은 유사하다.

진동 신호는 진동의 주파수를 포착하기 위한 압전 

트랜스듀서 (piezo-electric transducer) 또는 진동의 

가속 데이터를 포착하기 위한 가속도계를 사용하여 

수집 할 수 있다. 진동 데이터의 주파수 성분을 사용

하여, 진단 모니터링을 할 수 있으며, Wang et al.[8]

은 진동 신호를 수집하고 WPD(Wavelet Packet

Decomposition)를 기반으로 특성 벡터를 추출하는 

공구 상태 모니터링 프레임 워크를 구성하였다. 음향

방출(Acoustic Emission, AE) 신호에 대하여 음향방

출 센서나 마이크로폰을 이용한 공구마모 모니터링 

시스템 구축 사례들도 보고되었다[9,10]. AE는 재료

가 약간의 응력이나 하중을 받을 때 발생하는 소리와 

초음파의 현상으로 정의되므로, 기계적으로 된 구조

물 및 구성 요소에서 결함을 감지하고 위치를 찾는 

데 일반적으로 사용되는 비파괴 검사 방법이다. 이 

기술은 에너지 파동을 포착할 수 있는 초음파 센서를 

사용하는 것으로 높은 대역대의 신호처리가 필수적

이다. 사운드 신호의 경우 기타 주변 소음으로 인한 

잡음이 많아 소리를 사용하는 자동 시스템 평가 체계

는 오랫동안 비효율적인 방법으로 간주되었다. 그러

나 진동 및 AE와 비교하여 소리를 쉽게 수집할 수 

있는 장점은 있다. AE는 물질 내부로 전파되는 형태

이고, 진동은 검사 중인 재료의 동적 응답이다. 두 

경우 모두 센서는 검사 중인 기계와 접촉해야 한다.

이 경우 소리는 비접촉식의 이점이 있을 수 있고, 사

운드 획득 중에 사용되는 마이크는 검사 중인 기계와 

접촉하지 않기 때문에 마찰과 관련된 노이즈로 인한 

신호의 붕괴를 피할 수 있다. 이러한 요인들이 결합

되면 사운드 기반 진단 시스템이 다른 방법과 비교하

여 저렴하고 간단하게 설정할 수 있다.

2.2 Processing

기계 고장 진단 및 예측 시스템에서 특징을 추출

하기 위해서는 취득 신호를 분석하는 신호 처리 기술

이 선행되어야 한다. 신호 처리 기술은 크게 시간 영

역 분석, 주파수 영역 분석, 시간-주파수 분석으로 

분류 되고 각 영역별로 고장 진단 시스템에 적용되었

다. 시간 영역 분석에는 신호로부터 평균, 실효치

(RMS, root mean square), 표준편차, 분산, 왜도

(skewness), 첨도(kurtosis)와 같은 통계치를 분석하

는 방법과 시계열(time-series) 분석이 제안되었고

[5], 주파수 영역 분석에는 푸리에 변환과 힐버트 변

환을 대표적으로 사용하며, 이를 기반으로 주파수 평

균 기법(frequency averaging technique), 적응 잡음

제거(adaptive noise cancellation), 고 진동수 공진기

법(high frequency resonance technique), 포락선

(envelope) 분석 등이 제안되었다[11]. 시간-주파수 

분석에는 비선형적이고 비정상상태의 신호를 분석

하는데 용이한 STFT(short-time Fourier trans-

form), Wigner-Ville distribution, Choi-Williams

distribution, 웨이블릿 변환 등이 제안되었다[12]. 신

호처리 기법을 이용하여 고장 진단 시스템에 적절한 

특징벡터를 추출하는 방법들이 연구되었는데, 그 중 

대표적인 것이 AR(auto-regressive) 모델의 잔여신

호(residual signal)를 이용하는 방법[13] 과 FFT의 

N-point를 조절하는 방법[14], 웨이블릿의 대역별 통

계치를 이용하는 방법이다[6,7]. 본 논문에서는 주파

수 영역의 스펙트럼 크기를 이용해 데이터의 특징을 

더 잘 표현하고 잡음을 동시에 제거하는 필터링을 

거쳐 통계치를 분석하는 방법을 적용한다.

2.3 Status information

일반으로 패턴 인식 기법은 입력되는 데이터와 기

존의 데이터가 특정 유사도나 일정한 형태의 규칙을 

가지고 있는지를 비교하는 기법이다. 보통 기계 고장 



840 멀티미디어학회 논문지 제21권 제8호(2018. 8)

진단의 경우 신경망을 이용한 패턴 인식 기법을 주로 

사용한다. SVM(Support Vector Machine)은 데이터

를 분리 할 수 있는 최상의 도구를 찾기 위해 데이터

의 기하학적 표현을 사용하는 기계 학습 방법이다.

SVM은 레이블이 지정된 데이터 집합을 사용하는 감

독 학습 방법으로, Wang et al.[8]은 ν-SVM (Support

Vector Machine)을 사용하여 밀링공정의 공구 상태 

모니터링을 구현하였다. 엔드밀 공정에서 공구 마모

를 모니터링하는 한 연구에서는 공구 결함을 실시간

으로 감지하는 새로운 방법을 소개하였는데, 이 방법

은 절삭 조건과 독립적이며 공구마모와 상관관계가 

있는 힘 모델 계수의 실시간 추적을 기반으로 하였다

[15]. 또 다른 연구에서는 절삭력을 기초로 BPNs

(Back-Propagation Neural Networks)와 ANFIS

(Adaptive Neuro-Fuzzy Inference System)을 사용

하였다[16]. 이외에 ANN(Artificial Neural Network)

은 인상적인 학습 및 기억 능력을 보여준다. 또한 여

러 가지 방법으로 결함을 자동으로 탐지하고 여러 

패턴 인식에서 널리 사용된다[3]. ANN은 임의의 비

선형 함수를 나타낼 수 있고, 복잡한 패턴 인식에 적

합하다. 즉, ANN은 매우 복잡한 데이터를 구분할 수 

있어 본 논문에서 공구 감지 모니터링 시스템의 분류

기로 사용한 것이다.

3. 제안한 방법

본 논문에서는 밀링머신이 소재를 가공할 때 마모

된 공구에서 발생하는 소리를 이용하여 공구가 결함

이 있는지를 자동으로 인지할 수 있어야 한다. 이 작

업의 모든 목적은 정상 공구의 소리와 마모된 공구의 

소리를 자동으로 비교할 수 있는 방법을 제시하는 

것이다. 여기서 제시된 특징 추출 방법은 주로 소리

의 스펙트럼 크기를 추출하여 데이터가 가지는 숨은 

차이를 잘 표현할 수 있고, 중복데이터를 제거할 수 

있는 대역통과필터를 적용한 후 통계 기법을 사용하

는 것이다. 그런 다음 분류기의 입력으로 사용되어 

공구 마모를 자동으로 감지한다. Fig. 2는 제안된 시

스템의 흐름도를 보인 것이다. 최종 결과는 본 논문

에서 제시된 방법이 기존의 방법과 차이점을 발견함

으로써 공구가 가지는 특징을 잘 나타낼 수 있음을 

보여준다. [5]에 제시된 시간영역의 통계적 특징이 

데이터의 특성을 잘 나타낼 수 있으나 본 논문에서 

제안한 방법이 더 나은 결과를 증명한다. 또한 [7]에 

제시된 시간-주파수 기반의 결과도 우리가 제시한 

방법이 더 나음을 증명한다.

3.1 Pre-processing

푸리에 분석은 주파수 영역의 데이터를 분석하는 

데 유용하다. 따라서 푸리에 분석을 사용하여 각 데

이터의 스펙트럼 크기를 계산한다. 수집된 데이터 사

운드는 개의 샘플링 포인트를 포함하는 으로 

표시되는 1차원 이산 벡터이다. 이산 신호 의 이

산푸리에 변환 는 식 (1)을 사용하여 계산할 수 

있다.

 
  

  

  (1)

의 값은 원 신호 의 주파수 성분을 나타낸다.

따라서 는 주파수 영역에서의 시계열 이고,

는 식 (2)와 같이 사인과 코사인의 합으로 분해 

될 수 있는 복소수를 포함한다.

 
  

  





cos


  ·sin






 (2)

는 복소수이며,   및  가 각각 

Fig. 2. Flowchart of machining monitoring system.
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의 실수부 및 허수부를 표현한다면 모든 단일 

주파수 값 의 크기 는 식 (3)을 사용하여 계산

할 수 있다.

 
  

 (3)

Fig. 3에서는 샘플 사운드 데이터와 해당 데이터

의 스펙트럼 크기를 보여준다. Fig. 3(a)는 정상 공구

에서 수집된 데이터 중 하나로 왼쪽은 사운드 데이터

이고, 오른쪽은 스펙트럼 크기를 나타낸 것이다. Fig.

3(b)는 마모가 보통인 공구에서 수집된 데이터 중 하

(a)

(b)

(c)

Fig. 3. Sound data and magnitude spectrum: (a) normal tool sound data and its corresponding magnitude spectrum, 

(b) mild wear tool sound data and its corresponding magnitude spectrum, (c) severe wear tool sound data 

and its corresponding magnitude spectrum.
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나로 왼쪽은 사운드 데이터이고, 오른쪽은 해당 데이

터의 스펙트럼 크기이다. Fig. 3(c)는 마모가 심해 사

용할 수 없는 공구에서 수집된 데이터 중 하나로 왼

쪽은 사운드 데이터이고, 오른쪽은 해당 데이터의 스

펙트럼 크기이다. 각 데이터의 스펙트럼의 크기를 비

교하면서 유용한 정보가 주로 고주파수 대역에 어떻

게 위치해 있는지 알 수 있다.

보통 대부분의 에너지가 집중되는 곳에 신호의 중

요한 정보들이 포함되어 있어 대역통과필터를 사용

한다. Fig. 3은 데이터 세트로부터 선택된 샘플의 푸

리에 변환을 보여준다. 대부분의 에너지는 0Hz 와 

2,500Hz 사이의 저주파 영역에 집중되어 있음을 알 

수 있다. 하지만 에너지가 최대인 영역을 사용한다고 

해서 데이터가 뚜렷이 구별되지는 않는다. 따라서 

Fig. 4에서처럼 데이터들이 구별될 수 있는 15,000Hz

와 16,000Hz 대역에서 유용한 정보를 추출하려한다.

실제로 매우 유사한 데이터 세트를 사용하면 특징 

추출 방법이 효과적이지 않으며 분류의 성능도 떨어

져 진단 분석이 용이하지 못 하다.

Fig. 5는 대역통과필터를 적용한 스펙트럼 크기와 

그에 대한 사운드 데이터이다. Fig. 5(a)는 정상 공구

에서 수집된 데이터 중 하나로 왼쪽은 필터링된 스펙

트럼 크기이고, 오른쪽은 그에 대한 사운드 데이터이

다. Fig. 5(b)는 마모가 보통인 공구에서 수집된 데이

터이고, Fig. 5(c)는 마모가 심해 사용할 수 없는 공구

에서 수집된 데이터 중 하나로 각각 왼쪽은 필터링된 

스펙트럼 크기이고, 오른쪽은 해당 사운드 데이터이

다. 해당 사운드 데이터는 필터링이 적용되어도 샘플 

포인트 수가 44,100개여서 시각적으로 많이 줄어든 

것 같아 보이지 않을 수 있다.

3.2 Feature Extraction

필터링된 주파수 영역에서 주로 사용되는 대표적

인 통계적 특징 6가지를 사용하였다. 뉴럴 네트워크

의 입력으로 사용된 각 신호에 대한 6가지 통계치는 

다음과 같다.

a) Range: 신호의 최대값과 최소값의 차이를 나타

낸다.

  max   min  (4)

b) Mean value: 신호의 평균값이다.

   


  



 (5)

c) Standard deviation: 신호의 에너지 함량을 측

정한다. 는 신호이고, 은 의 총 수이며,  는 의 

평균이다.

  


  



 
 (6)

d) Skewness: 신호 대칭을 측정한다. 여기서 는 

의 평균, 는 의 표준 편차이다.

  


  





 

 (7)

e) Kurtosis: 데이터가 정규 분포에 비례하여 정점

에 있거나 평평한지 여부를 측정한다. Skewness와 

같은 평균 및 표준 편차를 사용한다.

  


  





 

 (8)

f) Crest factor: 파형의 피크 진폭을 제곱 평균 제

곱근으로 나눈 값이다. 여기서 max는 의 최대값

을 나타낸다.

  







  






max
(9)

3.3 Artificial Neural Network

인공지능의 한 분야인 인공신경망(Artificial Ne-

ural Network : ANN)은 생물학(통상 인간)의 뇌 구

조(신경망)를 모방하여 모델링한 수학적 모델이다.

생물학적 신경망을 모방하여 인공신경망을 모델링
Fig. 4. The chosen filtering process: a band-pass filter 

from 15,000Hz to 16,000 Hz.
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한 내용을 살펴보면 처리 단위(processing unit) 측면

에서는 생물적인 뉴런(neurons)이 노드(nodes)로,

연결성(connections)은 시냅스(synapse)가 가중치

(weights)로 모델링 되었다. ANN은 비선형 모델로 

패턴 인식과 함께 다양한 방법으로 결함을 자동 탐지

하는 데 널리 사용되고 있다[3]. 즉, 많은 입력들에 

의존하면서 일반적으로 베일에 싸인 함수를 추측하

고 근사치를 낼 경우 사용한다. 입력으로부터 값을 

계산하는 뉴런 시스템의 상호연결로 표현되고 적응

성이 있어 패턴인식과 같은 기계학습을 수행할 수 

있다. 네트워크는 실제 출력과 원하는 출력사이에서 

오류를 역 전파시킴으로써 학습한다. 본 논문에서 선

(a)

(b)

(c)

Fig. 5. Magnitude spectrum and sound data of filtered versions: (a) normal tool (b) mild wear tool (c) severe wear 

tool.
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별된 통계적 특징이 신경 네트워크 기반 분류기에 

입력으로 주어지며, 그 출력은 모니터링 시스템의 최

종 진단을 나타낼 것이다.

4. 실험 결과 및 고찰

본 실험에서는 마이크를 사용하여 밀링머신에서 

대상체를 깎을 때 사용된 정상 공구와 마모가 된 공

구의 자료를 수집했다. 사운드는 비정적 신호이므로 

패턴 인식 단계를 위한 데이터 세트를 구성하기 위해 

녹음된 데이터를 많은 부분으로 분할하였다. 사용된 

샘플링 주파수와 신호 길이는 각각 44,100Hz와 1sec

이고, 정상 공구에서 683개, 마모가 보통인 공구에서 

얻은 614개, 마모가 심한 공구에서 475개로 총 1,772

개의 데이터 세트를 만들었다. 앞서 언급한 샘플링 

주파수와 신호 길이를 사용하여 각 사운드는 44,100

개의 포인트를 포함하는 벡터이다. Fig. 6은 실제 녹

음에 사용된 공구로 정상 공구와 마모가 보통인 것과 

마모가 심한 상태의 공구를 보인 것이다. Fig. 6(c)는 

공구의 날 손상이 심하여 4개의 날 부분이 많이 무뎌

져 있는 걸 볼 수 있다.

  

Fig. 6. Tool status used for recording: (a) normal tool, 

(b) mild wear tool, (c) severe wear tool.

(a) (b)

(c)

Fig. 7. Comparison of two statistical projection results by frequency band: (a) 0Hz~2,500Hz (b) 14,000Hz~17,000Hz, 

(c) proposed frequency band 15,000Hz~16,000Hz.



845주파수 영역의 통계적 특징과 인공신경망을 이용한 기계가공의 사운드 모니터링 시스템

실험에서 공구별 데이터는 주파수 영역의 스펙트

럼의 크기를 이용하였다. 각 데이터가 가지는 특징을 

차별화하기 위해 고주파 영역의 대역통과필터를 사

용하여 주변의 노이즈도 함께 제거하였다. 필터를 적

용한 주파수 영역에서 대표적인 통계치 6가지를 계

산하여 특징으로 사용하였다. Fig. 7은 주파수 대역

을 각각 달리하여 mean, standard deviation 2개의 

통계치를 프로젝션하여 얻은 결과이다. Fig. 7(a)는 

0Hz～2,500Hz 저주파 대역의 결과이고, (b)는 14,000

Hz～17,000Hz 대역으로 제안한 대역대보다 범위를 

넓혀 얻은 결과이다. (c)는 제안한 15,000Hz～16,000

Hz 대역의 결과로 그림에서 알 수 있듯이 제안한 대

역대의 범위가 데이터의 특징을 가장 잘 나타내고 

있음을 알 수 있다.

Fig. 8은 mean, standard deviation 2개의 통계치

를 프로젝션하여 보인 것으로 Fig. 8(a)는 시계열을 

이용한 통계치의 결과이고, (b)는 제안한 방법의 결

과이다. 실험 결과에서 알 수 있듯이 시계열에는 진

단 목적으로 사용할 수 있는 유용한 정보가 포함되어 

있지 않음을 알 수 있다. 시계열의 경우 데이터의 중

복성으로 인한 3개의 데이터 세트 모두 상호 연관성

이 높아 분리가 잘 되지 않음을 확인할 수 있다. 반면

에 제안한 방법의 경우 데이터간의 특징을 잘 표현하

여 정상 공구와 마모된 공구간의 데이터 분리가 잘 

되고 있음을 알 수 있다.

Fig. 9는 standard deviation과 kurtosis 2개의 통

계치를 프로젝션하여 보인 것으로 Fig. 9(a)는 시계

열을 이용한 통계치의 결과이고, (b)는 제안한 방법

의 결과이다. 앞서 확인한 Fig. 8에서 보여준 것과 

유사한 결과를 보인다.

Fig. 8과 Fig. 9는 2개의 통계적 특징을 프로젝션

하여 나타내었지만, 신경망 기반 분류기의 입력으로 

(a) (b)

Fig. 8. Comparison between the statistical features results of: (a) time series, (b) proposed method.

(a) (b)

Fig. 9. Comparison between the two statistical features results of: (a) time series, (b) proposed method.
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총 6개의 통계적 특징이 사용되었다. 네트워크에는 

3개의 레이어가 있다. 입력 레이어는 통계적 특징에 

따라 6개의 뉴런으로 이루어져 있고, 숨겨진 레이어

에는 10개의 뉴런이 있으며, 정상 및 보통 마모, 심한 

마모에 따라 최종 레이어에 3개의 뉴런이 있다. 각 

뉴런은 학습 함수로서   tanh  정의된 시그모

이드 함수를 사용한다. 실험에서 1,772개의 데이터를 

사용했으며 그 중 70%는 훈련에 사용되었고 나머지 

30%는 훈련된 네트워크를 테스트하는 데 사용되었

다. 정상 공구의 경우 데이터 세트는 683개로 478개

는 훈련용으로 205개는 테스트용으로 사용되어, 199

개가 정상 분류되어 97.5%의 정확도를 보였다. 마모

가 보통인 공구의 데이터 세트는 614개로 430개는 

훈련용으로 184개는 테스트용으로 사용되었고, 그 

중 179개가 정상 분류되어 97.2%의 정확도를 보였

다. 마모가 심한 공구의 데이터 세트는 475개로 332

개는 훈련용으로 143개는 테스트용으로 사용되었고,

그 중 140개가 정상 분류되어 98.6%의 정확도를 보

였다. 제안한 분류기의 전체 정확도는 97.8%로 Fig.

10(a)에서 그 결과를 확인할 수 있다. Fig. 10(b)는 

[5]에서 제안한 시계열 데이터를 이용한 통계적 특징 

추출방법으로 11개의 통계적 특징 중 ICA를 이용해 

7개의 특징을 다시 추출하여 SVM의 입력으로 사용

하였다. 시계열 데이터의 비효율성으로 전체적으로 

낮은 정확도를 보이고, 특히 마모가 보통인 경우는 

정상 공구와 분류가 잘 이루어지지 않아 31.5%의 정

확도를 보였다.

시계열 데이터를 이용한 결과 외에 시간-주파수 

분석을 이용한 비교 연구의 결과는 Table 1에 있다.

Table 1에서 제안한 방법의 전체 정확도가 97.8%에 

도달한다는 것을 알 수 있다. 분류기에 주어진 데이

터는 Fig. 8에서 이미 확인했듯이 서로 다른 3개의 

클러스터를 형성하고 있다. 또한 분류기의 입력으로 

SVM과 ANN을 비교하여 실험하였고, 비선형 분류

기에 강한 ANN이 조금 더 높은 진단 결과를 보였다.

비교 연구는 시계열 데이터의 통계적 특징을 사용한 

[5]에서 마모된 공구를 인식하는데 어려움으로 그 중 

많은 수가 잘 못 분류되었다. [6]에서 제안된 이산 

웨이브렛 변환(DWT) 계수와 [7]에서 제안된 연속 

웨이블릿 변환(CWT) 계수는 시간-주파수를 표현한

(a) (b)

Fig. 10. Confusion matrix of the testing data: (a) proposed method, (b) Using statistical features and ICA over the 

time series data.

Table 1. Results summary

References [5] [6] [7] Present work

Feature Extraction

Method

Time series + statistical

features + ICA

DWT coefficients

+ PCA

CWT components +

statistical features

FFT + statistical

features

Classifier SVM ANN ANN SVM ANN

Classification

Accuracy
57.7% 95.7% 75.8% 95.1% 97.8%
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다. DWT 계수가 총 95.7%의 결과로 DWT 계수는 

여전히 우수하다. 반면 CWT 계수는 Table 1에서 볼 

수 있듯이 비정상적인 마모 데이터를 잘 인식하지 

못했다.

5. 결  론

본 연구에서 제안된 FFT-Statistical-ANN 방법

은 소리를 이용한 공구의 결함 진단에 기반한 패턴 

인식에서 탁월한 성능을 발휘할 수 있음을 증명한다.

사운드의 스펙트럼 크기를 추출하여 각 데이터의 특

징을 잘 나타낼 수 있는 대역통과필터를 통해 잡음을 

함께 제거함으로써 제안한 특징 추출이 분류기의 높

은 성능을 나타낼 수 있음을 보여주었다. DWT 및 

CWT 계수에 의해 제공되는 시간 영역 및 시간-주파

수 영역과 비교할 때, 제안한 특징이 데이터의 주요 

특성을 잘 포착함으로써 탁월한 성능을 달성하였다.

여기에 제시된 방법은 다른 고장 진단 시스템에서 

사용될 수 있고, 공구의 정상 및 비정상적인 마모된 

소리를 분리 할 수 ​​있으면 진동 및 기타 음향 방출 

데이터에도 사용할 수 있을 것이다.
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