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입자군집 최적화를 이용한 SVM 기반 다항식 뉴럴 네트워크 분류기 

설계

Design of SVM-Based Polynomial Neural Networks Classifier Using Particle Swarm 

Optimization

노 석 범* ․ 오 성 권†

(Seok-Beom Roh ․ Sung-Kwun Oh)

Abstract – In this study, the design methodology as well as network architecture of Support Vector Machine based 

Polynomial Neural Network, which is a kind of the dynamically generated neural networks, is introduced. The Support Vector 

Machine based polynomial neural networks is given as a novel network architecture redesigned with the aid of polynomial 

neural networks and Support Vector Machine. The generic polynomial neural networks, whose nodes are made of polynomials, 

are dynamically generated in each  layer-wise. The individual nodes of the support vector machine based polynomial neural 

networks is constructed as a support vector machine, and the nodes as well as layers of the support vector machine based 

polynomial neural networks are dynamically generated as like the generation process of the generic polynomial neural 

networks. Support vector machine is well known as a sort of robust pattern classifiers. In addition, in order to enhance the 

structural flexibility as well as the classification performance of the proposed classifier, multi-objective particle swarm 

optimization is used. In other words, the optimization algorithm leads to sequentially successive generation of each layer of 

support vector based polynomial neural networks. The bench mark data sets are used to demonstrate the pattern classification 

performance of the proposed classifiers through the comparison of the generalization ability of the proposed classifier with 

some already studied classifiers.
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1. 서  론

오늘날 현재에는 개인들이 소유하고 있는 다양한 모바일 통신 

기기들의 발달과 IT 기술의 발달로 인하여 개인사용자들이 생산

하고 배포하는 텍스트 및 이미지와 같은 다양한 형태의 데이터들

의 생산량이 급증하고 있다. 이와 같이 개인들의 요구와 상황을 

대변할 수 있는 데이터를 처리하여 대용량의 데이터로부터 유의

미한 정보를 획득할 수 있는 기술을 개발하기 위한 다양한 연구

가 진행되고 있다. 

이러한 데이터로부터 유의미한 정보를 추출하기 위한 연구 중

에서 주어진 데이터를 분류하기 위한 패턴 분류기에 대한 연구가 

활발히 진행되고 있다. 패턴 분류 기법은 매우 다양한 관점에서 

접근이 가능하고, 다양한 관점에서 기술이 개발되어지고 있다. 패

턴 분류 기법은 크게 분류하면, 통계적 접근 방법과 뉴럴 네트워

크를 이용한 방법으로 나눠질 수 있다 [1].

또한 패턴 분류기 설계의 경우 입력 공간의 차원이 매우 큰 

경우 이와 같은 데이터를 정확히 분류하는 것은 어려운 문제로 

알려져 있다. 일반적으로 고차원의 입력 공간상에서 패턴 분류하

기 위하여 주성분 분석(Principle Component Analysis; PCA) 또

는 선형 판별식 분석(Linear Discriminant Analysis; LDA)와 같

은 차원 축소 알고리즘을 이용하여 데이터 입력 공간을 축소한 

후 다양한 패턴 분류 알고리즘을 적용한다. 또 다른 연구방향으

로 차원 축소 알고리즘을 적용하지 않고 네트워크의 생성 특성을 

이용한 다항식 뉴럴 네트워크(Polynomial Neural Networks; 

PNNs)를 이용한 고차원 데이터 문제 해결 방법이 있다.

본 논문에서는 고차원 데이터의 패턴 분류 성능을 개선하기 

위하여 동적 생성이 가능한 다항식 뉴럴 네트워크의 설계 방법을 

기반으로 패턴 분류기를 설계하고자 한다. 일반적으로 신경회로

망 기반 패턴 분류기는 입력 데이터의 전체 변수를 입력으로 사

용하고 네트워크의 전체구조가 파라미터 학습을 진행하기 전에 

미리 결정되어 진다. 반면 다항식 뉴럴 네트워크의 뉴런들은 입

력 변수들 중에서 설계자가 결정한 개수의 입력 변수만 입력으로 

사용한다. 또한 네트워크의 생성 방식 측면에서도 전체 네트워크

의 구조가 미리 결정되는 기존 신경회로망과 달리 다항식 뉴럴 
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네트워크는 동적으로 한 층 한 층 생성되어진다. 다항식 뉴럴 네

트워크의 동적 생성 특성으로 인하여 매우 유연한 네트워크의 구

조를 얻을 수 있다.

일반적인 신경회로망의 경우 오류 역전파 알고리즘 (Error 

Back-Propagation) 알고리즘과 같은 반복적인 학습을 통하여 네

트워크의 파라미터를 최적화 하는 반면, 다항식 신경회로망은 각 

층의 기본 구조인 다항식 뉴런의 (Polynomial Neuron)의 계수를 

추정하기 위하여 Least Square Estimation 방법을 사용하여 빠

른 학습 속도를 보인다. 그러나 이와 같이 고차원 문제에 적합하

고 빠른 학습속도를 가지는 다항식 뉴럴 네트워크도 네트워크의 

복잡도를 증가시키기 위하여 네트워크의 층수를 증가시키면, 다

항식 뉴럴 네트워크 패턴 분류기가 학습데이터에 과적합 

(overfitting) 되는 특성을 보인다[2]. 과적한 문제를 해결하기 위

하여 매우 다양한 방법들의 제안되어져 왔고 지금도 연구되어지

고 있다. 본 논문에서는 동적생성 다항식 뉴럴 네트워크의 층수

를 증가 시킬 때 나타나는 과적합 문제를 감소시키기 위하여 강

인한 패턴 분류기로 알려진 Support Vector Machine (SVM)을 

신경회로망의 기본 구조인 다항식 뉴런으로 사용한다. SVM은 

1990년대 초반에 Vapnik에 의해 제안된 방법으로 패턴 분류 및 

모델링 분야에 적용되어 우수한 성과를 거두고 있다[2]. 또한 

SVM은 얼굴인식, 고장진단과 같은 다양한 분야에 많이 이용되어 

우수한 성능을 보이고 있다[3-7].

이와 같이 우수한 패턴 분류 성능을 보이는 SVM을 다항식 신

경회로망의 기본 노드로 사용함으로써, 동적 생성 네트워크가 가

지는 문제점인 과적합 문제를 해결하고자 한다.

제안된 SVM 기반 다항식 뉴럴 네트워크의 최적화를 위하여 

다중 목적 입자 군집 최적화 (Multi-Objective Particle Swarm 

Optimization: MOPSO) 알고리즘을 사용하였다 [5]. 일반적으로 

하나의 목적함수를 가지는 입자 군집 최적화 알고리즘과 달리 다

수의 목적함수를 기반으로 패턴 분류기를 최적화시키기 위하여 

다중 목적 입자 군집 최적화 알고리즘을 이용한다. 

제안된 다항식 뉴럴 네트워크의 패턴 분류 성능을 평가하기 

위하여 다양한 기계 학습 데이터들 중에서 binary class 분류 데

이터들을 적용하여 평가한다. 

본 논문의 구성은 다음과 같다. 2장에서는 동적 생성 신경회로

망인 다항식 뉴럴 네트워크에 대하여 설명하고, 3장에서는 

Support Vector Machine 에 대해서 알아보고 SVM 기반 다항시 

뉴럴 네트워크를 제안한다. 4장에서는 다중 목적 입자 군집 최적

화 알고리즘을 이용한 제안된 SVM 기반 다항식 뉴럴 네트워크

의 최적화에 대해 설명하고 5장에서는 제안된 패턴 분류기의 성

능을 평가하기 위해 Benchmark 데이터를 이용하여 얻은 실험 

결과를 제시하고 6장에서는 결론을 도출한다.

2. 다항식 뉴럴 네트워크

다항식 뉴럴 네트워크는 1968년 A. G. Ivakhnenko에 의해 제

안된 Group Method of Data Handling (GMDH) 모델을 확장한 

형태이며, 동적으로 생성되는 특징을 가진 네트워크이다[2]. 일반

적으로 전체 입력 변수를 사용하는 신경회로망과는 달리, 다항식 

뉴럴 네트워크의 노드는 전체 입력 변수들 중에서 설계자가 미리 

정한 개수의 입력변수만을 사용한다. 또한 네트워크의 구조가 미

리 결정되고, 결정된 구조를 구성하고 있는 연결 하중값을 학습 

알고리즘을 통해 결정하는 일반적인 신경회로망과 달리 다항식 

뉴럴 네트워크의 경우, 네트워크의 각 층이 동적으로 생성되어 

네트워크의 전체구조가 모든 학습 과정을 거친 후에 결정되는 특

징을 가지고 있다. 따라서 다항식 뉴널 네트워크는 기존 신경회

로망에 비해 적은 노드수와 유연한 적응 특성을 보인다 [3-6]. 

다항식 뉴럴 네트워크의 구조는 그림 1과 같다. 

그림 1 다항식 뉴럴 네트워크의 구조

Fig. 1 Architecture of generic polynomial neural networks

그림 1에서 PN은 다항식 뉴런(Polynomial Neuron)을 의미하

며, 다항식 뉴럴 네트워크의 기본 연산 단위이다.다항식 뉴럴 네

트워크는 기본 연산 단위인 다항식 뉴런을 층별로 쌓아 올려 구

성된 네트워크이다. 다항식 뉴런의 구조는 표 1과 같은 다양한 

회귀 다항식을 이용한다.

표  1 다항식 뉴런의 구조

Table 1 Structure of polynomial neuron

Type Polynomial Neuron Structure

Linear     

Quadratic      
 



Modified Quadratic      

다항식 뉴럴 네트워크의 알고리즘 흐름은 아래와 같다.

[Step 1] 시스템 입력변수 결정

출력 변수 에 관계하는 임의로 결정된 n개의 시스템 입력변

수를 결정한다. 

[step 2] PNN의 구조 결정

네트워크의 layer 수, 입력 변수의 수를 결정한다.

[step 3] 입력 변수와 다항식의 차수 결정

입력 변수의 수와 다항식의 차수를 기반으로 전체 입력 변수

를 이용하여 생성할 수 있는 모든 조합 (S) 을 이용하여 현재 층

의 Polynomial Neuron (PN)의 구조를 결정한다. 
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  ⋅ 


⋅                (1)

여기서, S는 중복되지 않는 PN의 경우 수를 의미하고, p는 현재 

층의 입력으로 사용되는 전 층의 출력변수의 수 (단, 현재 층이 

1층이면 주어진 데이터의 입력 변수의 수)를 나타내고, q는 step 

2에서 결정된 기본 노드 PN에 입력으로 사용될 입력 변수의 수

를 의미하며, T는 다항식의 종류 수를 나타낸다.

[step 4] 다항식의 파라미터 결정을 위한 LDA적용

각 뉴런의 다항식의 계수를 추정하기 위하여 (2)를 이용하여 

각 다항식의 계수 결정한다.

 
                     (2)

여기서,   x∈

xx
 ,   , 

 x∈

x이다.

[step 5] 성능 평가 및 노드의 선택

각 노드의 평가를 위해 패턴 분류 성능이 아닌 클래스 분리 

기준인 LDA의 목적 함수 (3)를 사용하여 뉴런의 성능을 평가한

다.  평가된 모든 노드들의 평가 값을 이용하여 임의로 결정된 

개수 만큼 선택하여 다음 층의 입력 변수로 사용한다.

 


                       (3)

[step 6] 종료 판정

[step 5]에서 선택된 노드를 새로운 입력으로 하고 [step 3]~ 

[step 5] 과정을 반복하며 새로운 층을 형성한다.

 위 과정을 반복하여 생성된 네트워크의 층수가 설계자에 의

해 미리 지정된 층수와 같으면 알고리즘을 종료한다

3. Support Vector Machine 기반 다항식 뉴럴 네트워크

다항식 뉴럴 네트워크의 과적합 문제를 해결하여 네트워크의 

일반화 성능을 개선하기 위하여, SVM을 다항식 뉴럴 네트워크의 

기본 구조로 사용한다. SVM을 다항식 뉴럴 네트워크의 기본 구

조로 사용함으로써 다항식 뉴럴 네트워크의 일반화 성능 향상을 

추구한다.

3.1 Support Vector Machine

SVM은 커널 매핑 및 최적화 기법을 이용하여 통계적 학습방

법과 융합한 패턴 분류 알고리즘으로 다른 패턴 분류 알고리즘에 

비해 비교적 간단한 구조를 가지며, 우수한 예측 성능을 보이는 

것으로 알려져 있다. SVM은 특징 공간 (Feature Space)에서 초

평면(Hyper-Plane)과 가장 인접한 지지벡터(Support Vector)들

과의 거리인 마진(Margin)을 최대로 하는 최대 마진 초평면 

(Maximum Margin hyper-Plane)을 찾아서 이진 분류를 수행한

다[7-11]. 다시 말하면, SVM 패턴 분류기는 입력공간상에서 패

턴 분류를 위한 초평면(hyper-plane) 의 coefficients  

를 최적화 한다. 일반적으로 SVM에서 사용되는 초평면은 다음과 

같다.

⋅                               (4)

여기서, ∈는 모든 실수의 집합에 속한 임의의 값을 의미하

고, ⋅는 계수 ∈ 와 입력 데이터 와의 벡터 내적값을 

의미한다.

식 (4)와 같이 정의된 초평면을 이용하여 입력 데이터의 해당 

클래스 레이블을 결정하기 위하여 아래 식을 이용한다.

   ⋅≧ 
 ⋅≦ 

                   (5)

여기서, 는 입력데이터 의 추정된 클래스 레이블을 의미한다.

그리고 식 (4)와 같이 표현된 초평면을 클래스 경계면 

(Decision Boundary Surface)라 부른다.

각 클래스에 속한 데이터들 중에서 초평면과 가장 가까운 거

리에 있는 데이터 쌍의 거리를 최대 마진 (Maximum Margin)이

라 하고, 아래식과 같이 표현한다.

∥∥


                 (6)

만약 두 개의 클래스 분류 문제에서 주어진 데이터들이 선형 

초평면으로 완벽하게 분리되어지지 않을 경우, 식 (5)를 (7)과 같

이 변형하여 사용한다.

    ⋅≧ 
 ⋅≦ 

                (7)

여기서, 는 j번째 변수에 해당되는 슬랙변수를 나타내며, 항상 

0보다 크거나 같아야 한다( ≧).

이를 위한 일반적인 SVM의 목적함수는 (8)과 같다.

min  
  



min 

∥∥
  



i   (8)

 
  ≧ ∀

 ≧∀

여기서, C는 오분류와 패턴 분류 성능간의 trade-off를 나타내는 

파라미터로 “trade-off 파라미터”로 정의한다. 

일반적으로 선형식을 기본으로 하는 Linear SVM으로는 실제 

현장에 적용하여 비선형 분류 문제를 해결하기에는 부족함이 있

어서 Linear- SVM을 Nonlinear-SVM을 확장하여 사용할 필요

가 있다 [12]. 이를 위해 표 2에 나열된 것과 같은 Kernel 
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그림 2 SVM 기반 다항식 뉴럴 네트워크의 구조

Fig. 2 Architecture of SVM based polynomial neural net- 

works

표    2 Kernel function의 종류

Table 2 Types of kernel functions

Kernel Type Kernel Function

Linear    ⋅

Polynomial    ⋅

Radial Basis Function    ∥  ∥ 

그림 3 SVM 기반 다항식 뉴럴 네트워크의 동적 생성

Fig. 3 Dynamic generation of SVM based polynomial neural 

networksfunction  를 추가하여 사용한다.

3.2 Support Vector Machine 기반 다항식 뉴럴 네트워크

SVM 기반 다항식 뉴럴 네트워크는 네트워크의 기본구조인 뉴

런으로 SVM을 적용하는 네트워크이며, 뉴럴 네트워크의 동적생

성은 앞에서 설명한 일반적인 다항식 뉴럴 네트워크 생성 방법을 

변경없이 이용한다. 

일반적인 SVM의 경우 주어진 입력 변수 전체를 입력으로 사

용하지만, 다항식 뉴럴 네트워크의 기본 노드로 사용되는 SVM의 

경우에는 전체 입력 변수들 중에서 사용자가 미리 정한 개수만큼

의 입력 변수만을 입력으로 선택하여 사용한다. 그리하여, 전체 

입력 변수의 개수가 이고 개의 입력 변수를 선택하여 입력 변

수로 사용할 경우, 만들어질 노드의 경우의 수는 (9)와 같다.

   ⋅


⋅               (9)

여기서, 는 표 2에 보인 커널 함수의 종류의 개수를 나타낸다.

노드를 선택하기 위한 기준으로 학습데이터에 대한 오분류율

과 SVM의 목적함수 식 (8)을 결합하여 (10)과 같은 선택함수를 

정의하여 사용한다.

⋅⋅         (10)

여기서, MCR은 오분류율 (Mis-Classification Rate)을 의미하며, 

 은 식 (8)에 보인   

∥∥을 의미한다.

SVM 기반 다항식 뉴럴 네트워크의 구조는 그림 2와 같다.

그림 2에 보인 것처럼  층에서 선택된 노드의 출력이 

층의 입력 변수로 사용되어진다. 그림 3은 SVM 기반 다항식 뉴

럴 네트워크의 구조 생성과정을 보인다. 각 레이어의 구조를 결

정하기 위하여 각 노드의 패턴 분류 성능을 평가하고, 패턴 분류 

성능을 기반으로 선택 과정을 거쳐 미리 정해진 개수만큼의 노드

들이 선택된다. 

4. 다중 목적 입자 군집 최적화 알고리즘을 이용한 

네트워크 구조 최적화

본 논문에서는 제안된 SVM 기반 다항식 뉴럴네트워크의 구조

를 최적화하기 위하여 네트워크의 각 층의 노드 선택을 위하여 

다중 목적 군집 최적화 알고리즘을 적용한다. 다중 목적 입자 군

집 최적화 알고리즘의 목적함수는 네트워크의 기본 노드인 SVM

의 기본 목적함수인  ∥∥와 패턴 분류기의 학습 

데이터에 대한 오분류율로 정의하여 사용한다. 

4.1 다중 목적 입자 군집 최적화 알고리즘(Multi-Objective 

Particle Swarm Optimization: MOPSO)

MOPSO의 기본 알고리즘인 입자 군집 최적화 알고리즘

(Particle Swarm Optimization: PSO)은 물고기 혹은 새와 같은 

무리를 짖는 동물들이 먹이를 찾아 생존하는 행동양식을 모사하

여 최적화 문제를 해를 탐색하는 방법이다. Genetic algorithm, 

Genetic Programming과 같은 알고리즘에 비해 PSO에서 사용되

는 연산자들이 매우 간단한 수학적 연산자이기 때문에 최적화 알

고리즘의 계산속도 측면에서 매우 유리한 조건을 가지고 있다. 

또한 확률적인 방법에 기반을 두고 최적화 문제를 해결하는 다른 

알고리즘에 비해 안정적이고 빠른 수렴 특징을 가진다고 알려져 

있다 [13].

단일 목적 PSO의 장점을 보유 하면서 다중 목적 함수를 처리

할 수 있는 MOPSO가 2002년 Coello에 의해 개발 되었다 [14]. 

다중 목적함수 최적화 문제(Multi-objective Optimization 

Problem: MOP)는 아래와 같이 정의된다.

Optimize  X  for   ⋯  

subject to X   for    ⋯  

 X    for   ⋯  

where, X  ⋯   
 ≦ ≦

     ⋯  
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여기에서 는 개별 목적함수(objective function). 와 는 

각각 부등식과 등식 제한조건(constraint)이며, 은 목적함수의 

개수를 의미하고, 은 부등식 제한조건의 개수, 는 등식 제한

조건의 개수를 나타낸다. 또한 과 
는 입력 변수 의 최

솟값과 최댓값을 나타낸다.

다중 목적 함수 최적화 문제에서 해공간에서 하나의 해 

X  ⋯  는 이에 상응하는 목적함수 공간상의 점 

X  X ⋯  X 을 갖는다. 해공간에서 서로 다른 

두 점의 우열을 비교하여 우수한 해를 결정한다. 일반적으로 두 

점 사이의 우열관계를 비교할 경우 “Dominance”관계를 이용한다.

해공간에서 다른 두 점 사이의 우열 관계를 비교하기 위한 

“Dominance” 관계는 다음과 같다.

목적함수  X 를 최소화 하고자 할 경우,

해공간의 서로 다른 점 X 과 X 의 경우 X 이 X 보다 우

수한 해라고 평가되기 위해서는 아래 두 조건을 모두 만족하

여야 한다.

∀∈ ⋯    X   ≦  X  

∃∈ ⋯   X   X  

               (11)

위와 같은 두 조건을 모두 만족 시킬 때, X은 X를 

“dominate”한다라고 할 수 있다.

만약 해공간상의 두 점 X과 X가 서로 dominate하지 않을 

경우 두 점은 서로 무엇이 우수하다 할 수 없으므로 최적해들의 

집합의 원소가 될 수 있다. 이와 같이 해공간상에서 dominate되지 

않은 점들의 집합을 pareto 집합이라고 하며, 이를 pareto optimal

이라 부른다.

Pareto 집합을 이용한 MOPSO의 알고리즘은 다음과 같다.

step 1) 미리 정해진 수 만큼의 개체(particle: POP)들을 랜덤

하게 생성한다.

(a) FOR i=0 TO MAX /* MAX: predetermined number 

of particles*/

(b) Initialize POP[i] randomly

step 2) 각 개체의 갱신에 필요한 속도를 초기화 한다.

(a) FOR i=0 TO MAX 

(b) VEL[i]=0

step 3) 각 개체를 목적함수에 적용하여 적합도 (fitness)를 계

산한다.

step 4) 평가된 각 개체의 적합도 벡터를 이용하여 dominated 

되지 않은 개체들을 저장소 REP에 저장한다.

step 5) 현재까지 탐색한 탐색공간에 hypercube를 생성하고 

각 개체들을 생성된 hypercube를 좌표 시스템으로 이용하여 위

치시킨다. 여기서, 각 개체의 좌표는 각각의 목적함수의 값에 따

라 결정된다.

step 6) 각 개체가 가지고 있는 메모리를 초기화 한다. 각 개

체들이 보유하고 있는 메모리는 탐색공간에서 각 개체들이 탐색

하기 위한 가이드 정보로 사용되어진다.

(a) FOR j=0 TO MAX

(b) PBESTS[j]=POP[j]

step 7) 식 (12)을 이용하여 각 개체의 이동 속도를 결정한다.

  ⋅⋅
 ⋅

(12)

여기서, 는 하중계수로 ∼ 사이의 값을 가지며 (본 논

문에서는 를 사용하였다.) 과 는 가속상수로   

사이의 값으로 랜덤하게 결정된다. 는 j번째 개체의 

가장 우수한 위치를 나타낸다. 

는 저장소에 있는 개체들 중에서 얻어지는 값을 나타

내며, 는 아래와 같이 결정한다.

하나 이상의 개체를 포함하고 있는 hypercube에 미리 정하여

진 값 (  )을 해당 hypercube에 속한 개체들의 수로 나누어

서 얻어진 값을 적합도로 할당한다(본 논문에서   을 사용

함). 이와 같이 각 hypercube에 할당된 적합도를 이용하여 

roulette-wheel 선택 방법으로 hypercube를 선택한다. 선택된 

hypercube에 속한 개체들 중에서 랜덤하게 하나의 개체를 선택

하여 라 한다.

step 8) 각 개체의 위치를 식 (13)를 이용하여 갱신한다.

            (13)

step 9) 갱신된 개체들이 초기 탐색 범위(min ≦
 ≦max ) 안에 존재하는지 확인하다. 만약 초기 탐색 

범위 밖에 존재할 경우, 즉  min 일 경우에는 

 min 와 같이 설정하고,  max 일 경우

에는  max 로 설정한 후 이동 속도에 을 곱하여 

식 (13)를 반복한다.

step 10) 각 개체의 위치 정보를 이용하여 목적함수의 값을 구

한다.

step 11) 새롭게 얻어진 각 개체의 목적함수 값들을 이용하여 

저장소 에 존재하는 개체들의 목적함수 값들과 비교하여 

를 갱신한다.

step 12) 각 개체의 과거 와 현재 의 적합

도를 비교하여 현재 의 적합도가 우수하면 를 

아래와 같이 갱신한다.

                 (14) 

와 의 적합도를 비교할 때 앞에서 설명한 

Pareto Dominance를 기준으로 판단하게 된다.

step 13) 종료조건을 검사하여, 종료조건을 만족하면 최적화 

알고리즘을 종료하고, 만족하지 않았다면 step 7)로 이동하여 알

고리즘 과정을 반복한다.
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그림 4 SVM 기반 다항식 뉴럴 네트워크의 구조 최적화를 위한 

Particle 구조

Fig. 4 Structure of particles for structural optimization of 

SVM based polynomial neural networks

그림 5 Particle 정보해석

Fig. 5 Decoding of Particle Information

그림 6 제안된 패턴 분류기의 네트워크 구조의 최적화 과정

Fig. 6 Structure optimization procedure of proposed pattern 

classifier

그림 7 MOPSO을 통해 획득한 Pareto set

Fig. 7 Pareto set obtained by MOPSO

 4.2 다중 목적 입자 군집 최적화 알고리즘을 이용한 SVM 

기반 다항식 뉴럴 네트워크 최적화

제안된 SVM 기반 다항식 뉴럴 네트워크의 각 층의 구조를 최

적화하기 위하여 앞에서 설명한 다중 목적 입자 군집 최적화 알

고리즘을 이용한다. MOPSO를 이용하여 SVM기반 다항식 뉴럴 

네트워크의 각 레이어 구조를 최적화하기 위한 Particle의 구조는 

그림 4와 같다.

그림 4에서 보인 바와 같이 각 particle은 ()차원의 해 

공간에서 탐색을 진행한다. 여기서 은 입력 변수의 개수를 의

미한다. MOPSO의 particle의 구조를 살펴보면, 앞 개의 부분

은 기본노드인 SVM의 입력 변수를 선택하기 위하여 사용되며, 

마지막 하나는 SVM에 사용될 커널 함수의 종류를 결정하기 위

하여 사용된다. 앞 개의 부분은   사이의 임의의 랜덤 값

을 가지도록 초기화 되며, 마지막 부분은    중에서 하나

의 값을 임의로 선택한다.

MOPSO의 particle을 이용한 변수 선태과정은 그림 4와 같다. 

그림 5에서는 5개의 입력 변수 들 중에서 SVM 기반 다항

식 뉴럴 네트워크의 기본 노드인 SVM의 입력으로 사용될 3개의 

변수 (  )를 선택하고자 한다. 그림 4에서 빨간색으로 표시된 

부분이 선택된 입력변수와 커널함수의 종류를 나타낸다.

MOPSO를 이용하여 제안된 SVM 기반 다항식 뉴럴 네트워크

의 구조 최적화를 위한 과정은 그림 6과 같다. 그림 6에서 보인 

바와 같이 SVM 기반 다항식 뉴럴 네트워크의 각 레이어의 구조

는 MOPSO에 의해 결정된다. 단일 목적함수를 가지고 최적화 과
정을 진행하는 Single-Objective PSO와 달리 MOPSO는 2개 이

상의 목적함수의 값에 따라 우수한 particle을 평가하여 최적화를 

진행한다.

최종적으로 모든 particle에 대해 2개 이상의 목적함수 측면에

서 우수한 앞에서 설명한 pareto optimal set을 결정하게 된다. 

이와 같은 과정을 거쳐 얻은 Pareto optimal set의 원소를 네트

워크의 레이어를 구성하기 위한 노드로 사용하게 된다. MOPSO

를 이용하여 제안된 SVM 기반 다항식 뉴럴 네트워크의 구조를 

최적화하는 과정에서 Pareto Set을 정의하고 Repository에 저장

한다. Repository에 저장된 Pareto set은 최적화를 위한 반복과정

에서 갱신된다. 

본 연구에서 사용된 2가지의 목적함수는 과 오분류율이며 

이 두 가지 목적함수를 이용하여 정의한 Pareto Set은 그림 7과 

같다.

5. 실험 결과 및 고찰

본 연구에서는 다항식 뉴럴 네트워크의 기본 구조로 SVM을 

적용한 SVM 기반 다항식 뉴럴 네트워크 패턴 분류기 설계 방법

을 제안한다. 일반적인 SVM 기반 다항식 뉴럴 네트워크는 다항

식 뉴럴 네트워크의 동적 생성 방법을 통해 네트워크의 구조를 

레이어 별로 결정한다. 또한 최적화 알고리즘인 MOPSO를 적용

할 경우, 제안된 패턴 분류기의 네트워크를 최적화 알고리즘을 

이용하여 결정한다. 제안된 설계 방법을 통하여 얻어진 SVM 기
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반 다항식 뉴럴 네트워크 패턴 분류기의 패턴 분류 성능을 평가

하기 위하여 다수의 기계 학습 데이터를 사용하였다. 본 연구에

서 수행된 실험은 통계적 유의성을 얻기 위하여 5 fold cross 

validation 방법에 따라 학습 데이터와 테스트 데이터로 나누어 

수행되어진다.

표 3은 SVM 기반 다항식 뉴럴 네트워크의 패턴 분류 성능을 

평가하기위하여 사용된 기계학습 데이터의 특성을 보인다. 본 논

문에서 제안된 패턴 분류기의 성능을 평가하기 위하여 사용된 기

계학습 데이터는 모두 2진 분류 데이터들이다. 

표    3 기계 학습 데이터

Table 3 Machine learning data sets

Data 데이터 개수 입력변수의 수

Australian 690 14

Liver 345 6

German 1000 24

Heart 270 13

Diabetes 768 8

5.1 SVM 기반 다항식 뉴럴 네트워크

제안된 SVM 기반 다항식 뉴럴 네트워크는 그림 3에 보인바와 

같이 각 노드의 패턴 분류 성능 평가와 패턴 분류 성능을 기반

으로 하는 선택 과정을 거쳐 네트워크의 구조가 결정되어진다.

표 4는 5-fold cross validation을 이용하여 실험한 결과를 보

인다. 패턴 분류 성능을 평가하기 위하여 패턴 분류기의 분류율

을 평가 지수로 사용한다.

  
 

 




             (15)

여기서, PCR은 Pattern Classification Ratio를 의미한다. 또한 

는 식 (16)와 같다.

   i f  
 i f ≠

             (16)

SVM 기반 다항식 뉴럴 네트워크를 이용한 머신러닝 데이터에 

대한 패턴 분류 성능은 표 4에 보인다.

Australian 데이터의 경우, 학습과정을 통해 동적으로 생성된 

SVM 기반 다항식 뉴럴 네트워크의 구조는 그림 8과 같다.

표    4 제안된 패턴 분류기 성능 비교

Table 4 Comparison of pattern classification performance

Data Proposed Classifier LVQ SVM

Australian 79.71 68.9 65.0

Liver 69.28 66.4 68.1

German 74.0 28.7 70

Heart 84.07 66.0 60.8

Diabetes 76.69 74.0 73.7

 

(a) Linear Kernel Function    (b) RBF kernel Function

     

(c) Polynomial Kernel Function

그림 8 동적 생성된 SVM 기반 다항식 뉴럴 네트워크 구조

Fig. 8 Structure of SVM polynomial neural networks 

generated dynamically for Australian data 

5.2 MOPSO를 이용한 SVM 기반 다항식 뉴럴 네트워크 최적화

SVM기반 다항식 뉴럴 네트워크의 구조를 최적화하기 위하여 

MOPSO 사용한다. 이를 위하여 사용된 다중 목적 입자 군집 최

적화 알고리즘의 초기 설계 파라미터와 최적화 할 해공간의 탐색 

범위를 표 5에 나타낸다.

표   5 다중 목적 입자 군집 최적화 알고리즘의 설계 파라미터

와 탐색 범위

Table 5 Design parameter and search range of MOPSO

Parameters of MOPSO

Maximum Generation 50

Swarm Size 50

Size of Repository 100

Acceleration Constant (  ) 2.0

Random Constant ( )  

Inertia Weight ()  

Mutation rate 0.3

Search Space

Input variables    ⋯ 

Kernel Function
1:(Linear Kernel), 2:(RBF kernel), 

3:(Polynomial kernel)

학습 데이터의 패턴 분류 결과는 층을 증가시킬수록 개선이 

되지만, 테스트 데이터의 경우 층의 개수가 증가 할수록 패턴 분

류기의 복잡도가 증가되고, 패턴 분류기의 증가된 복잡도가 과적

합 현상을 발생시켜 테스트 데이터에 대한 일반화 성능이 나빠짐

을 알 수 있다. MOPSO에 의해 최적화된 SVM 기반 다항식 뉴
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럴 트워크의 패턴 분류 성능과 Generic SVM 기반 다항식 뉴럴 

네트워크의 성능을 다른 패턴 분류기와 비교한 결과를 표 6에 

나열하였다.

표    6 제안된 패턴 분류기 성능 비교

Table 6 Comparison study of proposed classifier

Data 
Proposed 

Classifier

Proposed Classifier 

optimized by 

MOPSO

KNN*[15] PART*[15]

Australian 79.71 84.11 81.45 83.04

Liver 69.28 66.22 61.16 63.19

German 74.0 75.0 66.8 70.1

Heart 84.07 83.33 75.56 77.30

Diabetes 76.69 77.44 70.31 74.22

*: WEKA에 의해 얻어진 결과

제안된 패턴 분류기의 성능과 기존 연구된 패턴 분류기의 성

능을 비교할 경우 기존 패턴 분류기에 비해 우수한 성능을 보임

을 알 수 있다.

6. 결  론

본 논문에서는 동적 생성되는 특성을 가진 다항식 뉴럴 네트

워크를 확장하여 네트워크의 기본 구조인 뉴런에 Support 

Vector Machine을 적용하여 SVM 기반 다항식 뉴럴 네트워크를 

제안하고 이를 패턴 분류기로 적용하였다. SVM은 노이즈에 강인

한 패턴 분류기로 알려져 있으며, 대표적인 2진 분류 문제에 대

한 패턴 분류기로 인식되어진다. 이와 같은 SVM의 장점을 이용

하여 네트워크를 구축하기 위하여 동적 생성 네트워크인 다항식 

뉴럴 네트워크의 기본 노드로 SVM을 채택하여 패턴 분류기를 

설계한다. 동적 생성 네트워크는 매 층마다 네트워크의 구조를 

생성하는 과정을 거쳐 최종 네트워크의 구조를 결정한다. 

이를 확장하여 다중 목적함수를 가진 다중 목적 입자 군집 최

적화 기법을 사용하면, 두 가지의 선택기준을 하나로 통합하지 

않고 두 가지를 동시에 고려하여 Pareto set을 형성하여 SVM 

기반 다항식 뉴럴 네트워크의 각 층의 구조를 최적화 한다. 

제안된 설계 방법에 의하여 설계되고 최적화된 SVM 기반 다

항식 뉴럴 네트워크의 성능을 확인하기 위하여 다양한 기계학습 

데이터에 이를 적용하여, 패턴 분류 성능을 얻었고, 이를 이미 연

구되어진 다른 패턴 분류기와 비교 평가하였다. 패턴 분류 성능

의 비교 평가를 통해 실험결과에 보인바와 같이 기존 기계학습 

알고리즘에 비해 우수한 결과를 얻을 수 있었다. 
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