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금속 표면의 결함 검출을 위한 영역 기반 CNN 기법 비교

Comparison of Region-based CNN Methods for Defects Detection on Metal Surface 
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Abstract – A machine vision based industrial inspection includes defects detection and classification. Fast inspection is a 

fundamental problem for many applications of real-time vision systems. It requires little computation time and localizing 
defects robustly with high accuracy. Deep learning technique have been known not to be suitable for real-time applications. 

Recently a couple of fast region-based CNN algorithms for object detection are introduced, such as Faster R-CNN, and 

YOLOv2. We apply these methods for an industrial inspection problem. Three CNN based detection algorithms, VOV based 

CNN, Faster R-CNN, and YOLOv2, are experimented for defect detection on metal surface. The results for inspection time and 

various performance indices are compared and analysed.
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1. 서  론

제품의 표면 결함은 긁힘, 갈라짐, 찍힘, 패임, 얼룩 등을 포함

한다. 표면 재질의 특성에 따라 조명 반사가 심하거나, 가공과정

에서 발생하는 불균일한 무늬 등이 존재하기 때문에 정상 영역과 

결함 영역의 구별이 매우 어렵다. 산업용 표면 결함 검사는 높은 

정확도와 빠른 처리가 필요하며, 결함의 유무 외에 검출 위치에 

대한 표시가 필요한 경우가 많다. 

한편, 적용 기법의 측면을 보면 전통적인 필터 기반의 접근법

[1], 필터와 SVM등의 기계학습을 결합한 접근법[2], 그리고 

CNN(Convolutional Neural Network)[3] 등을 이용한 딥러닝 

접근법이 있다. 난이도가 높은 결함 검사에는 필터 또는 검출자 

기반의 접근이 성능의 한계를 보이고 있다. 조명의 불균일한 반

사나 표면이 균일하지 않은 경우, 결함과 주변의 구분이 명확치 

않기 때문에 결함을 검출하기가 더욱 어렵다. 또한 해상도가 높

은 영상에서 작은 결함을 발견을 해야 하는 경우도 종종 있다.

따라서 이러한 문제를 해결하기 위하여 최근 물체 인식에 탁

월한 성능을 보이고 있고 계속적인 발전이 이루어지고 있는 딥러

닝 기법을 결함 검사에 적용하는 연구들이 늘고 있다[4-6]. 특

히, CNN은 자동적인 특징 추출 기능이 강력하여, 특징 추출을 

위한 전처리 필터가 필요하지 않다고 알려져 있다. 기존의 딥러

닝 접근법들은 주로 물체에 대한 검출 시도가 대부분이기 때문

에, 결함에 대해서 적용 시 객체와의 특성 차이를 분석하고 이를 

알고리즘에 반영하는 것이 필요하다.  

선행 연구에서 VOV[7] 필터와 CNN을 결합하여 표면 결함에 

대한 검출을 시도하였다[6]. 이 방법은 ROI의 수가 비교적 적어

서 처리 속도 면에서 장점을 가지나, 검출성능이 만족스럽지 않

았다. 후속 연구로 R-CNN[8,9] 기반 접근법 중 가장 최신 방법

인 Faster R-CNN[10]을 사용하여 검출 성능과 속도를 향상시켰

다[11]. 또한, YOLOv2[12] 기법을 적용하여 Faster R-CNN 접

근법과 비교한 연구도 수행하였다[13]. 본 논문에서는 이러한 사

전 연구를 확장하여, 산업용 결함 검사 데이터에 대해서 CNN 기

반의 상기의 검출 기법들간의 비교 실험을 수행하고 성능을 분석

한다. 

2. 결함 검사 구분 및 위치검출

2.1 결함 검출 문제의 특성

산업용 부품 등에서 표면 결함의 종류는 크랙, 스크래치, 흠집 

등을 포함한다. 표면이 균일하지 않거나 매끄럽지 않은 경우, 표면 

배경과 결함의 구별이 매우 어렵다. 그림 1은 관련 금속 부품의 표

면 예이다. 조명의 불균일로 인한 주변의 배경 영상이 결함과 잘 

구별되지 않는 경우가 많다. 재질 특성과 가공 과정에서 포함되는 

배경 무늬들과 조명의 결합은 결함의 검출을 더욱 어렵게 한다.

2.2 결함의 분류 및 위치 검출

산업용 부품에 대한 결함 검사는 결함 위치가 고정되어 있고, 

결함의 여부나 종류만을 판단하는 결함 분류의 문제와 결함의 위

치까지 판별해야 하는 결함 검출 문제로 나눌 수 있다. 더욱이 
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그림 1 표면 결함의 예

Fig. 1 Exmaples of surface defects

그림 2 검사 시스템 구성도

Fig. 2 Construction of inspection system

그림 3 CNN 모델 구조

Fig. 3 CNN model structure

그림 4 Faster R-CNN 구조

Fig. 4 Faster R-CNN structure

대상 부품이 평면이 아닌 경우, 캠이나 부품을 이동시켜 다수의 

영상을 얻어야하기 때문에 이 과정에서 조명의 난반사 초점의 흐

림 현상이 나타나 검출 조건을 어렵게 만들 수 있다. 본 논문에

서는 후자를 다룬다. 아래 그림 2는 검사 대상 부품을 고해상도 

캠을 이동시키며 금속 부품의 표면을 촬영하고 결함을 검출하는 

시스템의 개념도이다.

3. CNN 기반 결함 검출 기법

3.1 CNN(Convolutional Neural Network)

CNN[3]은 1989년 LeCun이 발표한 기법으로, 영상인식에 주

로 사용되는 딥러닝 기법이다. 기존의 전통적 물체 분류 알고리

즘보다 10%이상 좋은 성능을 보이면서 ILSVRC-2012[8]부터 주

류 알고리즘으로 사용되고 있다. 

CNN은 특징들을 사전에 추출하지 않고, 입력 층에 영상 데이

터를 입력하여 특징이 자동 추출되는 특징을 가지고 있다. 이미

지를 입력받아 특징을 자동으로 추출한다.

컨볼루션(convolution) 층과 풀링(pooling) 층이 교대로 반복

되는 구조를 이룬다. 컨볼루션(합성곱) 연산은 이미지를 흐릿하게 

하거나 모서리나 선을 강조하는 효과를 준다. 풀링 연산은 이미

지 내 특징의 작은 위치변화에 대한 불변성을 부여한다. 이 두 

가지 층을 교대로 거치면서 이미지의 특징을 추출하여 최종적으

로 특징 맵을 만들고, 이를 완전연결(Fully connected) 층에 전

달하여 이미지를 분류한다. 그림 3은 사전 연구 [6]에서 사용된 

CNN 모델 구조의 예이며, 맵과 커널의 크기는 결함에 적합하게 

설정되어 있다.

CNN으로 직접 학습만을 수행하는 방법은 사람, 고양이, 배등

의 물체 인식에 많이 쓰이고, 뛰어난 인식률을 보이고 있다. 그 

이유는 대상 물체의 특징이 일관되고, 다른 물체와 구별될 수 있

으며, 비교적 크기도 커서 전처리 없이 학습이 가능하기 때문이

다. 그러나 산업용 부품에 대한 결함의 경우는 형태에 대한 일관

된 특징이 없고, 크기도 작은 경우가 많아서 학습만으로 특징을 

자동추출하기가 어렵다.

 또한, 결함의 위치를 표시해야 하는 경우, CNN 만의 학습으

로는 어려우며, R-CNN과 같이 선택적 탐색을 통해 후보영역 군

들을 검출할 수 있어야 가능하다. 그러나, 영상 당 수백 개에서 

수천 개의 후보 영역들을 검출하므로 부가적인 연산량이 증가되

는 문제가 발생한다. 

3.2 Faster R-CNN 

 Faster R-CNN은 CNN을 확장한 기법으로 이미지 내의 물체 

검출 시간의 단축 및 검출 성능 향상을 이루었다. 물체 검출은 

객체의 클래스 분류 뿐 아니라 이미지 상에서 물체의 위치, 넓이 

및 폭을 경계상자로 나타낸다. CNN 기반의 물체 검출 알고리즘

은 R-CNN, Fast R-CNN을 거치며 검출 속도와 성능이 개선되

어 왔다[8,9]. Fast R-CNN은 Selective Search 알고리즘을 사용

하여 후보 영역(ROI)을 제안하고 이를 경계상자(bounding box) 

회귀(regressors)로 학습시켰는데, Faster R-CNN[10]에서는 이

를 보다 체계화하여, 다양한 크기의 앵커(anchor)를 적용한 

RPN(Region Proposal Network)을 제안하였다. 

 Faster R-CNN 내의 컨볼루션 네트워크는 일반적인 CNN과 

같이 컨볼루션 층과 풀링 층으로 이루어져 있고, 여기서 출력되
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그림 5 YOLOv2 구조

Fig. 5 YOLOv2 structure

는 특징맵은 RPN과 완전연결 층으로 연결된다. RPN은 특징맵에 

슬라이딩 윈도우 방식으로 앵커(anchor) 박스를 적용한다. 앵커 

박스는 크기와 비율을 변화시킨 다양한 크기로 구성되어 있고, 

이들을 적용시켜 검출하고자 하는 객체가 존재할 만한 다양한 영

역을 제안한다. 제안된 영역 중 IOU를 계산하여 일정 수치(예로 

0.7) 이상을 최종 검출 영역으로 결정한다. 그림 4는 Faster 

R-CNN의 구조이다. 

3.3 YOLO v2

YOLOv2[14]는 실시간 객체 검출을 목표로 하는 학습 및 검

출 알고리즘으로 기존의 YOLO[12] 알고리즘을 개선한 기법이다. 

YOLOv2는 입력 이미지를 ×의 그리드 셀로 나눈 후 각 그리

드 셀마다 5개의 앵커 박스를 적용하여 그리드 셀 내 객체의 존

재 확률, 객체에 대한 클래스의 확률, 객체의 중심좌표와 객체의 

너비 및 높이를 추정한다. Faster R-CNN이 RPN으로 객체의 영

역을 제안하는 것과 달리, YOLOv2는 간단한 그리드 셀을 바탕

으로 객체의 영역을 제안한다. 완전연결계층 대신 전역평균풀링

(global average pooling)을 사용하여 클래스를 분류하기 때문에 

Faster R-CNN기법에 비해 빠른 검출이 가능하다. Faster 

R-CNN이 9개의 앵커를 사용하는 비해 YOLOv2는 5개를 사용하

는 점도 작용한다. 

YOLOv2는 다중 스케일에 강인하게 대처하기 위해 마지막 풀

링층을 거치기 전의 특징맵(feature map)에서도 bbox를 추출하

여 사용한다. 앞쪽 특징 맵에서 추출된 bbox는 작은 물체, 풀링 

연산후의 특징 맵에서 추출된 bbox는 보다 큰 물체의 특징을 포

함한다. 또한 학습할 때 일정 배치마다 입력 이미지의 크기를 랜

덤한 사이즈로 조정하여 학습한다. 그림 5에 YOLOv2의 구조가 

나와 있다. 

4. 실험 및 결과 분석 

본 논문에서는 금속으로 된 금속 부품의 표면에 대해 Faster 

R-CNN과 YOLO v2 기반의 결함 검출 방법을 실험하고 비교한

다. 더불어 사전 연구 결과인 VOV 필터와 CNN을 결합한 검출 

방법의 결과도 함께 정리한다. 

실험에 사용한 금속 부품 표면의 결함 종류는 갈라짐, 긁힘, 

찍힘, 오염 등을 포함한다. 표면의 질감이 약간 오톨도톨하거나 

불균일한 느낌이 있어서 촬영 시 불균일한 무늬가 나타난다. 이

러한 배경 무늬가 결함과 유사하여 정상 영역과 결함 영역의 구

별을 어렵게 한다.

또한, 촬영 때 생긴 조명 반사가 결함을 왜곡하거나, 정상 영역

도 밝기에 따라 결함과 유사하게 보이는 경우도 있다. 또한 제품

의 굴곡진 부분으로 인하여 생기는 초점이 맞지 않는 부분과 먼

지 등 잡음으로 인해 결함과 혼동될 수 있어 결함 검출을 어렵게 

한다. 이러한 요인들이 결함 검출을 더욱 어렵게 한다. 또한, 검사 

대상 제품의 위치가 균일하지 않아서, 검사 영역이 전후좌우로 이

동되기 때문에 고정된 슬라이딩 윈도우 방식의 검사 방식은 적합

하지 않으며 본 논문의 특징맵 방식의 접근이 효율적이다. 

실험에 사용된 데이터는 표 1과 같다. VOV+CNN 방법은 학습

시 분류 가능한 부분적인 조각 이미지 데이터를 사용하였고, 

Faster R-CNN, YOLOv2에서는 전체 이미지를 사용하였다. 또한 

위치 검출이 필요하기 때문에 결함이 있는 데이터만을 사용해야 

학습이 가능하다. 따라서 비결함 데이터는 학습에 사용하지 않았

다. 테스트에는 3가지 방법 모두 같은 데이터를 사용하였고, 

VOV+CNN 방법은 전체 이미지에 대해서 윈도우를 이동하면서 

검출을 시도하였다.

No. of 

Training data

(VOV+CNN)

No. of Training data

(Faster R-CNN, 
YOLOv2)

No. of

Test 

data

Defects 56,000 2,600 800

Non-

defects
56,000 - 2,300

표 1 학습과 테스트 데이터

Table 1 Training and test data 

VOV와 CNN을 결합한 검출 방법은 금속 부품의 큰 이미지를 

슬라이딩 윈도우 방식으로 잘라서 작은 크기의 ROI 이미지를 생

성한다. 생성된 ROI 이미지에 VOV 필터를 적용해 결함 후보영

역을 추출하고, 이를 CNN에 입력으로 주어 학습한다. Faster 

R-CNN 및 YOLOv2에서의 검출은위 방법과는 달리 ROI 이미지 

대신에 큰 이미지를 학습에 사용한다. 큰 이미지에서 결함이 있

는 좌표를 데이터화 한 후, 큰 이미지와 결함 좌표 데이터를 입

력으로 사용해 학습한다. 평가시, Faster R-CNN은 결함영역의 

좌측 상단 좌표, YOLOv2는 결함영역의 중심 좌표를 출력한다. 

YOLOv2는 상대적인 좌표(좌표/전체 해상도)를 사용한다.

VOV+CNN 기반 결함 검출 실험은 Epoch 300, 학습률    

수행되었으며, Faster R-CNN 학습은 4 세부 단계로 구성되며 

각 단계당 100세대(epoch)씩, 학습률  로 수행되었다. 

YOLOv2 학습은 세부단계 없이 전체 300세대 만큼 수행하며, 학

습률은 0.001부터 시작하여  까지 단계적으로 감소한다. 실험

에 사용된 네트워크의 구조는 그림 5에 나와 있다.

YOLOv2 알고리즘의 적용 시 앵커 박스의 수는 전체 데이터
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미검출율

(FNR) 



 재현율

(Recall) 





과검출율

(FPR) 



 정밀도

(Precision) 


오류율

(Error Rate)

 정확도

(Accuracy) 


표 2 성능 지표 정리

Table 2 Summary of perfomrnce indexes 

표 3 금속 부품 표면의 결함 검출 실험 결과 1

Table 3 Experimental results 1 of defect detection for metal 

parts

VOV+CNN Faster R-CNN YOLO V2

False Negative 

Rate (FNR)
2 % 0.9 % 4.2 %

False Positive 

Rate (FPR)
79.1 % 23 % 9.8 %

Error Rate 59.6 % 17.4 % 9.1 %

Inspection time 

(100 images)
18.9 sec 16.8 sec 3.4 sec

fps(frame per 

second) 
5.2 5.9 29.4

그림 6 네트워크 구조–위) VOV+CNN, Faster R-CNN, 아래) 

YOLOv2 

Fig. 6 Network structure–top) VOV+CNN, Faster R-CNN, 

bottom) YOLOv2 

그림 7 결함 데이터의 k-means clustering 결과

Fig. 7 K-means clustering results for defect data

그림 8 금속 부품 표면의 결함 검출 실험 결과 2

Fig. 8 Experimental results 2 of defect detection for metal 

parts 

에 대한 k-means 클러스터링을 통해 결정한다. 참고문헌[14]과 

동일한 방법으로 결함 데이터에 대해 수행한 결과  에서 평

균 IOU(Intersection over Union)가 0.61로서 k가 더 증가되어도 

IOU의 향상이 둔화되므로, 알고리즘 수행의 복잡도도 줄일 겸, 5

개의 앵커 박스를 사용한다.

실험에서 계산하는 성능 지표는 크게 두 종류이다. 첫째는 미검

출율(FNR), 과검출율(FPR), 오류율(Error Rate)로서 산업체 현장에서 

많이 쓰이며 직관적 이해가 쉽다. 둘째는 재현율(Recall), 정밀도

(Precision), 정확도(Accuracy)로서 연구 논문에서 많이 쓰이는 지표

들이다. 표 2에 이들 성능 지표에 대한 비교가 정리되어 있다. 

금속 부품의 표면 결함에 대한 검출 실험 결과가 표 3과 그림 

7에 나와 있다. 표 3에서 Faster R-CNN 기반 결함 검출 방법이 

VOV+CNN 방법에 비해 미검출율이(FNR) 약 1.1% 감소, 과검출

율이(FPR) 약 56.1% 감소, 오류율이(Error Rate) 약 42.2% 감소

하여 우수한 성능을 보였다. 검사시간 측면에서도 Faster 

R-CNN이 더 적게 걸림을 알 수 있다. YOLOv2 방법이 Faster 

R-CNN 기반 방법보다 미검출율은 3.3% 증가했으나, 과검출율과 

오류율은 각각 13.2% 및 8.3% 감소하였다. 특히, 검사 시간과 초

당 처리 프레임 수는 3가지 방법 중 현격한 차이로 가장 우수하

였다. 검사시간 측정에 사용된 그래픽카드는 GTX 960이다. 코드 

구현은 VOV+CNN, Faster R-CNN는 Matlab을 사용하였고, 

YOLOv2는 darknet19 기반의 C/C++를 사용하였다. Faster 

R-CNN과 YOLOv2 수행 속도의 차이가 기존의 참고문헌[14]의 

결과와 유사하게 나왔다.

그림 7은 3가지 방법에 대한 재현율(Recall), 정밀도(Precision), 

정확도(Accuracy) 성능을 그래프로 나타낸 것이다. 정확도와 정밀

도는 YOLOv2 방법이 가장 우수하고, 재현율에서는 Faster 

R-CNN 방법이 가장 우수하게 나왔다.

그림 8에는 Faster R-CNN과 YOLOv2의 결함 검출 예가 나

와 있다. 두 방법 간에 결함 표시 사각형의 개수 및 형태의 차이

가 나타남을 알 수 있다. Faster R-CNN 검출은 같은 결함에 대

해 9개의 앵커 중 일부가 사용되어 중복된 검출이 사각형으로 

표시되는데, 같은 결함을 포함하고 있다면 하나의 영역으로 간주

하여 실험 결과에 반영하였다. YOLOv2에서는 결함 검출 수가 

적게 나왔고, 이를 통해 과검출 지표가 감소하였음을 유추할 수 
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그림 9 결함 검출 예 - Faster R-CNN, YOLOv2 

Fig. 9 Detection results of defects for for metal parts - 

Faster R-CNN and YOLOv2

그림 9 결함 검출 예 - Faster R-CNN, YOLOv2  

Fig. 9 Detection results of defects for  for metal parts - 

Faster R-CNN and YOLOv2

있다. 대신, 우측 상단에서 길이가 긴 사각형으로 검출이 표시되

었는데, 결함을 포함해 세로로 나타나 있는 선은 결함이 아니지

만 스크래치와 같은 결함으로 인식되어 실제보다 넓은 영역으로 

표시된 것이다.

5. 결  론

산업용 금속 부품의 표면 결함 검사에 CNN 기반의 3가지 

검출 기법을 적용하여 실험하였다. 사전에 연구된 VOV+CNN 

검출 방법 외에 Faster R-CNN과 YOLOv2 기법을 중심으로 검

출 성능과 속도 측면에서 비교하였다. 미검출율은 Faster 

R-CNN이 가장 우수했고, 그 다음으로 VOV+CNN, YOLOv2 순

이었다. 과검출과 오류율은 YOLOv2가 가장 우수했고, 그 다음

으로 Faster R-CNN, VOV+CNN 순으로 나타났다. 또한, 검츨

속도면에서도 YOLOv2 기법이 다른 두 방법보다 월등한 성능을 

보였다. 물체 검출을 위주로 연구가 되고 있는 Faster R-CNN

과 YOLOv2 알고리즘을 난이도가 높은 금속 부품의 표면 결함 

검출에 적용하여 만족할 만한 성능을 얻은 것이 의의라고 볼 

수 있다. 

향후, 네트워크 구조의 최적화와 학습 알고리즘의 개선을 통해 

검출 성능과 처리 시간에 대한 추가적인 향상이 필요하다.
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