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1. 서  론

유방암은 선진국형 질병으로 미국에서는 가장 흔

한 암으로 보고 되며, 여성 8명 중 1명에게서 발병한

다 [1]. 또한, 국내에서는 여성에게 발생하는 전체 암 

중 갑상선암에 이어 두 번째로 흔한 암이다. 2017년

에 발표된 중앙암등록본부 자료에 의하면 2015년에 

국내에서는 214,701건의 암이 발생했는데, 그 중 유

방암은 남녀를 합쳐서 19,219건, 전체 암 발생의 9.0

%로 5위를 차지했다[2].

유방 종괴(breast mass)는 유방에 생긴 모든 덩어

리로 암 진단 시 중요한 단서가 된다 [3]. 유방 종괴가 

악성일 경우, 유방 내에만 위치하는 양성과 달리 유

방 밖으로 퍼져 생명을 위협할 수 있다. 앞서 말한 

것과 같이 초기에 발견할 경우 사망률이 급격하게 

감소하므로 빠른 시간 내에 발견 및 검출을 통하여 

진단하는 과정이 필요하다. 유방암의 대표적인 표준 

검사인 유방촬영술은 유방 전체가 하얗게 보이고 경

계가 모호하여 종괴를 찾아내기 힘들다. 또한, 아시
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이 촘촘한 치밀 유방으로 유방촬영술에서 컴퓨터 보

조 진단은 매우 중요한 역할을 한다[4,5].

컴퓨터 보조 진단 시스템(computer-aided diag-

nosis, CAD)은 유방암 조기 발견 방법으로 최근 많

은 관심을 끌어왔고 이에 대한 연구가 활발히 진행 

중이다. 미국에서는 암 검진에서 문제가 없다는 판정

을 받은 사람 중 7%가 암이 발병했다는 연구보고가 

있고 스캔 이미지에서 암을 간과하는 경우도 발생하

고 있다 [6]. 또한, 국내에서도 전체 오진 10건 중 6건

이 암 오진이며 여성의 경우 유방암 오진 피해가 가

장 많았다 [7]. 따라서 의사의 진단과 컴퓨터 보조 

진단 시스템 과정을 추가로 거쳐 종괴의 보다 더 정

확한 검출이 필요하다.

컴퓨터 보조 발견 시스템 중에서도 딥러닝을 이용

한 이미지 분석의 정밀도가 비약적인 발전을 이루고 

있다. 딥러닝은 뉴런 모델의 층을 깊게 쌓아 올림으

로써 신경망의 학습 능력을 높이는 모델이다. 1970년

대에 제안되었으나, 학습 계산의 복잡성으로 인해 정

체되어 있다가 최근 여러 가지 연구를 통해 그 성능

이 개선되고 그래픽처리장치(GPU) 등과 같은 하드

웨어의 발전과 대용량 데이터(big data)의 보편화 등

으로 인해 관련 연구들이 활발히 진행되고 있다 [8].

이에 따라 의료 영상 분야에서는 인공지능을 활용한 

암 검진으로 뇌 종양(brain tumors) 등 악성 종양을 

검출하는 기술 개발 연구가 많이 보고되고 있다[9,10].

미국에서 열린 SPIE Medical Imaging 2018에서 

발표된 논문에서 딥러닝 모델 중 Fully Convolution

Networks(FCN)을 활용한 유방 종괴 검출을 다룬 연

구가 발표되었다. FCN은 conv과 pooling의 반복 과

정을 거치면서 줄어든 해상도를 upsampling을 통해 

복원하는 방식이기 때문에 조밀한 검출은 어렵다. 따

라서 272명의 환자에 대한 데이터를 이용한 결과 다

이스 유사 계수는 0.72의 값을 나타냈다[11].

또한, 2015 IEEE International Conference on

Image Processing(ICIP)에 출판된 논문에서 딥러닝 

모델 중 Deep Belief Networks(DBN)을 활용해 각각 

INbreast 데이터베이스와 DDSM-BCRP 데이터베

이스에 대해서 연구를 진행했다. 이에 대한 결과는 

각각 0.88과 0.87의 다이스 유사계수를 나타냈다[12].

그러나 사용한 데이터가 INbreast 데이터베이스 116

장, DDSM-BCRP 데이터베이스 158장으로 데이터

의 양이 부족하여 더 많은 데이터가 필요하다.

따라서 본 연구는 유방암 영상에서 딥러닝을 활용

하여 유방 종괴의 정확한 검출에 대한 가능성을 보고

자 진행하였다. 두 가지 형태의 딥 러닝인 Deconvo-

lution network와 U-net 모델을 활용하여 유방 종괴 

검출의 정확도를 향상시키려 하였다. 환자의 이미지 

데이터를 보간법을 통하여 이미지 크기를 변환하고 

배치 사이즈와 반복횟수의 설정값에 따라 두 가지 

딥러닝 모델에 따른 결과를 분석하였다.

2. 재료 및 방법

2.1 연구 재료

본 연구에서는 서울아산병원 IRB의 승인을 받아 

악성 및 양성 유방 종괴가 발견된 환자의 데이터를 

수집하였다(IRB 번호: S2015-0193-0001). 유방 종괴

가 위치한 이미지와 관심영역을 표시한 영상 각각 

596장을 실험에 사용하였다.

2.2 영상 전처리 과정(Image data Preprocessing)

맘모 영상 및 관심영역을 표시한 데이터 중에서 

Fig. 1. Deconvolution net for automated segmentation of breast mass.
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훈련 데이터(Training data) 456장, 확인 데이터(Vali-

dation data) 60장, 시험 데이터(Test data) 80장을 

정하고 사용하였다. 의료 영상의 관심영역에서 위 아

래로 약 10% 여유를 두고 사각형 모양으로 자른 뒤 

원본이 12bit인 맘모 영상을 윈도우 폭과 윈도우 레

벨을 조절하여 8bit 이미지로 변환하였다. 또한, 이미

지의 크기는 150×150로 변환(resampling)하였다.

2.3 학습 모델링

Deconvolution net은 기존 FCN의 대상 물체가 

너무 크거나 작은 경우 배경으로 무시되는 문제점을 

보완한 모델이다. FCN에서는 CNN의 결과를 원래 

입력 이미지의 차원으로 확대(unsampling)하는 것

에 사용했지만 deconvolution 시에는 차원을 유지하

는 방법으로 사용한다. 또한, CNN만큼 레이어 숫자

를 늘려 결과적으로 거울에 비춘 모형으로 형성된다.

CNN으로 인해 원래 이미지보다 축소된 차원 크기는 

CNN의 max pooling 시 위치 정보를 기억했다가 원

래 위치로 복원해주는 작업인 unpooling으로 복원한

다[13,14].

U-net은 FCN을 기반으로 적은 수의 훈련 이미지

로도 보다 정확한 검출을 할 수 있도록 수정된 모델

이다. 네트워크 구조는 U자형으로 contracting path

와 expanding path로 구성되어있다. Contracting

Path는 일반적인 Convolution network이고 3×3

convolution으로 padding없이 ReLU를 사용한다.

Downsampling 시 2×2 max pooling을 stride 2로 적

용하고 각 다운 샘플링 단계에서는 특징을 2배씩 키

우도록 한다. Expanding Path는 2×2 convolution으

로 upsampling하는데, 그 channel은 반으로 줄어들

도록 한다. Contracting Path에서 Max-Pooling 되기 

전의 feature map을 Crop 하여 두 개의 3×3 con-

volution을 반복하고 ReLU를 적용한다. 마지막 Final

Layer에서는 1X1 convolution을 사용하여 2개의 클

래스로 분류한다[15,16].

본 연구에서 학습 모델링에 따라 이미지 크기와 

배치 사이즈, 반복횟수를 다르게 학습시켰다. Decon-

volution net의 경우, 이미지 크기는 150×150 pixel

로 결정하였고, 배치 사이즈와 반복횟수는 각각 8,

400으로 정하여 학습시켰다. 또한, U-net의 경우, 이

미지 크기는 160×160로 결정하였고, 배치 사이즈와 

반복횟수는 각각 4, 300으로 정하여 학습시켰다.

3. 결  과

본 연구에서는 유방암 영상의 종괴에 대하여 De-

convolution net과 U-net모델을 활용하여 학습시켰

다. 의학영상 이미징, 관심영역 파일, 그리고 각각 두 

가지 딥러닝 모델로 학습시켜 자동으로 검출된 결과 

이미지들을 Fig. 3으로 나타냈다.

결과 이미지는 Deconvolution net과 U-net에서 

민감도(Sensitivity), 특이도(Specificity), 정확도(Accur-

acy), 다이스 유사계수(Dice Similarity Coefficient,

Fig. 2. U-net for automated segmentation of breast mass.
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DSC)를 기준으로 확인 및 비교하였다. 민감도는 관

심영역 파일에서 종양이 있는 것 중에서 있다고 판단

하는 확률이고 특이도는 관심영역 파일에서 종양이 

없는 것 중에서 없다고 판단하는 확률이다. 정확도는 

관심영역 파일에서 종양이 있는 것을 있다고 판단하

고 관심영역 파일에서 종양이 없는 것을 없다고 판단

하는 확률이다. 다이스 유사 계수는 관심영역 파일과 

자동으로 검출된 영역의 유사도를 0과 1 사이의 값으

로 나타낸 수이다 [17]. 다이스 유사 계수가 0일 경우,

관심영역 파일과 자동으로 검출된 영역의 유사성이 

없다는 의미이고 1일 경우, 관심영역 파일과 자동으

로 검출된 영역이 동일하다는 의미이다.

두 모델에 대한 기준의 수치들을 Table 1으로 나

타냈다. Deconvolution net에서 민감도 평균은 77.63

%, 특이도 평균은 96.2%로 정확도 평균은 91.78%을 

나타냈다. 또한, U-net에서는 민감도 평균은 67.04%,

(a) (b) (c) (d)

Fig. 3. Results of breast mass segmentation. (a) Original, (b) Gold standard, (c) Deconvolution net, (d) U-net.

Table 1. Comparison of Deconvolution net and U-net.

Deconvolution-net U-net

Sensitivity

(%)

Specificity

(%)

Accuracy

(%)
DSC

Sensitivity

(%)

Specificity

(%)

Accuracy

(%)
DSC

Average 77.63 96.22 91.78 0.79 67.04 97.69 90.09 0.75

Min 0 83.66 74.86 0 0 89.42 72.06 0

Max 99.99 99.89 97.71 0.94 94.81 99.90 97.43 0.92
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특이도 평균은 97.69%로 정확도 평균은 90.09%을 나

타냈다.

또한, 관심영역 파일과 Deconvolution net, U-net

의 검출 결과들을 비교하기 위해 각각 Fig. 4과 Fig.

5으로 나타내었다. Bland-Altman plot은 두 가지 방

법을 통해 각각 얻어낸 측정값의 유사도를 측정하기 

위한 산점도이다. 따라서 x축은 두 방법의 측정값에

서 각 측정값의 짝마다 평균을 구한 값이고 y축은 

두 방법의 측정값에서 각 측정값의 짝마다 차를 구한 

값이다. x축과 평행한 세 가로선 중 직선은 측정값 

짝 간의 차이의 평균을 나타내고 실선은 이에 표준편

차의 1.96배 값을 더하거나 뺀 값이다. 실선의 간격을 

95% 신뢰구간이라 하며 이 구간에 데이터가 위치하

게 되면 비교적 유사하다고 할 수 있다.

4. 고  찰

본 연구에서는 인공지능 기반 컴퓨터 보조 발견 

시스템을 통한 유방 종괴 검출을 연구하였다. 유방촬

영 사진상 유방 조직은 흰색, 지방 조직은 검은색으

로 나타난다. 따라서 유방 종괴는 흰색 덩어리의 형

태로 확인할 수 있다. 두 모델을 활용하여 학습시킨 

결과, 유방 종괴를 비교적 잘 검출하였지만 Fig. 6을 

보면 알 수 있듯이 종괴가 가장자리에 위치한 경우,

관심영역 파일과 다른 결과를 나타내었다. 이는 훈련 

데이터의 이미지 외곽에 유방 종괴가 위치한 영상이 

적었기 때문인 것으로 판단된다.

따라서 향후 추가적으로 해야할 연구는 다량의 훈

련 데이터를 통한 연구이다. 딥러닝은 많은 학습 데

이터를 필요로 하는 기계 학습이다. 하지만 국내 병

원의 경우, 데이터들을 공유하지 않는 경향이 있다.

이는 웹베이스에 대한 지원 시스템이나 다른 임상 

EMR 시스템과 더불어 임상 질병에 대한 데이터 베

이스와의 협력 등의 방법을 통해 해결하여 다량의 

데이터들을 공유할 수 있을 것이다. 더욱 다양하고 

많은 경우의 유방암 영상으로 학습시킨다면 본 연구

에서 보다 더 높은 정확도를 보일 것으로 예상된다.

본 연구에서는 결론적으로 Deconvolution net에

서 정확도 평균은 91.78%, U net에서 정확도 평균은 

90.09%으로 근소한 차이지만 Deconvolution net 모

델을 활용한 유방 종괴 검출이 더욱 정확했다. 따라

서 검출을 위한 모델로 Deconvolution net을 활용하

면 더 나은 결과를 얻을 수 있을 것이라 생각된다.

그러나 Fig. 3에서 보면 알 수 있듯이 Deconvolution

net의 경우, 결과 이미지의 픽셀이 0, 1의 값을 가지는 

반면, U-net의 경우, 결과 이미지의 픽셀이 [0, 1]의 

범위를 가지기 때문에 검출된 종괴의 경계가 De-

convolution net보다 U-net이 더 세밀하게 표현된다.

따라서 종괴의 경계가 세밀하게 표현되는 것을 필요

로 하는 상황에는 U-net 모델이 더 적절할 것이다.

이런 컴퓨터 보조진단 시스템을 이용하면 영상암 진

단 및 치료에 많은 도움이 될 것으로 판단된다.

Fig. 4. Bland-Altman plot on comparison of Gold stand-

ard and Deconvolution net.

Fig. 5. Bland-Altman plot on comparison of Gold stand-

ard and U-net.
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