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ORMN: A Deep Neural Network Model for Referring 

Expression Comprehension
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ABSTRACT

Referring expressions are natural language constructions used to identify particular objects within a scene. In this paper, we propose a 

new deep neural network model for referring expression comprehension. The proposed model finds out the region of the referred object in 

the given image by making use of the rich information about the referred object itself, the context object, and the relationship with the 

context object mentioned in the referring expression. In the proposed model, the object matching score and the relationship matching score 

are combined to compute the fitness score of each candidate region according to the structure of the referring expression sentence. 

Therefore, the proposed model consists of four different sub-networks: Language Representation Network(LRN), Object Matching Network 

(OMN), Relationship Matching Network(RMN), and Weighted Composition Network(WCN). We demonstrate that our model achieves 

state-of-the-art results for comprehension on three referring expression datasets.
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요     약

참조 표 이란 장면 상 내의 특정 물체를 가리키는 자연어 문장들을 의미한다. 본 논문에서는 참조 표  이해를 한 새로운 심층 신경망 

모델을 제안한다. 본 논문에서 제안하는 모델은 장면 상 내 상 물체의 역을 찾아내기 해, 참조 표 에서 언 하는 상 물체뿐만 아니라 

보조 물체, 그리고 상 물체와 보조 물체 사이의 계까지 풍부한 정보를 활용한다. 한 제안 모델에서는 상 내 각 후보 역의 합도 계산

을 해 물체 합도와 계 합도를 참조 표 의 문장 구조에 따라 결합한다. 따라서, 본 모델은 크게 총 네 가지 서  네트워크들로 구성된다: 

언어 표  네트워크(LRN), 물체 정합 네트워크(OMN), 계 정합 네트워크(RMN), 그리고 가  결합 네트워크(WCN). 본 논문에서는 세 가지 서

로 다른 참조 표  데이터집합들을 이용한 실험을 통해, 제안 모델이 존 최고 수 의 참조 표  이해 성능을 보인다는 것을 입증하 다. 

키워드 : 참조 표  이해, 딥러닝, 맥락 정보, 가  결합
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1. 서  론1)

최근 딥러닝을 이용한 상  자연어 처리 분야의 연구가 

활발하게 진행되고 있다. 이에 따라 상 처리와 자연어 처

리가 복합된 문제에 한 연구에도 심이 높아지고 있다. 

참조 표  이해(referring expression comprehension) 문제 

역시 이러한 복합 지능 문제  하나이다. 참조 표 (referring 

expression)이란 상 내에 특정 물체를 가리키는 자연어 문
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장을 의미하고, 참조 표  이해는 Fig. 1과 같이 한 상에서 

참조 표 이 가리키는 상 물체의 역(referred region)을 

찾아내는 일을 말한다. 참조 표  이해의 과정은 크게 자연

어 참조 표 을 나타내는 의미 특징(semantic feature) - 혹

은 언어 특징(linguistic feature)으로도 부름 - 과 상 내 물

체 후보 역들의 시각 특징(visual feature)과 공간 특징

(spatial feature)들을 추출하는 과정, 그리고 참조 표 과 

상에서 각기 추출된 특징들 간의 연 성을 비교하는 과정으

로 이루어진다. 일반 으로 자연어 참조 표 의 의미 특징들

은 단어의 의미와 순서를 고려하여 순환 신경망(Recurrent 

Neural Network, RNN)을 통해 추출되는 반면, 상 내 물체 

후보 역의 시각 특징은 VGGNet, ResNet 등과 같은 합성

곱 신경망(Convolutional Neural Network, CNN)을 통해 추

출된다. 한편, 상 내 한 물체 후보 역의 공간 특징은 

상 내 해당 역의 치(location)와 크기(size)로 표 된다. 
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Fig. 1. Referring Expression Comprehension

선행 연구들은 참조 표 으로부터 상 내 물체 역들을 평

가하기 해, 참조 표 의 특징과 각 후보 물체 역의 특징

을 일 일(1:1) 비교하는 방법을 취하 다[1-4]. 이러한 방법

은 주어진 참조 표 이 갖는 다양한 맥락 정보(contextual 

information)들을 충분히 이용할 수 없다. 맥락 정보란 참조 

표 이 가리키는 상 물체에 련된 정보를 의미한다. 를 

들어 Fig. 1에서 참조 표 은 “a man”과 같은 상 물체 정

보(referred object information), “on the right of”와 같은 

계 정보(relationship information), “a woman”과 같은 보조 

물체 정보(context object information)를 나타내는 맥락 정

보들을 가진다. 이러한 맥락 정보들을 구분 없이 이용하면 

그만큼 정확한 후보 역 평가가 힘들어진다. 이러한 한계

을 보완하기 해, 참조 표 이 나타내는 정보들을 부분 별

로 나 어 역을 평가하는 연구가 진행되었다[5]. 이와 같

이 기존의 선행 연구들에서는 참조 표 이 나타내는 여러 맥

락 정보들을 따로 구분하여 이용하려는 노력은 있었으나, 각 

맥락 정보들을 어떻게 결합해야 보다 정확한 상 물체 역

을 찾을 수 있느냐 하는 문제에 해서는 구체 으로 연구된 

바가 없다.

본 논문은 참조 표  이해를 한 새로운 심층 신경망 모

델과 학습 방법을 제안한다. 본 논문에서 제안하는 모델은 

효과 인 참조 표  이해를 해, 참조 표 이 가지는 맥락 

정보들을 상 물체 정보, 계 정보, 보조 물체 정보로 나

어 처리한다. 한, 본 논문에서 제안하는 모델은 이러한 

다양한 맥락 정보들을 참조 표 에 의존 인 방식으로 가  

결합함으로써, 참조 표 에 부합하는 상 물체 역을 보

다 정확히 탐지해낼 수 있도록 설계하 다. 본 논문에서 제

안하는 모델의 우수성을 확인하기 해, 규모 참조 표  

데이터 집합[1, 6]들을 이용한 다양한 성능 비교 실험을 수

행하고 그 결과를 소개한다.

2. 련 연구

참조 표  이해의 연구들은 주어진 참조 표 과 상 내 존

재하는 물체 역들의 연 성을 비교하여 가장 연 성이 높은 

물체 역을 찾는 방법을 사용한다. 상 내 존재하는 물체 

역들을 얻기 해 Faster-RCNN[7], YOLO[8], SSD[9] 등의 

물체 탐지 모델을 사용하거나, MS-COCO[10] 같은 상 데이

터 집합에 미리 정의된 물체 역들을 사용한다. 참조 표 과 

물체 역들의 연 성 비교를 해, 참조 표 과 물체 역들

의 특징을 추출하여 사용한다. 물체 역의 특징 추출의 경우, 

VGGNet, ResNet 등의 합성곱 신경망 모델을 이용하여 시각 

특징을 얻고, 역의 치와 크기 등을 이용하여 공간 특징

을 얻는다. 참조 표 의 특징은 LSTM(Long Short-Term 

Memory)이나 Bi-LSTM(Bidirectional Long Short-Term 

Memory)을 이용하여 얻는다.

물체 역과 참조 역으로부터 얻은 특징들을 효과 으

로 사용하기 해 많은 연구들이 진행되었다. 기 연구에

서는 각 물체 역의 평가를 해, 해당 물체 역의 특징

을 주로 이용하고, 부가 으로 체 상의 특징을 이용하

다[1, 2, 4]. 물체 역 특징으로부터 해당 역 자체가 나

타내는 정보를 얻고, 주어진 참조 표 의 문맥 정보와 같은 

지 비교하여 해당 물체 역을 평가한다. 이러한 방법은 

상 물체 후보 역에만 집 하기 때문에, 참조 표 에서 

상 물체 정보를 제외한 맥락 정보들을 충분히 이용할 수 없

었다. 이러한 한계 을 보완하기 해, 후속 연구들에서는 

참조 표 에서 언 하는 상 물체 역뿐만 아니라 보조 

물체 역(context region)도 함께 비교하는 방법들이 시도

되었다[3, 5]. 이러한 방법은 평가 상을 한 역이 아닌, 

두 역으로 구성된 한 역 (region pair)으로 확장한다. 

역 의 첫 번째 역은 상 물체의 후보 역으로써 사

용되고, 두 번째 역은 보조 물체의 후보 역으로써 사용

된다. 역 의 각 후보 역별로 참조 표 의 문맥 정보

와 비교하여 역 을 평가한다. 가장 높은 평가를 받은 

역 에서 상 물체의 후보 역이 최종 상 역으로 

선택된다. 평가 상을 역 으로 확장하는 방법 외에도, 

평가 하려는 물체 역과 다른 물체 역들의 시각 , 공간

 계를 따로 입력하여 보조 물체 역들을 고려하는 연

구들도 진행되었다[6, 11]. 이러한 방법들은 상 물체의 특

성을 좀 더 구체 으로 분석함으로써 참조 표  이해에 

한 성능도 높일 수 있었다. 하지만 참조 표 이 나타내는 

문맥 정보들을 명시 으로 나 어 분석하지 않기 때문에, 

물체 역에 한 정확한 평가가 어렵다는 한계 이 존재한

다. 이에 따라 주어진 참조 표 이 가지는 문맥 정보들을 

분류하고, 각 문맥 정보마다 입력 역 과의 연 성을 측

정하고, 각 측정 결과를 결합하여 역 을 평가하는 연구

가 진행되었다[5]. 이러한 연구는 각 문맥 정보들을 분류하

는 동시에, 참조 표 에 나타난 물체간의 계(relationship)

까지 명시 으로 이용한다. 물체간의 계란 Fig. 1의 에

서 “on the right of”와 같이, 상 물체와 보조 물체 사이의 

공간  계나 서술  계를 의미한다. 한, 문맥 정보들

을 분류하기 해 외부 구문 분석기(parser)를 이용하는 방

법[12]과, 심층 신경망을 통해 학습되는 구문 분석 모델을 

이용하는 방법[5]이 사용되었다.

주어진 참조 표 에서 상 물체뿐만 아니라 보조 물체 

는 더 나아가 두 물체간의 계까지 고려하는 연구들은 

참조 표 이 갖는 다양한 문맥 정보들을 이용하여 상 

역을 찾는다. 하지만, 이용되는 문맥 정보들의 종류가 항상 

고정되어있다는 에서 한계 이 나타난다. 일부 문맥 정보

만 갖는 간단한 참조 표 의 경우, 고정 으로 여러 문맥 
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Fig. 3. Region Pair Generation

Language
Representation
Network (LRN)
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Fig. 2. Object-Relationship Modeling Network(ORMN) Structure

정보로 나 는 방법은 하지 않을 수 있다. 본 논문은 

이러한 한계 을 해결하기 해 참조 표 에 의존 인 평가 

방식을 이용한다.

3. 참조 표  이해 모델

3.1 체 네트워크 구조

본 논문에서는 자연어 참조 표 에 등장하는 상 물체와 

보조 물체, 그리고 이 두 물체들 간의 계 정보를 효과

으로 이용할 수 있는 물체 계 모델링 네트워크(Object- 

Relationship Modeling Network, ORMN)를 제안한다. 본 논

문에서 제안하는 ORMN은 Fig. 2와 같이 4 가지 부분 네트

워크(sub-network)들로 구성된다. ORMN 모델의 입력은 참

조 표 (referring expressions)과 상(image), 그리고 상 

내 포함된 물체 후보 역들(object regions)이다. 입력된 물

체 후보 역들은 ORMN 내부에서 Fig. 3과 같이 역 

을 이루게 된다. 만들어진 역 의 첫 번째 역은 상 

역(referred region)의 후보가 되고, 두 번째 역은 보조 

역(context region)의 후보가 된다. ORMN 모델은 주어진 

참조 표 과 가장 연 성이 높은 역 을 찾기 해, 각 

역  마다 참조 표 과의 합도를 평가한다. 평가를 마

친 후, 가장 높은 평가치를 받은 역 의 상 역이 최

종 정답 역으로 선택된다.

한편, 입력된 자연어 참조 표 은 언어 표  네트워크

(Language Representation Network, LRN)에 의해 각각 

상 물체 표 (referring object expression), 계 표

(relationship expression), 보조 물체 표 (context object 

expression)을 나타내는 세 가지 표  요소(qref, qrel, qcon)들

로 나뉜다. 이는 참조 표 이 갖는 문맥 정보들을 각 표  

요소로써 나 는 것을 의미한다. 각 표  요소는 이어지는 

두 네트워크의 입력 데이터로 사용된다. 물체 정합 네트워

크(Object Matching Network, OMN)는 상에서 선택한 

상 물체 후보 역과 보조 물체 후보 역의 한 이 자연

어 참조 표 에서 추출한 상 물체 표  요소(qref)와 보조 

물체 표  요소(qcon)에 각각 얼마나 잘 부합하는지를 별

한다. 이를 해 물체 정합 네트워크(OMN)에서는 상의 

두 물체 후보 역들에서 추출한 시각 특징(visual feature)

인(vref, vcon)와 공간 특징(spatial feature)인 (sref, scon)을 이

용하여 자연어 참조 표 에서 추출한 물체 표  요소들인 

(qref, qcon)와의 합도 (Sref, Scon)를 평가한다. 계 정합 네

트워크(Relationship Matching Network, RMN)는 상 내 

두 물체 후보 역들의 공간 특징 (sref, scon)을 이용하여, 이 

두 후보 역들이 자연어 참조 표 에 언 된 두 물체 간의 

계 표  요소 qcon와 얼마나 잘 부합하는 지를 나타내는 

합도 Srel를 계산한다. 가  결합 네트워크(Weighted 

Composition Network, WCN)는 세 가지 서로 다른 맥락 정

보의 합도를 나타내는 평가치 (Sref, Srel, Scon)를 참조 표  

의존 인 방식으로 가  합산하여 역 의 최종 평가치 

Stotal를 구한다.

3.2 언어 표  네트워크

언어 표  네트워크인 LRN은 Fig. 4와 같이, 주어진 참

조 표 을 세 가지 표  요소로 분할하는 역할을 수행한다. 

각 표  요소는 상 물체를 나타내는 부분 qref, 보조 물체

를 나타내는 부분 qcon, 상 물체와 보조 물체의 계를 나

타내는 부분 qrel을 의미한다. 

참조 표 의 특징을 추출하기 해, GloVe 임베딩(embedding) 
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Fig. 4. Language Representation Network(LRN)

[13]을 용하여 임베딩된 참조 표 (embedded referring 

expression)을 얻는다. 임베딩된 자연어 참조 표 으로부터 

시계열 패턴의 학습에 매우 효과 인 순환 신경망 Bi-LSTM

을 용하여 의미 특징 벡터를 추출한다. 추출된 의미 특징 

벡터는 완  연결 계층과 소 트맥스(softmax) 연산을 거친 

후, 상 물체 표  요소, 보조 물체 표  요소, 두 물체간의 

계 표  요소에 해당하는 세 가지 요소 가 치(three 

component weights)로 변환된다. 마지막으로 임베딩된 참조 

표 과 세 가지 요소 가 치를 곱하고, 세 가지 표  요소

(qref, qrel, qcon)를 얻는다.

3.3 물체 정합 네트워크

상 내 상 물체 후보 역(bref)과 보조 물체 후보 

역(bcon)이 각각 자연어 물체 참조 요소들(qref, qcon)에 얼마나 

잘 부합하는지를 평가하는 물체 정합 네트워크인 OMN은 

Fig. 5와 같이 구성된다. 

Fig 5. Object Matching Network(OMN)

OMN은 상 내 각 물체 후보 역에 한 특징으로 시

각 특징(vref, vcon)와 공간 특징(sref, scon)을 이용한다. 각 물

체 역에 해당하는 상 부분의 시각 특징들은 합성 곱 신

경망(CNN)인 VGG-16 모델을 용하여 추출한다.

 (1) 

한편, 각 물체 후보 역의 공간 특징은 Equation (1)과 같

이 계산되며, 이들은 체 상에 한 해당 역의 상  

치와 크기 정보를 나타낸다. W와 H는 원 상의 비와 

높이, Simage는 넓이를 나타내고 x, y는 물체 역의 상

인 치 좌표 값, Sbbox는 상 인 크기를 나타낸다. 이러한 

시각 특징과 공간 특징을 완  연결 계층(FC layer)에 입력

하여 해당 역을 나타내는 역 특징 벡터를 구한다. 그리

고 주어진 표  요소 벡터(qref, qcon)와 요소 별 곱셈을 수행

하고 완  연결 계층(FC layer)을 거쳐 물체 합도 평가치

인 (Sref, Scon)를 계산한다. 

3.4 계 정합 네트워크

상 내 상 물체 후보 역(bref)과 보조 물체 후보 

역(bcon)의 공간  계(spatial relationship)가 자연어 계 

체 참조 요소인 qrel에 얼마나 잘 부합하는지를 평가하는 

계 정합 네트워크인 RMN은 Fig. 6과 같이 구성된다. 

Fig. 6. Relationship Matching Network(RMN)

RMN은 상 내 두 물체 후보 역 각각의 공간 특징들

(spatial features)로부터 두 물체 역간의 공간  계를 

나타내는 계 특징을 추출하기 해, 두 물체 역의 공간 

특징들을 단순 결합(concatenation)한 다음, 완  연결 계층

(FC layer)에 입력한다. 두 물체 역간의 계 특징과 qrel

의 요소 별 곱셈을 수행한 후, 그 결과를 다시 완  연결 

계층(FC layer)에 입력하여 두 물체간의 계 합도를 나

타내는 평가치 Srel를 계산한다. 

3.5 가  결합 네트워크

물체가 담긴 상과 자연어 참조 표 으로부터 추출한 다

양한 맥락 정보들을 결합함으로써 물체 후보 역의 최종

인 합도를 평가하는 가  결합 네트워크인 WCN은 Fig. 

7과 같이 구성된다. 

Fig. 7. Weighted Composition Network(WCN)

WCN은 앞서 설명한 OMN과 RMN을 통해 얻어낸 세 가

지 평가치 (Sref, Srel, Scon)를 참조 표  의존 인 방식으로 

가  결합하여 최종 평가치 Stotal를 계산한다. 참조 표 을 

구성하는 표  요소별로 차별 인 평가를 해, LRN의 임

베딩된 참조 표 을 순환 신경망 Bi-LSTM 계층에 입력하

고, 완  연결 계층(FC layer)을 거쳐 세 가지 평가 가 치 

(wref, wrel, wcon)를 계산한다. 그리고 세 가 치(wref, wrel, 

wcon)와 평가치(Sref, Srel, Scon)를 이용하여 Equation (2)와 같

이 가 합을 계산함으로써, 최종 평가치 Stotal을 구한다. 



ORMN: 참조 표  이해를 한 심층 신경망 모델  73

(2)

4. 구   실험

4.1 데이터 집합

본 연구에서는 MS-COCO 데이터 집합의 상을 기반으

로 만들어진 규모 참조 표  데이터 집합인 Google 

RefExp[1], RefCOCO[4], RefCOCO+[4]를 실험에 사용한다. 

Google RefExp는 총 26,711개의 상 데이터와 각 상에 

한 104,560개의 참조 표  데이터로 구성되어 있으며, 주

로 길고 복잡한 참조 표 이 포함되어있다. 마찬가지로 

RefCOCO는 19,994개의 상 데이터와 각 상에 한 

142,209개의 참조 표  데이터로 구성되어 있으며, 주로 짧

은 참조 표 이 포함되어있다. RefCOCO+는 19,992의 상 

데이터와 각 상에 한 141,564개의 참조 표  데이터로 

구성되어 있으며, RefCOCO보다 조  더 길고 복잡한 참조 

표 이 포함되어있다. 모델 성능 평가 시, RefCOCO와 

RefCOCO+의 경우는 미리 정의된 실험용 데이터 집합(test 

dataset)을 사용하지만, Google RefExp의 경우는 실험용 데

이터 집합이 정의되어 있지 않기 때문에 검증 데이터 집합

(validation dataset)을 실험용으로 사용한다. RefCOCO와 

RefCOCO+의 실험 데이터 집합은 TestA와 TestB로 나뉜

다. TestA는 상 물체 역이 사람인 집합이고, TestB는 

상 물체 역이 물체인 집합이다.

4.2 구

본 논문에서 제안하는 ORMN 모델을 학습하기 해서는 

입력과 이에 한 정답 출력의 으로 학습 데이터를 구성

해야 한다. ORMN 모델의 경우, 정답 출력은 상 내의 정

답 상 물체 역과 정답 보조 물체 역으로 이루어진 

역 (region pair)이다. 하지만 참조 표  데이터 집합은 

상 물체 역과 달리, 보조 물체 역을 따로 정의하지 않

는다. 따라서 학습에 필요한 정답 보조 물체 역을 결정해

주는 방법이 필요하다. 이를 해 본 연구에서는 상 물체 

역 bref의 보조 물체 역은 bref를 갖는 역  (bref, bx) 

들 , 가장 높은 평가치를 얻은 역 의 bx로 체한다. 

결과 으로 N개의 역이 주어졌을 때 N*N개의 역 이 

만들어지고, 같은 상 물체 역 후보를 갖는 역   

가장 높은 평가치의 역 만 선택한다. 선택된 N개의 

역 으로부터 손실 함수(loss function)인 소 트맥스 크로

스엔트로피(softmax cross-entropy)를 구하고, 이를 통해 모

델을 학습한다. ORMN 모델의 손실 함수는 Equation (3)과 

Equation (4)와 같이 정의한다.

 
(3)

(4)

S(bi)는 체 역 의 평가치에 한 역  bi의 소

트맥스 연산 결과이고, Li는 참조 표 이 가리키는 정답 

역을 나타낸 벡터 값을 나타내며 정답 역은 1, 나머지 

역들은 0의 값을 가진다. 모델의 기 학습률은 0.01로 설정

하고, 일정 수  학습이 완료되면 학습률을 0.001로 낮추어 

학습한다. 손실 함수의 최 화로는 모멘텀 최 화 기법

(momentum optimizer)을 사용한다. 이러한 모델 구 을 

해 Ubuntu 16.04 LTS 환경에서 Python 딥러닝 라이 러리

인 Tensorflow를 사용하 다. 모델의 학습과 실험은 

GeForce GTX TITAN X GPU카드가 설치된 하드웨어 환

경에서 수행하 다.

4.3 실험

첫 번째 실험에서는 본 논문의 ORMN 모델에서 제안한 

상 물체와 보조 물체간의 계(relationship)가 성능 향상

에 미치는 효과를 분석하 다. 이를 해 비교 특징 집합들

을 (vref, sref, qref)와 같은 상 물체 특징(REF), (vcon, scon, 

qcon)와 같은 보조 물체 특징(CON), (vrel, srel, qrel)와 같은 두 

물체간의 계 특징(REL)들로 나 고, 각 특징 집합을 이용

했을 때 모델의 성능을 비교 측정하 다. 실험은 Google 

RefExp 데이터 집합을 이용하여 모델 학습과 평가를 수행

하 다. 모델 평가의 지표가 되는 정확도(accuracy)는 모델

이 상 물체 역을 올바르게 측한 비율을 나타낸다. 만

약 모델이 측한 상 물체 역과 실제 상 물체 역

(ground-truth)의 IOU(Interaction of Union)가 0.5 이상이면 

올바른 측으로 단하고, 그 지 않은 경우는 올바르지 

않은 측으로 단한다.

Features Accuracy

REF 68.6 %

REF + CON 68.7 %

REF + REL 69.1 %

REF + REL + CON 69.5 %

Table 1. Performance Comparison among Four Different 

Feature Sets

Table 1의 결과는 상 물체 특징(REF)만을 이용하는 것 

보다, 보조 물체 특징(CON)과 계 특징(REL)을 추가 으

로 이용하는 것이 성능에 더 도움을 다는 것을 보여 다. 

특히, 보조 물체 특징보다 계 특징이 모델의 성능 향상에 

더 크게 기여한다는 것을 알 수 있다. 그 이유는 계에 

한 정보가 찾으려는 상인 상 물체 역과 더 련성 있

기 때문이다. 계를 모르는 상태에선 보조 물체에 한 정

보는 아무런 도움이 될 수 없다. 이는 Table 1에서도 확인

할 수 있다. 결과를 살펴보면, 계 특징 없이 보조 물체 특

징을 추가했을 때의 정확도 상승폭보다 계 특징을 포함하
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Fig. 8. Weights Comparison among Referring Expressions

여 추가했을 때의 상승폭이 더 높게 나타난다.

두 번째 실험은 본 모델의 WCN에서 채용한 참조 표  

의존  가  결합 평가 방법이 모델 성능 향상에 미치는 효

과를 분석한다. 이를 해, 본 실험에서는 세 가지 서로 다

른 평가치 결합 방법을 비교한다. 첫 번째는 서로 다른 평

가치 (Sref, Srel, Scon)에 한 평가 가 치를 모두 1로 설정

하는 방법(fixed same weights, Fixed SW), 두 번째는 평가 

가 치를 참조 표 에 독립 인 방식으로 학습하는 방법

(referring expression-free adjustable weights, RE-free 

AW). 세 번째는 본 모델에서 제안하는 방식으로 참조 표

의 표  요소 구성에 따라 응 으로 평가 가 치를 학습

하는 방법(referring expression dependent adjustable 

weights, RE-dependent AW)이다.

Weighting Accuracy

Fixed SW 68.5 %

RE-free AW 69.0 %

RE-dependent AW 69.5 %

Table 2. Performance Comparison among Three Different 

Weighting Methods

Table 2의 결과는 본 모델에서 제안하는 참조 표  의존

인 방식으로 가  결합하는 RE-dependent AW 방식이 

성능 향상에 더 도움이 된다는 것을 보여 다. 이는 참조 

표  마다 집 되어야하는 맥락 정보가 다르다는 것을 의미

한다. 이러한 이유는, 계가 나타나지 않는 참조 표 은 

Sref의 비 이 더 커야하고, 계가 나타나는 참조 표 은 

(Sref, Srel, Scon) 모두가 고르게 결합되어야 하기 때문이다.

Fig. 8은 RE-dependent AW 방식을 사용했을 때, 참조 

표 에 따라 측된 가 치들을 나타낸다. 왼쪽 그래 는 

세 가지 요소 가 치 별로, 참조 표 의 각 단어가 어느 정

도의 요도를 갖는 지 측한 결과를 나타낸다. 오른쪽 그

래 는 각 참조 표 의 단어 구조에 따른 세 가지 평가 가

치를 측한 결과를 나타낸다. 세 번째 참조 표 의 경우, 

계와 보조 물체에 한 표 이 존재하지 않아서, 각 요소 

가 치에 한 측이 잘 이루어지지 않는다. 이러한 단

을 세 가지 요소에 한 응  평가 가 치를 사용하는 

RE-dependent AW 방식이 잘 보완할 수 있다.

세 번째 실험은 본 논문에서 제안한 모델의 분리 학습 방

법(separate training)의 효과를 분석한다. 이를 해 본 논

문에서 제안한 바와 같이 LRN, OMN, RMN을 미리 학습시

키고, 학습된 네트워크에 WCN를 추가하여 학습시키는 분

리 학습 방법(separate training)과 체 네트워크를 한 번에 

학습하는 종단 간 학습 방법(end-to-end training)간의 성능

을 서로 비교해보았다. Table 3의 결과는 분리 학습 방법의 

성능이 종단 간 학습 방법의 성능보다 높다는 것을 보여

다. 그 이유는, 종단 간 학습 방법의 경우 WCN이 이  네

트워크들의 기능을 분담하도록 학습되지만, 분리 학습은 

WCN이 이  네트워크들과 독립 으로 학습되어 제 기능을 

수행할 수 있기 때문으로 단한다.

마지막 실험은 본 논문에서 제안하는 모델인 ORMN의 

성능을 최근 다른 선행 연구들과 비교한다. 비교 상들인 

MMI은 Mao의 연구[1]에서, Negative Bag(NB)은 Nagaraja

의 연구[2]에서, Comprehension-Guided(CG)는 Luo의 연구

[5]에서, CMN은 Hu의 연구[7]에서 각각 제안한 모델들이다. 

Table 4의 결과를 통해, 본 논문에서 제안한 모델인 ORMN

이 기존 모델들보다 더 우수한 성능을 갖는 것을 확인할 수 

있었다.

Training Epoch Accuracy

end-to-end training

140,000 68.9 %

150,000 69.5 %

160,000 69.3 %

separate training

150,000 (LRN, OMN, RMN),

20,000 (WCN)
69.8 %

150,000 (LRN, OMN, RMN),

30,000 (WCN)
69.9 %

150,000 (LRN, OMN, RMN),

40,000 (WCN)
69.8 %

Table 3. Performance Comparison between Two Different 

Training Methods
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Fig. 9. Referring Expression Comprehension Results using ORMN Model

Models
RefCOCO RefCOCO+

Google 

RefExp

TestA TestB TestA TestB val

MMI [1] 71.7 % 71.1 % 52.4 % 47.5 % 62.1 %

NB [2] 75.6 % 78.0 % - - 68.4 %

CG [4] 74.0 % 73.4 % 60.3 % 55.0 % 65.3 %

CMN [5] 76.0 % 78.5 % 60.5 % 60.1 % 69.0 %

ORMN 77.4 % 79.3 % 60.6 % 60.2 % 69.9 %

Table 4. Performance Comparison with Other 

State-of-the-art Models

Fig. 9은 ORMN 모델을 이용한 참조 표  이해를 나타낸

다. 각 상에서 빨간색 테두리 역과 란색 테두리 역

은 각각 모델이 측한 상 물체 역과 보조 물체 역을 

나타내고, 주황색 테두리 역은 해당 참조 표 의 실제 

상 물체 역(ground-truth)을 나타낸다. 상의 참조 표

은 상 물체 표 , 계 표 , 보조 물체 표 으로 나뉘며, 

각각 빨간색, 록색, 란색으로 표시한다.

Fig. 9의 ‘correct’ 역은 ORMN 모델이 상 물체 역

을 올바르게 측한 결과를 나타낸다. 결과를 살펴보면 

상 물체 역뿐만 아니라, 보조 물체 역까지 정확하게 

측한 것을 확인할 수 있다. 이는 ORMN 모델이 다양한 정

보를 갖는 참조 표 을 잘 이해하고, 상 정보와 잘 부합

시킬 수 있다는 것을 의미한다. ‘incorrect’ 역은 상 물체 

역을 올바르게 측하지 못한 결과를 나타낸다. 먼  첫 

번째 결과는 부정 의미 “not”을 통해 상 물체를 나타내는 

경우이다. 학습에 사용되는 부분의 참조 표 은 부정 의

미를 포함하지 않기 때문에, “not”과 같은 부정 의미 학습이 

어렵다. 두 번째와 세 번째 결과는 복잡한 문장 구조를 갖

는 참조 표 의 경우이다. 부분의 참조 표 은 ‘correct’의 

시들처럼 상 물체 표 , 계 표 , 보조 물체 표  순

으로 나열된다. 이에 따라 학습 모델은 일정한 순서로 참조 

표 을 나 도록 학습되기 때문에, 두 번째와 세 번째 참조 

표 처럼 표  요소들의 순서가 뒤섞인 경우, 참조 표 에 

한 올바른 단이 어렵다. 

향후 다양한 형태의 참조 표  이해를 해, 참조 표 의 

정확한 의미 분석이 필요하다. 각 단어들은 참조 표 에서 

어떤 의미를 갖는지에 따라 한 표  요소로 분류되어야

하고, 이를 바탕으로 상 정보와 더 정확하게 비교할 수 

있어야 한다.

5. 결  론

본 논문은 참조 표  이해를 한 심층 신경망 모델을 제

안하 다. 본 논문에서 제안하는 모델(ORMN)은 참조 표

으로부터 상 물체 정보, 보조 물체 정보, 두 물체 간의 

계 정보를 얻어내고, 얻어낸 각 문맥 정보와 주어진 상의 

시각  공간 특징을 비교하여 각 정보 별 평가치를 구한다. 

그리고 참조 표 이 실제로 갖는 정보들을 분석하고 의미 있

는 평가치를 가 하여 결합한다. 한 실험을 통하여 참조 

표 의 각 정보들을 이용하는 것이 실제로 성능 향상에 기여

하는 것을 확인하 고, 각 정보들을 참조 표 의 형태에 따

라 가변 으로 이용하는 것이 더 효과 인 방법인 것을 확인

하 다. 한 다양한 데이터 집합을 이용한 비교 실험들을 
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통해, 본 논문에서 제안한 모델의 우수성을 확인할 수 있었

다. 향후 연구로는 참조 표 이 갖는 여러 정보들을 보다 정

확하게 분류할 수 있는 방법을 고안하고, 복잡한 계를 갖

는 참조 표  이해를 해 모델의 구조를 확장할 계획이다.
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