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Abstract

An unexpected event could be easily followed by a large secondary accident due to the 

limitation in sight of drivers in road tunnels. Therefore, a series of automated incident 

detection systems have been under operation, which, however, appear in very low 

detection rates due to very low image qualities on CCTVs in tunnels. In order to 

overcome that limit, deep learning based tunnel incident detection system was 

developed, which already showed high detection rates in November of 2017. However, 

since the object detection process could deal with only still images, moving direction 

and speed of moving vehicles could not be identified. Furthermore it was hard to detect 

stopping and reverse the status of moving vehicles. Therefore, apart from the object 

detection, an object tracking method has been introduced and combined with the 

detection algorithm to track the moving vehicles. Also, stopping-reverse discrimination 

algorithm was proposed, thereby implementing into the combined incident detection 

processes. Each performance on detection of stopping, reverse driving and fire incident 

state were evaluated with showing 100% detection rate. But the detection for ‘person’ 

object appears relatively low success rate to 78.5%. Nevertheless, it is believed that the 

enlarged richness of image big-data could dramatically enhance the detection capacity 

of the automatic incident detection system.
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초 록

도로 터널의 주행은 시야의 제한으로 인해 유고상황이 발생한 후 2차 대형사고로 이어지기 쉽다. 따라서, 유고상황 발생 

즉시, 상황을 자동 감지하여 신속히 초동대응이 이루어 져야 한다. 유고상황을 자동으로 감시할 수 있는 시스템은 기존에

도 존재했지만, 폐합된 터널 내 열악 환경에서 촬영되는 CCTV 영상의 질적 한계로 인해 유고상황을 제대로 감지하지 못

했다. 이러한 한계를 극복하기 위해 딥러닝을 기반으로 한 터널 영상유고 자동 감지 시스템을 개발하였으며, 지난 2017

년 11월 딥러닝 객체 인식 네트워크에 대한 연구를 진행하여 우수한 객체인식 성능을 보인바 있다. 그러나 객체인식은 

정지영상 기반으로 수행되므로 이동체의 이동방향과 속도를 알 수 없어, 정차 및 역주행 등 이동체의 이동특성에 따른 유

고상황을 판단하기 힘들다. 본 논문에서는 객체인식으로 감지된 이동체의 객체정보를 기반으로 별도의 객체추적기법을 

적용하여 이동체의 이동 특성을 자동으로 추적하는 프로세스를 제안하였다. 이를 통해 얻어진 이동체의 이동 방향과 속

도 정보를 기반으로 정차 및 역주행을 판별하는 알고리즘을 개발하여 딥러닝 기반 터널 영상유고 자동감지 시스템을 완

성하였다. 또한, 유고상황이 포함된 영상들에 대하여 유고상황 감지성능을 검증하였다. 검증 실험 결과, 화재, 정차와 역

주행 상황에 대해서는 모두 100% 수준으로 완전한 유고상황 감지성능을 보였으나, 보행자 발생 상황에서는 78.5%로 

상대적으로 낮은 성능을 보였다. 하지만, 향후 지속적인 영상유고 영상 빅데이터를 확장해 나가고 주기적인 재학습을 통

해 유고상황에 대한 인지성능을 향상시켜 나갈 수 있을 것이다.

주요어:딥러닝 학습 및 추론, 객체 인식, 객체 추적, 전주기 시스템, 터널 유고상황 자동 감지

1. 서 론

터널에서 운전을 하는 것은 일반적인 도로와 비교해 제한된 시야, 대피 시설 제한으로 인해 터널 내 돌발상황에 

대한 대처가 어렵다. 이로 인해 추가적인 사고가 일어날 가능성이 일반 도로에 비해 높으며, 터널 내 돌발상황에 

대한 실시간 인지와 초동 대처가 중요하다. 이러한 위험을 대비해 국토교통부는 도로터널 방재시설 설치 및 관리

지침을 통해 방재등급 3등급 이상의 터널에는 200~400 m 간격으로 CCTV의 설치를 의무화하였으며, 영상유고

감지설비를 권고에 의해 설치할 경우 100 m 간격 이상 설치하는 것으로 규정하고 있다(MOLIT, 2016b).

국내 도로터널의 경우, 영상유고감지설비는 고속도로 총 925개 터널 중 678개소, 국도터널에는 84개소만 설치

되어 있다(MOLIT, 2016a). 설치되어 있는 영상유고감지설비를 대상으로 검지 현황을 파악한 결과, 2012년에는 

오검지율이 88%였지만 2015년에는 약 96%까지 증가한 것으로 나타났다(Kim, 2016). 이러한 오검지율이 나오

게 된 것은 터널 내 환경변화와 감지된 영상의 화질에 매우 민감하여 터널 내 각 영상유고항목에 대한 자동 인식률

이 매우 낮은 비율로 검출되기 때문이다. 

현재 운용 중에 있는 국내 도로터널현장의 영상유고감지설비의 구성은 크게 영상을 촬영하는 카메라 촬영 서

버, 영상을 바탕으로 유고상황을 판단하는 컴퓨터와 감지된 유고상황을 관리자에게 알리는 서버로 나눌 수 있다. 
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대부분 해외제품으로, 일반 범용 영상유고감지설비로 개발되었는데 매우 열악한 터널 영상에서는 오검지율이 

매우 높은 것으로 파악되었다. 일반 영상에 비해 낮은 조도와 먼지 등으로 인한 선명한 영상의 확보가 힘들고, 

CCTV의 낮은 설치위치로 인해 좁은 가시범위와 가시권 내에서 이동객체간 겹침 현상이 많아 정상적인 감지가 

힘들기 때문이다(Kim et al., 2012). 이러한 환경적 원인에도 점차 강화되고 있는 터널 방재시설 설치 및 관리 지

침에 부응하기 위해서는 열악한 환경에도 감지 성능이 안정적으로 발현하는 새로운 방식의 터널 영상유고 감지 

기술의 개발이 시급하다(Roh et al., 2016).

이에 기계학습을 기반으로 열악한 터널 영상환경에서도 영상 내 객체 및 유고상황을 감지하는 시스템 개발을 

추진한 바 있다(Shin et al., 2017a). 이를 위해 2개의 도로현장의 교통류 CCTV 영상의 일부를 이용해 전통적인 

영상처리기법으로 영상 내부로 진입하는 차량을 감지해 이동경로를 추적하면서 일정 시간 간격으로 이동 차량의 

좌표와 시간 정보를 추출해 학습자료를 구성하였다. 이 학습자료를 바탕으로 인공신경망 모델을 구성해 학습을 

진행한 결과, 어떠한 사전 규칙설정 없이도 교통류의 특징들을 정확히 자동으로 감지할 수 있는 가능성을 보였다. 

그리고 본격적으로 딥러닝을 통한 열악한 터널 영상환경에 대응할 수 있는 시스템을 개발하기 위해 딥러닝 객

체인식 네트워크에 대한 연구를 진행하였다. 객체인식이란 정지영상 내에 있는 어떤 물체를 인식해 위치와 종류

를 구별해내는 것을 말한다(Lee et al., 2018). 이를 위해 터널 방재시설 및 관리지침 내 영상유고감지 항목 중, 정

차 및 역주행 중인 차량을 감지하는 주요정보인 차량 객체의 인식과 보행자 감지를 중심으로 진행되었다. 딥러닝

의 학습 및 추론은 (1) 동일한 터널의 CCTV영상만을 이용해 학습과 추론이 이루어지는 경우와 (2) 다양한 터널의 

CCTV영상 정보를 통합하여 학습하고, 각 터널의 영상유고감지에 투입하는 경우로 나누어 객체인식의 추론성능

을 검증하였다. 그 결과, 일정 시간의 학습자료와 유사한 경우엔 터널의 열악한 환경과 무관하게 감지성능이 우수

하였지만, 학습된 시간과 멀어질수록 그 추론성능은 상대적으로 낮은 추론성능을 보였다(Shin et al., 2017b).

상기 2개의 연구는 차량의 추적과 객체인식을 별도의 과정으로 정의하고 시행한다. 그러나 터널 내 진입하는 

이동체의 이동 특성 파악과 이동 중인 객체에서 발생할 수 있는 유고상황을 연계하여 실시간으로 파악하기 위해

서는 진입 차량의 객체 자동인식 결과와 직접적으로 연계하여 차량을 개별 식별하고 추적하는 프로세스가 더욱 

효과적이라 판단된다. 객체인식은 정지영상 내에 존재하는 차량, 보행자 및 화재를 감지하여 위치 및 종류 정보를 

알아낼 수 있지만, 객체인식 대상 영상의 전후 영상들의 객체 정보와 연계해야 판단 가능한 시간 이력별 객체 이

동 정보를 파악할 수 없으므로 정차 및 역주행의 감지에 직접적으로 적용되기 어렵다. 

본 논문에서는, 기존 연구에서 개발된 딥러닝 기반 터널 이동객체 인식 및 이동체 추적 성능을 향상시키기 위하

여, 객체인식 과정과 이동 객체 추적 과정을 연계 통합하여 하나의 프로세스를 구성하고 보다 효과적으로 터널 진

입 이동체의 초기 객체인식과 이동특성 추적을 진행하고, 이동체에 발생 가능한 유고상황을 실시간으로 감지함

으로써 터널 영상유고 자동 감지 성능을 향상 시킬 수 있도록 하였다. 본 논문에서는 객체인식과 이동객체 추적 

고정이 통합된 새로운 구성의 객체인식 프로세스를 소개하고, 주어진 CCTV영상의 해상도와 무관하게 이동체의 

유고 상황을 안정적으로 판단할 수 있는 정차-역주행 판단 알고리즘을 정리해 소개한다. 그리고 터널 영상유고감

지시스템을 개발하면서 실험을 통해 딥러닝 객체인식 네트워크의 객체인식 성능을 평가하며, 원래 영상의 초당 
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정지영상의 수를 바탕으로 객체인식 및 추적의 정지영상 간격 및 정차-역주행 판별 알고리즘의 계수를 정하였다. 

이론적으로 완성된 딥러닝 기반 터널 영상유고감지시스템을 기반으로 실제 시스템의 구성 및 전주기 시스템의 

개발, 최적화과정을 진행하여 실제 터널 영상유고감지 시스템을 완성하였다. 또한 유고상황의 정상 검지, 유고상

황의 지속적 검지, 유고상황의 오검지 3가지 측면에서 시스템을 평가해 딥러닝 기반 터널 영상유고감지 시스템의 

우수한 유고상황 검지성능을 논하였다.

2. 터널 내 이동차량 영상 추적 기법

2.1 이동객체 추적 알고리즘

이동 객체의 추적은 기본적으로 추적 대상 객체의 위치정보를 요구한다. 객체인식은 각 시간의 정지영상에 존

재하는 차량 객체에 대한 경계박스(Bounding box) 정보를 얻을 수 있지만, 시간에 따른 연관성에 대한 정보는 알 

수 없다. 객체추적(Object tracking)은 각 시간에서 객체의 위치에 대한 정보를 바탕으로 전후관계를 판단하여 객

체의 움직임을 추적할 수 있다(Yilmaz et al., 2006). 객체추적을 실시간으로 진행할 때, 처음 인지된 객체부터 순

서대로 고유번호(ID)를 부여하여 추적을 진행한다. 

본 논문은 차량 객체 위치정보를 바탕으로 시간에 따른 객체추적을 진행하며, Fig. 1과 같이 나타낼 수 있다. 객

체추적을 진행하기에 앞서 각 시간에서의 정지영상(Image frame)을 바탕으로 객체인식을 진행하여 이동 객체의 

경계박스 행렬을 얻는다. 경계박스 행렬은 시간 T에서 
   ⋯


와 같이 나타낼 수 있으며, 경계박스 

행렬에서 n번째 순서의 경계박스는    min  min  max max과 같은 포맷으로 기록된다. 여기서, 

Class는 해당 객체의 정보를 말하며, 직사각형 모양의 경계박스에 대한 위치는 min  min  max max으로 정의

되며, 정지영상의 픽셀 좌표계(최 좌측상단이 원점)를 기준으로 경계박스의 좌측 상단인 최소값과 우측하단인 최

대값 좌표로 나타낼 수 있다. 그 다음, 각 시간의 경계박스 행렬에서 차량객체만 한정하여 객체 추적을 진행한다. 

Fig. 1. Object tracking process using bounding box information
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객체 추적은 T-1시간에 추적중인 차량 객체행렬 
 과 T시간에서 


행렬 중, 차량 객체에 한정하여T시간에

서 객체추적 알고리즘으로 추적중인 차량 객체 행렬 

   ⋯


로 기록할 수 있으며, n번째 순서의 차

량 객체에 대한 경계박스의 ID와 좌표는    min  min  max max으로 나타낸다. 이 때, 에서 ID

는 객체추적을 통해 연관된 경계박스의 고유번호이며, 처음 인식된 순서부터 순차적으로 기록된다.

본 연구에서는 정지영상의 픽셀정보를 사용하지 않고 순수하게 객체의 위치정보만을 이용하는 Simple Online 

and Realtime Tracking (SORT)을 사용하였다. SORT 알고리즘은 객체의 위치정보를 바탕으로 영상의 전후관계

를 Intersection Over Union (IoU) 기준으로 판단하여 전후 객체간 겹치는 비율이 일정 값 이상이면 동일한 객체

로 판단한다(Alex et al., 2016). IoU는 두 경계박스가 서로 겹치는 면적의 비율을 말한다(Zitnick and Dollár, 2014). 

SORT 알고리즘은 영상정보를 전혀 사용하지 않으므로 260 fps 이상의 매우 빠른 객체추적 속도를 보여 실시간 

영상유고감지가 가능하다는 장점이 있다. 또한 본 적용된 SORT 알고리즘은 객체인식이 완벽하면 객체추적도 완

전하게 동작하는 것으로 보고되었다(Alex et al., 2016).

추적되는 차량 객체의 이동 정보를 바탕으로 차량 객체의 정차 및 역주행 상황을 판단하기 위해서는 별도의 순

행-정차-역주행 판단 알고리즘이 마련되어야 한다. 이를 위해 본 논문에서는 Fig. 2와 같은 절차로 관련 알고리즘

을 수립하였다. 바로 이전의 정보가 아닌 일정 정지영상 간격(n)마다 설정된 정차-역주행 판단 알고리즘이 적용

된다. 여기서, 이동 차량이 정지되어 있다 하여도, 연속적인 객체인식 및 추적 결과가 실제로 초기 감지된 한곳의 

위치 좌표를 정확히 유지되지 않고 상하좌우로 진동현상을 보이기 때문에, 일련의 오차폭(toerlence)를 반영하여 

알고리즘이 수립되었다.

Fig. 2. Reverse driving-stopping detection process using tracking bounding boxes

Fig. 2에서는 n 정지영상 간격마다 T시간에서 추적중인 차량 객체행렬 
와 T-n시간에서 추적중인 차량 객체 

행렬 
 에서 같은 ID의 차량객체를 바탕으로 정차-역주행 판단 알고리즘을 거쳐 역주행 또는 정차로 판별된 

차량 ID를 에 기록하게 된다. 

   ⋯


은 시간 T에서 각 ID에 대한 역주행 및 정차에 대한 정보를 기

록한 행렬로서, n번째 순서의 차량 ID에 대한 행렬은     의 형태로 나타낸다. a는 역주행 여부, b는 

정차여부를 1 또는 0으로 나타내게 되는 변수이다.
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정차-역주행 판단 알고리즘은 Fig. 3과 같이 T시간과 T-n시간에서 같은 ID를 가지고 있는 
  min   

min  max max와     min  min  max max 
을 바탕으로 IoU와 수직방향에 한정하여 

선이 겹치는 비율인 IoL (Intersection over Line)을 계산하여 역주행과 정차를 판단하게 된다. 

Fig. 3. Concept of IoL (Intersection over Line)

IoL은 서로 겹치는 두 객체에서 한 방향에 대해서만 겹치는 선의 비율을 말한다(Fig. 3). 역주행은 정차와 달리 

수직의 움직임만 주목하면 되므로 각 객체의 수직 구성요소에 한정하여 IoL 기준을 사용한다. 이 때, IoL은 두 직

선의 겹치는 부분의 길이와 두 직선의 겹치는 부분을 포함한 전체길이의 비율로 나타낼 수 있다. 이를 바탕으로 

정차 및 역주행을 판별하여     에 기록하게 된다. 이러한 정차-역주행 판단 알고리즘을 수식으로 표

현하면 다음 식 (1)과 식 (2)와 같다.

Direction






min
 max





 








min
 max







⋯ (1)

     &  
 

      
⋯ (2)

정지영상은 관심영역 설정 및 왜곡을 통해 차량의 이동방향을 수직으로 맞추었으며, 정주행의 방향은 상단 방

향으로 정하였다. 식 (2)를 통해 설정된 기준을 바탕으로 본래 차량의 이동방향의 반대 방향임을 확인하고 IoL이 

0.6 미만이면 역주행(a = 1)으로 판별하여 기록한다. 정차의 경우 방향에 상관없이 두 객체가 겹치는 비율이 중요

하므로 상하좌우 방향 및 객체의 크기까지 고려할 수 있는 IoU를 사용하며, IoU가 0.9를 초과이면 정차(b = 1)로 

판별하여 행렬에 기록한다. 역주행의 판별기준은 저속으로 주행한 경우를 고려하여 IoL을 0.6으로 선정하였으

며, 정차의 경우 객체인식이 완벽하게 경계박스를 인식하는 것이 아니라 약간 진동을 하면서 객체인식이 되므로 

이러한 점을 고려하여 IoU를 1이 아닌 0.9를 설정하여 정차를 판별하였다. 
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2.2 시스템 설계 및 시간조정 인자 설정

국토교통부에서 제작한 도로터널 방재시설 설치 및 관리지침에서 감지해야 하는 유고상황은 화재, 보행자, 역

주행, 정차 4가지이다. 본 논문의 딥러닝 기반 터널 유고영상감지 시스템의 경우, Fig. 4와 같이 입력된 정지영상

에 대하여 먼저 객체인식을 진행하여 차량 객체, 화재와 보행자 유고상황을 감지할 수 있다. 그 다음 객체인식으

로 얻은 차량 객체정보를 기반으로 하여 객체추적 및 정차-역주행 판단 알고리즘을 통해 최종적으로 차량의 정차

와 역주행을 감지할 수 있다. 

Fig. 4. Deep learning and tracking based incident detection processes

한편, 터널 CCTV의 원본 영상의 초당 정지영상 수는 대부분 30 fps이다. 30 fps의 영상에 대해 전부 객체인식

을 진행한다면 그만큼 객체추적의 정확도가 높지만, 공학적인 관점에서 보면 계산할 양이 많아지므로 비효율적

이다. 따라서 30 fps의 영상 중, 일정 간격마다 정지영상의 객체인식 및 추적을 하면 계산할 양을 줄이면서 정확한 

객체추적이 가능하다. 본 논문에서는 객체인식 및 추적 프로세스를 효율화시키기 위하여 객체인식 및 추적 프로

세스에 주어지는 정지영상 프레임 간격에 대한 객체추적 성능 검토 실험을 진행하였다.

딥러닝 영상유고 자동 감지 프로세스에 주어지는 터널 CCTV 영상의 프레임 간격에 따른 객체추적의 성공여

부 검토 결과는 Table 1과 같다. 영상 프레임 비율(Video frame rate)는 초당 시스템에 주어지는 정지영상(Frame)

의 수를 말하며, 원본영상에 비해 이 값이 작아지면 그만큼 정지영상 간격이 늘어난 것으로 볼 수 있다. 실험 결과 

영상 프레임 비율이 3 fps부터 객체추적이 되지 않는 것을 확인할 수 있었으며, 이를 바탕으로 본 논문의 딥러닝 

기반 터널 영상유고감지 설비의 입력영상에 대한 영상 프레임 비율을 5 fps로 설정하였다.

Table 1. Object tracking success or failure with respect to video frame rate

Video frame rate (fps) 30 15 10 6 5 3 1

Success of failure of object tracking (O/X) O O O O O X X
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2.3 영상유고감지시스템 성능 평가방법 및 고찰

본 논문에서 제시된 딥러닝 기반 터널 영상유고 자동감지 프로세스에 대한 성능평가를 수행하였다. Fig. 5는 영

상에서 유고상황이 발생하는 시간대에 대하여 터널 영상유고 자동감지 상황에 대한 3가지 관점을 보여준다. 상단

의 예측은 터널 영상유고 감지 시스템이 유고상황을 적절히 판단한 경우이며, 정상적으로 검지된 상황을 말한다. 

한편, 중간의 경우는 적절히 유고상황을 판단하였지만 지속적이지 못한 경우이다. 동일 유고상황의 감지가 지속

적이지 않으면 터널 영상유고 감지 시스템의 신뢰성이 저하되므로, 적절 감지 상황의 유지 또한 중요한 검토요소

이다. 마지막 하단의 그림은 오검지를 한 경우로, 유고상황을 전혀 다른 종류로 판단하는 경우이다. 유고상황으로 

잘못 판단하여 관리자에게 전달된다면 시스템의 신뢰성이 저하되며 현장 대응력에 크게 영향을 줄 것이다. 

본 논문에서는 유고상황의 정상검지와 오검지를 별개의 요소로 구별해서 평가를 진행하였다. 반면에 정상검지를 

한 시점에서 놓쳤다 하더라도 짧은 시간 내에 검지된다면 크게 문제가 되지 않는다. 이를 일관성 부족 정상검지(Not 

consistent true detection)로 표현한다. 따라서 정상검지와 오검지를 구분하여 터널 영상유고시스템을 평가하였다.

Fig. 5. 3 types of evaluation about tunnel incident detection system

3. 전주기 시스템의 구성 및 유고상황 감지성능 평가

이론적으로 정립된 딥러닝 기반 터널 영상유고 감지 프로세스를 기반으로 현장에 적용 가능한 터널 영상유고 

감지 전주기 시스템을 구현하였다. 여기서, 객체인식 시스템에는 가용한 터널 유고영상 빅데이터를 학습하고 추

론성능이 검증된 딥러닝 모델이 준비되어야 하며, 사전 연구를 통해 성능 검증된 터널 이동객체 딥러닝 추론 모델

을 적용하였다(Shin et al., 2017b; Lee et al., 2018). 이를 적용하여, 본 장에서는 딥러닝 객체인식 성능과는 별개

로, 실제 현장에서의 시스템 실시간 운영 성능에 영향을 미칠 전주기 시스템 단계별 최적화 과정에 대해 설명하

고, 9채널의 CCTV를 한 대의 추론기로 동시에 유고상황을 검출하는 전주기 시스템의 유고상황 감지 성능에 대

한 평가를 진행하였다. 
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3.1 터널 유고상황 대응 딥러닝 모델 제작

3.1.1 터널 유고영상 빅데이터 현황

딥러닝 모델 제작 및 유고상황 감지 성능 평가에 사용된 터널 영상 빅데이터는 Table 2와 같다. 4개의 터널현장

에서 확보된 23개의 유고영상으로부터 48,826장의 정지영상을 추출하였다. 차량 객체의 개수는 252,416개, 보행

자 객체의 개수는 33,374개, 화재 객체의 개수는 857개인데, 도로터널의 영상은 차량이 통행하는 영상이 대부분

이므로 보행자 객체나 화재 객체보다 차량 객체의 수가 훨씬 많다. 각 정지영상마다 정지영상 내에 존재하는 차

량, 화재, 보행자에 대한 위치정보가 포함된 데이터로 구성되었고, 딥러닝 모델 제작을 위한 딥러닝 학습에 활용

되었다. 

Table 2. Composition of tunnel incident video bigdata

Tunnel 

sites

Video 

number

Number of 

frames
Incident state

Number of 

car

Number of 

person

Number of 

fire

AA

1 3007 Stopping, Person 11233 4429 0

2 4573 Stopping, Person 29217 8709 0

3 4568 Stopping, Person 12819 2913 0

4 1325 Stopping, Person 5106 1146 0

5 3146 Stopping, Person 6749 336 0

6 4552 Stopping, Person 38096 2970 0

7 1526 Stopping, Person 12173 494 0

8 510 Stopping, Person 1220 150 0

9 1522 Stopping, Person 14323 1015 0

10 3038 Stopping, Person 28340 16 0

11 784 Stopping, Person 7893 16 0

12 350 Reverse driving 807 0 0

13 938 Reverse driving 2216 20 0

14 2032 Stopping, Person 5997 291 0

15 2007 Stopping, Person 8057 178 0

16 3040 X 6813 0 0

17 3040 Stopping, Person 7347 294 0

18 525 Stopping 3465 0 0

BB 19 425 Fire 0 0 425

CC 20 448 Fire 0 0 432

DD

21 2611 Stopping, Person 13518 709 0

22 1750 Stopping, Person 32290 9042 0

23 3109 Stopping, Person 4737 646 0

Total 48826 252416 33374 857
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3.1.2 딥러닝 모델 성능평가

딥러닝 모델의 학습 및 터널 영상유고 감지 전주기 시스템은 리눅스 운영체계에서 운영되며, 48,826장의 정지

영상을 10번 반복하여 28시간을 NVIDIA GTX 1070 그래픽카드로 학습하였다. 딥러닝 모델은 모델 구조의 대

부분이 딥러닝으로 이루어져 있는 Faster R-CNN을 사용한다(Ren et al., 2015). 학습 대상 데이터셋을 재추론하

여 성능을 평가하였으며, AP (Average Precision)으로 각각의 객체항목에 대하여 인식성능을 평가한다(Zhu, 

2004). Fig. 6은 Faster R-CNN 딥러닝 모델의 데이터셋 재추론 결과이며, 차량과 화재는 보행자에 비해 상대적으

로 우수한 객체인식 성능을 나타낸다. 보행자 객체의 인식성능은 0.6 정도로 떨어지는 편인데, 이는 정지영상 내

의 보행자 객체 특성으로 인한 학습 및 추론의 어려움 때문이다. 차량이나 화재에 비해서 보행자는 상대적으로 매

우 작은 값으로 보여지며, 세로로 길쭉한 특징을 가지고 있어 객체 인식률이 상대적으로 낮다.

Fig. 6. Test results of Faster R-CNN model

3.2 터널 영상유고 시스템 구성 및 전주기 시스템 최적화

터널 영상유고 시스템은 4개의 모듈로 역할이 나뉘어 전주기로 구성되며, Fig. 7과 같이 나타낼 수 있다. 터널 

관제센터에는 3개의 모듈이 설치되어 있으며, 각각 영상 스트리밍, 유고상황 검출, 터널 유고상황 알림의 기능을 

한다. 스트리밍 서버는 실시간 촬영중인 9채널의 CCTV 영상을 모아 딥러닝 기반 추론기에 영상을 전달한다.

딥러닝 기반 추론기는 스트리밍 서버로부터 9채널의 CCTV 영상을 받아 유고상황의 검출 및 관제소에 유고상

황을 알리는 역할을 한다. 딥러닝 기반 추론기는 Fig. 8과 같이 전처리 모듈, 추론 코어 모듈, 후처리 모듈 3개의 모

듈로 구성된다. 전처리 모듈은 각각의 터널 CCTV 영상에 대해 관심영역(Region of Interest, RoI) 설정 및 왜곡을 

한 다음 추론 코어 모듈에 전달하며, 추론 코어 모듈은 유고상황을 검출하여 후처리 모듈로 유고상황에 대한 정보

를 전송한다. 후처리 모듈은 유고상황의 종류와 발생시간대, 카메라 번호를 기록하며, 현재 발생한 유고상황에 대

한 정보를 터널 관제시스템으로 전달한다. 터널 관제시스템은 딥러닝 기반 추론기에서 전달받은 유고상황을 부

저로 알람을 울려 관리자에게 알린다. 이를 확인한 관리자는 터널을 주행중인 차량에 유고상황의 발생을 알려 초

동 대응토록 한다.
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Fig. 7. Composition of the tunnel incident detection system

Fig. 8. Composition of deep learning based incident inference module

Fig. 7의 딥러닝 학습 서버는 터널 관제소와 별도의 장소에 설치한다. 오직 딥러닝 객체인식 모델의 향상을 위

해 터널 CCTV 빅데이터를 계속 수집하며 학습을 진행하며, 정기적으로 터널 관제소에 있는 딥러닝 기반 추론 서

버의 딥러닝 모델을 갱신하여 추론기의 객체인식 성능을 향상시킨다.
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한편, 9채널의 CCTV에 대하여 동시에 실시간으로 유고상황을 추론하기 위해 컴퓨터 내에서 9개의 추론 모듈

을 독립적으로 실행하여 관리하는 다중 작업(Multitasking)의 형태로 추론 코어 모듈을 제작하였으며, Fig. 9와 같

이 2개의 그래픽카드가 9개의 추론 모듈을 동시에 실행 및 관리한다. 추론 코어 모듈에서 그래픽카드는 NVIDIA 

GTX 1080 Ti 11 GB 2개를 장착해 운용하며, 이는 딥러닝 모델의 객체인식 단계에서 요구하는 최소 그래픽카드 

메모리 용량이 2 GB 이상이기 때문이다. 

Fig. 9. Multitasking process of inference core module 

각각의 그래픽카드에 대하여 다중 작업을 하면 추론속도는 정수배로 느려지지 않는다. 이는 추론모듈이 그래

픽카드를 전부 사용하지 못하기 때문인데, 추론모듈에서 정지영상을 읽어 그래픽카드의 메모리로 전달하는데 시

간이 소요된다. 따라서 다중작업을 실행하여도 각 추론 모듈의 추론속도는 5 fps 이상으로 유고상황을 검출할 수 

있다. 

3.3 터널 유고상황 감지 성능 평가

터널 영상유고 감지 시스템의 성능 평가는 2.3절에 언급한 3가지 측면인 정상 검지(True detection), 오검지

(False detection), 일관성 부족 정상검지(consistency)로 평가를 진행한다. Table 3과 같이 4곳의 터널 현장에서 

18개의 유고상황이 포함된 영상을 평가 대상으로 활용하였으며 중복된 유고상황을 포함한 정차영상 15개, 보행

자 영상 14개, 역주행 영상 1개, 화재 영상 2개에 대해 성능평가를 진행하였다. 일관성을 유지한 정상검지는 보행

자를 제외한 정차, 역주행, 화재 유고상황에 대해 평가하였으며, 보행자 객체의 작은 크기 및 형상특성으로 인해 

일관성이 있는 정상검지가 힘들기 때문이다.
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Table 3. Tunnel incident detection results

Tunnel 

sites

Video 

number
Prediction True detection Consistency

False

detection

AA

1 Stopping Person O O O -

2 Stopping Person O O O -

3 Stopping Person O O O -

4 Stopping Person O O O -

5 Stopping Person O X O -

6 Stopping Person O O O -

7 Stopping Person O O X -

8 Stopping Person O O O -

9 Stopping Person O O X -

10 Stopping O X -

11 Reverse driving O O -

12 Stopping Person O O O -

13 Stopping Person O X O -

14 Stopping Person O O O -

BB 15 Fire O O -

CC 16 Fire O O -

DD
17 Stopping Person O X O -

18 Stopping Person O O O -

성능평가 결과, 18개의 영상에서 모두 오검지가 검출되지 않았다. 정차, 화재, 역주행 모두 100% 검지에 성공

하였으며, 보행자는 78.5%로 상대적으로 낮은 검지률을 보였다. 정상검지의 일관성 측면에서 살펴보면 역주행

과 화재는 일관성 있게 유고상황을 검출하였으나, 정차상황은 전체 정차 영상의 80% 수준에서 정상검지의 일관

성을 유지하는 것으로 나타났다. 

4. 결론 및 제언

본 논문은 딥러닝 기반 터널 영상유고 감지 시스템의 개발을 위해 딥러닝 객체인식 네트워크를 바탕으로 객체

추적 알고리즘 및 정차-역주행 판별 알고리즘을 추가로 수립하여 반영하고, 체계적인 전주기 시스템 구성을 완성

하였다. 이를 바탕으로 전주기 시스템의 최적화를 통해 9채널의 CCTV 카메라를 동시에 처리 가능함을 보였으

며, 유고상황 모니터링 상황에서 어색함이 없음을 확인하였다. 

실제로 구성된 전주기 시스템을 평가하기 위해서 23개의 영상 빅데이터를 바탕으로 딥러닝 객체인식 모델을 학

습하여 구성하고, 유고상황이 포함된 18개의 영상에 대하여 전주기 시스템이 유고상황 검출 성능을 진행하였다. 

이를 통해 다음과 같은 결론을 얻었다.
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1. 전주기 시스템의 유고상황 검출 성능은 학습된 딥러닝 모델의 객체인식 성능에 큰 영향을 받는다. 차량 객체의 

경우, 학습 대상 차량 객체의 수가 보행자나 화재에 비해 훨씬 많고, 객체의 크기도 커서 학습 및 추론에 유리한 

반면에 보행자는 상대적으로 객체의 크기가 작으며 객체의 수도 상대적으로 적다. 이러한 조건에서, 정차와 

역주행, 화재는 100%의 정상검지율을 보였지만 보행자는 78.5%의 상대적으로 낮은 정상검지율을 보였다. 

그러나 보행자를 포함한 유고영상 빅데이터를 꾸준히 확보하여 딥러닝 모델을 재학습 시킴으로써 보행자 유

고상황 인지성능의 지속적인 향상을 꾀할 수 있다.

2. 객체추적 알고리즘인 SORT는 IoU기반으로 인식된 차량객체를 성공적으로 추적하였으며, 정지영상의 영상

정보의 연산을 필요로 하지 않아 매우 빠른 추적 성능을 보였다. 이로 인해 추론 모듈에서 객체인식 이외의 부

분은 큰 시간이 소요되지 않았다. 또한 SORT 알고리즘 코드와 정차-역주행 판별 알고리즘은 딥러닝 객체인식 

모델과 독립되어 운영되는데, 추후 Faster R-CNN이 아닌 더 빠른 추론속도와 높은 정확도를 가진 딥러닝 객

체인식 알고리즘을 적용함으로써 전주기 시스템의 유고상황 감지성능을 향상시킬 수 있을 것으로 판단된다. 
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