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for Improving Face Recognition
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Abstract

In this paper, we propose a multi-block deep learning structure for improving face recognition rate. The recognition
structure of the proposed deep learning consists of three steps: multi-blocking of the input image, multi-block selection
by facial feature numerical analysis, and perform deep learning of the selected multi-block. First, the input image is
divided into 4 blocks by multi-block. Secondly, in the multi-block selection by feature analysis, the feature values ​​of the
quadruple multi-blocks are checked, and only the blocks with many features are selected. The third step is to perform
deep learning with the selected multi-block, and the result is obtained as an efficient block with high feature value by
performing recognition on the deep learning model in which the selected multi-block part is learned. To evaluate the
performance of the proposed deep learning structure, we used CAS-PEAL face database. Experimental results show that
the proposed multi-block deep learning structure shows 2.3% higher face recognition rate than the existing deep learning
structure.

요 약

본 논문에서는 얼굴 인식률 향상을 위한 멀티 블록 방식의 딥러닝 구조를 제안한다. 제안하는 딥러닝의 인식 구조는 입력

된 이미지의 멀티 블록화, 특징 수치 분석을 통한 멀티 블록 선정, 선정된 멀티 블록의 딥러닝 수행 등의 3가지 과정으로 구

성된다. 첫 번째로 입력된 이미지의 멀티 블록화는 입력된 이미지를 4등분하여 멀티 블록화 시킨다. 두 번째로 특징 수치분

석을 통한 멀티 블록 선정에서는 4등분된 멀티 블록들의 특징 수치를 확인하고 특징이 많이 부각되는 블록만을 선정하여 얼

굴 인식에 방해가 되는 요소를 사전에 제거한 블록들을 선정한다. 세 번째로 선정된 멀티 블록으로 딥러닝 수행은 선정된

멀티 블록 부위가 학습되어진 딥러닝 모델에 인식을 수행하여 특징 수치가 높은 효율적인 블록으로 얼굴 인식의 결과를 도

출한다. 제안된 딥러닝 구조의 성능을 평가하기 위하여 CAS-PEAL 얼굴 데이터베이스를 사용하여 실험 하였다. 실험 결과,

제안하는 멀티 블록 방식의 딥러닝 구조가 기존의 딥러닝 구조보다 평균 약 2.3% 향상된 얼굴 인식률을 나타내어 그 효용성

이 입증됨을 확인하였다.
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Fig. 2. Basic structure of existing face recognition CNN.

그림 2. 기존 얼굴인식 CNN의 기본 구조

Ⅰ. 서론

기존의 기계학습 모델은 간단한 문제에는 좋은

성능을 보이지만 복잡한 문제에 대해서는 성능이

급격하게 저하되는 문제점이 있었다[1]. 따라서 이

러한 기술적 한계를 극복할 수 있는 모델 및 학습

방법론이 개발되었는데, 딥러닝(deep learning)이

대표적인 예이다.

현재 딥러닝 기법은 여러 분야에서 활용되고 있

으며, 특히 얼굴 인식 분야에서 CNN(Convolution

Neural Network) 기법이 대표적으로 많이 사용되

고 있다[2-3]. CNN 기법은 얼굴 이미지를 학습할

경우에, 얼굴 이미지 전체를 학습에 사용한다. 즉,

학습되는 사람의 전체적인 얼굴 특징들이 함축된

특징벡터를 학습하게 된다. 마찬가지로, 인식 단계

에서도 얼굴 이미지 전체를 사용하고 있다. 그러나

얼굴 이미지 전체를 사용하는 CNN 기법은 조명,

모자, 안경, 선글라스, 액세서리 등을 착용한 사람

에 대한 얼굴 인식에 많은 문제점을 나타내고 있

다. 이러한 기존의 인식 방법은 본래 학습되었던

액세서리가 미 착용된 얼굴과 액세서리가 착용된

얼굴과 많이 다르기 때문에 얼굴 인식에 많은 오차

가 생기기 마련이다.

따라서 본 논문에서는 이러한 단점을 보완하기

위하여 얼굴 인식률 향상을 위한 멀티 블록 방식의

딥러닝 구조를 제안하다. 얼굴 전체 이미지의 학습

뿐만 아니라, 얼굴 이미지를 블록화하여 각 블록들

의 얼굴 특징들을 학습시킨 후에 인식 단계에서는

필요한 블록만을 사용하여 얼굴 인식을 수행한다.

그림 1은 본 논문에서 제안하는 멀티 블록 방식

의 딥러닝 인식 순서도이며, 입력된 이미지의 멀티

블록화, 특징 수치분석을 통한 멀티 블록 선정, 선

정된 멀티 블록의 딥러닝 수행 등의 3가지 과정으

로 구성된다. 첫 번째로 입력된 이미지의 멀티 블

록화는 입력된 이미지를 4등분하여 멀티 블록화 시

킨다. 두 번째로 특징 수치분석을 통한 멀티 블록

선정에서는 4등분된 멀티 블록들에 각각 특징 수치

분석을 수행하여 각 블록들의 특징 수치를 확인하

고 인식에 쓰일 블록들을 선정한다. 세 번째로 선

정된 멀티 블록의 딥러닝 수행은 선정된 멀티 블록

부분이 학습되어진 딥러닝 모델에 인식을 수행하

여 향상된 얼굴 인식의 결과를 도출한다.

Fig. 1. The flowchart of proposed multi-block deep learning

recognition.

그림 1. 제안하는 멀티 블록 방식의 딥러닝 인식 순서도

Ⅱ. 본론

1. 제안하는 멀티 블록 방식의 딥러닝 구조의 개요

그림 2와 같이 기존의 얼굴인식에 사용되는 CNN

의 기본 구조는 얼굴 이미지 전체를 입력으로 넣게

된다. Convolution 층은 입력 영상 또는 이전 층의

특징 영상을 여러 특징 필터와 Convolution 연산하

여 특징 영상을 얻어 내는 층이다. Sub sampling

층은 Convolution 층을 통해 추출된 특징 영상의

특징들 중에서 최적의 특징들만 선별하여 특징 영

상의 크기를 감소시키는 과정이다. Fully connected

층은 Convolution 층과 Sub sampling 층을 반복하

여 추출된 최종 특징 데이터들을 일렬로 연결하여

특징 벡터로 변환하는 과정이다. Softmax 층에서

는 앞서 추출된 특징벡터를 분류기의 입력으로 넣어

영상의 클래스를 분별하여 인식한다. Softmax 층에

서 쓰는 분류기는 대부분 NN(Neural Network)을

(934)
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Fig. 5. Multi-block process of the input image.

그림 5. 입력된 이미지의 멀티 블록화 과정

사용한다. Convolution 층의 특징 필터 계수들과 NN

의 가중치들은 역전파 알고리즘을 사용하여 학습

된다. 역전파 알고리즘은 목표값과 출력값의 오차

를 구조의 역방향으로 입력하여 가중치를 수정하

며, 학습이 진행될수록 오차를 감소시켜 원하는 결

과가 출력되도록 하는 학습 알고리즘이다[4].

본 논문에서 제안하는 멀티 블록 방식의 딥러닝

학습 구조는 얼굴 이미지 전체만 학습하는 기존 얼

굴인식 CNN의 기본 구조에 그림 3과 같이 멀티 블

록화한 이미지까지 학습시키는 딥러닝 모델이 추

가된다. 멀티 블록 방식의 딥러닝 학습 구조는 입

력된 이미지의 멀티 블록화, 각각의 멀티 블록 딥

러닝 모델 학습으로 이루어진다. 첫 번째로 입력된

이미지의 멀티 블록화는 입력된 이미지를 4등분하

여 멀티 블록화 시킨다. 두 번째로 각각의 멀티 블

록 딥러닝 모델 학습은 전체 이미지와 4등분된 멀

티 블록들의 이미지가 크기가 다르기 때문에 각각

다른 딥러닝 모델로의 학습을 수행한다. 위 과정을

모두 수행하면 얼굴 전체 이미지와 각 멀티 블록들

의 딥러닝 모델들이 전부 학습되어 인식단계에서

사용이 가능하다.

Fig. 3. Deep learning training structure of proposed multi-

block method.

그림 3. 제안하는 멀티 블록 방식의 딥러닝 학습 구조

본 논문에서 제안하는 멀티 블록 방식의 딥러닝

인식 구조는 그림 4와 같으며 입력된 이미지의 멀

티 블록화, 특징 수치분석을 통한 멀티 블록 선정,

선정된 멀티 블록의 딥러닝 수행 등의 3가지 과정

으로 구성된다. 첫 번째로 입력된 이미지의 멀티

블록화는 입력된 이미지를 4등분하여 멀티 블록화

시킨다. 두 번째로 특징 수치분석을 통한 멀티 블

록 선정에서는 4등분된 멀티 블록들에 각각 특징

수치 분석을 수행하여 각 블록들의 특징 수치를 확

인하고 인식에 쓰일 블록들을 선정한다. 세 번째로

선정된 멀티 블록으로 딥러닝 수행은 선정된 멀티

블록 부위가 학습되어진 딥러닝 모델에 인식을 수

행하여 얼굴 인식의 결과를 도출한다. 특징 수치

분석에 의해 특징 수치가 높은 효율적인 블록만을

인식하기 때문에 제안하는 딥러닝 인식 구조는 기

존의 딥러닝 구조보다 향상된 결과를 나타낸다.

Fig. 4. Deep learning recognition structure of proposed

multi-block method.

그림 4. 제안하는 멀티 블록 방식의 딥러닝 인식 구조

2. 입력된 이미지의 멀티 블록화

기존의 얼굴 인식은 입력된 얼굴 이미지의 전체

를 활용하게 된다. 얼굴 이미지 전체를 얼굴 인식

에 활용할 경우 조명, 액세서리 등의 얼굴 인식을

방해하는 요소가 포함되기 때문에 간혹 미흡한 인

식 결과를 나타내게 된다. 이러한 단점을 해결하기

위해 본 논문에서는 얼굴 이미지를 멀티 블록화하

여 얼굴 인식에 방해가 되는 요소를 제거한 효율적

인 블록만을 얼굴인식에 활용하게 된다.

멀티 블록화는 여러 경우의 수로 블록화 할 수

있다. 블록이 너무 작을 경우는 블록에 대한 특징

이 적어 학습 및 인식에 오류가 생기게 된다. 한편,

블록이 너무 클 경우는 얼굴 인식에 방해가 되는

요소가 블록에 많이 포함되어 있어 향상된 결과를
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도출하기가 어렵다. 따라서 본 논문에서는 실험을

통해 얼굴 인식률이 가장 높았던 최적의 블록화를

설정하였으며, 그림 5와 같이 4등분으로 멀티 블록

화를 수행한다.

3. 특징 수치 분석을 통한 멀티 블록 선정

앞서 입력된 이미지의 멀티 블록화 과정을 통하여

그림 7.(a)의 전체 이미지 영역을 4등분한 블록들에

대하여 특징 수치 분석을 수행한다. 특징 수치 분

석은 그림 6과 같이 3X3의 필터링을 통하여 수행

되며, 식 (1)과 같이 중앙 픽셀과 주변 픽셀과의 차

이에 절대값을 적용한 다음 그 값들을 모두 더하여

특징 수치를 구하게 된다. 전체 이미지에 대하여

필터링을 각 블록 별로 수행하여 특징 수치들을 모

두 더하게 되며 그림 7.(b)와 같이 최종적인 특징

수치를 각 블록 별로 구할 수 있게 된다. 다음에 그

림 7.(c)와 같이 특징 수치가 설정된 임계값을 초과

한 블록 중 가장 큰 블록을 선정하게 된다. 임계값

은 얼굴 인식에 방해가 되는 요소가 포함된 블록을

제거하는 척도이기 때문에, 실험을 통해 얼굴 인식

률이 가장 높았던 임계값으로 선정하였다.

Fig. 6. Feature Numerical analysis filter.

그림 6. 특징 수치 분석 필터

   
  



   (1)

한편, 무조건 4등분된 하나의 블록만을 선정하는

것은 아니며, 앞의 그림 3과 같이 대체적으로 1번

～4번 블록으로 나누었을 경우에 특징 수치 분석을

하게 되면 1, 2번 또는 3, 4번처럼 붙어있는 2개의

블록이 같이 특징 수치가 임계값을 넘게 된다. 이

경우 이어진 2개의 블록을 합친 블록을 선정하게

된다. 따라서 그림 4의 블록 학습 모델의 수는 전체

얼굴 이미지, 1～4번 블록 학습 모델, 1번과 2번을

합친 블록, 3번과 4번을 합친 블록 등의 총 7개의

학습 모델로 구성된다.

그림 7의 각 블록 별로 표시된 특징 수치 예시를

보면 대체적으로 얼굴 이미지는 눈, 코, 입 등의 특

징들이 부각되는 부분이 많기 때문에 특징 수치가

높게 나온다. 따라서 평범한 조명이나 액세서리가

착용되지 않은 블록은 특징 수치가 높게 나온다.

반면, 어두운 조명이나 액세서리가 착용된 블록은

특징 수치가 낮게 나온다. 그 이유는 어두운 조명,

마스크, 모자, 선글라스 등은 대체적으로 픽셀값이

일정함에 있다.

결과적으로 특징 수치 분석을 통한 멀티 블록 선

정은 특징이 없는 블록은 버리고 특징이 많이 부각

되는 블록만을 선정하여 얼굴 인식에 방해가 되는

요소를 사전에 제거하는 역할을 하게 되어 얼굴 인

식률 향상에 기여하게 된다.

(a) 전체 이미지 (b) 특징 수치 분석된 블록 이미지 예시

(c) 선정된 블록

(a) Full image (b) Example block image analyzed

(c) Selected Block

Fig. 7. Block selection process by feature numerical analysis.

그림 7. 특징 수치 분석을 통한 블록 선정 과정

4. 멀티 블록 방식의 딥러닝 구조

제안하는 멀티 블록 방식의 딥러닝 구조는 전체

얼굴 이미지용 모델, 4등분 이미지용 모델, 2등분

이미지용 모델 총 3가지로 구성되어있다. 여기서 2

등분 이미지용 모델은 앞서 설명한 2개의 블록이

같이 특징 수치가 임계값을 넘게 되는 경우에 이어

진 2개의 블록을 합칠 때 사용되는 모델이다.

각 모델은 기본적으로 Convolution 층, Sub sampling

층, Fully-connected 및 Drop out층, Softmax층의

조합이며 각기 다른 조합으로 구성되어 있다. 전체

얼굴 이미지용 모델은 표 1과 같이 입력 이미지가

448x448의 이미지로 변환되어 입력되며 총 20단계

로 구성되어 있다. 4등분 이미지용 모델은 표 2와

같이 입력 이미지가 320x320의 이미지로 변환되어

입력되며 총 18단계로 구성되어 있다. 4등분 이미

지용 모델은 표 3과 같이 입력 이미지가 128x128의

(936)
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이미지로 변환되어 입력되며 총 18단계로 구성되어

있다.

Table 1. Deep learning structure for full face image.

표 1. 전체 얼굴 이미지용 딥러닝 구조

No Type Filters Size/Stride Output

1 Conv 64 3 × 3 / 1 448 × 448

2 Conv 64 3 × 3 / 1 448 × 448

3 Conv 64 3 × 3 / 1 448 × 448

4 Max 2 × 2 / 2 224 × 224

5 Conv 128 3 × 3 / 1 224 × 224

6 Conv 128 3 × 3 / 1 224 × 224

7 Conv 128 3 × 3 / 1 224 × 224

8 Max 2 × 2 / 2 112 × 112

9 Conv 256 3 × 3 / 1 112 × 112

10 Conv 256 3 × 3 / 1 112 × 112

11 Conv 256 3 × 3 / 1 112 × 112

12 Max 2 × 2 / 2 56 × 56

13 Conv 512 3 × 3 / 1 56 × 56

14 Conv 512 3 × 3 / 1 56 × 56

15 Max 2 × 2 / 2 28 × 28

16 Conv 512 3 × 3 / 1 14 × 14

17 Conv 512 3 × 3 / 1 14 × 14

18 FC 1040

19 Drop 1040

20 SM

Table 2. Deep learning structure for two-part image.

표 2. 2등분 이미지용 딥러닝 구조

No Type Filters Size/Stride Output

1 Conv 64 3 × 3 / 1 320 × 320

2 Conv 64 3 × 3 / 1 320 × 320

3 Max 2 × 2 / 2 160 × 160

4 Conv 128 3 × 3 / 1 160 × 160

5 Conv 128 3 × 3 / 1 160 × 160

6 Max 2 × 2 / 2 80 × 80

7 Conv 256 3 × 3 / 1 80 × 80

8 Conv 256 3 × 3 / 1 80 × 80

9 Conv 256 3 × 3 / 1 80 × 80

10 Max 2 × 2 / 2 40 × 40

11 Conv 512 3 × 3 / 1 20 × 20

12 Conv 512 3 × 3 / 1 20 × 20

13 Max 2 × 2 / 2 10 × 10

14 Conv 512 3 × 3 / 1 10 × 10

15 Conv 512 3 × 3 / 1 10 × 10

16 FC 1040

17 Drop 1040

18 SM

Table 3. Deep learning structure for quadruple image.

표 3. 4등분 이미지용 딥러닝 구조

No Type Filters Size/Stride Output

1 Conv 64 3 × 3 / 1 128 × 128

2 Conv 64 3 × 3 / 1 128 × 128

3 Max 2 × 2 / 2 64 × 64

4 Conv 128 3 × 3 / 1 64 × 64

5 Conv 128 3 × 3 / 1 64 × 64

6 Max 2 × 2 / 2 32 × 32

7 Conv 256 3 × 3 / 1 32 × 32

8 Conv 256 3 × 3 / 1 32 × 32

9 Conv 256 3 × 3 / 1 32 × 32

10 Max 2 × 2 / 2 16 × 16

11 Conv 512 3 × 3 / 1 16 × 16

12 Conv 512 3 × 3 / 1 16 × 16

13 Max 2 × 2 / 2 8 × 8

14 Conv 512 3 × 3 / 1 8 × 8

15 Conv 512 3 × 3 / 1 8 × 8

16 FC 1040

17 Drop 1040

18 SM

Convolution 층은 그림 8과 같이 입력 영상 또는

이전 층의 특징 영상을 여러 특징 필터와 Convolution

연산하여 특징 영상을 얻어 내는 층이다. 식 (2)는

Convolution 연산을 나타낸다. 특징 추출 필터는

얼굴의 특징을 부각 시키는 역할을 한다. 특징 추

출 필터의 필터 계수는 처음에만 랜덤값으로 지정

되며 이후, Softmax 끝단에서부터 역전파하여 학

습을 통해 불꽃 검출의 에러율이 가장 적은 최적의

필터 계수로 바뀌게 된다.

Fig. 8. Convolution operation process.

그림 8. Convolution 연산 과정

  
  

  


  

  

 ×  (2)

Sub sampling 층은 그림 9와 같이 Convolution

층을 통해 추출된 특징 영상의 특징들 중에서 최적

(937)
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Fig. 11. CAS-PEAL database.

그림 11.CAS-PEAL 데이터베이스

의 특징들만 선별하여 특징 영상의 크기를 감소시

키는 과정이다. 이 과정은 추출된 특징 이미지에

불필요한 특징 데이터가 많아 최적의 특징데이터

를 추출함과 동시에 연산 속도를 높이기 위하여 크

기를 축소하는 역할을 한다. 본 논문에서는 식 (3)

과 같이 max sub sampling을 사용하였으며, 추출

된 특징 이미지의 2 x 2 영역에서 가장 큰 값을 추

출하게 된다.

Fig. 9. max sub sampling operation process.

그림 9. max sub sampling 연산 과정

      

      

      

      

(3)

Fully-connected 및 Drop out 층은 그림 10과 같

이 Convolution 층과 Sub-sampling 층을 반복하여

추출된 최종 특징 데이터들을 일렬로 연결하여 특

징 벡터로 변환하는 과정이다. 즉, convolution 연

산 후 모든 추출 특징을 연결하여 최종 특징 벡터

를 생성하는 역할을 하게 된다. 또한, Drop out을

통해 일부 특징 벡터의 값을 0으로 만들어 딥러닝

학습의 Over Fitting을 줄이게 된다.

Fig. 10. The process of Fully-connected and Drop out layers.

그림 10. Fully-connected 및 Drop out 층의 과정

Softmax(NN) 층에서는 앞서 추출된 특징벡터를

분류기의 입력으로 넣어 영상의 클래스를 분별하

여 인식한다. Drop out까지 진행된 N개의 특징 벡

터를 신경망의 입력으로 넣고 신경망 출력층의 노

드 수를 학습시키는 클래스의 수로 설정하게 된다.

4. 실험

가. 실험 방법

본 실험에 사용된 하드웨어는 Intel(R) Core(TM)

i5-3570 3.40GHz CPU 프로세서, RAM 16GB,

NVIDIA GeForce GTX 1080 (V-RAM 8GB) GPU

등으로 구성 되어있다. 또한 Windows 10 Pro 64bit

운영체제와 PyCham 개발도구 환경에서 수행하였

고, Python 및 Tensorflow 라이브러리를 사용하여

실험하였다.

본 논문에서 제안하는 멀티 블록 방식의 딥러닝

구조 검증에 사용된 데이터베이스로는 CAS-PEAL

데이터베이스를 사용하였다[5]. 그림 11과 같이 CA

S-PEAL 데이터베이스의 학습 데이터는 1040명의

클래스로 구성되어 있고 각 클래스 당 1장씩 총 10

40장의 이미지로 구성되어 있다. 딥러닝 학습에는

많은 학습 데이터가 필요하기 때문에 각 클래스 당
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20장씩 학습 데이터에 조명, 잡음을 더한 데이터를

추가하였다. 한편, 인식 데이터는 액세서리(Access

ory), 나이 변화(Age), 배경(Background), 거리(Dis

tance), 표정(Expression), 조명(Light) 등의 총 6개

subset으로 구성되어 있다. 액세서리 subset은 440

명의 클래스로 구성되어 있고 각 클래스 당 약 6장

씩 총 2,610장의 이미지로 구성되어 있다. 나이 변

화 subset은 66명의 클래스로 구성되어 있고 각 클

래스 당 1장씩 총 66장의 이미지로 구성되어 있다.

배경 subset은 297명의 클래스로 구성되어 있고 각

클래스 당 약 2장씩 총 651장의 이미지로 구성되어

있다. 거리 subset은 296명의 클래스로 구성되어

있고 각 클래스 당 약 1장씩 총 325장의 이미지로

구성되어 있다. 표정 subset은 377명의 클래스로

구성되어 있고 각 클래스 당 약 5장씩 총 1,883장의

이미지로 구성되어 있다. 조명 subset은 294명의

클래스로 구성되어 있고 각 클래스 당 약 8장씩 총

2,450장의 이미지로 구성되어 있다.

한편, 본 논문에서 제안하는 멀티 블록 방식의 딥

러닝 구조와 비교한 딥러닝 구조로는 기존에 얼굴

인식에 많이 쓰였던 VGGNet 구조를 선택하였다[6].

나. 실험 결과

표 4는 VGGNet과 제안하는 딥러닝 구조의 비교

실험결과를 나타내고 그림 12는 그에 따른 그래프

를 나타낸다. 액세서리 Subset에서는 VGGNet의

경우 91.2%의 얼굴 인식률을 나타내고 제안하는

딥러닝 구조의 경우 94.4%의 얼굴 인식률을 나타

낸다. 나이 변화 Subset에서는 VGGNet의 경우

97.4%의 얼굴 인식률을 나타내고 제안하는 딥러닝

구조의 경우 100%의 얼굴 인식률을 나타낸다. 배

경 Subset에서는 VGGNet의 경우 99.5%의 얼굴

인식률을 나타내고 제안하는 딥러닝 구조의 경우

100%의 얼굴 인식률을 나타낸다. 거리 Subset에서

는 VGGNet의 경우 99.6%의 얼굴 인식률을 나타내

고 제안하는 딥러닝 구조의 경우 100%의 얼굴 인

식률을 나타낸다. 표정 Subset에서는 VGGNet의

경우 99.4%의 얼굴 인식률을 나타내고 제안하는

딥러닝 구조의 경우 100%의 얼굴 인식률을 나타낸

다. 조명 Subset에서는 VGGNet의 경우 62.2%의

얼굴 인식률을 나타내고 제안하는 딥러닝 구조의

경우 68.5%의 얼굴 인식률을 나타낸다. 평균적으로

얼굴 인식률이 VGGNet과 비교하여 약 2.3% 증가

되어서 제안하는 딥러닝 구조의 얼굴 인식률이 더

우수함을 증명한다.

Table 4. Comparison of face recognition rate between VGGNet

and proposed deep learning structure.

표 4. VGGNet과 제안된 딥러닝 구조의 얼굴 인식률 비교

Subset VGGNet
Proposed

Deep Learning
Structure

Accessory 91.2 94.4

Age 97.4 100

Background 99.5 100

Distance 99.6 100

Expression 99.4 100

Light 62.2 68.5

Fig. 12. Comparison of face recognition rate of VGGNet

and proposed Deep lunning structure.

그림 12. VGGNet과 제안된 딥러닝 구조의 얼굴 인식률 비교

그래프

Ⅲ. 결론

본 논문에서는 얼굴 인식률 향상을 위한 멀티 블

록 방식의 딥러닝 구조를 제안하였다. 멀티 블록

방식의 딥러닝 구조는 특징 수치 분석을 통해 특징

이 없는 블록은 버리고 특징이 많이 부각되는 블록

만을 선정하여 얼굴 인식에 방해가 되는 요소를 사

전에 제거하는 역할을 하게 되어 얼굴 인식률 향상

에 기여하는 요소로 작용하였다. 제안된 멀티 블록

방식의 딥러닝 구조의 성능을 평가하기 위하여

CAS-PEAL 얼굴 데이터베이스를 사용하여 실험

하였다. 실험 결과, 평균 약 2.3%의 얼굴 인식률이

향상됨을 확인하였다.
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