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인공신경망의 연결압축에 대한 연구

(A Study on Compression of Connections in Deep Artificial Neural

Networks)

안 희 준1)*

(Ahn Heejune)

요 약 최근 딥러닝, 즉 거대 또는 깊은 인공신경망을 사용한 기술이 놀라운 성능을 보이고 있고,

점차로 그 네트워크의 규모가 커지고 있다. 하지만, 신경망 크기의 증가는 계산양의 증가로 이어져서

회로의 복잡성, 가격, 발열, 실시간성 제약 등의 문제를 야기한다. 또한, 신경망 연결에는 많은 중복성

이 존재한다, 본 연구에서는 이 중복성을 효과적으로 제거하여 이용하여 원 신경망의 성능과 원하는

범위안의 차이를 보이면서, 네트워크 연결의 수를 줄이는 방법을 제안하고 실험하였다. 특히, 재학습에

의하여 성능을 향상시키고, 각 계층별 차이를 고려하기 위하여 계층별 오류율을 할당하여 원하는 성

능을 보장할 수 있는 간단한 방법을 제안하였다. 대표적인 영상인식 신경망구조인 FCN (전연결) 구조

와 CNN (컨벌루션 신경망) 구조에서 대하여 실험한 결과 약 1/10 정도의 연결만으로도 원 신경망과

유사한 성능을 보일 수 있음을 확인하였다.

핵심주제어 : 딥러닝, 인공신경망, 컨벌류션날 네트워크, 다계층 신경망, 계산효율성

Abstract Recently Deep-learning, Technologies using Large or Deep Artificial Neural Networks,

have Shown Remarkable Performance, and the Increasing Size of the Network Contributes to its

Performance Improvement. However, the Increase in the Size of the Neural Network Leads to an

Increase in the Calculation Amount, which Causes Problems Such as Circuit Complexity, Price,

Heat Generation, and Real-time Restriction. In This Paper, We Propose and Test a Method to

Reduce the Number of Network Connections by Effectively Pruning the Redundancy in the

Connection and Showing the Difference between the Performance and the Desired Range of the

Original Neural Network. In Particular, we Proposed a Simple Method to Improve the Performance

by Re-learning and to Guarantee the Desired Performance by Allocating the Error Rate per Layer

in Order to Consider the Difference of each Layer. Experiments have been Performed on a Typical

Neural Network Structure such as FCN (full connection network) and CNN (convolution neural

network) Structure and Confirmed that the Performance Similar to that of the Original Neural

Network can be Obtained by Only about 1/10 Connection.
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1. 서 론

2010년 이후 최근 인공신경망에 대한 관심이

학계와 산업체에서 고조되어 있다[1]. 1980년대에

크게 기대를 모았던 인공신경망 시스템은 다계층

인공신경망(MLP: multi-layer perception)이 나

온 이후로 이렇다 할 실용적인 성과를 내지 못하

고, 이론적인 부분에서도 학습능력의 한계

(vanishing gradient problem)를 보이면서, 연구

자들이나 산업계에서의 관심에서 멀어져 있었다.

그러나 그 이후 20년간 Hinton, Lecun, Bengio

교수 등의 연구를 통한 학습이론의 발전과, GPU

등의 병렬처리 기술로 대용량 네트워크를 현실

화, 디지털화를 통한 빅데이터 자료의 구축 등에

힘입어 최근 새로운 부흥기를 맞고 있으며, 국내

에서는 소위 4차 산업혁명의 가장 중요한 요소로

생각하고 있다. 국내에서도 2016년 Google

Deepmind의 Alpha-Go와 이세돌 프로바둑기사의

대국을 기점으로, 일반인들의 관심은 물론 다양

한 연구분야에서 딥러닝을 적용하여 문제를 해결

해보려는 노력이 활발히 벌어지고 있다[2-3].

Fig. 1에서 보는 바와 같이, 시스템 구현의 입

장에서 최근 인공신경망의 가장 중요한 트렌드는

망의 규모가 날로 커지고 있다는 것이다[1]. 신경

망의 규모의 증가는 성능의 증가로 이어진다.

1988년 Lecun이 발표한 CNN은 1백만개의 변수

를 사용하며, 2012년 Hinton교수팀의 AlexNet은

6천만개의 변수를 사용한다. 그 이후에 나온

Deepface는 1억2천만개를 사용하고, 최근에는

100억개의 변수를 사용하는 신경망도 등장하기

시작하였다[2, 3, 4]. 평균적인 인간뇌의 뉴런의

개수를 100억에서 1000억개로 추산했을 때 약

1/100에서 1/10 정도에 해당하는 수준까지 확대

된 것이다.

신경망 크기의 증가는 성능의 증가로 반영되는

장점이 있지만, 반면 시스템 구현측면에서는 큰

어려움과 문제점이 된다[4-6]. 학습과 적용시의

계산양이 증가하여, 이를 지원하기위한 하드웨어

의 규모가 점차 켜져야 한다. 특히 실시간 임베

디드 시스템의 경우에는, 계산양 증가에 따른 발

열문제는 논외로 하더라도, 하드웨어 자원의 제

약으로 알고리즘을 적용할 수 없는 경우가 발생

한다. 따라서 이러한 실용적인 연구가 되기 위해

서는 규모의 증가와 함께 효과적인 구조의 연구

에 대한 연구도 병행되어야 할 것으로 판단한다.

이러한 관점은 현재는 주로 하드웨어 시스템설

계를 하는 엔지니어들 사이에서만 주로 관심의

대상이지만, 곧 알고리즘이나 이론적인 측면에서

도 연구가 진행될 것으로 예상된다. 그 예로,

Han 등은 [4]에서 이러한 신경망 장점을 활용하

려면 성긴 (sparse)망 구조의 장점을 충분히 활

용할 수 있는 시스템이 필요하고 주장하였다. 즉,

주로 사용되는 계층화된 인공신경망은 입력과 출

력간의 관계가 성긴행렬의 곱으로 정형화 될 수

있는데, 이러한 경우 cuSPARSE [7]와 같은 성

긴행렬 처리라이브러리나 Dianao [5]나

Cambricon-X [6]와 같은 전용 신경망가속방법을

사용하면 연결수의 감소만큼 계산 양을 감소할

수 있는 방안이 개발되고 있다.

그러나, 맹목적인 계산양 감소가 설계의 목표가

될 수는 없으며, 응용에서 요구되는 시스템의 정

확도를 유지하면서 계산양의 감소를 할 수 있는

체계적인 접근 방법이 필요하다. 이러한 측면은

인공신경망의 구조, 학습방법에 따라 세부적인 달

라질 수 있을 것으로 예상된다. 본 논문에서 알고

리즘 관점에서 효과적으로 연결의 수를 줄이는

방법으로, 연결 가중치의 크기를 기준으로 연결을

해지하는 방안을 살펴본다. 우선, 제 2절에서는

단일 신경망에서 MNIST데이터의 분류기의 학

습된 가중치 패턴의 특성을 살펴보고, 이를 바탕

Fig. 1 Trends of scale (size) of recent artificial

neural networks
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으로 연결해지에 따른 정확도의 감소정도를 살펴

본다. 제3절에서 연결 해지 후 재학습을 통하여

정확도를 향상시키는 방법과 계층별로 허용오차

를 부가하여 재학습설계를 단순화 하는 방식을

소개한다. 제4절에서 대표적인 신경망 구조인

FCN와 CNN에서 계층별로 연결제거에 따른 성

능 변화를 살펴본다. 제5절에서는 본연구의 의미

와 추후 연구 방향에 대하여 논거 한다.

2. 학습 네트워크의 특성

2.1 실험 환경

본 연구에는 실험환경으로 Google에서 개발한

Tensorflow 오픈소스 라이브러리를 사용하였다.

실험에서는 계산속도 평가하려는 목적은 아니었

으므로, 하드웨어 환경은 실험결과에 직접적인 관

련은 없으나, PC환경에 Linux OS와 NVIDIA

GTX 1070 그래픽 카드 한 개를 사용하였다. 참

고로, 실험 및 논문 제출당시의 Tensorflow r1.3

라이브러리의 성긴-신경망 지원이 매우 제한적이

다. 해당네트워크의 구조와 특징 및 관련 연구는

Table 1에 표시한 바와 같다. 실험에 사용한 신경

망 구조도 대표적인 3계층과 4 (5)계층 FCN (전

연결 신경망)와 CNN (컨벌루션 신경망)로 제한

하고, 입력데이터도 MNIST 데이터만을 살펴본

다. 이러한 제한의 이유는 일관된 비교와 분석이

이 본 논문의 목적이며 논문의 길이제약도 고려

하였다. 이후 다양한 데이터와, 네트워크 환경에

대하여는 별도의 연구나 보고서를 통하여 발표할

예정이다.

2.2 신경망의 학습된 네트워크의 특성

지금까지 학습된 신경망을 시각화하는 연구의

주목적은 학습이 어떤 방식으로 진행되며 이의

의미를 분석하여, 추가적인 정보 및 학습방법의

개선에 활용할 목적이었다. 본 연구에서는 해지를

할 연결들의 통계적 지역적 특성을 판단하기 위

한 목적이다.

Table 1 The artificial neural network structure used

in this study

name model description

FCN-1 l Fully connected 1 layers

l input: 28x28

l output: 10

accuracy >

0.90 [1]

FCN-2 l 2 Fully connected 3 layers

l input: 28x28

l 1st hidden: 300

l 2nd hidden: 100

l output: 10

accuracy >

0.93 [2]

CNN-

3

l 2 Convolutional + 1 Fully

connected

l input: 28x28

l 1st CNN: size=3x3, depth=32.

stride=1x1

l 1st Pooling: size = [2,2], type =

max

l 2
nd
CNN: size = [3, 3], depth =

64, stride=1x1

l 2nd Pooling: size = [2,2], type =

max

l 3rd FCN : (7*7*64) x 10

l output : 10

LecunNet

[2]

accuracy >

0.98

  

우선 가장 단순해서 이해와 설명이 용이한 단

일계층 신경망대하여 훈련후의 가중치 값이 어떠

한 특성을 갖는지를 살펴보고, 일괄적인 연결제거

를 사용했을 때의 정확도 변화에 대하여 살펴본

다. Fig. 2에 각 숫자(클래스)별로 학습된 가중치

의 공간적인 특성을 보기위하여 2차원 형태와 1

차원 단면도로 가시화하였다. 2차원 이미지화의

결과는 외각부분의 가중치가 작다는 점이고, 반드

시 해당된 글자의 획이 지나가는 곳과 일치하지

는 않는다. 또한 각 수자별로도 가중치의 차이가

크게 있음을 볼 수 있다. ‘0’에 수평 단면도를 보

면 중앙의 가중치가 크고 상대적으로 위부분의

가중치는 적게 나타나 직관적인 예측과 유사함을

알 수 있다.
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(a) all 10 weight patterns in 2-D

(b) weights of 3 lines for digit 0

Fig. 2 The weights pattern of simple two

layer neural network for MNIST

Fig. 3 The weights distribution of 3 layer

MLP neural network for MNIST

Fig. 3에서는 가중치의 히스토그램을 살펴보았

다. 보다시피 많은 계수가 0에 가깝게 몰려있는 특

성 (절대치를 보았을 때 라플라시안 분포에 유사)

을 갖고 있다. 그러나 0에 몰린 값들이, 연결해지

를 위하여 두 그룹으로 분류가 용이하도록 기준치

가 분명하게 나누어지지는 않는 것을 알 수 있다.

3. 각 단계별 세부 알고리즘

3.1 제안하는 연결해지 방법

3.1.1 연결 해지와 재학습 방법

앞서 살펴 본바와 같이 가중치의 히스토그램에

선명한 임계치 대상이 없으므로, Fig. 4에서 임계

치 값을 변화시키면서 분류정확도를 살펴보았다.

Fig. 1에서 임계치를 증가시키면서 그 임계치 이

하의 가중치를 갖는 연결을 해지하였다. 단 바이

어스값은 그대로 유지하도록 하였다. FCN-1의

총 연결인 7840개 중에 약 30%인 2500개정도까

지는 오차가 거의 줄지 않음이 확인된다. 그러나

그 이후부터는 오차율이 급격이 증가하여 정확도

가 급격히 감소하는 것을 보인다. 따라서 이이상

의 효율향상을 얻기 위해서는 단순한 연결해지이

외의 방법이 필요하다. 이를 보완하기 위하여 성

긴 연결구조의 신경망을 재훈련 시키는 방법을

사용한다. 재훈련 방식은 단순화된 방법으로 수행

할 수 있을 것으로 생각되나, 본 연구에서는 원

신경망 학습과 동일한 절차를 거치도록 하였다.

FCN-1의 경우 재학습을 통하여 연결수를 1.2에서

33%가량 줄이면서 동일한 정확도를 유지할 수 있음을

확인하였다. 이는 원 신경망의 약 10%에 해당하는 양

으로, 상당한 계산효율을 보인다.

재훈련과정은 계산양이 많이 필요하기 때문에, 모든

해지율을 계산하는 것은 시스템 설계에 큰 어려움이

된다. 따라서 측정 비율에 해당하는 재학습만을 수행한

후, 중간 값에 대해서는 내삽으로 예측하는 방식을 사

용한다. 이에 단순한 선형보간방식을 사용할 수도 있으

나, 앞선 그래프를 보면 특정 임계치를 기점으로 오차

율이 급속히 증가한다는 것을 볼 수 있다. 따라서 실험
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적으로 연결의 수와 오류의 관계식을 다음과 같이 모

델해보겠다.

     (1)

위식에서 는 신경망의 연결의 개수, 민감도 

는 민감도를 의미한다. 민감도 s와 는 두 곳에

서의 값을 측정하여 구할 수 있다.

    
   # of connections

before saturation

    
   # of connections after

saturation (2)

이를 정리하면 다음 식으로 변수를 구할 수 있다.

 log     
   

    
 



(3)

Fig. 4 Accuracy degradation and retraining

performance varying the pruning ratio

of FCN-1

3.2 계층별 연결해지 방법

딥러닝에 사용하는 신경망은 큰 수의 다계층

신경망구조를 가지고 있고, 계층에 따라 연결구조

도 차이를 가지고 있으므로, 같은 가중치를 가지

더라도 일괄적으로 같은 성능의 영향을 보이지

않을 것으로 생각된다. 따라서 각 계층간의 특성

을 고려한 재훈련 방식이 효과적이다. 전체 신경

망의 오류값은 각 계층의 오류율이 작다는 가정

에서 다음과 같이 근사할 수 있다.

         ⋯   

  for   

≈ 
   ⋯  

   ⋯ 
 

(4)

위식에서 는 계층 i에서의 원신경망의 연결의

개수, 는 오류를 의미한다. 또한 각계 층별 민감

도 를 추정하는 방법은 다른 계층의 연결을 고

정한 상태에서 해당 계층의 연결을 해지함으로써

추정이 가능하다. 이때 각 계층 간 연결수 의

원신경연결망을 기준으로 계층별 열결수 ′로 단
순화된 신경망의 계산이득은 다음과 같다.

computatonal gain  c′ici (5)

본 연구에서 사용하는 계층별 연결의 수를 할

당하는 방식은, 주어진 허용 오차가 주어졌을 때

각 계층별 허용오차가 원 신경망에 비하여 동등

한 정도의 저하가 되도록 균일하게 배분하는 것

이다. 즉 현재 신경망의 오류율이 95%의 정확도

를 갖고 5개의 계층을 사용하는 경우 각 계층별

허용오차는 1%로 제한된다. 이방식의 장점은 분

배방식이 상당히 단순하고, 각 계층별로 병렬화된

트레이닝이 가능하다는 점이다. 다음 절에서는 이

알고리즘을 바탕으로 다계층 신경망에서 실험하

여 적용한 결과를 제시한다.

4. 다중 계층 신경망에서의 실험

앞서 제안한 균일 오류 분배 방식을 사용하여 인공

신경망의 단순화가 어느 정도까지 효과를 보일 수 있

는지를 확인하는 실험을 수행하였다. 앞서 언급한 것처
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럼 전연결망과 컨볼루션날 망에 대하여 수행하였다. 우

선, 각 계층별로 모델링하기 위하여, 다른 계층은 동일

하게 유지한 상태에서 한계층만의 정확도/오차율을 계

산한다. Fig. 5는 FCN-2와 CNN-3에서의 각 계층별

오차율 곡선이다.

(a) FCN-2

(b) CNN-3

Fig. 5 Each layer pruning performances in

FCN-2 and CNN-3 system.

Fig. 6에서 FCN-2와 CNN-3의 경우 연결의 수는

하위 계층에서 많고 상위계층으로 가면서 작아지는 특

성을 가지고 있다. FCN-2의 경우 각 235,200개,

30,000개, 1000개이다. 실험결과 3% 오차율 저하를 기

준으로 (93%에서 90%로) 두 계층 즉, 3단의 네트워크

에서 사용된 네트워크의 수와 비율은 각각

34,266/23,5200 = 0.145, 4,494/30,000 = 0.149, 197/1,000

= 0.197이다. CNN-3의 경우, 하나의 커널이 위치를 옮

기면서 연산이 행해지므로 연결의 개수는 커널의, 크기

에 샘플링 수, 즉 입력의 크기를 간격으로 나눈 수를

곱하여 계산한다. 단 CNN에서 사용하는 풀링

(pooling) 단계는 본 연구에서는 그대로 유지하는 것을

가정하였다. 이렇게 각 225792, 3612672, 31360 개이

다. 실험결과 6% 오차율 저하를 기준으로 (99%에서

93%로) 3 계층 신경망에서 사용된 연결의 수는

64,288/225,792 = 0.285, 555,268 /3,612,672 = 0.154,

3,509/31,360 = 0.112이다. 위 실험모두에서 정확도와

계산이득을 고려하였을 때, 하위계층의 연결을 좀 더

많이 제거하는 것이 효과적이라는 것을 확일 할 수 있

었지만, 그 비율이 일정하지는 않다는 점도 확인 할

수 있다. 이는 사용하는 데이터의 특성 네트워크의 특

성에 의존될 가능성이 있어 시스템 최적화 요소로 작

용하며 추후 연구가 필요한 부분이다.

(a) FCN-2 retraining result

(b) CNN-3 retraining result

Fig. 6 Pruning (Proposed Algorithm) ratio vs

classification accuracies in FCN-2 and

CNN-3 system.
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5. 결 론

본 연구에서는 날로 증가하는 인공신경망의 복잡도

를 줄이기 위한 방안으로 약한 연결을 제거하고, 제

학습하는 방법을 살펴보았다. 또한 약한 연결을 제거

한 후에 효과적인 재학습을 위하여 심층신경망의 계

층적 민감도모델을 제시하고 이를 바탕으로, 제거하는

정도(임계치 또는 비율)를 조절하는 방안을 제시하였

다. 그 결과 원하는 최소 정확도를 보장하는 하면서

계산효과적인 형태의 신경망을 구축할 수 있음을 보

였다. 이때 계층구조의 경우에는 각 계층별 연결수에

따라 민감도가 달라지므로, 이를 고려한 알고리즘을

제안하고 적용하였다.

연구 환경과 시공간의 제약상 본 연구에 사용한

데이터와 신경망의 규모는 최근 사용하는 신경망에

비하여 제한적이지만, 알고리즘의 적용 방법과 경향은

유사할 것으로 판단되며, 좀 더 대규모의 신경망을 사

용한 분석결과는 추후 진행 후 발표를 할 예정이다.

또한, 신경망의 단순화를 사용하게 되면 염려되는

몇 가지 단점이 있다. 이는 연결 구조를 정적으로 하

는 대신 동적으로 구성이 가능하도록 하면 문제를 없

앨 수 있다. 또한 자연적으로 존재하던 잉여 연결에

의한 고장-둔감성이 약화될 가능성이 있다. 그러나 이

러한 문제가 본 연구의 의도와 방향에 근본적인 한계

라고 생각하지는 않으며 VLSI칩 설계하는 영역에서

지속적으로 연구되고 있으므로 계속적인 발전이 있으

리라 예상된다.

마지막으로, 조심스럽게 덧붙이고 싶은 사항이 있다.

저자들이 위 실험결과를 보면서, 연결을 단순화하

는 과정은 기존 신경망의 중복된 표현을 제거한

다는 의미에서 정보이론 (Information Theory)에서

소스코딩 (source coding)이나 PCA (principal

component analysis)와 유사한 점이 있다. 특히

소스코딩의 데이터양-왜곡 (Rate-distortion) 이

론은 영상압축 기법에서 최적화 방법으로 활용되

어 왔다. 따라서 이 연구 결과들을 접목시킨다면

연결해지 방법의 체계화가 가능할 것으로 조심스

럽게 예상해본다.
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