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딥러닝을 PC에 적용하기 위한
메모리 최적화에 관한 연구
A Study On Memory Optimization
for Applying Deep Learning to PC

이 희 열*, 이 승 호**
★

Hee-Yeol Lee*, Seung-Ho Lee**

Abstract

In this paper, we propose an algorithm for memory optimization to apply deep learning to PC. The proposed
algorithm minimizes the memory and computation processing time by reducing the amount of computation
processing and data required in the conventional deep learning structure in a general PC. The algorithm
proposed in this paper consists of three steps: a convolution layer configuration process using a random filter
with discriminating power, a data reduction process using PCA, and a CNN structure creation using SVM. The
learning process is not necessary in the convolution layer construction process using the discriminating random
filter, thereby shortening the learning time of the overall deep learning. PCA reduces the amount of memory
and computation throughput. The creation of the CNN structure using SVM maximizes the effect of reducing
the amount of memory and computational throughput required. In order to evaluate the performance of the
proposed algorithm, we experimented with Yale University 's Extended Yale B face database. The results show
that the algorithm proposed in this paper has a similar performance recognition rate compared with the existing
CNN algorithm. And it was confirmed to be excellent. Based on the algorithm proposed in this paper, it is
expected that a deep learning algorithm with many data and computation processes can be implemented in a
general PC.

요 약

본 논문에서는 딥러닝을 PC에 적용하기 위한 메모리 최적화에 관한 알고리즘을 제안한다. 제안된 알고리즘은 일

반 PC에서 기존의 딥러닝 구조에서 요구되는 연산처리 과정과 데이터 량을 감소시켜 메모리 및 연산처리 시간을
최소화한다. 본 논문에서 제안하는 알고리즘은 분별력이 있는 랜덤 필터를 이용한 컨볼루션 층 구성 과정, PCA를
이용한 데이터 축소 과정, SVM을 사용한 CNN 구조 생성 등의 3과정으로 이루어진다. 분별력이 있는 랜덤 필터를
이용한 컨볼루션 층 구성 과정에서는 학습과정이 필요치 않아서 전체적인 딥러닝의 학습시간을 단축시킨다. PCA를
이용한 데이터 축소 과정에서는 메모리량과 연산처리량을 감소시킨다. SVM을 사용한 CNN 구조 생성에서는 필요
로 하는 메모리량과 연산 처리량의 감소 효과를 극대화 시킨다. 제안된 알고리즘의 성능을 평가하기 위하여 예일
대학교의 Extended Yale B 얼굴 데이터베이스를 사용하여 실험한 결과, 본 논문에서 제안하는 알고리즘이 기존의
CNN 알고리즘과 비교하여 비슷한 성능의 인식률을 보이면서 연산 소요시간과 메모리 점유율에 있어 우수함이 확
인되었다. 본 논문에서 제안한 알고리즘을 바탕으로 하여 일반 PC에서도 많은 데이터와 연산처리를 가진 딥러닝 알
고리즘을 구현할 수 있으리라 기대된다.
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Ⅰ. 서론

기계학습은 컴퓨터과학의 한 분야로써 데이터를

학습하고 학습한 데이터를 기반으로 후에 입력되

는 데이터를 인지, 예측 하는 알고리즘 기술이라

할 수 있다. 현재 기계학습은 생체인식, 일기예측,

주가예측 등의 여러 분야에서 사용되고 있으며

최근에는 기계학습의 일종인 딥러닝을 이용한 ‘알

파고’라는 프로그램을 구글에서 개발하였고 현직

프로바둑기사와 바둑을 두어 이기는 수준의 개발

이 진행되었다. 그러나 이러한 고성능의 딥러닝

알고리즘을 이용한 프로그램은 주로 대기업의 슈

퍼컴퓨터에 대량의 병렬연산에 의해 가능하며 일

반적으로 사용되는 가정용 PC로는 구현하기 어려

운 것이 현실이다.

본 논문에서는 일반적으로 사용되는 가정용 PC

상에서의 딥러닝 알고리즘을 활용할 수 있도록

데이터 압축 및 최소화하는 알고리즘을 제안한다.

그림 1은 본 논문에서 제안한 알고리즘의 전체

순서도이다. 첫 번째로 분별력이 있는 랜덤 필터

를 이용한 컨볼루션 층을 구성하여 전체적인 딥

러닝의 학습시간을 단축시킨다. 두 번째로

PCA(Principal Component Analysis)를 이용한 데

이터 축소 과정에서는 메모리량과 연산처리량을

감소시킨다. 세 번째로 SVM(Support Vector Machine)

을 사용한 CNN(Convolution Neural Network) 구

조 생성에서는 메모리량과 연산처리량의 감소 효

과를 극대화 시킨다.

Fig. 1. The overall flowchart of proposed algorithm

그림 1. 제안하는 알고리즘의 전체 순서도

Ⅱ. 딥러닝을 PC에 적용하기 위한

메모리 최적화

1. 기존의 딥러닝 구조

CNN 구조는 영상 이미지를 요소 하나하나의 가

중치 연산이 아닌 특징 추출 필터를 이용하여 지

역적인 특징값을 추출하여 연산하고 이를 반복하

여 최종적인 특징 데이터를 추출한다. 즉, 필터연

산을 하는 convolution layer와 데이터를 축소시키는

sub-sampling layer의 반복으로 구성된다. 반복되

는 작업 이후에 특징 데이터가 추출되면, 이를 벡

터화하여 신경망 구조에 입력하여 학습을 수행한

후에 이미지 분류 및 인식을 수행하게 된다. 그림

2는 CNN의 구조이다.

Fig. 2. Structure of CNN

그림 2. CNN의 구조

한편, 기존의 CNN 구조는 높은 영상 인식률과

간단한 구조로 사용이 편리하지만, 긴 학습시간과

큰 메모리 점유율이라는 단점이 있다. 또한 특징

데이터를 신경망에 입력하여 분류하는 과정에서

도 고차원의 데이터가 생성되기 때문에 연산량,

처리시간, 메모리 등에서 많은 리소스를 요구하게

되는 문제점이 있다. 이러한 문제를 해결하기 위

해 전용 장비의 개발 및 병렬처리 기법 등을 사

용한다.[1][2][3]

본 논문에서는 전용장비를 사용하지 않고 딥러

닝을 PC에 적용하기 위한 메모리 최적화에 관한

알고리즘을 제안한다. 제안된 알고리즘은 일반

PC에서 기존의 딥러닝 구조에서 요구되는 연산처

리 과정과 데이터 량을 감소시켜 메모리 및 연산

처리 시간을 최소화한다.

2. 메모리 최적화를 위한 딥러닝 구조

가. 분별력이있는랜덤필터를이용한 컨볼루션층구성

기존의 딥러닝 구조는 뒷단의 신경망 구조에서부

터 앞단의 필터까지 역전파 알고리즘을 통하여 학습

은 수행하면서 긴 학습시간을 요구한다. 그러나 분

별력이 있는 랜덤 필터를 생성했을 경우, 분별력이
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있는 특징 데이터가 추출되어 학습 후의 결과에

근접한 인식률을 보인다.[4][5][6] 본 논문에서는

생성한 필터간의 분별력을 확인하기 위하여 정보

통신분야에서 2개의 신호의 유사성을 확인할 때

사용하는 상호상관 함수를 이용한다. 식(1)은 정

보통신분야에서 사용되는 1차원 신호 와

의 상호상관함수이다.

  
 ∞

∞

  (1)

상호상관 함수는 두 신호를 시간축으로 만큼

차이를 두었을 때 두 신호를 곱하여 적분한다. 이

때 연산 결과값은 두 신호의 유사도와 비례하다.

식(2)는 2차원인 필터에 적용하기 위해 본 논문에

서 수정한 상호상관 함수이다.

        (2)

수정한 상호상관 함수는 이산 데이터인 필터의

연산을 위해 축과 축으로 각각  , 만큼 차이

를 두어 두 필터의 계수를 곱하여 절대값을 취한

뒤 합한다. 기존의 상호상관함수와 다르게 절대값

을 취하는 이유는 필터의 계수가 음수값을 가지

는 것이 가능하기 때문이다. 그림 3은 필터간의

상호상관 함수 연산을 보인다.

Fig. 3. Operation cross-correlation function between filters

그림 3. 필터 간의 상호상관 함수 연산

제안하는 필터 간의 상호상관함수 연산은 와

값을  부터 필터의 마지막 좌표까지 입력하

여 연산 후 가장 큰 값을 유사율로 사용한다. 이

때 유사율이 10% 이하의 필터만 수집하여 전체

필터 set을 구성한다. 구성한 필터 set을 CNN 구

조에서 적용하여 학습시 전체 구조를 학습하지

않고 뒷단의 신경망 구조만 학습하도록 한다. 이

를 통하여 학습 연산량과 학습시간을 크게 감소

시키게 된다. 그림 4는 랜덤 필터를 사용한 CNN

학습 시간 단축을 보인다.

Fig. 4. Reducing learning time of CNN using random filter

그림 4. 랜덤 필터를 사용한 CNN 학습 시간 단축

나. PCA를 이용한 데이터 축소

PCA는 기존의 얼굴인식 및 분류에서 고차원의

데이터를 사용할 경우 데이터간의 분산을 최대로

하는 주성분으로 분석하여 차원을 축소하는 기법

이다. PCA는 축소시킬 차원의 수를 데이터의 클

래스 수 이하로만 설정할 수 있다는 단점이 있다.

하지만 많은 데이터와 클래스를 학습 및 분류하

는 딥러닝에 있어서 좋은 차원축소 알고리즘이

될 수 있다. 본 논문에서는 컨볼루션층을 통해 추

출된 특징벡터를 신경망 구조에 입력하기 전에

PCA를 적용하여 신경망에 필요한 노드 수를 줄

이고 이에 따라 연산량과 데이터를 줄이는 효과

를 도출한다. 그림 5는 PCA를 적용한 차원축소

과정이다.

Fig. 5. Processing dimension reduction using PCA

그림 5. PCA를 사용한 차원축소 과정
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다. SVM을 사용한 CNN 구조

기존의 CNN구조에서는 역전파 알고리즘을 이

용하여 오류값을 역전파하여 신경망과 컨볼루션

층의 필터를 포함한 가중치 값을 수정한다. 이러

한 이유로 분류기의 사용에 역전파 알고리즘이

사용 가능해야 한다는 제약이 걸려 다른 분류기

를 적용하기 어렵다. 제안하는 CNN구조는 컨볼

루션 층 필터의 가중치값을 수정하는 과정이 불

필요하므로 신경망 뿐만 아니라 다른 분류기의

사용이 가능하다. 본 논문에서는 분류기로 신경망

을 대신하여 SVM을 사용한다. SVM은 감독학습

분류기 중 하나로써 신경망 구조와 비교하여 상

대적으로 적은 메모리를 사용함 및 과적합

(overfitting)에 덜 취약하다는 장점이 있다.[7] 또

한 비선형 SVM을 사용 할 때 높은 분류 성능을

보인다. 제안하는 구조에서 SVM은 앞의 컨볼루

션 층을 통해 추출된 특징벡터간의 클래스에 따

라 클래스 영역을 나누고 이후 입력된 데이터의

좌표에 따라 해당 영역을 판별하여 클래스를 분

류한다. 그림 6은 SVM을 사용한 CNN 구조이다.

Fig. 6. Structure of CNN using SVM

그림 6. SVM을 사용한 CNN 구조

3. 실험

가. 실험 방법

본 실험에 사용한 장비는 Intel(R) Core(TM)

i5-3470 CPU 프로세서, RAM 8GB, NVIDIA

GeForce GT 620 GPU 프로세서 등으로 구성되어

있다. 실험에 사용한 운영체제는 Windows7

Ultimate 64bit이고 개발도구는 Visual Studio

2013으로 사용된 라이브러리는 OpenCV3.2+CUDA

이다. 실험에 사용된 얼굴 데이터베이스는 주요

논문에서 평가 기준으로 사용하고 있는 Extended

Yale B 데이터베이스를 사용하였다. Extended

Yale B 데이터베이스는 예일 대학교에서 얼굴인식

을 위해 수집한 얼굴 데이터베이스로써 기존 얼굴

인식 알고리즘의 인식률 확인에 다수 활용되었다.

조명의 상태에 따른 서브 데이터가 있으며 총 38

명의 클래스로 구성되어 있다. 실험에 사용한 데

이터는 총 3개의 서브 데이터이며 서브1 데이터

는 학습 데이터로 서브2 데이터와 서브3 데이터

는 검증 데이터로 사용한다. 그림 7은 실험에 사

용한 Extended Yale B 데이터베이스이다.

Fig. 7. Extended Yale B dataBase

그림 7. Extended Yale B 데이터베이스

실험은 데이터베이스를 학습에 걸리는 시간 및

수행 프로그램의 메모리 점유율 및 인식률을 확

인한다.

나. 실험 결과

인식률은 인식 성공한 이미지의 수를 통해 도

출하였다. 메모리 점유율은 Windows 작업 관리

자를 통하여 점유되는 메모리 크기를 측정하였다.

작업관리자를 통한 메모리 점유율을 확인하였다.

또한 학습 시간 및 연산 시간은 실험에 사용된

프로그램 내의 라이브러리를 통해 도출하였다. 표

1은 제안하는 시스템의 실험 결과이고 그림 8은

제안하는 시스템의 실험 결과 그래프다. 인식률은

기존의 CNN 구조와 제안하는 알고리즘을 비교하

였을 때 서브2의 경우 0.22%, 서브3의 경우

0.95%의 인식률 차이를 보였다. 이와 같은 결과는

서브데이터에 따라 약 1% 내외의 인식률 차이를

보이는것에 비해 학습을 하지 않은 결과임을 고

려하였을 때 학습 후의 결과와 큰 차이가 없음을

보인다. 메모리에 있어서는 기존의 CNN 구조는

1,206,736kb, 제안하는 알고리즘은 942,552kb를 사

용하여 264,184kb의 메모리 사용 차이를 보였다.
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학습시간은 서브2의 경우 11,600초, 서브3의 경우

12,079초로 기존 학습시간의 약 13%로 단축하였다.

Table 1. Experimental results of the proposed system

표 1. 제안하는 시스템의 실험 결과

method Data

Recognition

Rate

(%)

Memory

(kb)

Learning

Time

(s)

Existing

CNN

sub2 100 1,206,736 13,456

sub3 98.97 1,206,736 14,021

Propose

d CNN

sub2 99.78 942,552 1,856

sub3 98.02 942,552 1,942

Fig. 8. Experimental results graph of the proposed system

그림 8. 제안하는 시스템의 실험 결과그래프

Ⅲ 결론

본 논문에서는 딥러닝을 PC에 적용하기 위한

메모리 최적화에 관한 알고리즘을 제안하였다. 제

안된 알고리즘은 기존의 딥러닝 알고리즘과 비슷

한 성능의 인식률을 보이면서 메모리 감소 및 학

습시간 단축을 보였다. 따라서 제안한 알고리즘을

바탕으로 하여 일반 PC에서도 많은 데이터와 많

은 연산처리를 가진 딥러닝 알고리즘을 구현할

수 있으리라 기대된다. 또한 슈퍼 컴퓨터를 쉽게

접할 수 없는 많은 사람들이 손쉽게 자신만의 아

이디어를 딥러닝 알고리즘에 적용하여 구현함으

로써 다양하고 혁신적인 아이디어를 가진 딥러닝

알고리즘이 개발될 수 있으리라 기대된다.

향후 연구과제로는 실시간 인식 및 학습을 위한

딥러닝의 구조와 학습 알고리즘에 대한 연구가

필요하다.
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