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요  약  본 논문은 계층적 Convolutional Nerual Network(CNN)을 이용한 스마트폰용 객체 인식 시스템이다. 전체적
인 구성은 스마트폰과 서버를 연결하여 서버에서 컨볼루셔널 뉴럴 네트워크로 객체 인식을 하고 수집된 데이터를 매
칭시켜 스마트폰으로 객체의 상세정보를 전달하는 방법이다. 또한 계층적 컨볼루셔널 뉴럴 네트워크와 단편적 컨볼
루셔널 뉴럴 네트워크와 비교하였다. 계층적 컨볼루셔널 뉴럴 네트워크는 88%, 단편적 컨볼루셔널 뉴럴 네트워크는 
73%의 정확도를 가지며 15%p의 성능 향상을 보였다. 이를 기반으로 스마트폰과 방송매체와 연동한 T-Commerce 시
장 확장의 가능성을 보여준다. 아울러 방송영상을 시청하면서 Information Retrieval, AR/VR 서비스도 제공 가능하다.

주제어 : 컨볼루셔널 뉴럴 네트워크, T-Commerce, 딥 러닝, 객체 인식, 풀링

Abstract  This paper is a smartphone object recognition system using hierarchical convolutional neural network. 
The overall configuration is a method of communicating object information to the smartphone by matching the 
collected data by connecting the smartphone and the server and recognizing the object to the convergence 
neural network in the server. It is also compared to a hierarchical convolutional neural network and a fractional 
convolutional neural network. Hierarchical convolutional neural networks have 88% accuracy, fractional 
convolutional neural networks have 73% accuracy and 15%p performance improvement. Based on this, it shows 
possibility of expansion of T-Commerce market connected with smartphone and broadcasting media.
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1. 서론

드라마나 영화 등 방송매체의 장면 등을 통한 

T-Commerce가 부상되고 있다. 대표적으로는 IPTV로 

인한 홈쇼핑이 있다. IPTV를 이용한 대부분의 가정에서

는 리모컨에 매우 다양한 버튼이 있고 이를 이용하여 홈

쇼핑 등에서 쉽게 물품을 구입할 수 있게 되었다. 또한 

스마트폰의 보급률이 <Table 1>에서 보는 것과 같이 
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91%에 달하여 세계 보급률 1위로 스마트폰과 연동된 

T-Commerce도 가능하다[1]. 하지만 이것은 일부 연결

된 방송으로 매우 제한되어있다. 등록되어있는 일부의 

상품만을 해야 하는 이유는 모든 상품에 대한 정보를 자

동으로 인식할 수 없기 때문이다. 만약 등록되어있지 않

은 상품정보를 알 수 있다면 더욱 확장된 시장이 형성될 

것이다.

Countries Penetration rate

Korea 91%

UAE 91%

 Singapore 91%

Saudi Arabia 86.1%

Sweden 85%

Norway 83%

Taiwan 82%

Spain 81%

Malaysia 81%

China 79%

 The United States of America 72%

<Table 1> Top countries with smartphone penetration
rate

(TNS. As of March 2016)[1]

최근 GPU와 인터넷의 발전으로 딥 러닝 알고리즘이 

크게 발전되고 있다[2, 3]. 딥 러닝 알고리즘은 컴퓨터를 

학습시키는 방법으로 이미지, 자연어, 음성 등 다양한 분

야에서 응용되고 있다. 특히 이미지 분류 및 인식은 2012

년에 mean average precision이 0.37에서 2014년엔 0.66

에 달할 정도로 빠른 속도로 성능이 향상되고 있다[4]. 또

한 이미지의 위치를 찾는 이미지 로컬라이제이션, 이미

지 인식 후 이를 이용하여 이미지의 내용을 만드는 이미

지 캡셔닝 등 좀 더 세부적으로 발전되고 있다[5, 6]. 이러

한 방법을 이용하면 방송매체의 객체 정보를 학습할 수 

있고 인식도 가능할 것이다. 특히 이미지에 특화된 딥 러

닝 알고리즘 중 하나인 컨볼루셔널 뉴럴 네트워크

(Convolutional Neural Network, CNN)은 이미지 객체 

인식에 특화된 알고리즘이다[7, 8, 9]. 하지만 이 방법은 

알고리즘의 특성상 단일 CNN으로는 정확도가 매우 떨

어짐을 기존의 Image Large Scale Visual Recognition 

Challenge(ILSVRC)을 보면 알 수 있다[3]. 이러한 문제

를 해결하기 위해 학습 모델을 계층적으로 구성한 계층

적 CNN모델을 제안한다. 

계층적 CNN 모델은 단일 CNN 모델과 달리 두 개의 

서로 다른 종류의 CNN 모델을 사용한다[10]. 방송매체의 

객체는 매우 종류가 다양하다. 특히 같은 종류의 객체도 

다양한 상품이 존재한다. 그렇기 때문에 상세하게 구별

하는 것이 매우 어렵다. 이러한 복잡성을 해결하기 위해 

계층적 CNN 모델을 제안한다. 계층적 CNN 모델은 첫 

번째 CNN 모델로 객체의 종류를 분류하고, 두 번째 

CNN 모델로 세부 종류를 구분한다. 이렇게 하면 정확도

를 향상시킬 수 있다. 향상된 모델을 스마트폰에 내장하

기에는 계산속도의 문제가 있기 때문에 이를 서버로 구

성하여 실시간으로 사용할 수 있게 연동한 시스템을 구

성한다.

본 연구에서는 ILSVRC에서처럼 상위 3개에 정답이 

나오면 맞춘 것으로 간주한다. 이런 방법으로 단일 CNN 

모델은 73%의 정확도를, 계층적 CNN 모델은 88%의 정

확도를 보였다. 기존의 방법보다 15%p 향상되었으며, 동

작 속도에는 많은 차이를 보이지 않는다. 즉 단일 CNN 

모델의 성능이 떨어지는 단점이 있다. 전체적인 시스템

의 속도는 약 3초미만으로 실시간으로 활용이 가능하다. 

본 논문의 실험은 두 개의 서버를 이용한 시스템을 기반

으로 한다. 하나는 CNN을 이용한 객체 인식 서버이고, 

다른 하나는 데이터 정보를 가지고 있는 데이터베이스 

서버이다. 스마트폰을 이용하여 각 서버와 통신을 통해

서 결과를 받게 되는데 본 실험에서는 동일한 시스템에

서 CNN 서버의 구조만을 변경하여 실험을 진행하였다. 

본 논문의 구성은 2장에서 CNN에 대해 간략하게 설

명하고 3장에서는 본 논문에서 제안한 모델 및 전체적인 

시스템을 설명한다. 4장에서는 단일 CNN과 계층적 

CNN의 실험 결과를 비교하여 성능 평가를 하고 5장에서

는 결론을 낸다.

2. 관련 연구

2.1 컨볼루셔널 뉴럴 네트워크

    (Convolutional  Nerual Network, CNN)

컨볼루셔널 뉴럴 네트워크는 기존의 머신 러닝 알고

리즘 중 뉴럴 네트워크를 응용한 알고리즘이다[7, 8, 9]. 

객체의 특징을 학습하는 방법으로 특징을 추출하는 방법

을 단계적으로 하며, 특징 추출에 사용하는 기법이 바로 

컨볼루션 기법이다. 컨볼루셔널 뉴럴 네트워크의 구성은 
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[Fig. 1]과 같다. 

컨볼루셔널 뉴럴 네트워크는 컨볼루션과 풀링 기법이 

사용되고 마지막엔 완전 연결 Layer(fully connected 

layer)가 있어서 계산이 된다. 컨볼루션과 풀링 기법을 사

용하여 이미지의 특징을 추출하고 마지막에 이를 모두 

연결하여 백프로퍼게이션(back-propagation)을 하여 학

습을 진행한다[11].

[Fig. 1] Model Construction of Representative 
Convolution Neural Network [12]

2.1.1 컨볼루션(Convolution)

컨볼루션은 이미지에 필터를 이용하여 특징을 추출하

는 방법이다. 보편적으로 컴퓨터에서 이미지의 특징은 

픽셀차이가 큰 것을 특징이라고 한다. 비슷한 색은 특징

으로 보지 않고 객체의 경계처럼 객체의 테두리가 되는 

것이 대표적이다. [Fig. 2]은 픽셀 차를 이용한 객체의 특

징 추출의 예시로 테두리를 특징으로 뽑을 수 있다.

[Fig. 2] Object feature extraction using pixel difference

하지만 단순 픽셀 차를 이용하면 객체의 테두리만을 

특징으로 추출하게 된다. 그렇기 때문에 다양한 특징 추

출 기법을 사용한다. 대표적으로 사용되는 것이 바로 소

벨(Sobel) 특징 추출 기법이다[13]. 소벨 특징 추출은 이

미지에 필터(filter)를 적용하여 필요한 특징만을 추출하

는 방법이다. 이때 사용되는 계산이 바로 컨볼루션 기법

이다. 우선 소벨 특징 추출에 사용되는 마스크는 [Fig. 3]

과 같다.

[Fig. 3] Sobel filters

[Fig. 3]와 같은 마스크를 이미지에 한칸씩 움직이면

서 컨볼루션을 한다. 계산은 식(1)과 같고 이것을 보여주

는 이미지는 [Fig. 4]과 같다. 

   
 




 



      (1)

식(1)에서 D는 결과 이미지, F는 필터, S는 원본 이미

지이다. [Fig. 4]와 같이 원본 이미지에서 필터와 같은 위

치의 값을 모두 곱한 후 더한 값이 결과 이미지 픽셀 값

이 되는 것이다. [Fig. 3]의 필터를 이용하여 특징을 추출

하게 되면 [Fig. 5]과 같은 특징을 추출할 수 있게 되는 

것이다.

[Fig. 4] Method of convolution calculation 

[Fig. 5] Sobel feature extraction image

2.1.2 풀링(Pooling) 기법

풀링은 이미지의 특징을 추출한 후 사이즈를 줄여주
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는 역할을 한다. 풀링은 일정 영역의 픽셀에서 대표하는 

하나의 값만을 남겨두고 이외의 값은 제거하여 대표하는 

값으로만 이루어진 특징이 된다. 이때 사용하는 방법이 

보통 최댓값 풀링(max pooling), 평균값 풀링(mean 

pooling)이 있다[14]. 

[Fig. 6]과 같이 각 영역에서 대표하는 값으로 새로운 

이미지를 구성하게 되면 특징 이미지의 크기는 줄어들고 

특징은 남아있게 되어 계산 속도를 줄일 수 있다. 이때 

대표하는 값을 최댓값으로 하면 최댓값 풀링, 평균값으

로 하면 평균값 풀링이 된다. 

[Fig. 6] Method of pooling calculation

2.1.3 백프로퍼게이션(Back-propagation)

백프로퍼게이션은 역전파오류 알고리즘이라고 불리

는데 오차를 이용하여 값을 변경시켜 정답에 맞도록 학

습하는 알고리즘이다[11]. 백프로퍼게이션 알고리즘은 

입력(input)에 가중치(weight)를 계산하여 나오는 값과 

정답과의 오차(error)를 계산하여 그 오차를 이용해 가중

치를 변경시킨다. 가중치를 변경하는 것을 학습이라고 

한다. 또한 이렇게 모든 노드가 연결된 것이 Full connected 

라고 한다. [Fig. 7]의 왼쪽 이미지처럼 우선은 순방향으

로 output를 도출한다. 이 때 가중치는 랜덤으로 구성되

며 다양한 방법으로 계산된다. 각 히든 Layer(hidden layer)

의 노드는 각 가중치의 값들과 계산된 값의 합이다. 이렇

게 계산된 값은 당연히 정답이 될 수가 없다. 이때 정답

과 계산된 값의 차인 오차를 구한다. 오차를 이용하여 가

중치의 값을 변경하여 정답에 수렴하도록 한다. 

[Fig. 7]에서 와 ′가 가중치가 되는데 이 값을 

변경시킨다. 가중치를 변경할 때 사용하는 식은 매우 다

양하다. 대표적으로 SGD(Stochastic Gradient Descent)

가 있다[15]. 가중치를 학습하는 목적은 결과가 정답에 

수렴하도록 하는 것이다.

[Fig. 7] Configuration of algorithms of feed forward 
and back propagation 

CNN에서는 가중치에 해당하는 것이 filter이며 가중

치를 학습시키는 것이 filter를 학습하는 것과 같다. CNN

은 특징을 추출하는 filter의 단일 연결로 진행되며 최종

적으로 특징이 추출된 노드의 Layer에서 fully connect로 

연결된다. 최종적으로 백프로퍼게이션을 통한 컨볼루셔

널 필터의 학습이 CNN의 학습방법이다. 

2.1.4 드롭아웃(Dropout)

드롭아웃(Dropout)은 CNN에서 사용하는 fully connected 

연결 방법이다[16]. 학습을 할 때마다 무작위로 노드의 

개수를 연결하여 학습하는 것이다. 

[Fig. 8] Dropout

[Fig. 8]의 왼쪽 이미지처럼 원래는 fully connected로 

연결되지만 드롭아웃을 하게 되면 학습이 한번 진행될 

때 마다 새로운 모델이 생성되는 효과를 얻을 수 있어서 

성능이 향상됨을 알 수 있다. 특히 드롭아웃은 과적합

(over-fitting)을 방지하기 위해 만들어진 것이다. 과적합

은[Fig. 9]의 아래 그림과 같이 너무 학습이 잘되어 학습

의 결과는 매우 좋은 것을 의미한다. 
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[Fig. 9] Examples of balanced learning and 
         overfitting 

하지만 과적합은 학습데이터에 한에서 가중치가 맞춰

진 것으로 다른 데이터로 실험을 하면 정확도가 급격하

게 떨어지게 된다. 따라서 과적합이 되지 않게 학습하는 

것이 매우 중요하다.  

3. 모델 구성

3.1 데이터셋

본 논문에서는 방송 매체에 나오는 객체를 이용한 객

체 인식을 목표로 한다. 그렇기 때문에 대부분의 학습 이

미지는 방송 매체에서 수집하였다. 총 20개의 객체 종류

와 각 종류 별 세부 제품을 각 5개씩 구성하고 제품 별 

10장의 이미지를 데이터셋으로 구성한다[17]. [Fig. 10]을 

보면 A부터 T까지 총 20개의 객체 종류가 있고 내부적

으로 각각 5개의 세부 종류가 들어가 있다. 본 실험에서 

사용할 데이터는 각 10장씩 구성된 세부 종류의 이미지

로 전체 100개의 객체이다. 이렇게 총 1,000장의 데이터

를 이용해 학습과 테스트를 진행한다.

 

[Fig. 10] Structure of Datasets

[Fig. 11]은 [Fig. 10]에서 A1과 같이 세부 종류에 대한 

이미지 데이터이다. 하나의 제품에 대해 각도, 크기 별 데

이터를 넣어서 구성한다. 데이터셋은 학습에 필요한 트

레이닝셋과 평가에 필요한 테스트셋으로 나누는데 트레

이닝셋은 전체의 90%를 랜덤으로 추출하여 사용하고 나

머지 10%는 테스트 셋으로 구성한다.

[Fig. 11] Images in broadcast media used for learning

3.2 단일 CNN 모델

단일 CNN 모델은 일반적으로 사용하는 가장 기초적

인 CNN 구조이다. 본 실험에서는 기본적으로 컨볼루셔

널 Layer의 수를 4개, 5개, 6개로 나눠서 실험을 한다. 다

양한 Layer를 통한 모델을 구성한 이유는 바로 적합성을 

판단하기 위해서다. 본 논문의 시스템은 실시간 동작이 

필요하기 때문에 모델을 통한 객체를 예측하는 속도를 

최대한으로 줄이는 것이 필요하다. 

Layer 4L 5L 6L

Channel(R, G, B, 3colors) 3 3 3

Input Layer 256x256x1 256x256x1 256x256x1

1st convolutional layer 11x11x32 5x5x32 2x2x32

1st pooling layer 3x3x32 2x2x32 3x3x32

2nd convolutional layer 7x7x64 4x4x64 2x2x64

2nd pooling layer 4x4x64 3x3x64 2x2x64

3rd convolutional layer 2x2x128 3x3x128 3x3x128

3rd pooling layer 3x3x128 3x3x128 2x2x128

4th  convolutional layer 3x3x256 4x4x256 3x3x256

4th pooling layer 2x2x256 2x2x256 2x2x256

5th convolutional layer 2x2x512 2x2x512

5th pooling layer 2x2x512 2x2x512

6th convolutional layer 2x2x512

Dropout 0.5 0.5 0.5

Fully connected layer (unit) 512 512 512

Output 100 100 100

<Table 2> Structure comparison of single CNN models
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CNN 모델의 실행속도와 정확도는 Layer와 노드의 개

수와 연관이 있다. Layer의 수가 적으면 속도는 빨라지지

만 정확도가 떨어지게 되고 반대로 Layer의 수가 많아지

면 속도는 느려지지만 정확도가 올라간다. 또한 여기서 

말하는 노드는 필터의 개수이다. 필터의 개수가 많아지

면 계산량이 늘어나게 된다. 객체의 수가 많아지면 Layer

의 수와 함께 필터의 수가 많아져야한다. 하지만 CNN 모

델을 구성할 때 가장 적합한 모델을 구성하는 방법은 존

재하지 않는다. 실시간 예측에 적합한 모델을 찾기 위해

서 다양한 모델을 구성하고 실험을 통한 경험적 모델을 

구성해야 한다.

본 실험에서 사용하는 CNN은 모델은 <Table 2>와 

같다. Layer의 개수에 따라 4L, 5L, 6L로 명시한다. 학습

에 사용되는 입력 이미지의 크기는 256x256의 컬러 이미

지를 사용하고 컨볼루션과 풀링을 반복하는 구조로 구성

한다. 컨볼루션 필터의 사이즈는 4L, 5L, 6L의 모델이 서

로 다 다르다. 그 이유는 마지막 Fully Connected layer에

서 이미지 특징의 크기를 2x2 크기로 맞추기 위함이다. 

Output은 100 개 중 한 개로 하며 이때 총 3개의 답을 예

측하여 포함되어 있으면 정답으로 간주한다.

3.3 계층적 CNN 모델

계층적 CNN 모델은 단일 CNN 모델을 연결하여 사용

한다. 100개 중 하나를 추출하는 방법은 이미 증명되어 

있지만 방송 매체에 나오는 객체의 특성상 같은 종류의 

객체지만 제조사, 기능 등 세부적인 특징이 다른 것이 있

기 때문에 정확도가 일반 객체 인식과 비교하여 많이 떨

어진다. 그렇기 때문에 계층적 CNN 모델에서는 우선 같

은 종류의 객체를 찾고 세부 CNN 모델을 구성하여 내부

적으로 객체를 인식 및 분류하는 방법을 사용한다.

[Fig. 12]에서처럼 우선 입력이 들어오면 CNN1을 통

해서 객체를 분류한다. 이때 객체는 20개로 분류가 되고 

각 종류마다 5개의 세부 종목을 분류한다. 단일 CNN 모

델보다 학습 시간이 오래 걸리며 구성하는데 복잡함이 

있다. 단일 CNN 모델은 하나의 학습 모델만을 구성하면 

되지만 계층적 CNN 모델은 종류를 분류하는 CNN1 한 

개와 세부 항목을 분류하는 CNN2가 각 종류별로 구성되

어야 하므로 20개의 서로 다른 CNN2 모델을 구성해야한

다. 즉 계층적 CNN 모델은 20개를 만들어야한다.

[Fig. 12] Configuration of Hierarchical CNN Model

계층적 CNN 모델도 단일 CNN 모델과 같이 입력 이

미지의 크기를 256으로 설정한다. CNN1과 CNN2의 

Layer의 수는 5개의 Layer로 설정한다. 단일 CNN 모델

에서는 Layer의 수를 3, 4, 5, 6개로 나누어서 했지만 계

층적 CNN 모델은 5개의 Layer로 통일한다. 이것은 단일 

CNN 모델의 실험결과에서 알 수 있겠지만 5개의 Layer

의 성능이 학습 시간에 비해서 가장 좋았기 때문이다. 

Layer별 컨볼루션널 필터와 풀링 필터의 크기는 <Table 

3>과 같다. [Fig. 13]은 <Table 3>의 CNN1과 CNN2의 

각 필터를 적용한 후 추출되는 이미지의 크기와 개수를 

표현한 그림이다. @ 표시 앞의 숫자는 필터의 개수를 의

미하고 뒤의 수는 가로x세로의 필터가 적용된 이미지의 

크기를 표현한다.

Layer CNN1 CNN2

Channel(R, G, B, 3colors) 3 3

Input Layer 256x256x1 256x256x1

1st convolutional layer 5x5x32 5x5x32

1st pooling layer 2x2x32 2x2x32

2nd convolutional layer 4x4x64 4x4x64

2nd pooling layer 3x3x64 3x3x64

3rd convolutional layer 3x3x128 3x3x128

3rd pooling layer 3x3x128 3x3x128

4th  convolutional layer 4x4x256 4x4x256

4th pooling layer 2x2x256 2x2x256

5th convolutional layer 2x2x512 2x2x512

5th pooling layer 2x2x512 2x2x512

Dropout 0.5 0.5

Fully connected layer (unit) 512 512

Output 20 5

<Table 3> Design of Hierarchical CNN Model
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[Fig. 13] Single Flowchart of Hierarchical CNN Model

3.4 스마트폰 연동 시스템 

본 논문은 스마트폰을 이용한 방송 매체 내의 객체의 

인식을 향상 시키는 방법이다. 스마트폰에서는 CNN을 

계산하기 위한 하드웨어의 성능이 낮기 때문에 CNN 계

산을 스마트폰에서 하게 되면 실시간으로 적용하기 힘들

다. 그렇기 때문에 [Fig. 14]와 같은 시스템을 구성한다.

[Fig. 14]에서 보면 총 2개의 서버가 구성된 것을 볼 

수 있다. 스마트폰의 좌측에 있는 서버는 학습할 데이터

와 그 데이터의 정보가 저장되어있는 데이터베이스 서버

이다. 스마트폰의 우측에 있는 서버는 객체 인식에 필요

한 서버이다. CNN을 학습하고 학습된 네트워크와 가중

치를 저장한 후 예측하기 위한 계산에도 높은 하드웨어 

성능이 필요하기 때문에 CNN 서버를 별도로 구성한다. 

방송 매체는 IPTV의 홈쇼핑 채널을 대상으로 하다. 

[Fig. 14] Configuration diagram of overall system

우선 방송 매체 내의 객체를 스마트폰 카메라를 이용

하여 촬영을 한다. 촬영된 이미지를 CNN 서버로 전송한

다. 전송된 이미지를 CNN을 통해 객체를 인식하고 인식

된 결과를 이용하여 객체 데이터베이스를 통해 스마트폰

으로 사용자에게 필요한 정보를 제공한다.

실시간으로 동작해야 하므로 동작시간이 매우 중요하

다. 스마트폰과 서버간의 전송시간은 약 1초 내외이며, 

CNN 계산 속도를 적용해도 총 3∼4초의 시간이 소요되

는 시스템으로 구성한다.

4. 실험 방법 및 결과

4.1 실험 방법

본 논문에서는 총 2가지의 실험을 진행한다. 첫 번째

는 단일 CNN 모델의 Layer별 성능 비교, 두 번째는 단일 

CNN 모델과 계층적 CNN 모델의 성능 평가 및 비교이

다. 최종적으로 성능이 더 뛰어난 CNN 모델을 적용한 

CNN 서버와 스마트폰를 연동하여 실시간으로 사용이 

가능할 수 있는지 평가를 한다. CNN 성능평가는 테스트 

이미지를 넣어 결과로 추정되는 값 3개를 추출하여 그 중

에 있으면 정답으로 인정한다. CNN 모델은 Ubuntu 

14.04 LTS 64bit의 OS에서 Theano 기반의 Keras로 코

드를 구성하였다. GPU는 980ti 6GB를 사용하였다. 스마

트폰 App.은 안드로이드로 개발하였고, 서버는 Ubuntu 

14.04 LTS로 구성하였다.

4.2 실험 결과

첫 번째 실험의 결과로 단일 CNN 모델의 결과는 

[Fig. 15]이다. 좌측의 막대그래프는 정확도를 우측의 꺾
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은선 그래프는 학습 시간을 나타낸다. 정확도는 %로, 학

습 시간은 ‘분’으로 표현한다. [Fig. 15]에서 보는 것과 같

이 3L, 4L, 5L, 6L 순서대로 각각 52%, 67%, 71%, 73%의 

성능을 보여준다. 3L과 4L은 52%, 67%의 성능으로 활용

하기에는 어려움을 보인다. 5L와 6L는 성능 상에 많은 

차이를 가지지 않는 것으로 보인다. 하지만 학습 시간이 

약 1.5배 정도 오래 걸리기 때문에 6L를 사용하는 것 보

다는 5L가 학습 속도에 비해 더 뛰어난 정확도를 보이는 

것이라고 보인다. 이런 결과를 바탕으로 계층적 CNN 모

델에서는 6L를 사용하지 않고 5L를 사용하여 모델을 구

성한다.

[Fig. 15] Results of Single CNN model

[Fig. 16] Results of Hierarchical CNN Model

두 번째 계층적 CNN 모델의 결과는 [Fig. 16]과 같다. 

첫 번째 계층인 CNN1 모델에서는 93%로 매우 뛰어난 

정확도를 보인다. 하지만 세부 종류를 판단하는 CNN2의 

결과는 88%로 조금 낮은 성능을 보인다. 이유는 종류를 

판단하는 것은 객체가 가지는 특징 중 객체의 틀이 다르

기 때문에 좀 더 쉬운 문제를 해결할 수 있지만 세부 종

류는 비슷한 모양에서 찾아야 하기 때문에 조금 어려운 

문제라고 추측이 된다. 결국 최종적으로 계층적 CNN 모

델의 결과는 88%이다.

5. 결론

단일 CNN 모델은 6L의 73%가 가장 높은 성능을 보

였고, 계층적 CNN 모델은 최종 88%의 성능을 보였다. 

하지만 단일 CNN 모델에서는 6L보다는 5L이 더 효율적

으로 볼 수 있다. 6L과 5L의 정확도는 약 2% 정도를 보

이지만 학습에 소요되는 시간은 5L보다 6L가 약 1.5배 정

도 더 오래 걸린다는 것을 실험을 통해 알 수 있었다. 결

과적으로는 계층적 CNN 모델이 단일 CNN 모델보다 더 

효율적이며 더 향상된 성능을 보인다. 또한 CNN 서버에

서 객체인식하는 시간도 약 2초이며 전송 시간을 포함하

여 약 2초 내외가 소요 되므로 실시간으로 사용하는 것도 

문제가 없을 것으로 보인다. 하지만 정확도가 약간 부정

확한데 이를 보충하기 위해서는 2가지의 요소가 보충되

어야 할 것이다.

첫 번째는 데이터셋의 크기이다. 현재는 데이터셋을 

직접 스마트폰으로 촬영을 하여 객체의 종류, 이미지의 

화질, 이미지의 수 등이 많이 부족하다. 딥 러닝은 많은 

데이터를 학습하여 성능을 향상시킬 수 있는데 현재는 

딥 러닝으로 학습하기에 약간의 부족한 면이 있다고 보

인다. 두 번째는 하드웨어의 향상이다. 현재는 계층적 

CNN 모델에서도 단일 CNN 모델을 연결하여 사용하였

다. 하지만 VGGNet이나 GoogleNet, ResNet 등 더욱 복

잡한 CNN 모델이 있다. 이렇게 복잡한 모델을 사용할 수 

있는 하드웨어가 뒷받침이 되어준다면 정확도가 향상 될 

수 있을 것이다. 복잡한 모델을 사용하더라도 학습 시간

은 오래 걸리지만 객체를 예측하여 분류하는 것은 큰 차

이가 없다. 

추후에는 계층적 CNN 모델 내부의 CNN 모델의 구조

를 최신 CNN 모델처럼 복잡하게 구성하고 이미지 데이

터셋을 확장하여 스마트폰을 이용한 방송 매체 내의 객

체인식 성능을 향상시킬 수 있을 것이다.
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