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요 약 개체명 인식(Named Entity Recognition) 시스템은 문서에서 인명(PS), 지명(LC), 단체명(OG)과 같은
개체명을 가지는 단어나어구를해당 개체명으로인식하는 시스템이다. 개체명 인식을 하기위한전통적인 연구방법
으로는 hand-craft된 자질(feature)을 기반으로 모델을학습하는통계 기반의모델이있다. 최근에는 딥러닝 기반의
RNN(Recurrent Neural Networks), LSTM(Long-short Term Memory)과 같은 모델을 이용하여 문장을표현하
는자질을구성하고이를개체명인식과같이순서라벨링(sequence labeling) 문제 해결에 이용한연구가제안되었
다. 본 연구에서는 한국어 개체명 인식 시스템의 성능 향상을 위해, end-to-end learning 방식이 가능한 딥러닝
기반의 모델에 미리 구축되어 있는 hand-craft된 자질이나 품사 태깅정보 및기구축 사전(lexicon) 정보를 추가로
활용하여 자질을 보강(augmentation)하는 방법을 제안한다. 실험 결과 본 논문에서 제안하는 방법에 따라 자질을
보강한 한국어 개체명 인식 시스템의 성능 향상을 확인하였다. 또한 본 연구의 결과를 한국어 자연어처리(NLP)
및 개체명 인식 시스템을 연구하는 연구자들과의 향후 협업 연구를 위해 github를 통해 공개하였다.

• 주제어 : 개체명 인식, 자연어 처리, 딥러닝, 자질 보강

Abstract The Named Entity Recognition system is a system that recognizes words or phrases with
object names such as personal name (PS), place name (LC), and group name (OG) in the document as
corresponding object names. Traditional approaches to named entity recognition include statistical-based
models that learn models based on hand-crafted features. Recently, it has been proposed to construct the
qualities expressing the sentence using models such as deep-learning based Recurrent Neural Networks
(RNN) and long-short term memory (LSTM) to solve the problem of sequence labeling. In this research,
to improve the performance of the Korean named entity recognition system, we used a hand-crafted
feature, part-of-speech tagging information, and pre-built lexicon information to augment features for
representing sentence. Experimental results show that the proposed method improves the performance of
Korean named entity recognition system. The results of this study are presented through github for future
collaborative research with researchers studying Korean Natural Language Processing (NLP) and named
entity recognition system.
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1. 서론
개체명인식(Named Entity Recognition) 시스템은문

서에서 인명(PS), 지명(LC), 단체명(OG)과 같은 개체명

을가지는단어나어구를해당  개체명으로인식하는시

스템이다. 개체명 인식 시스템은 정보검색, 질의응답 등

에활용될수있고, 정보검색의경우검색을하고자하는

검색대상을개체명인식을통해추출할수있고, 질의응

답의경우질의응답을하고자하는대상을개체명인식

시스템을 통해 추출할 수 있다.

개체명 인식을 하기위한 전통적인 연구방법으로는

HMM(Hidden Markov Models), MEMMs(Maximum

Entropy Markov models), CRF(Conditional Random

Fields)와 같이 주로 hand-craft된 자질(feature)을 기반

으로 모델을 학습하는 통계 기반의 모델이 있다[1,2,3].

이러한 hand-craft된 자질을기반으로한방법들의경우

자질을 구성하기 위한 많은 비용(cost)이 발생하고 새로

운 도메인으로의 확장이 어렵다는 단점이 존재한다[4].

최근에는 딥러닝 기반의 RNN(Recurrent Neural

Networks), LSTM(Long-short Term Memory)과 같은

모델을이용하여문장을표현하는자질을구성하고이를

개체명 인식이나 품사 태깅(Part-of-speech Tagging)과

같이 순서 라벨링(sequence labeling) 문제 해결에 이용

한 연구가 제안되었다[5,6,7]. 또한 glove, word2vec,

fastText 와 같은 워드 임베딩 방법들을 이용하여 단어

나 글자의 임베딩 공간을 구성하고 이를 이용하여 문장

을표현하는자질을구성하는연구가제안되었다[8,9,10].

이러한연구를기반으로양방향(bi-directional) LSTM과

CRF을 함께 이용하여 품사 태깅 모델이나 개체명 인식

시스템에 적용한 연구가 있다[11]. 양방향 LSTM-CRF

모델의 경우 문장을 표현하는 자질을 구성하기 위해 문

장을구성하는텍스트를워드임베딩공간에서의벡터값

으로표현하고이를양방향 LSTM의입력으로사용하는

데, 문장의 텍스트에서 글자 단위(character-level) 특성

을 추가로 고려하기 위해 CNN(Convolutional Neural

Network)을 활용한 연구가제안되었다[12]. 위에서제안

된 모델들의 경우 hand-craft된 자질이나 feature

engineering된 자질을 활용하지 않고 end-to-end

learning 방식으로 학습이 가능하다는 장점이 존재하지

만자질구성의방법이순전히신경망의임베딩공간및

모델을 구성하는 가중치(weight) 값들에 의존한다는 특

징이 있다.

본 연구에서는 한국어 개체명 인식 시스템의 성능 향

상을 위해, 위에서 제안된 end-to-end learning 방식이

가능한 딥러닝 기반의 모델에 미리 구축되어 있는

hand-craft된 자질이나 품사 태깅 정보 및 기구축 사전

(lexicon) 정보를 추가로 활용하여 자질을 보강

(augmentation)하는 방법을 제안한다. 본 연구의 기여

(contribution)는 다음과 같다.

l Feature Augmentation - 본연구에서는개체명인

식기의성능을향상시키기위해워드임베딩과같은딥

러닝 기반의 자질 표현 방법 이외에 문장에 대한 품사

태깅정보및기구축사전정보를추가로활용하여문장

을표현하는자질을보강하였다. 딥러닝기반의자질표

현 방법 이외에 품사 태깅 정보와 기구축 사전 정보를

추가로활용하여문장을표현하는자질을보강할시, 딥

러닝만을 이용하여 자질 표현을 한 방법에 비해 약 1%

의 정확도 향상과, 약 3%의 f1-score 향상을 나타냈다.

l 한국어 특성을 고려한 다양한 실험 - 본 연구에서

는한국어문장을표현하기위해 CNN을이용하여음절

단위로 글자를 구성하고 이를 자질로 표현하는 실험과,

자소 단위로 글자를 구성하여 자질을 표현하는 실험을

진행하고각각에대한성능을비교하였다. 실험결과음

절단위로글자를구성하여자질을표현할경우자소단

위로글자를구성하여자질을표현하는경우보다약 2%

높은 f1-score를 나타냈다. 또한 한국어 형태소 단위의

자질표현을위해 GloVe, Word2Vec, fastText과 같이 3

가지의워드임베딩방식을이용하여각각의임베딩방

법으로표현된자질을이용한성능비교실험을진행하

였다. 실험결과한국어의경우일반적으로워드임베딩

방식에많이이용되는word2vec를 이용한자질표현방

법보다, GloVe 워드 임베딩 모델을 이용할 경우

word2vec, fastText를 이용하여 자질을 표현하는 방법

보다 f1-score가 약 2%가량 높은 성능을 나타냈다.

l 오픈 소스 – 한국어자연어처리(NLP) 및 개체명인

식 시스템을 연구하는 연구자들과의 향후 협업 연구를

위해 github를 통해본연구에서제안하는한국어개체

명 인식 시스템 모델을 공개하였다(https://github.com/

JudeLee19/korean_ner_tagging_challenge).
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2. 한국어 개체명 인식 시스템 모델
[Fig 1]은 본 논문에서 제안하는 한국어 개체명 인식

시스템의 전체 구조도를 나타낸다. 실험은 2017 국어 정

보 처리 시스템 경진대회에서 제공한 2016klpNER 데이

터 4258 문장을 이용하여 진행하였다. 제공된 학습 데이

터는문장이형태소단위로나누어져있다. “9시 광산구”

라는 단어와 그에 해당하는 품사 태깅 결과가 주어졌을

때, 제안하는 시스템은 4가지의 방법으로문서를표현한

다. 음절단위의자질표현을구성하기위해단어를이루

는음절단위로임베딩을구성한뒤 CNN을 통하여음절

의 자질을 추출 한 후 이를 음절 단위 자질 표현으로 활

용한다. 형태소 단위로 나눠진 단어에 대해 GloVe 워드

임베딩 모델을 이용한 워드 임베딩을 구성하여 이를 형

태소 단위의 자질 표현으로 활용한다. 또한 학습 데이터

에포함되어있는품사태깅정보를기반으로품사태깅

에대한임베딩을구성하여이를자질로활용할수있다.

마지막으로형태소단위로나눠진단어를대상으로미리

구축된 기구축 사전을 이용하여 사전 기반의 자질을 표

현할 수 있다. 학습데이터를 이용하여 표현된 각각의 자

질들을 연결(concatenation)한 뒤 이를 bi-directional

LSTM의 입력으로 사용한다. 그 결과 LSTM은 은닉 상

태(hidden states)를 계산하여 출력하고, 이 은닉 상태를

CRF의 입력으로 사용하여 최종적으로 형태소에 대응하

는 개체명을 예측한다.

2.1 문장 표현(Sentence Representation)
2.1.1 CNN을 이용한 한국어 음절, 자소 단위 자질 

표현
CNN(convolutional neural network)은 convolution과

정과 pooling 과정을 통해 대상의 자질을 추출하는 모델

이다. 자질을 추출하기 위해일반적으로 수백~수천개의

filter(kernel) 이 사용된다. CNN은 주로 이미지 처리에

많이 활용이 되었지만, 최근에는 자연어처리 관련 문제

해결에도 CNN이적용되고있다. CNN을이용하여문장

을이루고있는단어벡터들의자질을추출하고이를감

성 분석에 활용한 연구가 있고, 접두사(prefix)와 접미사

(suffix) 같은 형태학적인 자질을 추출하기 위해 CNN을

활용한연구가있다[13,14]. 본 실험에서는한국어문장에

서음절과자소단위의특징을표현하기위해 CNN을 이

용하였다. [Fig 2]는 CNN을 이용하여 문장을 구성하는

단어들에 대해 자소 단위로 특징을 추출하는 과정을 나

타낸다.

[Fig. 2] Extract Char Feature using CNN 

2.1.2 딥러닝 기반의 워드 임베딩 방법을 이용한 형
태소 단위 자질 표현

형태소 단위의 자질을 표현하기 위해 GloVe,

word2vec, fastText와 같이 3개의 워드 임베딩 모델을

이용하였다. 한국어로 구성된 위키피디아 데이터 약 345

만 문장을 이용하여 각각의 워드 임베딩 모델을 학습하

[Fig. 1] Proposed Korean Named Entity Recognition System Architecture 
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였다. 이후한국어개체명인식에어떤워드임베딩모델

이더욱좋은성능을나타내는지비교하기위해각워드

임베딩을 통해 형태소 단위의 자질을 표현하고 이를 이

용하여 학습한 개체명 인식 시스템의 성능 비교 실험을

진행하였다.

2.1.3 품사 태깅(POS) 정보를 활용한 자질 보강
문장을 구성하는 단어간의 형태적 특징을 고려하기

위해추가로형태소분석결과인품사태깅정보를이용

하여 자질을 구성하였다. 품사 태깅 정보를 함께 활용할

경우, 각 품사간의 의존 관계를 학습하여 새로운 단어가

입력으로주어지더라도그단어의형태적특징을고려하

여기존의다른단어들과연관지을수있다는장점이있다.

본 실험에서는 “9시 광산구”라는문장이 주어졌을때,

“광산구”라는 단어에 대해 [Fig 3]와 같이 품사 태깅 된

결과를 이용하여 one-hot vector 형태로 자질을 구성하

였다.

[Fig. 3] Feature Representation using Part-of-speech 
Tagging Information 

2.1.4 기구축 사전(lexicon) 정보를 이용한 자질 보강
형태소 단위로 나눠진 단어들을 대상으로 미리 구축

된 gazette 기구축사전의 정보를 이용하여 추가로 자질

을구성할수있다. 예를들어 “화성시”라는단어에대해

[Fig 4]와 같이 기구축 사전에 존재하는 화성시에 대한

정보를 “LC”로 나타내고, 이를 one-hot vector형태로 나

타내어 자질을 구성하였다.

기구축 사전을 활용하여 문장을 표현하는 자질을 보

강할경우, 사전에등록되어있는단어의경우, 사전으로

부터선수지식(prior knowledge)을 이용할수있기때문

에단어에대한개체명예측시더욱높은정확도를보일

수 있다. 또한 사전에 등록되지 않은 단어의 경우에도

(2.1.1) ~ (2.1.3)에서 서술한자질표현방법을이용한모

델의학습및개체명인식예측이가능할것으로기대된다.

[Fig. 4] Feature Representation using Lexicon Information

2.2 Models
2.2.1 LSTM(Long Short Term Memory)
RNN(recurrent neural network)은 순환 신경망의 구

조를 통해 시간에 따라 변화하는 데이터의 의존 관계를

recognition)이나언어모델(language model)에도반영할

수 있다. RNN은 음성 인식(speech 적용될 수 있다

[15,16]. 하지만 RNN의 경우 문장의 길이가 길어질 시,

문장 간의관계를잘반영하지못하는장기의존성문제

가 존재하고, graident vanishing과 같은 문제를 나타낸

다는 단점이 존재한다[17].

RNN의장기의존성문제를해결하기위해 RNN의개

선된구조로 LSTM이제안되었다. RNN의 경우모든입

력의값을 hidden state에 반영하였는데, LSTM은 정보

의 전달량을 조절하는 게이트(gate)를 추가하여 장거리

의존성 문제와 gradient vanishing 문제를 해결할 수 있

게되었다. Equation (1)은 시간 t일 때, LSTM을구성하

는 unit들의 수식을 나타낸다.

         

         

          

  tanh        

  ∙    ∙ 

(1)

는입력게이트, 는망각(forget) 게이트, 는출

력 게이트, 는 새로운 입력 게이트, 는 은닉 상태

(hidden states)를 나타낸다. LSTM의첫단계로, 망각게

이트는 어떤 정보를 버릴지 결정하며 이를 0과 1사이의

숫자로 표시한다. 이후 입력 게이트에서는 주어진 입력

으로부터 어떠한 값들을 갱신(update)할지 결정하고 새

로운입력게이트는셀상태에더해질수있는벡터를결

정한다. 새로운 시간 t에 대한 정보가 주어졌을 때 은닉
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상태를갱신하기위해이전은닉상태의값과망각게이

트값을곱하여얼마나이전상태의정보를망각할것인

지계산하고, 입력게이트의값과새로운입력게이트값

을 곱하여 얼마나 시간 t에 대한 정보를 갱신할 것인지

결정하게 된다.

2.2.2 Bi-directional LSTM
순서 라벨링 문제에 LSTM을 적용하는 경우 LSTM

의 은닉 상태는 전향(forward)의 정보만을 고려하여 갱

신되기 때문에 이전 정보만을 이용할 수 있다는 한계가

존재한다. 문장이주어졌을때, 다음 단어가이전단어의

판단에 미치는 관계성을 추가로 고려하기 위해 양방향

(bi-directional) LSTM을활용할수있다. 양방향 LSTM

의경우전향의정보를고려하여갱신하는은닉층과, 후

향(backward)의 정보를 고려하여 갱신하는 은닉 층 두

개를이용하여문장을구성하는단어의앞, 뒤관계를모

두 고려할 수 있다는 특징이 있다.

본 실험에서는 문장을 표현하기 위해 (2.1)장에서 제

안하는 방법에 따라 구성한 문장 표현 벡터들을 양방향

LSTM의 입력으로 사용하여, 문장 표현 벡터들 간의 상

호 의존성을 보다 풍부하게 고려하여 개체명 인식을 할

수 있도록 하였다.

2.2.3 CRF(Conditional Random Field)
CRF(conditional random field)는 순서 라벨링 문제에

서사전에주어진라벨들간의인접성에대한정보를기

반으로다음라벨을예측할수있는모델이다. 입력순서

x, 입력 순서에 대한 라벨을 y라 할 때 equation (2)는

CRF의 조건부 확률 수식을 나타낸다.

    


’∈


  



exp’ ’   ’ ’


  



exp 
    

(2)

와 는가중치벡터(weight vector)와평견(bias)를

나타내고, CRF 모델의 학습은 


log     를

최대화(maximum likelihood) 하도록 이루어진다.

(2.2.2)의 양방향 LSTM은 주어진 문장에 대해 각각

전향, 후향으로 문장의 정보를 고려하여 은닉 상태를 계

산하는데, CRF는 계산된 은닉 상태에 대해 조건부확률

을계산하여주어진형태소에대응하는개체명을예측하

게 된다.

3. 실험
3.1 Dataset
실험은 2017 국어 정보 시스템 경진대회에서 제공한

데이터를 이용하여 진행하였다. 제공된 데이터는 전체

4258 개의 문장으로 이루어져 있으며, 각 문장과 문장에

대한형태소분석결과, 그리고분석된형태소에대한개

체명이같이라벨링되어있다. 실험을진행하기위해전

체 4258 개의 문장중 학습데이터 3406 문장, 검증데이

터 426 문장, 테스트데이터 426 문장으로데이터를나누

어 모델의 학습 및 성능 평가를 진행하였다.

3.2 형태소 단위의 자질 표현을 위한 워드 임베
딩 모델
형태소 단위의 자질 표현을 위해 자연어처리 문제에

많이 이용되는 다음과 같은 3가지의 워드 임베딩 모델

GloVe, Word2Vec, fastText을 이용하였다. 전체 데이터

는 4258 문장으로, 워드 임베딩 모델을 학습하기에는 매

우 부족하기 때문에 본 실험에서는 한글로 구성된 위키

피디아데이터약 345만건을이용하여워드임베딩모델

을 학습하였다. 이렇게 미리 학습된(pre-trained)된 워드

임베딩 모델을 이용할 경우, 학습 데이터의 양이나 사전

지식이부족하더라도새로운단어에대해기존단어들과

의 관계를 잘 고려할 수 있다.

[Table 1]은 형태소 단위의 자질 표현을 위해 이용한

3가지의워드임베딩모델별 f1-score를 나타낸다. 실험

결과 한국어 개체명 인식 분야의 경우, 일반적으로 많이

사용되는 Word2Vec, fastText의 워드 임베딩 방식보다

GloVe를 이용한 워드 임베딩 방식이 약 2% 높은

f1-score를 나타냈다.

Word Embedding Dimension F1-score

Word2Vec

fastText

GloVe

300

100

100

76.1

76.6

78.4

<Table 1> F1-score with different word embedding 
methods
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3.3 한국어 음절 단위와 자소 단위의 자질 표현
영어의경우글자의최소단위는알파벳이되지만, 한

국어의경우단어는음절단위외에자소단위로도분리

될 수 있다. 예를 들어 “사과”의 경우 ‘ㅅ’, ‘ㅏ’, ‘ㄱ’, ‘ㅗ’,

‘ㅏ’ 와같이자소단위로분리될수있다. 본 실험에서는

한국어의 특성을 고려하여 음절 단위와, 자소 단위의 특

징을 고려한 자질을 추가로 구성하여 문장 표현을 보강

하였고 각각의 성능을 비교하였다. 또한 음절 단위와 자

소 단위의 자질을 구성하기 위해 CNN을 이용하여 하였

는데, 이를 기존 연구인 양방향 LSTM을 이용하여 자질

을 구성하는 방법과의 성능 비교 실험을 진행하였다.

[Table 2]는 음절 단위의 자질을 구성하기 위해 이용

한 CNN의필터크기(filter size)와필터개수(number of

filter)에 따른 f1-score 성능을 나타낸다. 실험 결과 2, 3,

4, 5 만큼의 필터 크기와 128개의 필터 개수를 이용하여

음절 단위의 자질을 구성하였을 때, 86.2로 가장 높은

f1-score를 나타냈다.

Filter size Number of filter F1-score

2,3,4
128

256

85.2

84.9

3,4,5
128

256

84.0

83.4

2,3,4,5,6
128

256

85.8

85.3

2,3,4,5
128

256

86.2

85.9

<Table 2> F1-score depending on filter size and number 
of filters 

Feature Representation F1-score

morpheme 78.4

morpheme + grapheme 84.1

morpheme + syllable 86.2

<Table 3> F1-score depending on Feature Representation

[Table 3]는 음절단위의자질표현방법과자소단위

의자질표현방법에따른한국어개체명인식시스템의

성능을 나타낸다. 실험 결과 음절 단위로 글자를 구성하

여자질을표현할경우자소단위로글자를구성하여자

질을 표현하는 경우보다 약 2% 높은 f1-score를 나타냈

다. 또한 단순히 형태소 단위의 자질만을 이용하여 문장

을표현하는것보다음절단위의자질을추가로문장표

현에 활용할 경우 약 8% 높은 f1-score를 나타냈다.

본 연구에서는 기존 연구와의 비교를 위해 양방향

LSTM을 이용하여 음절 단위의 자질을 표현한 방법과

본 실험에서 제안하는 CNN을 이용한 음절 단위의 자질

을 표현한 방법과의 성능 비교 실험을 진행하였다. 또한

개체명 인식 모델의 학습이 진행되는 동안 역전파

(backpropagation)과정에서 미리 학습(pre-trained)된 워

드 임베딩 모델의 fine-tuning 여부(static, non-static)에

따른성능비교실험을진행하였다. [Table 4]는 기존연

구와의 비교 실험 및 워드 임베딩의 fine-tuning 여부에

따른 f1-score를 나타낸다.

Model Word Embedding F1-score

BLSTM-CRF
static 81.6

non-static 83.7

BLSTM-CNN-CRF
static 84.9

non-static 86.2

<Table 4> Performance of Proposed Model Comparing 
with Previous Work

3.4 성능
[Table 5]는 음절단위의자질표현과품사태깅정보,

기구축 사전 정보를 이용하여 자질을 보강한 한국어 개

체명인식시스템의최종성능을나타낸다. 실험결과형

태소 단위와 음절 단위 그리고 품사 태깅 정보와 사전

(lexicon) 정보를 모두 활용하여 자질을 구성하였을 때,

98.9%의 테스트 정확도(test accuracy)와 89.4%의

f1-score로 가장 높은 성능을 나타냈다.

Feature Representation Accuracy F1-score

morpheme 97.4 78.4

morpheme + grapheme 97.5 84.1

morpheme + syllable 97.8 86.2

morpheme + syllable + POS tagging 98.3 88.1

morpheme + syllable + POS tagging

+ lexicon
98.9 89.4

<Table 5> Performance of Korean Entity Recognition 
System depending on Feature Representation 

[Table 6]는 본 실험에서 한국어 개체명 인식 시스템

모델을학습시키는데설정한최종하이퍼파라미터와학

습 데이터의 구성 정보를 나타낸다.
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Hyper-parameter Value

Training Data

word vocab size
char vocab size

entity tag vocab size
morphological vocab size
lexicon vocab size

6516
1899
7
45
6

Glove
window size
dimension

20
100

CNN
filter sizes

number of filters
dropout

2,3,4,5
128
0.8

LSTM
initial state
state size
dropout

0.0
600
0.8

training epoch
initial learning rate
decay rate
char dimension

17
0.01
0.9
100

<Table 6> Training Data Information and Hyper-parameter 
Setting Values

4. 결론
본 연구에서는 한국어 개체명 인식 시스템의 성능 향

상을 위해, end-to-end learning 방식이 가능한

bi-directional LSTM-CNN-CRF 기반의모델에미리구

축되어 있는 hand-craft된 자질이나 품사 태깅 정보 및

기구축사전(lexicon) 정보를추가로활용하여자질을보

강(augmentation)하는 방법을 제안하였다.

한국어의 특성을 고려하기 위해 CNN을 이용하여 음

절 단위로 글자를 구성하여 자질을 표현하는 실험과, 자

소 단위로 글자를 구성하여 자질을 표현하는 실험을 진

행하고 각 방법의 성능을 비교하였으며, 한국어 형태소

단위의자질표현을위해 GloVe, Word2Vec, fastText와

같이 3가지의워드임베딩방식을이용하여각각의임베

딩방법으로표현된자질을이용한성능비교실험을진

행하였다. 실험 결과 음절 단위로 글자를 구성하여 자질

을표현할경우자소단위로글자를구성하여자질을표

현한경우보다약 2% 높은 f1-score를 나타냈고, 워드임

베딩 모델 선택의 경우 영어 데이터에서 많이 쓰이는

Word2Vec 모델이나 최근 제안된 fastText 워드 임베딩

모델보다 GloVe 워드임베딩모델을이용한한국어개체

명인식시스템모델의성능이약 2%가량높은 f1-score

를 나타냈다.

또한 기존 연구와의 비교를 위해 양방향 LSTM을 이

용하여 음절 단위의 자질을 표현한 방법과 본 실험에서

제안하는 CNN을 이용한 음절 단위의 자질을 보강한 방

법과의 성능 비교 실험을 진행하고, 역전파 과정에서 미

리 학습(pre-trained)된 워드 임베딩 모델의 fine-tuning

여부(static, non-static)에 따른성능비교실험을진행하

였다. 실험 결과 본 논문에서 이용한 BLSTM-

CNN-CRF 방식의모델에 CNN을이용하여음절단위의

자질을 보강한 개체명 인식 시스템의 성능이 BLSTM

-CRF 방식의개체명인식시스템보다약 2.5%가량높은

f1-score를 나타냈고, 역전파과정에서워드임베딩모델

을 fine-tuning 하는 경우, fine-tuning을 하지않는경우

보다 약 2% 가량 높은 f1-score을 나타냈다.

최종적으로 음절 단위의 자질 보강 방법 이외에 품사

태깅 정보와 기구축 사전 정보를 추가로 활용하여 자질

을보강하였을때, 98.9%의 정확도(accuracy)와 89.4%의

f1-score를 나타냈다. 이를 근거로, 문장 표현을 위한 자

질을구성할때단어의형태적특징과문법적특징그리

고 기구축 사전 정보를 추가로 활용할 시, 더 정확한 개

체명인식이가능하다는것을확인할수있었다. 또한한

국어 자연어처리(NLP) 및 개체명인식 시스템을연구하

는 연구자들과의 향후 협업 연구를 위해 github를 통하

여 본 연구에서 제안하는 한국어 개체명 인식 시스템을

공개하였다.
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