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Collaborative filtering, one of the most widely used techniques to build recommender systems, is based on the idea that users 
with similar preferences can help one another find useful items. Credit card user behavior analytics show that most customers 
hold three or less credit cards without duplicates. This behavior is one of the most influential factors to data sparsity. The ‘cold-start’ 
problem caused by data sparsity prevents recommender system from providing recommendation properly in the personalized credit 
card recommendation scenario. We propose a personalized credit card recommender system to address the cold-start problem, 
using multiple user profiles. The proposed system consists of a training process and an application process using five user profiles. 
In the training process, the five user profiles are transformed to five user networks based on the cosine similarity, and an integrated 
user network is derived by weighted sum of each user network. The application process selects k-nearest neighbors (users) from 
the integrated user network derived in the training process, and recommends three of the most frequently used credit card by 
the k-nearest neighbors. In order to demonstrate the performance of the proposed system, we conducted experiments with real 
credit card user data and calculated the F1 Values. The F1 value of the proposed system was compared with that of the existing 
recommendation techniques. The results show that the proposed system provides better recommendation than the existing techniques. 
This paper not only contributes to solving the cold start problem that may occur in the personalized credit card recommendation 
scenario, but also is expected for financial companies to improve customer satisfactions and increase corporate profits by providing 
recommendation properly.
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1. 서  론 

신용카드는 소비자에게 편리한 휴 와 신용공여를 통

해 미래의 소득으로 재의 지출을 가능  하는 

체 지 결제수단으로써 이용도가 높은 융상품이다. 
2016년 말 재, 신용카드 발 매수는 20,412만 매(체크
카드 포함)이며, 이용실 은 746조 원으로 소득공제율이 
확  시행된 2010년 이후 지속 으로 증가되고 있다[9]. 
신용카드 이용도 증가에도 불구하고 시장상황은 카드

사에 우호 이지 않다. 2012년 여신 융업법 개정에 따

른 가맹  수수료율 인하로 인해 수익성이 악화되고  있

고, 카드사 간 경쟁심화로 제휴사와의 상력이 약화되
어 마  비용이 증가하고 있다. 최근에는 스마트기기 
도입으로 간편결제 서비스와 같은 신용카드를 체할 수 

있는 지 결제 수단의 등장으로 경쟁이 심화되고 있어 

신용카드 이용액의 증가 추세는 둔화되고 있다[7]. 한, 
타 업종의 지 결제 시장 진입에 한 장벽도 무 지고 

있어 한정된 고객을 유치하기 한 경쟁이 치열해지고 

있다. 
카드사는 더 좋은 혜택과 다양한 서비스를 원하고 있

는 고객의 요구사항을 충족하기 한 마  활동에 많

은 노력을 기울이고 있다. 일반 인 카드사의 마  활

동은 각종 포인트 제공, VIP서비스, 편의서비스, 할인혜
택, 결제서비스, 카드 자동 납부 등 각종 혜택과 편의성
을 갖춘 카드 상품 개발과 각종 이벤트 실시, 고, 로

모션 등의 다양한 방법으로 구성되어 있다[12]. 신한카드 
외 7개의 업카드사는 카드모집인의 오 라인 업, TM 
(Tele marketing), DM(Direct marketing)방식을 주로 활용
하 으나, 최근에는 인터넷의 발달과 사용인구의 증가로 
카드사 홈페이지를 통해 맞춤카드 찾기, 내게 맞는 카드 
찾기 등의 온라인 마 을 강화하고 있다. 농  외 10
개 겸 은행계 카드사도 업  내 고객의 선호도  

속성을 악하여 합한 카드를 추천하는 마  형태를 

취하고 있다. 
카드사의 공통 인 략은 고객의 다양한 요구를 만족

시킬 수 있는 고객 맞춤형 카드를 출시하여 가입 고객 수

와 카드 이용액을 증 시키는 것이다. 이러한 략에 의해 
카드사 별로 많은 수의 카드 상품을 보유하고 있다. 그러
나 상담직원이 다양한 카드의 상세한 특성과 불특정 다

수의 고객성향을 짧은 시간에 악한다는 것은 쉽지 않

기 때문에 고객 맞춤형 카드 추천에 어려움을 겪고 있다.
한편, 인터넷과 IT기술의 발 으로 도서  상품 추천 

등과 같은 온라인 쇼핑 분야에서는 가용한 고객데이터가 

다양해짐에 따라 추천 시스템의 구축과 련된 연구가 

활발하게 이루어지고 있다[6, 11, 13, 14, 15, 16, 17, 19, 
21, 22]. 추천 시스템 구축을 해 가장 리 사용되고 

있는 업필터링(collaborative filtering)은 비슷한 취향을 
갖는 타사용자의 평가를 활용하여 추천 상을 선정하는 

기법이다. 표 으로 아마존, 구 , 넷 릭스, 티보, 그
리고 야후와 같은 선도 기업들이 이러한 기술을 통해 개

인화된 추천시스템을 운용하고 있다[2, 3, 4, 8, 18, 23].
본 연구에서는 업필터링을 활용한 고객 맞춤형 신

용카드 추천시스템 개발을 목 으로 하고 있다. 신용카
드 추천은 일반 인 온라인 쇼핑과는 다르게 개인별 신

용카드 보유 개수가 략 3개 이하로, 반복 인 구매나 

타 상품(카드)에 한 수요가 지속 으로 발생하지 않는

다는 특징을 가지고 있다. 따라서 업필터링을 이미 활
용하고 있는 선도 기업의 성공 인 용 사례와는 달리 

신용 카드 추천시스템을 개발하기 해서는 업필터링

의 약 으로 지 되고 있는 콜드스타트(cold start) 문제
[25]를 해결할 수 있는 기법이 필요하다.
콜드스타트는 데이터가 충분히 축 되기 까지 추천

시스템의 성능이 조하게 나타나는 상을 의미하며 데

이터 희박성(data sparsity)에 의해 발생한다[25]. 이러한 
데이터 희박성은 다양한 종류의 아이템을 다수 취 하는 

경우 체 아이템 에서 사용자가 평가하는 아이템의 

종류가 극히 제한 인 경우 발생하게 된다. 한, 새로운 
사용자에게 아이템을 추천하는 경우나 새로운 아이템이 

추가된 경우에도 데이터 희박성 문제가 발생할 수 있다. 
본 연구에서는 신용카드 추천시스템의 콜드스타트 문

제를 해결할 수 있는 다  고객 로 일 기반 업필터

링 추천기법을 제안하고자 한다. 일반 인 업 필터링

기법에서 각 아이템에 한 사용자의 선호도나 구매내역 

등의 단일 로 일을 사용하는 것과는 달리, 본 연구에
서는 고객의 융거래 정보를 통해 수집할 수 있는 다양

한 정보를 기반으로 다  고객 로 일을 구성한다. 이
러한 다  고객 로 일은 고객의 신용카드에 한 선호

도나 사용내역 등의 정보 없이도 유사고객을 악하는 

것을 가능하게 하고 궁극 으로 콜드스타트 문제를 해결

하는데 도움을 다. 
본 논문의 구성은 다음과 같다. 제 2장에서는 제안하

고자 하는 추천기법에 해 소개한다. 제 3장에서는 국
내 A은행의 데이터를 활용하여 제안된 기법의 성능을 
평가하고, 마지막으로 제 4장에서는 본 연구의 의의  

추후 연구에 해 서술한다.

2. 고객맞춤형 신용카드 추천 기법

본 연구에서 제안하는 고객맞춤형 신용카드 추천 기법

은 크게 (1) 다수의 고객 로 일을 기반으로 통합 고객 

네트워크(integrated user network, )를 구성하는 부분
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<Figure 1> Framework for the Proposed Scheme

<Table 1> Attributes of Profiles 

name of 
profile

Construct user 
profile for consumption 

pattern()

Construct user 
profile for possessed 

goods()

Construct user 
profile for 

demographics()

Construct user 
profile for trading 

methods()

Construct user 
profile for subscript 

service()

no. of 
attributes 80 10 2 6 6

attributes

korea food, filling station, 
sports, hospital, 

home shopping,  except 
75 unit type of business

deferred savings, 
installment savings, any 
funds, installment funds, 

ELD, pension, loan, 
banca, ISA, trust

gender, age
automatic transfer, teller, 

internet, mobile, 
phone, ATM

internet banking, smart 
banking, phone banking, 

automatic transfer the 
apartment management 
fee, drawing transfer, 

SMS service

과, (2) 을 활용한 고객 별 맞춤형 카드 도출부분으

로 구성된다(<Figure 1> 참조). 
제안된 기법은 일반 인 머신러닝 방법론에 따라 학

습과정과 용과정으로 이루어지는데, 학습과정에서는 
고객 정보의 변경에 따라 주기 으로 각 고객 로 일을 

갱신하고 고객 네트워크를 구성한다. 이어 용과정에서
는 은행 방문 고객을 상으로 해당 고객과 가장 유사한 

명의 이웃고객을 선별하고, 이웃고객들이 가장 많이 사
용하는 개의 카드를 도출하여 카드 추천에 활용한다. 
각 과정에 한 상세한 설명은 다음 부터 제시되어 

있다. 

2.1 학습과정 : 통합 고객 네트워크   구성

학습과정은 을 도출하는 과정으로, 이는 (1) 고객의 
거래정보로부터 개별 고객 로 일을 구성하는 부분과, 
(2) 구성된 개별 고객 로 일로부터 개별 고객 네트워크

를 구성하는 부분, 그리고 (3) 개별 고객 네트워크를 통합

하여 을 구성하는 부분으로, 총 3단계로 이루어진다. 
학습과정의 첫 번째 단계인 고객 로 일 구성은 융

기업의 고객데이터베이스로부터 획득할 수 있는 고객 정

보를 바탕으로 이루어진다. 본 연구를 하여 국내 A은행
의 신용카드 고객 데이터를 활용하 다. A은행은 신용카
드 연간 매출액 5조 8천억 원, 총 회원 수 180만 명, 150
여 종의 카드 상품을 취 하는 국내 규모의 융회사이

다. 본 연구에서 활용한 데이터를 기반으로 5종의 고객
로 일을 구성하 으며, 그 내역은 <Table 1>과 같다.  

▪소비패턴 로 일(user profile for consumption pattern, 
 ) : 일반한식, 주유소, 스포츠, 병원, 홈쇼핑 외 75개 
표업종에 한 고객의 1년 간 소비 액을 표시하

여, 고객의 주요 소비패턴을 알 수 있다. 소비패턴 
로 일은, <Figure 2>와 같이 2-mode 매트릭스로 표
된다. 를 들어, <Figure 2>의 고객 은 1년 동안 한
식에서 30만 원, 스포츠에 40만 원, 홈쇼핑에 50만 원
을 지출하는 소비패턴을 보여주고 있다. 
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<Figure 2> User Profile for Consumption Pattern 

▪보유상품 로 일(user profile for possessed goods,  ) : 
보유상품 로 일은 해당 융기업의 매 상품 , 
각 고객이 보유하고 있는 융상품의 황을 나타내고 

있다. 이 로 일의 각 열은 거치식, 립식, 수익증권 
등 융기업이 취 하고 있는 10개의 융상품을 표
하고 있다. 각 셀( )의 값은 0과 1의 이진수로 구성되
는데, 고객 가 상품 를 보유하고 있는 경우 1, 아니면 
0의 값을 갖는다. 이러한 보유상품 로 일을 통해 고

객의 융상품 가입성향을 알 수 있다. <Figure 3>의 
에서 고객 은 거치식, 수익증권, 방카상품은 보유하고, 
립식과 출상품은 보유하고 있지 않음을 보여 다. 

<Figure 3> User Profile for Possessed Goods 

▪인구통계학 로 일(user profile for demographics,  ) : 
A은행에서 획득할 수 있는 인구통계학 정보는 성별, 나
이 등의 2개 속성으로 이루어지며, 성별은 남자와 여자
로 구분되고, 나이는 10 부터 90 까지 분포되어 있다. 

▪거래수단 로 일(user profile for trading methods,  ) : 
거래수단 로 일은 각 고객이 융 업무를 수행하기 

하여 이용하는 수단을 표 하는 로 일이다. 일반
인 융업무 거래수단으로는 자동이체, 창구, 인터넷, 
모바일, 폰, ATM 등이 있다. 거래수단 로 일의 각 

셀은 해당 고객이 각 이용수단의 1년간 이용건수를 나
타내고 있으며, 이를 통해 고객의 융업무 주 이용수
단과 빈도를 알 수 있다.

▪가입서비스 로 일(user profile for subscript service, 
 ) : 가입서비스 로 일은 인터넷뱅킹, 스마트뱅
킹, 폰뱅킹, SMS 문자알림 서비스 등의 가입여부를 나
타내는 이진행렬로 구성되어 사용자의 비 면 서비스 

업무 이용선호도를 알 수 있다.

다음으로 학습과정의 두 번째 단계는 앞서 구성한 각 

고객 로 일을 기반으로 1-mode의 고객 네트워크(user 
network)로 변환하는 과정이다. 본 연구에서는 아래와 같
이, 5개의 고객 로 일 각각에 응되는 5개의 고객 네
트워크를 구성한다. 

▪소비패턴 고객 네트워크

(user network for consumption pattern,  )
▪보유상품 고객 네트워크

(user network for possessed goods,  )
▪인구통계학 고객 네트워크

(user network for demographics,  )
▪거래수단 고객 네트워크

(user network for trading methods,  ) 
▪가입서비스 고객 네트워크

(user network for subscript service,  )

의 각 고객 네트워크는 고객 로 일에서 각 사용

자 간의 유사도 계산을 통하여 구성할 수 있다. 기존 문
헌에서 많이 사용하는 고객 유사도로는 피어슨상 계수

[19], 자카드계수[20], 코사인계수[10, 24] 등이 있다. 본 
연구에서는 업필터링에서 많이 사용되는 코사인 계수

를 사용한다. 코사인 계수는 내 공간의 두 벡터 간 각도

의 코사인 값을 이용하여 벡터간의 유사 정도를 측정하

는 방법으로 식 (1)과 같이 표시되며, 여기서 와 는 

사용자  ,   각각의 로 일 벡터를 의미한다. 유사도 
결과 값은 0부터 1사이의 값으로 나타나는데, 1에 가까
울수록 비슷한 성향을 가지고 0이면 다른 성향을 지니고 
있다는 것을 의미한다[10, 24]. 사용자 와 간의 유사
도를 나타내는 코사인계수 는 식 (1)과 같이 구할 수 
있다.

   
 ║║× ║║

⋅
 (1)

다만, 동일한 사용자 간의 유사도(유사도 행렬의 각
성분)는 1이지만 분석결과의 의미 해석을 해 동일한 사
용자 간의 유사도는 0으로 변환한다. 를 들어, <Figure 
2>의 소비패턴 로 일을 기반으로 코사인 계수를 사용한 
소비패턴 고객 네트워크를 구성하면 <Figure 4>과 같다. 

<Figure 4>에 따르면, 고객 의 경우 고객 와의 유

사도 값이 0.74로 가장 유사한 것을 알 수 있다. 이는 고
객 와 소비 패턴이 가장 유사한 고객이 임을 의미한

다. 이와 마찬가지로 <Figure 3>의 보유상품 로 일을 

기반으로 보유상품 고객 네트워크를 구성한 가 <Figure 
5>에 나타나있다.
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(a) Graph 

(b) Matrix

<Figure 4> User network for consumption pattern

 

(a) Graph   

(b) Matrix

<Figure 5> User Network for Possessed Goods

학습과정의 세 번째 단계는, 앞서 구성한 고객 네트워
크를 기반으로 통합 고객 네트워크 을 구성하는 과

정이다. 본 연구에서는 을 구축하기 한 방법으로 

Kim and Cho(2015)의 연구와 유사하게 단순평균 방식과 
F1 기반의 가 평균 방식을 사용한다[15]. 단순평균 방식
은 5개의 고객 네트워크에서 각 고객 간 유사도를 산술
평균하여 의 유사도로 사용하는 방식이며, F1 기반
의 가 평균방식은 각 고객 네트워크의 유사도를 가  

평균할 때 가 치로 각각의 네트워크의 추천 성능을 나

타내는 F1 값을 사용한다. 
한편, 기존의 많은 연구들이 추천 시스템의 성능을 평

가하는 방법으로 정확도(Precision), 재 율(Recall)  F1 

값을 사용해 왔다. 정확도는 추천 시스템이 추천한 아이
템  실제 고객이 구매하는 아이템의 비율이며, 재 율

은 고객이 구매한 아이템 에서 추천 시스템의 추천이 

시킨 비율이다. 그러나 이러한 정확도와 재 율은 

시스템이 추천하는 아이템의 개수에 향을 받는다. 따
라서 최근의 추천시스템 연구에서는 식 (2)과 같이 정확
도와 재 율을 조화 평균한 F1 값을 추천정확도의 평가
방법으로 사용한다[5, 6, 21, 26].

  

×  ×           (2)

번째 고객 네트워크만을 기반으로 추천 상품을 도출

했을 때의 F1 값을 라고 했을 때, 가 평균 방식으로 

통합한 은 다음 식 (3)과 같이 구할 수 있다. 

 


 ×     ∈        (3)

단,  : 소비패턴,  : 보유상품,  : 인구통계학,
     : 거래수단,   : 가입서비스

를 들어, <Figure 4>와 <Figure 5> 두 개의 고객 로

일만 존재하고, 각각의 F1 값을 0.16과 0.05이라고 했을 
때, 단순평균  가 평균으로 통합한 네트워크    
  는 <Figure 6>과 같다. <Figure 6>의 에서 

 에서는 와 가장 유사한 고객은 지만,  

에서는 로, 의 이웃고객이 통합 네트워크 구축 방법

에 따라 달라지는 것을 확인할 수 있다.

(a)  

(b)    

<Figure 6> Integrated User Network( )
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2.2 적용과정 :  을 이용한 추천 카드 도출

용과정은 당일 방문 고객 에 한 맞춤형 카드를 

추천하기 해 학습과정에서 도출한 을 이용하여 해

당 고객에게 합한 신용카드를 실시간으로 추출하는 과

정이다. 실제 환경에 용할 때 <Figure 1>의 학습과정은 
고객 로 일의 변화에 따라 주기 으로 반복 수행되어 

을 갱신하여야 하며, 용 과정은 이 게 갱신된 

을 기반으로 작동된다. 
용과정은 <Figure 1>에서와 같이 임의의 고객 가 

방문했을 때 시작되며, 먼  학습과정에서 도출한 

을 기반으로 고객 와 유사한 명의 이웃 고객을 선택

한다. 이때 유사도를 계산하는 방식은 학습과정과 동일
하다. 
다음은 고객 를 한 맞춤형 추천 카드를 도출하는 

과정으로, 의 명의 이웃 고객들이 보유한 카드 에서 

고객 가 보유하지 않은 카드를 추천 상 카드로 선택

한다. 만일 이웃 고객들이 보유한 카드의 종류가 개 보
다 많을 경우에는 가장 많이 발 된 카드 순으로 개를 

선택한다. 
이 게 선택된 추천카드는 업 을 방문한 고객에게 

맞춤 카드로 추천되거나, 그 외에도 홈페이지, 스마트폰
의 앱, SMS, TM, DM 등 다양한 고수단을 통해서 추
천될 수 있다.

3. 실  험 

3.1 실험 데이터

본 연구에서는 제안된 기법의 성능  용가능성을 

검증하기 하여 국내 A은행의 신용카드 고객을 상으
로 실험을 진행하 다. 

체 고객  3,564명의 고객을 표본 추출하 고, 고
객 로 일을 구성하기 하여 실험 고객의 인구통계학 

정보와 1년 동안의 소비패턴, 거래수단, 보유상품, 가입
서비스 정보를 활용하 다. 한편, A은행에서 취 하는 

신용카드 수는 152종이다. 
실험에 활용한 데이터의 특성은 <Table 2>에 정리되

어 있다. 

<Table 2> Users Data 

period 2016. 1~2016. 12

no. of users 3,564

no. of credit & check card 152

실험고객의 인구통계학  특성  성별과 연령 분포는 

<Figure 7>, <Figure 8>에 각각 표시되어 있다. 여성이 
61%, 남성이 39%로 여성 고객이 많았으며(<Figure 7>참
조), 연령별로는 30 가 29%, 40 가 25%, 50 가 18%로 
체 고객의 72%를 차지하 다(<Figure 8> 참조). 

<Figure 7> Gender Ratio

<Figure 8> Age Distribution

한편, <Figure 9>에서 고객이 보유한 카드수의 분포를 
살펴보면 3개 이하의 카드를 보유한 고객이 2,838명(80%)
으로 부분을 차지하고 있음을 알 수 있다. 

<Figure 9> Distribution of the Number of Possessed Card

3.2 분석결과

최근 련 연구에서 많이 사용하는 F1 값을 이용하여 
제안된 기법의 성능을 분석하 다. 기존의 많은 연구들
이 추천 시스템의 성능을 평가하기 하여 정확도, 재 율 
 F1 값을 사용해 왔다[1, 24, 26]. 정확도는 추천시스템
이 추천한 아이템  실제 고객이 구매하는 아이템의 비율
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이며, 재 율은 고객이 구매한 아이템 에서 추천 시스

템의 추천이 시킨 비율이다.
한편, 정확도와 재 율은 시스템이 추천하는 아이템의 

개수 에 향을 받는다. 즉, 이 많아지면 재 율은 올

라가고 정확도는 떨어지게 된다. 따라서 본 연구에서는 
정확도와 재 율을 동시에 고려할 수 있는 F1 값을 사용
하여 추천시스템의 성능을 분석한다.
실험을 해 A은행의 신용카드 가입 고객 에서 표

본 추출한 3,564명의 데이터를 상으로 학습과정을 진
행하 다. 제안된 방법론에 따라 5개의 고객 로 일  

고객 네트워크를 도출하 고 이를 기반으로 을 구

성하 다. 다음으로 성능의 분석을 해 체 데이터의 
30%를 테스트 데이터로 구성하 으며, 을 기반으로 

테스트 데이터에 포함된 고객을 상으로 카드 추천을 

수행하 다. 이후 해당 고객들이 실제 보유한 카드와 추
천된 카드의 비교를 통해 그 성능을 분석하 다.
본 실험에서는 제안된 기법을 상으로 정확도, 재

율    값을 산출하여 그 성능을 살펴볼 것이며, 한 

성능의 비교평가를 하여 베스트셀러 기반 추천기법과 

그 값을 비교해 본다.

3.2.1 이웃 및 추천카드 수의 변화에 따른 성능 비교

먼  제안된 기법의 성능을 확인하기 해 이웃의 수 

   추천 카드의 수 을 변화시키면서 성능을 평가하

다. 다음과 같이 5종의 개별 고객 네트워크와 2종의 
통합 고객 네트워크를 구성하여 제안된 알고리즘의 성능

을 확인하 다.

  기반 추천 : 단일 로 일 방식으로 사용자의 소

비성향을 알 수 있는 소비패턴 로 일만을 사용하여 

추천하는 방식

  기반 추천 : 단일 로 일 방식으로 사용자의 

융상품 가입성향을 알 수 있는 보유상품 로 일만을 

사용하여 추천하는 방식  

  기반 추천 : 단일 로 일 방식으로 인구통계학 

로 일만을 사용하여 추천하는 방식

  기반 추천 : 단일 로 일 방식으로 사용자의 

융업무 이용수단을 나타내는 거래수단 로 일만을 사

용하여 추천하는 방식

  기반 추천 : 단일 로 일 방식으로 사용자의 비

면 융업무 선호도를 나타내는 가입서비스 로 일

만을 사용하여 추천하는 방식

   기반 추천 : 다  로 일 방식으로   구성 
시, 5종의 개별네트워크의 유사도를 단순 평균방식으로 
결합하는 방식

    기반 추천 : 다  로 일 방식으로 을 

구성 시, 5종의 개별네트워크의 유사도를 각 네트워크
의   값을 가 치로 가  평균하여 결합하는 방식

<Figure 10>은 통합네트워크 구축 방법에 따른 제안된 
기법의 성능을 보여주고 있다. 실 으로 업  방문

고객에게 추천할 수 있는 카드 수의 최 는 3개 이하라
는 장 실무자의 조언에 따라, 추천 카드 수 을 3으로 
하고 이웃수 를 10에서 80까지 10명씩 증가시켜 가면
서 F1 값의 변화를 나타내었다. 

<Figure 10>에 따르면  기법이  보다 항

상 좋은 성능을 보이고 있으며, 이웃수 가 70일 때 
 의 F1 값이 0.175로 가장 높음을 알 수 있다. 이
는   구성시 5종 로 일의 각 네트워크가 추천 성

능에 기여하는 정도를 가 치로 반 하는 방법이 보다 

뛰어난 성능을 보임을 의미한다.

<Figure 10> F1 Value of Ensemble   for Various 

<Figure 11>은 이웃수 를 70으로 고정했을 때, 추천 
카드의 수 의 변화에 따른 제안된 기법의 성능을 보여

주고 있다. <Figure 11>에 따르면, 추천카드의 수가 증가
할수록 제안된 기법의   값은 상승하다가   에서 

 의   값이 0.192로 최댓값을 갖고 이후 감소하
는 경향을 보인다. 이는   값을 기 으로 추천 카드의 

수를 6개로 했을 때 가장 높은 성능을 보임을 의미하지
만, 앞서 언 한 것처럼 3개 이하의 카드를 추천하는 것
이 실 이므로, 이후의 비교에서는 추천카드의 수를 3
으로 고정한다. 

<Figure 11> F1 Value for Various 
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<Figure 12>는 단일 로 일 기반 추천방식과 다  

로 일 기반 추천방식의 성능을 보여주고 있다. 이 실
험에서는    ,   을 사용하 다. <Figure 12>에 따
르면 단일 로 일 기반의 추천 방식 보다 다  로

일을 통합한 추천 기법의 성능이 더 우수함을 알 수 있

다. 단일 로 일 기반 추천 방식 에는 인구통계학 

로 일을 기반으로 한 추천 방식이 가장 높은 성능을 보

이고 있으나,  가 이에 비해 약 4.6% 더 높은 성
능을 보이고 있다. 

<Figure 12> Performance Comparison of Various  s

3.2.2 다른 기법과의 성능비교

다음으로 제안된 기법의 객 인 성능비교를 하여 

실험기간 동안 가장 가입 빈도가 높은 신용카드를 모든 

고객에게 동일하게 추천하는 방식인 베스트셀러(bestseller) 
기반 추천[21]과 제안된 기법을 비교하 다. 베스트셀러 
기반 추천기법은 개별 고객의 고객 로 일에 한 고려 

없이, 학습기간 동안 가장 발 빈도가 높은 신용카드를 

모든 고객에게 동일하게 추천하는 방식이다.
본 비교를 해 사용된 제안 기법은 가 평균으로 통합

한    기법이며, 추천카드의 수 은 3개, 이웃 수 
70을 사용하 고, 베스트셀러 기법에서도 가장 많이 발
된 순서 로 3개의 카드를 추천하 다. 

<Figure 13> Performance Comparison of Proposed Scheme 

and Bestseller Scheme

<Figure 13>에 따르면 제안된 기법의 정확도, 재 율, 
그리고   값은 베스트셀러 기반 추천방식보다 높음을 
알 수 있다. 베스트셀러 기반 추천의   값이 0.148이며 
제안된 기법은 0.175로, 베스트셀러 기반 추천에 비해서 
18.0% 우수한 성능을 보이는 것으로 확인되었다. 

4. 결   론

본 연구에서는 고객 맞춤형 신용카드 추천을 하여 

콜드스타트 문제를 해결할 수 있는 다  로 일 기반

의 업필터링기법을 제안하 다. 제안된 기법은 학습과
정과 용과정으로 구성된다. 학습과정에서는 사용자 정
보를 기반으로 5종의 다  로 일을 구성하고, 이로부
터 통합 고객 네트워크를 도출한다. 다음으로 용과정
에서는 학습과정에서 구축된 통합 고객 네트워크를 활용

하여 유사고객을 선별하고 유사고객이 보유한 신용카드

를 방문 고객에게 추천한다. 
본 연구에서는 제안된 기법의 성능을 평가하기 하

여 국내 소재 A은행의 신용 카드 자료를 확보하여 실험
을 수행하 다. 실험결과 제안된 다  로 일 기반의 

추천기법은 단일 로 일  베스트셀러 기반 추천기법

과 비교하여 높은 추천 정확도를 보 다. 
본 연구는 신용카드 추천 과정에서 발생할 수 있는 콜

드스타트 문제를 해결할 수 있다는 것에 큰 의의가 있다. 
신용카드는 온라인 쇼핑과는 달리 보유 상품의 수가 제

한 이고 그 수요가 지속 ․반복 으로 발생하지 않는

다는 특징을 갖는다. 따라서 일반 인 추천시스템과 같

이 사용자의 상품 선호도에 기반을 둔 방식을 용할 때

는 고객 정보의 부족으로 콜드스타트 문제가 발생하게 

되고, 이는 추천시스템의 성능 하를 래하게 된다. 이
러한 문제를 해결하기 해 본 연구에서는 고객의 신용

카드 선호도를 제외한 다양한 고객 정보로 부터 다  

로 일을 구성하여 카드 추천에 활용하 다. 한, 본 연
구의 결과는 다양한 상품을 취 하는 융기업이 고객의 

특성에 맞는 융상품을 효과 으로 추천하여 고객의 만

족을 높이고 기업 수익 증 하는데 활용할 수 있을 것으

로 기 된다. 
한편, 본 연구의 한계   향후 연구과제는 다음과 

같다. 
첫째, 본 연구에서 제안한 다  로 일 기반의 추천

기법은 고객 로 일이 등록되지 않은 고객에게는 용

할 수 없다는 한계를 갖고 있다. 고객정보가 등록되어 있
지 않은 신규고객은 창구 담당직원 상담, 베스트셀러 기
법 등의 추천방식이 더욱 합할 것이다. 
둘째, 본 연구에서는 고려하지 않았지만 실제 용 환경
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에서 학습데이터를 구성할 때는 로모션 등의 특수한 

상황에서 발생한 상품 가입  고객 정보는 배제하는 것

이 필요하다. 이러한 데이터가 학습데이터에 포함되는 
경우 학습 결과를 왜곡하고 추천 성능을 해하는 결과

를 래할 수 있다. 
셋째, 실제 서비스 환경에서 각 고객의 신용카드 구매 

패턴은 장 직원의 맞춤형 추천에 의해 향을 받을 수 

있으나, 이 의 다수의 연구에서와 마찬가지로 사후 인 

고객 구매행  데이터를 통한 실험만으로는 이러한 효과

를 악하는데 한계가 존재한다. 
추후 연구에서는 신용카드 이외의 주요 융상품인 

방카슈랑스(bancassurance)나 펀드 등을 상으로 맞춤형 
추천기법을 제안하고자 한다. 
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