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ABSTRACT

Recently, there have been various researches on efficient and automatic analysis on urban environment methods that utilize the 

computer vision and machine learning technology. Among many new analyses, urban safety analysis has received a major attention. In 

order to predict more accurately on safety score and reflect the human visual perception, it is necessary to consider the generic and local 

information that are most important to human perception. In this paper, we use Double-column Convolutional Neural network consisting of 

generic and local columns for the prediction of urban safety. The input of generic and local column used re-sized and random cropped 

images from original images, respectively. In addition, a new learning method is proposed to solve the problem of over-fitting in a 

particular column in the learning process. For the performance comparison of our Double-column Convolutional Neural Network, we 

compare  two Support Vector Regression and three Convolutional Neural Network models using Root Mean Square Error and correlation 

analysis. Our experimental results demonstrate that our Double-column Convolutional Neural Network model show the best performance 

with Root Mean Square Error of 0.7432 and Pearson/Spearman correlation coefficient of 0.853/0.840.
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요     약

최근, 컴퓨터 비 과 기계 학습 기술의 도움을 받아 효율 이고 자동 인 도시 환경에 한 분석 방법의 개발에 한 연구가 이루어지고 있

다. 많은 분석들 에서도 도시의 안 도 분석은 지역 사회의 많은 심을 받고 있다. 더욱 정확한 안 도 수 측과 인간의 시각  인지를 

반 하기 해서, 인간의 시각  인지에서 가장 요한 역 정보와 지역 정보의 고려가 필요하다. 이를 해 우리는 역 칼럼과 지역 칼럼으

로 구성된 Double-column Convolutional Neural Network를 사용한다. 역 칼럼과 지역 칼럼 각각은 입력은 크기가 변환된 원 상과 원 상

에서 무작 로 크로핑을 사용한다. 한, 학습 과정에서 특정 칼럼에 오버피 되는 문제를 해결하기 한 새로운 학습방법을 제안한다. 우리의 

DCNN 모델의 성능 비교를 해 2개의 SVR 모델과 3개의 CNN 모델의 평균 제곱근 오차와 상 계 분석을 측정하 다. 성능 비교 실험 결

과 우리의 모델이 0.7432의 평균 제곱근 오차와 0.853/0.840 피어슨/스피어맨 상  계수로 가장 좋은 성능을 보여주었다.

키워드 : 도시 환경 분석, 컨볼루션 신경망, 안 도 측, 시각  인지
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1. 서  론1)

최근 도시 환경에 한 범 한 분석에 한 심이 증가

하고 있고 이에 한 다양한 연구들이 이루어지고 있다[1-9]. 
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이러한 연구들은 “도시에서 소득이 높고/낮은 지역은 어디

인가?”, “도시에서 범죄가 많이 발생하는 지역은 어디인가?” 

같은 경제, 인구 그리고 안  등에 한 분석이 많이 이루

어지고 있다. 과거 이러한 분석은 그 규모가 매우 크기 때

문에 많은 정보 수집과 비용이 필요했다. 하지만, 최근 컴퓨

터 비 과 기계 학습 기술의 도움을 받아 상으로부터 도

시 환경을 측 할 수 있는 새로운 방법들이 개발되고 있다. 

특히, 범죄 혹은 안 도 측은 드폴(PredPol), 히타치 

(Hitachi) 등에서 연구를 시작하면서 사회 으로 큰 심을 

받고 있다.
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도시의 안 도를 측하는 기술들  하나는 Wilson과 

Kelling의 깨진 창문 이론[10]을 기반으로 하는 방법이 있다. 

깨진 창문 이론이란 사회에 존재하는 사소한 무질서를 방치

하게 되면 사회 으로 큰 혼란으로 이어진다는 것이다. 

를 들어, 깨진 유리창, 낙서와 쓰 기 등과 같은 시각 으로 

인지되는 무질서의 방치는 그 지 을 심으로 범죄의 발생 

 확산의 원인이 된다는 것이다. 다시 말해 사람들이 도시

에서 시각 으로 무질서하거나 혹은 험하게 인지되는 장

소는 실제로 낮은 안 도를 가진다는 것이다. 이 이론을 기

반으로 인간의 시각  인지(human visual perception)를 이

용하여 도시 상에서 인지되는 안 도를 평가하고 이를 기

계학습 알고리즘을 통해 학습  측하는 연구들이 이루어

졌다[2-6]. 

부분의 기존 연구들은 세 단계를 통해서 도시 상의 

안 도 수 측 모델을 생성한다. 우선, 사람들의 인지

인 평가를 이용한 실험을 통해 도시 상의 안 도 수를 

구한다. 실험은 주로 두 장의 상을 비교하여 상 인 평

가를 실시하는 비교(pairwise comparison)실험을 사용한

다. 이어서 학습을 해 상으로부터 특징을 추출하고, 마

지막으로 실험을 통해 얻어진 안 도 수와 추출된 특징을 

학습하여 안 도 수 측 모델을 생성한다. 이런 방법들

은 도시 상으로부터 특징을 추출하고 학습 알고리즘을 사

용하여 안 도 수 측 모델을 생성하기 때문에 사용하는 

특징 추출 방법과 학습 알고리즘에 따라 성능이 결정된다. 

기존의 방법들은 상으로부터 특징을 추출하기 해서 

역 특징 추출 방법을 사용해왔다. 이러한 방법들은 상으

로부터 색상, 텍스쳐, 그라디언트 등의 정보를 인코딩하는 

수  특징(low level feature)을 사용하는 방법이다. 때문

에 인간의 시각  인지를 기반으로 하는 상의 안 도 

수와 같은 추상 인 정보의 측에는 한계가 존재한다. 이

를 극복하기 해 우리는 학습을 통해 상으로부터 추상화

된 고수  특징(high level feature)을 추출하는 능력이 뛰어

난 컨볼루션 신경망(CNN: Convolution Neural Network) 알

고리즘을 통한 안 도 수 측 방법을 연구한다. CNN은 

얼굴 인식, 상 분류  사물 검출 등 상 처리  컴퓨터 

비  분야에서 놀라운 성능의 향상을 보여주었다. CNN은 

2012년 Imagenet Large Scale Visual Recognition 

Challenge (ILSVRC)에서 기존의 다른 알고리즘에 비해 압도

인 성능을 보여주며 1 를 차지하 고 이를 계기로 유명

해졌다[11]. CNN은 기존의 특징 추출과 측 모델로 두 단

계를 통해 측하는 방법과는 다르게 특징 추출과 측 모델

을 한 번에 학습하는 end-to-end 학습을 실시한다. 한, 입

력 상을 추상화하고 추상 인 정보를 추출하는 능력이 뛰

어난 모델로 다양한 분야에서 우수한 성능을 보여주고 있다. 

본 논문에서는 비교실험을 통해 안 도 수를 구한 

Place Pulse 1.0 데이터 셋[2]을 사용한다. Place Pulse 1.0 

데이터 셋으로부터 수집한 상과 안 도 수를 이용해서 

CNN의 학습을 실시한다. CNN을 통해서 고수 의 추상

인 특징 정보를 추출하여 학습을 할 수 있지만 인간의 시각

 인지를 기반으로 평가되는 안 도 수를 정확하게 측

하기에는 부족함이 있다. 왜냐하면 일반 으로 CNN은 역 

정보를 추출하여 사용하며 CNN의 용과정에서 상의 크

기와 해상도의 변형이 필요하고 이 과정에서 상의 세부

인 정보는 손실된다. 하지만, 깨진 창문 이론과 인간의 시각

 인지를 좀 더 정확하게 반 하기 해서는 역 정보로

부터 얻을 수 있는 컨텍스트 같은 시각  단서 정보뿐만 아

니라 세부 인 지역 정보로부터 얻을 수 있는 오 젝트 같은 

시각  단서 정보의 반 이 필요하다. 때문에 우리는 역 

정보와 지역 정보를 추출하는 두 개의 칼럼을 가진 Double- 

column CNN 구조(DCNN)[13, 14]를 통해 기존의 측 방법

에서 고려하지 못한 깨진 창문 이론과 인간의 시각  인지

를 좀 더 정확하게 반 하는 도시의 안 도 수 측 모델

을 제안하고자 한다. DCNN에서 역 정보와 지역 정보는 

각각 Alexnet과 동일한 구조를 가지고 독립 으로 동작하는 

두 개의 칼럼의 컨볼루션 층을 통해 추출하 고, 각 정보는 

완  연결 층에서 융합되어 도시의 안 도 측에 사용된

다. 한, 우리는 DCNN의 학습을 해 일반 인 학습 방법

인 공동 훈련(joint training) 방식이 하나의 칼럼에 오버피

(overfitting) 될 수 있다는 문제로 인해 새로운 학습 방법

을 사용해 학습을 실시한다.

본 논문의 구성은 다음과 같다. 2 에서 본 논문의 련 

연구에 해서 기술한 다음, 3 에서 Place Pulse 1.0 데이

터 셋에 해서 설명한다. 그리고 4 에서 본 논문에서 사

용하는 Alexnet[11]과 우리의 DCNN의 구조와 학습 방법에 

한 내용을 설명한다. 마지막으로 5 에서는 제안한 모델

의 실험 방법  평균 제곱근 오차(RMSE: Root Mean 

Square Error)와 상 계 분석을 통한 성능 평가 결과를 

보여주고 6 에서 결론을 맺는다.

2. 련 연구

2.1 안 도 측

안 도 측 혹은 범죄 측에 련된 다양한 연구들이 

존재한다. Salesses 등[2]은 깨진 창문 이론[10]을 기반으로 

인간의 시각  인지를 이용한 비교실험을 통해 도시 

상의 부유함, 독특함과 안 도 수를 측정하 고 이를 활용

하여 도시 환경의 분석  측 방법을 실시했다. Ordonez 

등[3]은 Salesses 등[2]의 데이터 셋을 뉴욕, 보스턴, 볼티모

어 그리고 시카고에서 추가 수집한 데이터를 이용하여 확장

했다. 한, 도시 상의 부유함, 독특함과 안 도 수를 

측하기 해서 GIST[18], Fisher Vector[19], 그리고 DeCAF 

[20] (Deep Learning 특징) 특징을 추출하고 서포트 벡터 

머신(SVM: Support Vector Machine)과 SVR을 사용해 학

습하 다. Khosla 등[4]은 도시의 상의 장소로부터 원하는 

목 지를 찾아가거나, 특정 가게와 가까이 있는지 그리고 

안 한 장소인지라는 매우 새로운 연구를 실시하 다. 다양

한 특징(GIST, 텍스쳐, 색상 등)과 SVR을 사용해서 8개 도

시에서 사람과 컴퓨터의 성능을 비교했다. Naik 등[5]은 

Salesses 등[2]의 데이터 셋의 상을 이용해서 마이크로소
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Fig. 1. A: Example of pairwise comparison experiment of Placle Pulse 1.0. The users select an answer according to the following 

question: “Which place looks safer?”, B: Example of high and low safety score images of Place Pulse 1.0. 

The upper row shows the high safety score images. The bottom row shows low safety score images.

트 트루스킬 알고리즘을 용하여 안 도 수를 새로 구

했다. 한, HoG[17], GIST 등 11개의 특징을 이용해서 

SVR을 학습시켰다. 하지만, 복잡한 낙서, 다리  그리고 

식 건물 사진에서는 안 도 수 측에서 낮은 정확도

를 보여주었다. Kang and Kang[6]은 context를 고려한 도

시 안 도 측 방법을 제안하 다. 그들은 컨텍스트 정보

를 안 도 수에 해서 정과 부정으로 분류하 고, 컨

텍스트에 한 비교 실험을 실시하 다. 그들은 실험을 

통해 상에서 나타나는 컨텐스트에 따른 안 도 수의 변

화를 측정하 다. 구해진 컨텍스트 정보는 SVR 모델을 통

해 측된 안 도 수를 보정해주는 사후처리에 사용하

다. 한, 상과 사람의 시각  인지를 이용한 평가를 통한 

안 도 측 방법 외에도 범죄 발생 기록, 트 터 등을 활

용한 방법도 존재한다. Mohler 등[7]은 범죄가 지진-여진과 

같이 최  범죄 발생 지역을 심으로 퍼져나간다는 패턴을 

발견했다. 이를 기반으로 지진-여진 알고리즘을 활용하여 

과거 범죄 발생 기록을 사용해 범죄 발생을 모델링했다. 

Gerber 등[8]과 Chen 등[9]은 과거 범죄 발생 기록과 범죄 

발생 지역 주변에서는 트 터에서 부정 인 감정이 많이 발

생한다는 을 이용해서 범죄 발생을 측했다.

2.2 CNN

CNN은 다른 딥 러닝 알고리즘과는 다르게 컨볼루션 층

을 가지고 있고 때문에 컴퓨터 비 의 다양한 분야에서 뛰

어난 성능을 보여주고 있다. Krizhevsky 등[11]은 CNN에 

Rectified Linear Unit (ReLU), Local Response Normalization 

(LRN), Dropout 등을 용하여 ILSVRC 2012에서 종 의 기

록을 압도 인 성능으로 뛰어넘어 우승하 고 약 10% 정도의 

성능 향상을 보여주면서 CNN을 알리게 되었다. Simonyan과 

Zisserman[12]은 매우 작은 3×3 크기의 커 을 사용하여 층

의 깊이를 깊게 쌓는 구조(16-19층)를 통해 ILSVRC에서 

Krizehvsky 등의 방법보다 약 10% 높은 성능을 보여주었다. 

Lu 등[13]은 상의 미학 평가를 해 CNN을 통해 상의 

역 정보와 세부 정보를 융합하여 사용했다. 이를 해 두 

개의 칼럼을 가지는 CNN 구조를 용하 다. 각 칼럼은 컨

볼루션 층을 통해 역 정보와 세부 정보를 추출하고, 추출된 

정보는 완  연결 층에서 융합되어 학습을 실시한다. Jung 

등[14]은 얼굴 표정 인식을 해서 얼굴 상과 얼굴 특징 

을 사용하여 신경망을 학습했다. 하나의 칼럼이 상이 

아닌 얼굴 특징 을 입력으로 사용하기 때문에 Lu 등의 방

식과는 다르게 얼굴 상을 입력으로 사용하는 CNN과 얼

굴 특징 을 입력으로 사용하는 신경망을 통해 더블 칼럼 

신경망을 구성했다.

3. Plcae Pulse 1.0

본 논문에서는 공개된 데이터 셋인 Salesses 등이 수집한 

Place Pulse 1.0을 사용한다[2]. 데이터 셋의 각 상은 구  

스트리트 뷰를 통해 뉴욕, 보스턴, 린츠와 잘츠부르크 4개의 

도시에서 수집되었으며 총 4,136개의 치 정보( 도, 경도)

와 카메라 회  정보(heading, pitch)를 가지고 있다. 한, 

각 데이터 는 부유함(wealth), 독특함(uniqueness) 그리고 

안 도(safety) 수를 제공하고 각 수는 인간의 시각  

인지를 이용해 수를 구하는 비교 실험을 통해 구해졌

다. 실험은 웹상에서 크라우드소싱을 통해 실시했고 총 

7,872명의 참가자가 실험에 참여하 으며 208,738번의 

비교 실험이 이루어졌다. 우리는 Place Pulse 1.0 데이터 셋

에서 제공하는 좌표를 이용해서 구  스트리트뷰 API를 통

해 상을 수집하 다. 구  스트리트뷰 API를 통해 수집된 

상  상이 존재하지 않는 데이터는 모두 제거하여 뉴

욕 1,461장, 보스턴 1,047장, 린츠 253장과 잘츠부르크 212장 

총 2,973장의 상과 각 상의 안 도 수를 사용한다.

Fig. 1A는 Place Pulse 1.0의  비교 실험의 시를 

보여 다. 실험은 도시 상 데이터 셋에서 무작 로 선택

된 두 장의 상을 보여주고 다음과 같은 질문을 한다. “두 

상  더 안 해 보이는 상은 무엇인가?” 그러면 실험 

참가자는 질문에 따라 “왼쪽 상, 오른쪽 상 혹은 동등하

다” 세 가지  하나를 선택한다. 실험의 결과는 Equation 

(1)을 통해서 최종 안 도 수가 구해진다[15]. Equation 

(2)와 (3)은 각각 상 가 선택 받은 확률과 선택받지 못한 

확률을 나타낸다.
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Fig. 2. Alexnet structure. It consist of five convolutional layers and three fully connected layers. We changed size of 

last fully connected layer 1000 to 1 because our CNN model predict safety score of urban image.
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 ,   그리고 는 각각 실험  상 가 다른 상과 

비교하여서 선택 받거나, 선택받지 못하거나 혹은 동등하다

고 선택한 횟수를 나타낸다. Equation (1)의 두 번째와 세 

번째 항은 각각 상 가 선택받았을 경우 선택받지 못한 

상들의 의 평균과 선택받지 못했을 경우 선택받은 

상들의 의 평균을 나타낸다. Equation (1)의 네 번째 항 과 

상수 항 


은 안 도 수 를 0-10 으로 정규화 시켜

주는 역할을 한다. Fig. 1B는 Place Pulse 1.0에서 비교 

실험을 통해 구해진 안 도 수  높은 안 도 수를 가

지는 상과 낮은 안 도 수를 가지는 상들의 시를 

보여 다.

4. 측 모델

4.1 Alexnet

본 논문에서는 Krizhevsky 등의 ILSVRC 2012에서 우승

한 Alexnet[11] 구조를 사용한다. Fig. 2는 Alexnet의 구조

를 보여 다. Alexnet은 5개의 컨볼루션 층과 3개의 완  

연결 층으로 구성되어 있으며 ReLU, max-pooling, LRN과 

dropout 기법을 사용한다. Alexnet은 고정된 크기의 상 

(227 × 227 × 3)을 입력으로 사용하며 첫 번째 컨볼루션 층은 

11 × 11 × 3 크기의 96개의 커 을 가지고 있다. 두 번째 컨

볼루션 층은 첫 번째 컨볼루션 층의 결과인 55 × 55 × 96 크

기를 입력으로 사용하며 5 × 5 × 96 크기의 256개의 커 을 

가지고 있다. 세 번째 컨볼루션 층은 3 × 3 × 256 크기의 38

개의 커 을 가지고 있으며 네 번째와 다섯 번째 컨볼루션 

층은 3 × 3 × 384 크기의 384개와 256개의 커 을 각각 가지

고 있다. 각 컨볼루션 층의 결과는 ReLU를 용하며 첫 번

째, 두 번째 그리고 다섯 번째 컨볼루션 층은 3 × 3 크기의 

max pooling을 용한다. 한, 첫 번째와 두 번째 컨볼루션 

층은 max pooling의 결과에 LRN을 용한다. 컨볼루션 층

에 이어지는 여섯 번째, 일곱 번째 그리고 여덟 번째 3개의 

완  연결 층은 각각 4096개, 4096개 그리고 1개의 뉴런을 

가진다. 여덟 번째 완  연결 층은 기존의 Alexnet의 경우 

1000종류의 상 인식 때문에 1000개의 뉴런을 사용했지만 

본 논문에서는 안 도 수 측이 목표이기 때문에 여덟 

번째 완  연결 층은 안 도 수를 나타내는 1개의 뉴런을 

가지도록 변경하여서 사용했고, 손실 층(loss layer)은 유클

리디안 손실(euclidean loss)을 사용했다.

4.2 DCNN

1 에서 설명하 듯이 우리는 깨진 창문 이론과 인간의 

시각  인지를 반 하기 해서 역 정보로부터 얻어지는 

시각  단서 정보(e.g. 배경, 컨텍스트 등)와 지역 정보로부

터 얻어지는 시각  단서 정보(e.g. 오 젝트 등)를 반 하

는 CNN 모델을 학습하고자 한다. 하지만, 일반 으로 CNN

은 고정된 크기의 상( 를 들어, Alexnet의 경우 227 × 227

× 3) 하나를 입력으로 사용한다. 때문에 데이터 셋의 상을 

고정된 크기로 변환시키는 과정이 필수 이다. 하지만, 상

의 크기를 변환시키는 과정 때문에 역 정보와 지역 정보

를 모두 사용하기 어렵다는 문제 이 있다. 상을 변환시

켜서 입력으로 사용하는 경우 상의 역 정보는 얻을 수 

있지만 세 한 지역 정보들은 크기 변환 과정에서 변형  

손실이 발생하게 된다. 때문에 우리는 두 개의 칼럼을 가지

는 DCNN 구조를 사용한다[13]. 

Fig. 3은 DCNN의 구조를 보여 다. DCNN은 두 개의 칼

럼으로 구성되어 각 칼럼마다 하나의 상을 입력으로 사용

하여 총 2개의 상을 입력으로 사용하는 CNN의 구조이다. 

각 칼럼의 컨볼루션 층은 독립 으로 작동하며 서로 다른 

입력 상을 사용하여 컨볼루션 과정을 거쳐서 각각 다른 

정보를 추출하게 되고, 각 칼럼에서 컨볼루션 층을 거쳐 추

출된 결과는 완  연결 층에서 하나의 특징 벡터로 합쳐진

다. 즉, DCNN은 두 개의 정보를 융합하여 사용하는 CNN 

구조라고 볼 수 있다. 본 논문에서는 DCNN의 두 개의 칼

럼을 역 정보를 다루는 역 칼럼과 지역 정보를 다루는 

지역 칼럼으로 구성한다.

역 칼럼은 상의 체를 입력으로 사용하는 칼럼으로 
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Fig. 3. Structure of DCNN. It have two column. One is generic column which use the resized full image 

as input, the other is local column which use the random cropping of original image as input 

원 상을 227 × 227 × 3의 크기로 변환하여 입력으로 사용한

다. 상의 크기를 조정하는 과정에서 원 상과는 다른 해

상도와 비율로 상을 변형 하게 되고 이로 인해 상의 세

한 정보를 손실하거나 왜곡되는 문제가 발생한다. 지역 

칼럼은 원 상으로부터 227 × 227 × 3 크기의 상을 무작  

크로핑하여 입력으로 사용한다. 이는 상의 크기나 해상도

를 변형하지 않은 원 상을 그 로 사용하기 때문에 변형

으로 인해 손실 되거나 왜곡되는 문제가 발생하지 않는다. 

Fig. 4는 본 논문에서 사용한 DCNN의 역 칼럼과 지역 

칼럼의 입력 상의 시를 보여 다.

Fig. 4. Example of input images of generic column and 

local column of our dataset. The upper row shows the 

input of generic images. The bottom row shows the 

input of local images.

4.3 학습

DCNN은 두 개의 칼럼으로 구성되어 있기 때문에 일반

으로 두 개의 칼럼을 동시에 학습하는 공동 학습 방법을 사

용한다. 공동 학습 방법의 문제 은 두 개의 칼럼이 한 번

에 학습이 진행되기 때문에 DCNN이 각 칼럼에서 추출되는 

정보를 잘 융합하여 측을 하는 것이 아닌 특정 칼럼에 

해서 오버피 되는 문제가 발생 할 수 있다는 것이다. 를 

들어 두 개의 칼럼 와 가 있을 때, 학습 과정    칼

럼의 정보가 먼  최 화 되는 경우 손실 층에서 발생하는 

손실 값이 격하게 감소하게 된다. 때문에   칼럼의 최

화는 어려워지게 되고 DCNN의 완  연결 층은 두 칼럼의 

정보를 융합하여 측을 하는 것이 아닌   칼럼의 정보에 

더욱 의존 이게 측하도록 학습이 될 것이다. 특히, 본 논

문에서는 하나의 칼럼이 무작 로 크로핑한 상을 사용하는 

경우 하나의 칼럼에 오버피 되는 문제는 더욱 치명 이다.

공동 학습의 문제 을 해결하기 해서 우리는 새로운 학

습 방법을 사용해서 DCNN을 학습한다. Fig. 5는 본 논문에

서 용한 학습 방법의 차를 보여 다. 우선, 각 칼럼을 

독립 인 CNN으로 학습을 진행한다. 독립 으로 학습이 완

료되면 두 칼럼의 컨볼루션 층의 가 치를 사용하여 새로운 

완  연결 층을 가지는 DCNN으로 구성한다. 그리고 DCNN

을 학습 데이터 셋을 사용해서 다시 한 번 학습을 실시한다. 

학습 과정에서 컨볼루션 층의 가 치는 변화시키지 않고 오

직 완  연결 층의 가 치만을 학습한다. 각 칼럼의 특징을 

추출하는 컨볼루션 층은 독립 으로 학습된 CNN의 가 치

를 변화하지 않고 사용하기 때문에 특정 칼럼에 오버피 되

는 문제 이 발생하지 않는다. 한, 컨볼루션 층의 가 치

가 고정되기 때문에 완  연결 층은 두 칼럼에서 추출되는 

정보를 잘 융합하여 측하도록 학습이 된다. 

5. 실험 방법  결과

5.1 실험 방법

우리는 도시 상의 안 도 수 측을 해서 역 정

보와 지역 정보를 융합하는 CNN 구조를 사용한다. 이를 

해 기본 인 DCNN 구조 외에 역 정보와 지역 정보를 융

합하는 다양한 학습 방법과 네트워크를 구성하여 학습을 실

시한다. 본 논문에서는 기존 연구에서 주로 사용된 SVR 모

델 2개와 다양한 CNN 모델의 성능을 평균 제곱근 오차와 

상 계 분석을 통해 성능 비교 실험을 실시한다. SVR 모

델은 역 상에서 HoG 특징을 추출하여 학습한 모델 

(SVR + HoG)과 역 상과 지역 상에서 HoG 특징을 
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Fig. 5. Procedure of our learning method. In the first phase, we train the two independent CNN. In the second phase, 

we freeze weights of convolution layers during learning.

추출하여 하나의 특징 벡터로 연결하여 학습한 모델(SVR + 

joint)을 사용한다. CNN 모델은 Alexnet, 공동 학습을 실시

한 DCNN 그리고 특징 공유(feature sharing) 구조를 사용

한다. 특징 공유 구조는 역 상과 지역 상을 동일한의 

CNN의 입력으로 사용하여 특징을 추출하는 구조이다. 

본 논문에서는 Place Pulse 1.0 데이터 셋으로부터 사용

하는 상은 총 2,973장으로 이  학습에 2,500장, 테스트에 

473장을 사용하 다. SVR은 L2 손실(L2 loss)을 사용하는 

L2-regularized SVR 모델을 사용하고, 라미터 p와 c를 변

경해가면서 학습을 실시하 다. 각 CNN 모델들은 기 학습

율은 0.001로 설정하 고 dropout 비율은 0.5로 설정하 다. 

CNN과 SVR을 학습하기 해서 딥러닝 임워크 caffe 

[16]와 기계 학습 라이 러리 LIBLINEAR[21]를 사용하 고, 

Geforce GTX TITAN X 그래픽 카드를 사용하여 학습을 

실시했다. 우리의 DCNN 모델을 학습하는데 11시간이 걸렸

으면, 473장을 테스트하는데 약 3.5 의 시간이 걸린다.

 

5.2 실험 결과

본 논문에서는 모델들 사이의 성능 비교를 실시하기 해

서 평균 제곱근 오차와 상 계 분석을 실시하 다. 평균 

제곱근 오차는 원 안 도 수와 측된 안 도 수가 얼

마만큼의 차이를 가지는지를 측정하는 방법이다. Table 1은 

평균 제곱근 오차의 성능 비교 결과를 보여 다. 성능 비교 

결과 우리의 DCNN 모델이 0.7432의 평균 제곱근 오차로 

가장 좋은 성능을 보여주었다. 즉, 우리의 모델의 측 결과

는 가장 은 차이를 가짐을 알 수 있다.

우리의 DCNN 모델의 추가 인 성능 비교를 해서 원 

안 도 수와 측된 안 도 수 사이의 상 계 분석을 

실시하 다. 상 계 분석은 두 변수간의 련성을 구하는 

피어슨 상 계수(Pearson correlation coefficient)와 순 를 이

용하는 스피어맨 상 계수(Spearman correlation coefficient)

를 구해서 성능 비교를 실시했다. 통계 분석은 SPSS ver 18

을 사용하여 실시하 다. Table 2는 상 계 분석 결과를 

보여주며, Fig. 6은 원 안 도 수와 우리의 DCNN 모델의 

Model RMSE Remarks

SVR + HoG 0.9893
best p – 1
best c – 0.001

SVR + joint 0.8238
best p – 1
best c – 0.001

Alexnet 0.8607

Sharing 0.7606

DCNN 0.7727

Our DCNN model 0.7432

Table 1. Results of RMSE performance comparison

Model
Pearson correlation 
coefficient (p-value)

Spearman correlation 
coefficient (p-value)

SVR + HoG 0.739 (< 0.01) 0.741 (< 0.01)

SVR + joint 0.804 (< 0.01) 0.804 (< 0.01)

Alexnet 0.768 (< 0.01) 0.761 (< 0.01)

Sharing 0.845 (< 0.01) 0.837 (< 0.01)

DCNN 0.849 (< 0.01) 0.832 (< 0.01)

Our DCNN 
model

0.853 (< 0.01) 0.840 (< 0.01)

Table 2. Results of Pearson and Spearman correlation coefficient

Fig. 6. Scatter plot of between predicted score of 

our DCNN model and ground truth score
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Fig. 7. Example of prediction results using our DCNN model. The upper row shows the success results. The bottom row shows 

the failure results.  and  denote ground truth safety score and predicted safety score, respectively

산 도를 보여 다. 모든 모델의 상 계 분석 결과 유의

확률이 0.01보다 작은 값을 가지므로 상 계수는 유의수  

0.01에서 통계 으로 유의미한 결과를 보여주었다. 우리의 

DCNN 모델은 0.853/0.840의 피어슨/스피어맨 상 계수로 원 

안 도 수와 측된 안 도 수가 가장 높은 양의 상

계를 가짐을 보여주었고, 이를 통해 우리의 DCNN 모델

이 가장 정확하게 안 도 수를 측한 것을 알 수 있다. 

Fig. 7은 우리의 DCNN 모델을 사용해 측한 안 도 수

의 성공 인 결과와 실패한 결과의 시를 보여 다.

실험 결과에서 평균 제곱근 오차와 상 계 분석에서 

역 정보와 지역 정보를 모두 사용하는 SVR 모델과 CNN 

모델이 역 정보만을 사용하는 SVR 모델과 CNN 모델보

다 좋은 성능을 보여주었다. 이를 통해 안 도 수 측에 

역 정보만 사용하는 것보다 지역 정보를 추가하여 측을 

실시하는 것이 더욱 정확한 안 도 수 측이 가능함을 

알 수 있다. 한, 공동 학습을 사용한 DCNN 모델보다 본 

논문에서 제안하는 학습 방법을 사용한 DCNN 모델이 역 

정보와 지역 정보를 잘 융합하고 안 도 수 측 성능이 

더 뛰어남을 알 수 있었다.

6. 결  론

본 논문에서는 역 정보와 지역 정보를 융합하는 DCNN 

구조를 사용하여 도시의 상으로부터 안 도 수를 측하

는 방법을 보여주었다. 우리는 DCNN의 공동 학습의 문제

을 극복하기 해 새로운 학습 방법을 통해 DCNN을 학습하

다. 우리의 모델의 성능 비교를 해 2개의 SVR과 3개의 

CNN 모델을 학습하여 평균 제곱근 오차와 상 계 분석을 

통해 성능 비교를 실시하 다. 그 결과 0.7432의 평균 제곱근 

오차로 가장 좋은 성능을 보 고 원 안 도 수와 측된 

수 사이의 상 계 분석 결과는 0.853/0.840의 피어슨/스

피어맨 상 계수로 가장 높은 양의 상 계를 보 다. 

우리의 연구는 거 한 도시에서 효율 으로 안 도 측

을 가능하게 하며 나아가 도시에서 발생하는 범죄 측에도 

활용이 가능하다고 생각된다. 한, 실제 높은 안 도 수

를 보이는 상과 낮은 안 도 수를 가지는 상을 분석 

해본 결과 높은 안 도 수를 가지는 상은 가로수, 깨끗

한 거리 혹은 건물이 등장하는 상이고, 반 로 낮은 안

도 수를 보이는 상은 자동차나 사람이 없는 텅 빈 거리, 

지 분한 거리 혹은 건물이 등장하는 상이 주로 존재한다

는 패턴을 알 수 있었다.

차후에는 안 도 상 데이터 셋을 서울과 북경 등과 같

은 아시아권 도시로 확장하여 추가 수집을 할 계획이다. 

한, 재는 역 정보와 지역 정보를 단순하게 하나의 특징 

벡터로 만들어 사용했지만 이를 안 도 수 측의 성능을 

높일 수 있는 융합 방법의 개발이 필요하다. 이외에도 더 

정확한 안 도 수 측을 해 상 정보 외에 추가 인 

데이터를 수집하여 다  데이터 융합을 통한 측 모델의 

개발을 할 계획이다.
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