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Abstract This paper suggests the method of the spherical signature description of 3D point clouds 

taken from the laser range scanner on the ground vehicle. Based on the spherical signature description 

of each point, the extractor of significant environmental features is learned by the Deep Belief Nets for 

the urban structure classification. Arbitrary point among the 3D point cloud can represents its signature 

in its sky surface by using several neighborhood points. The unit spherical surface centered on that 

point can be considered to accumulate the evidence of each angular tessellation. According to a kind of 

point area such as wall, ground, tree, car, and so on, the results of spherical signature description look 

so different each other. These data can be applied into the Deep Belief Nets, which is one of the Deep 

Neural Networks, for learning the environmental feature extractor. With this learned feature extractor, 

3D points can be classified due to its urban structures well. Experimental results prove that the 

proposed method based on the spherical signature description and the Deep Belief Nets is suitable for 

the mobile robots in terms of the classification accuracy.
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1. 서  론

기계 학습(Machine learning)은 여러 분야에서, 특히 

영상 처리 분야에서 비약적인 발전을 이루어 왔다. GPU

와 같은 장비의 발달로 인해 컴퓨터의 계산 속도가 빨라

짐에 따라 기계 학습 모델의 학습 속도 또한 더불어 급속

도로 향상되고 있다
[1]
. 결국 구글 딥마인드 알파고(Google 

DeepMind AlphaGo)
[2]
의 인공 지능이 이세돌 9단과의 

바둑 대국에서 5전 4승을 거두는 역사적인 순간을 우리

는 맞이하게 되었다. 이러한 인공 지능의 발전에 의해 

사회 및 문화적 패러다임의 변화가 지금부터 시작될 것

이라고 사료된다. 이러한 기류에 발맞추어 본 논문에서

는 무인 이동 로봇의 자율 주행을 위한 기계 학습 기술을 

기반으로 하는 새로운 환경 인식 및 분류 방법을 제안하

고자 한다.

무인 이동 로봇이 자율 주행을 성공적으로 수행하기 

위해서는 주변 환경을 강인하게 인지 및 분류할 수 있어

야 하고 이를 위해서는 근본적으로 물체에 대한 형상학
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적 정보를 잘 표현할 수 있어야 한다
[3]
. 이러한 기능이 

잘 뒷받침될 때, 위치 추정, 경로 계획, 장애물 회피, 그리

고 의미 지도 작성 등의 무인 자율 주행 기술의 기본적인 

기능들이 원만하게 수행될 수 있다.

무인 이동 로봇이 주행 환경을 강인하게 인지하기 위

해 지금까지 다양한 종류의 센서들이 사용되었다. 그 중

에서도 라이더(Lidar)나 레이저 스케너(Laser scanner)와 

같은 3차원 거리 측정 센서가 주로 사용되고 있다. 2005

년 다르파 그랜드 챌린지(DARPA Grand Challenge)에

서 우승한 스텐포드(Stanford) 대학의 스텐리(Stanley)
[4]

나 최근의 구글 자동차(Google Car)가 그 대표적인 예가 

될 것이다. 이러한 센서에 의해 제공되는 데이터는 단순

히 물체의 존재 여부, 즉 공간적인 점유에 대한 정보만을 

제공하기 때문에 무인 이동 로봇은 거리 측정 데이터 

자체만으로 어떤 종류의 물체에서 측정되었는지를 직접

적으로 판단하기 매우 어렵다. 따라서 환경 지도 생성에

서 단순히 주변 환경의 지형/지물을 표현하는 것뿐만 아

니라 지형/지물의 종류를 인식하는 것이 무엇보다도 중

요하다
[5]
. 이러한 지도의 생성을 의미 지도 작성(Semantic 

mapping)이라고 하는데, 이를 통해 무인 이동 로봇의 주

변 환경에 존재하는 물체의 종류를 확인할 수 있고 물체 

사이의 공간적인 관계를 파악할 수 있을 뿐만 아니라 

앞에서 언급한 위치 추정, 경로 계획 등의 응용에 더욱 

풍부한 정보를 제공하게 된다.

본 논문에서는 센서 데이터의 형상 분류를 위해 크게 

구형 특징 표현과 환경 형상 학습, 이렇게 두 부분으로 

나누어 설명하고자 한다. 첫째, 구형 특징 표현에서는 

레이저 스캐너로 측정된 3차원 점 군의 단일 점에 대한 

형상학적 정보를 직관적으로 서술할 수 있는 방법을 제

안한다. 3차원 점 군에 속해 있는 임의의 단일 점에 대한 

형상학적 정보는 기본적으로 그 점이 중심점이 되는 단

위 구(하늘)의 표면에서 형상화될 수 있다. 단위 구의 

표면을 격자화 시킨 후 주변의 다른 점 들을 이용하여 

베이지안 업데이팅(Bayesian updating) 모델
[6]
 기반의 점

유 증거를 누적시키는 방식을 기반으로 한다. 둘째, 환경 

형상 학습에서는 이렇게 형상화된 구형 특징 표현 결과

들을 입력 값으로 하는 기계 학습의 한 종류인 심층 신뢰 

네트워크(Deep Belief Networks)
[7]
를 사용하여 구형 특

징 표현에 대한 환경 형상을 학습시킨다. 본 논문에서는 

실험 데이터 기반의 시뮬레이션 결과를 통해 제안하고

자 하는 센서 데이터의 형상 분류법에 대한 성능 검증 

및 타당성을 증명하고자 한다.

2장에서는 관련 연구들에 대해 소개하며, 3장에서는 

구형 특징 표현 방법에 대해 설명한다. 4장에서는 환경 

형상 학습 방법에 대해 설명하며 5장에서는 실험 데이터 

기반의 시뮬레이션 결과를 분석해본다. 마지막으로, 결

론에서는 본 연구의 결과가 갖는 의미와 추후 연구 주제

에 대해 고찰하고자 한다.

2. 관련 연구

의미 지도 작성은 현재 로봇공학 분야에서 활발히 진

행 중인 연구 분야이다. Jean-Francois Lalonde 연구팀은 

레이저 거리 센서를 이용하여 주변 환경을 측정하였고, 

3차원 점 군 데이터의 통계적 특성을 통해 점 군 데이터

를 ‘Scatter’, ‘Linear’, ‘Surface’의 3가지로 분류하는 방

법을 제안하였다
[8]
. [8]에서는 레이저 거리 센서를 이용

하여 획득한 3차원 점 군의 공간상의 분포 특성을 계산

하여 특징 형상(Saliency feature)을 추출한 후, 획득한 

특징 형상으로부터 GMM (Gaussian Mixture Model)을 

이용하여 지형에 따라 점 군을 분류하였다. Aleksey 

Golovinskiy 연구팀은 물체의 검출과 군집화, 그리고 인

식까지 전 영역에 걸쳐 3차원 점 군을 인식하는 방법을 

소개하였다
[9]
. 레이저 거리 센서를 이용하여 점 군을 획

득하였고, 점 군의 밀도가 높은 곳을 물체의 위치로 추정

하여 전경과 배경을 그래프 컷(Graph-cut)의 방법으로 

구분한다. 군집화된 점들에 대해 점의 수, 영역의 부피, 

평균 높이, 높이의 표준 편차 등을 특정치로 추출하여 

물체를 분류하는 방법을 제안하였다. Xialong Zhu 연구

팀은 2차원 레이저 거리 센서를 차량의 양쪽 측면에 설

치하여 수직으로 스캔하도록 시스템을 구성하고, 차량

의 이동에 따라 연속적으로 2차원 데이터를 수집하도록 

하였다
[9,10]

. 이러한 방식으로 점 군을 수집하면 3차원 

점 군 데이터의 각 점을 픽셀로 하는 3차원 거리 이미지

(Range image)로 표현할 수 있다. 거리 이미지에 이미지 

기반 객체 분할(Segmentation) 알고리즘을 적용하여 물
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Fig. 1. Concept of the angular tessellation of the unit spherical 
surface with its grouped points

체를 효과적으로 분할하고 분류하는 방법을 제안하였다. 

특히 [10]에서는 법선 벡터 추정(Normal vector estimation) 

기법을 물체의 분류에 이용하고, [11]에서는 각각의 물

체마다 물체의 기하학적인 특징을 정의하여 물체를 분

류한다. 그리고 [12]에서는 획득된 3D 점 군 데이터를 

4가지의 특징을 표현하는 복셀(Voxel) 격자로 나누어 분

석 후 구조물마다 갖게 되는 경향성을 찾아 하나의 구조

물로 인식하는 의미지도 작성법을 개발하였다. [13]에서

는 점 군 획득을 하며 생긴 오차들을 논문에서 정한 5가

지의 특징을 이용하여 가까운 점 군끼리 교합시켜 실제 

데이터(True)와 최대한 일치하도록 만든 3D ICP outdoor 

SLAM을 개발하였다. [14]에서는 획득한 점 군에 이웃

되는 점 군 그룹을 만들어 그 그룹의 법선 벡터(Normal 

vector)를 생성 하고 이 벡터의 방향을 원하는 방향으로 

설정한 후 이 벡터를 이용하여 점 군의 형상학적 특성을 

파악하는 연구를 진행하였다. [15]에서는 컨볼루셔널 신

경 회로망(Convolutional neural networks)과 순환 신경 

회로망(Recursive neural networks) 기법을 이용하여 RGB-D 

센서로 얻은 데이터로부터 다양한 물체를 분류하는 연

구를 수행하였다.

본 연구에서는 기존의 연구자가 직접 모델링하는 방

식의 수작업 형상 추출법(Hand crafted feature extractor) 

대신에 기계 학습의 한 종류인 심층 신뢰 네트워크(Deep 

Belief Nets)를 사용함으로써 데이터의 물체 분류 성공률

을 최대화 시키고자 함에 그 의미를 두고 있다.

3. 구형 특징 표현(Spherical Signature 

Description)

3차원 점 군 데이터 내에서 임의의 단일 점에 대한 

특징을 분석하고자 할 때 일반적으로는 주변 점 군에 

따른 주요 특징(Principal component analysis)을 추출해

냄으로써 단일 점에 대한 대표적인 형상학적 특징을 표

현한다. 이러한 방법은 국부적인 점 군의 주된 특징은 

잘 표현할 수 있는 반면 상대적으로 약한 정보들은 손실

될 수밖에 없다. 따라서 본 연구에서는 기본적으로 단일 

점이 중심점이 되는 단위 구의 표면을 격자화 시킨 후 

주변의 다른 점들을 이용하여 베이지안 업데이팅(Bayesian 

updating) 모델 기반의 점유 증거를 누적시킴으로써 그 

특징을 모두 표현하고자 한다. 

3.1 점유 증거 갱신을 위한 준비

전체 점 군 데이터를  , 그리고 구형 특징을 표현하고

자 하는 단일 점을 라고 할 때, 우선 전체 점 군은 구형 

특징 표현을 하고자 하는 점을 기준으로 다음의 식과 

같이 이동된다.

 τ ∈  (1)

여기서 는 단일 점 를 상대적인 원점으로 고려하였을 

때 이동되는 점 군을 나타내며 ·표시는 입력 점에 

대한 직교 좌표 위치 를 나타낸다. 또한 단일 점

에 대한 자신의 특징을 표현할 수 있는 구형 표면은 구형 

좌표계, 상의 각도 간격 으로 세분화될 수 

있다. 여기서 은 단일 점, 즉 원점에서 세분화된 격자 

패치(Patch) 중심까지의 거리가 되고, Fig. 1에서 보는 

바와 같이 는 천정 방향에서 측정된 위도, 그리고 

는 평면 상에 투영된 패치의 중심점에 대한 경도가 된

다. 여기서 구의 표면은 단일 구의 형태로 고려되기 때문

에 세분화된 격자 패치의 반경 은 무시되고 단지 위도

와 경도 관점에서만 주변 점 군에 의해 특징이 표현된다.

3.2 점유 증거 갱신

임의의 단일 점 에 의해 이동된 모든 점들 는 Fig. 1에
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서와 같이 각도 간격 에 의해 세분화된 패치를 

포함하는 각각의 사각뿔 영역에 의해 그룹 지어질 수 

있다. 이 사각뿔 끝 꼭지점은 단일 점 에 위치해 있으며 

해당 패치를 포함하고 있는 형태로 밑면은 무한대의 거

리에 의한 것이라고 가정할 수 있다. 기본적으로 각각의 

패치에 대한 점유 증거는 베이지안 업데이팅(Bayesian 

updating) 모델에 의해 갱신되고 누적된다. 세분화된 패

치 세트의 점유 증거 확률은 아래와 같이 정의될 수 있다.

  
  






  (2)

여기서 은 각도 간격 에 의해 단위 구면을 구성

하는 총 개로 세분화된 패치 세트를 나타내며,  는 

Fig. 1에서 보는 바와 같이 번째 패치 에 해당되는 

사각뿔 공간에 포함된 점 군을 나타낸다. 의 점유 증

거 확률은 베이어스 규칙(Bayes rule)에 의해 다음과 같

이 정의된다.





  

  →


  (3)


  


  

  







         




  








  


 (4)

여기서 는 해당 그룹에 속한 점들의 총 개수 까지 

점진적으로 증가한다. 분자의 첫 번째 항은 역시나 베이

어스 규칙(Bayes rule)을 통해 다음과 같은 갱신(Updating) 

모델로 표현할 수 있다.



 








 (5)

따라서 의 증거 확률은 다음과 같이 다시 쓰여질 수 

있다.


  


 


 

  











  



 (6)

그리고 식 (6)의 반대 사건  이 일어날 확률은 다음

과 같다.

 
  


 


 

  




 




 

  



 (7)

식 (6)을 식 (7)로 나누면 여러 계산하기 어려운 확률 

항들이 제거되며 결국 다음과 같이 표현된다.



 
  





  






 
  


 
  


 


  



  


 

 (8)

식 (8)에 대한 Log odds ratio는 에 의해 다음과 

같이 표현된다.

  observation model 



        
(9)

여기서 observation model 

은 기준점 주변에 존

재하는 임의의 이웃 점, 


에 의해 정의되는 의 증거 

확률인 

에 대한 Log odds ratio값이고, sigmoid 

함수를 변형하여 모델링 하였다. 

은 다음과 같

이 정의하였다.



  



 


 (10)

여기서 는 기준점으로부터 이웃 점, 


까지의 거리값

이며, 는 의 증거 확률 갱신에 참여하는 이웃 점, 




의 허용 구간을 조절할 수 있는 디자인 파라미터이다. 

본 연구에서는 1.5 m로 설정하였으며 이에 대한 그래프 

모양은 다음 Fig. 2와 같다. 이 그림에서 보듯이 대략 
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Fig. 2. Plot of the modified sigmoid function for the observation 
model in the Bayes updating model

1.0 m 거리에까지 존재하는 이웃 점들은 해당 격자의 

점율 확률 갱신에 큰 영향을 미칠 수 있으며, 1.0 m부터 

대략 2.0 m 거리에 존재하는 이웃 점들은 거리에 따른 

영향이 줄어든다. 그리고 2.5 m 이상의 이웃 점들은 점유 

확률 갱신에 영향을 거의 미치지 못하게 된다.

4. 환경 형상 학습(Environmental Feature 

Learning)

심층 학습(Deep learning)은 여러 비선형 변환기법의 

조합을 통해 다량의 데이터나 복잡한 자료들 속에서 핵

심적인 내용 또는 기능을 요약하는 작업을 높은 수준으

로 시도하는 기계 학습 알고리즘의 집합으로 정의 되며, 

큰 틀에서 사람의 사고방식을 컴퓨터에게 가르치는 기

계학습의 한 분야라고 이야기할 수 있다.

어떠한 데이터가 있을 때 이를 컴퓨터가 인지할 수 

있는 형태(예를 들어 이미지의 경우는 픽셀정보를 열벡

터로 변환)로 표현하고 이를 학습에 적용하기 위해 적합

한 표현기법과 학습 모델을 만들지에 대한 많은 연구가 

진행되고 있으며, 이러한 노력의 결과로 심층 신경 회로

망(Deep neural networks), 컨볼루셔널 심층 신경 회로망

(Convolutional deep neural networks)
[16]
, 심층 신뢰 회로

망(Deep belief networks)과 같은 다양한 심층 학습(Deep 

learning) 기법들이 컴퓨터 비젼(Vision), 음성인식, 자연

어 처리, 음성/신호처리 등의 분야에 적용되어 괄목할만

한 결과들을 보여주고 있다.

본 장에서는 3장에서 설명한 구형 특징 표현 데이터를 

입력 값으로 하여 심층 신뢰 회로망(Deep belief networks)

을 통해 환경 형상 정보를 학습시키고자 한다. 특히 도시 

환경에서 측정된 거리 데이터를 사용함으로써 야외 환

경에서 주된 형상이 될 수 있는 지면, 벽면, 차량, 나무 

등에 대한 강인한 형상 추출자를 학습시키고자 한다. 

4.1 제한된 볼츠만 머신(Restricted Bolzmann 

Machine)

볼츠만 머신은 1985년 Geoffrey Hinton과 TerrySejnowski

가 발명한 방법으로 확률적으로 순환하는 신경망 네트

워크
[17]

이며 볼츠만 머신에서, 층간 연결을 없앤 형태의 

모델이 제한된 볼츠만 머신(RBM)이다. 층간 연결을 없

애면, 머신은 가시 유닛(Unit) 와 은닉 유닛 로 이루어

진 무방향 이분 그래프 형태의 모양이 되며, 이러한 이점

으로 Neural network는 깊어질 수 있다. 본 연구에서는 

제한된 볼츠만 머신의 입력 값, 는 기본적으로 제 3장에

서 설명한 임의의 단일 점 관점에서 작성된 구형 특징 

표현,   이 된다.

Fig. 3에서는 제한된 볼츠만 머신(RBM)의 개념도를 

나타내며 [16, 17]에 자세한 내용이 기술되어 있으므로 

본 논문에서는 중요한 사항만 간단히 아래와 같이 요약

하고자 한다. 가시 유닛 와 은닉 유닛 에 대한 제한된 

볼츠만 머신(RBM)의 에너지 함수  는 다음과 같

이 정의된다. 

  
 (11)

여기서 은 은닉층과 가시층 사이를 연결하는 가중치

를 나타내고, 와 는 각각 은닉층과 가시층의 바이어스

(bias)가 된다. 이 에너지 함수 기반의 확률 분포 함수 

 는 다음과 같이 정의할 수 있다.

  


exp 
 (12)

여기서 분모 는 노말라이저(Normalizer)가 된다. 또한 

모든 은닉 유닛 에 대한 가시 유닛 의 확률 합은 다음
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Fig. 3. Conceptual chart of the restricted Bolzmann machine
[16]

과 같다.

 








exp

 







exp

 (13)

여기서 는 식(13)에 있는 지수(exponential) 함수의 

지수 부분이며, 자유 에너지 함수로 정의되고 softplus 

함수는 다음과 같이 정의된다.

  logexp  (14)

결론적으로 확률 경사 하강법(Stochastic gradient descent) 

기반으로 각 파라미터를 갱신하기 위한 규칙은 다음과 

같이 나타낼 수 있다. 여기서 는 학습율로 디자인 파라

미터가 된다. 본 연구에서는 0.1로 설정하였다.

 ⇐ ∇  log 

⇐  
 (15)

 ⇐    (16)

 ⇐   (17)

대조 발산(Contrastive Divergence)을 위해 로부터 

시작되는 깁스 샘플링(Gibbs sampling)이 이루어지며 이

를 통해 네가티브 샘플(negative sample) 을 구할 수 

있고 각각의 파라미터를 갱신할 수 있다.

4.2 심층 신뢰 신경망(Deep Belief Nets)

심층 신뢰 신경망(DBN)이란 기계학습에서 사용되는 

그래프 생성 모형으로, 심층 학습(Deep learning)에서는 

잠재변수의 다중계층으로 이루어진 심층 신경망을 의미

한다. 계층 간에는 연결이 있지만 계층 내의 유닛(Unit) 

간에는 연결이 없다는 특징이 있다. 심층 신뢰 신경망

(DBN)에 관한 내용은 [16, 17]에 자세히 기술되어 있으

므로 본 논문에서는 중요한 사항만 다음과 같이 요약하

고자 한다.

심층 신뢰 신경망(DBN)은 생성 모형이라는 특성상 

선행학습에 사용될 수 있고, 선행학습을 통해 초기 가중

치를 학습한 후 역전파 알고리즘을 통해 가중치의 미조

정을 할 수 있다. 이러한 특성은 훈련용 데이터가 적을 
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Table 1. Statistics of hand-labeled KAIST dataset
[12]

Num. of 

Pts.

Building 

(%)

Tree 

(%)

Road

(%)

Car

(%)

Others

(%)

822,909 9.90 7.87 64.74 12.39 5.10

(a)

(b)

Fig. 4. Hand-labeled KAIST dataset (a) point clouds and (b) 
satellite picture

때 굉장히 유용한데, 이는 훈련용 데이터가 적을수록 가

중치의 초기값이 결과적인 모델에 끼치는 영향이 커지

기 때문이다. 선행 학습된 가중치 초기값은 임의로 설정

된 가중치 초기값에 비해 최적의 가중치에 가깝게 되고 

이는 미조정 단계의 성능과 속도향상을 가능케 한다.

심층 신뢰 신경망(DBN)은 비지도 방식으로 계층마다 

학습을 진행하는데 이때 각각의 계층은 보통 제한된 볼

츠만 머신(RBM)의 형태를 띄고 있다. 제한된 볼츠만 머

신(RBM)은 에너지 기반의 생성 모형으로 가시 유닛과 

은닉 유닛으로 이루어진 무방향 이분 그래프 형태이다. 

가시 유닛들과 은닉 유닛들 사이에만 연결이 존재한다. 

제한된 볼츠만 머신(RBM)이 훈련되고 나면 다른 제한

된 볼츠만 머신(RBM)이 그 위에 쌓아 올려짐으로써 다

중 계층 모형을 형성한다. 제한된 볼츠만 머신(RBM)이 

쌓아 올려질 때마다, 이미 훈련된 제한된 볼츠만 머신

(RBM)의 최상위 계층이 새로 쌓이는 제한된 볼츠만 머

신(RBM)의 입력으로 쓰인다. 이 입력을 이용하여 새 제

한된 볼츠만 머신(RBM)이 훈련되고 원하는 만큼의 계

층이 쌓일 때까지 해당 과정이 반복된다.

5. 실험 결과

5.1 실험 시스템 및 데이터

 제안된 방법론을 평가하기 위해 본 연구에서는 카이

스트 캠퍼스를 측정한 데이터 세트를 사용하였다. 약 

690 m와 680 m 영역에서의 카이스트 캠퍼스 내에서 측

정된 위치와 거리 센서 데이터가 수집되었다. 거리 데이

터는 전기 자동차에 장착된 3개의 SICK LMS 291 센서

에 의해 수집되었다
[5]
.

Fig. 4(a)는 카이스트 내의 장소에서 측정된 점 군들을 

보여주고 있다. 이 카이스트 데이터 세트는 수작업을 통

해 건물, 도로, 차, 나무, 그리고 다른 것들에 대한 야외 

구조물로 분류하였다. 그림에서 보이는 점 군들은 분류

에 따라 색깔 별로 표시하였다. 도로는 파란색, 건물은 

분홍색, 차는 하늘색, 나무는 연두색으로 표시하였다. 이 

데이터 세트들은 추후 학습을 통한 분류 결과를 평가하

기 위한 기준(Ground true) 값으로 사용된다. 수기 분류

된(Hand labeled) 카이스트 데이터 세트의 통계들은 아

래 표에 정리되었다. 점들이 가장 크게 차지하는 분류 

항목은 도로이다. 데이터 세트들은 대부분 야외 환경에서 

쉽게 찾아지는 나무, 건물, 길, 그리고 차들로 구성된다. 

그 외의 것들에 대한 점들은 단지 5% 정도로 차지된다.

5.2 구형 특징 표현 결과

먼저 효과적인 형상 학습을 위한 구형 특징 표현에서

의 각도에 대한 해상도를 설정해야 한다. 이를 위해 본 

연구에서는 와 의 각도 구간을 2°에서 30°의 간격 내

에서 구분하여 계산하였다. 여기서 와 는 항상 같은 

각도 인터벌(interval)로 설정하였다. 그리고 허용 가시 영

역은 2 m, 이동 간격 는 1.5 m로 설정하여 식 (10)의 

Sigmoid 함수를 설정하였다. 이를 위해 Fig. 4에서와 같
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Fig. 5. Average epoch calculation time according to the angular 
resolution for tessellation

Fig. 6. Representative results of the spherical signature description

이 카이스트 데이터 세트의 일부를 사용하였으며 구형 

특징 표현 데이터 샘플링(Sampling)을 위한 점의 샘플링 

간격은 10으로 설정하였다. 적절한 각도 해상도를 결정

하기 위해 구형 특징 표현 샘플링 데이터를 입력값으로 

하는 제한된 볼츠만 머신(RBM)의 평균 에퍽(epoch) 시

간을 이용하였다. 이때 제한된 볼츠만 머신(RBM)을 수

행하기 위해 에퍽(epoch)을 15회, 미니 배치(mini batch) 

개수를 10개, 은닉층의 노드 개수는 100개로 임의 설정

하였다. 매틀랩(Matlab)으로 구현된 코드를 사용하였으며, 

컴퓨터의 CPU 사양은 Intel(R) Core(TM) i7-6700K @ 4.00 

GHz이고 RAM은 32.0 GB이다. 운영체제는 Windows 

10 pro이다. Fig. 5에서 보듯이 각도 해상도는 6°에서 

9° 정도 사이에서부터 계산량이 일정 수준 이하로 수렴

되고 있음을 확인할 수 있다. 본 연구에서는 계산량과 

각도 사이의 상관 관계에 따라 각도 해상도를 6°로 설정

하였다. 단일 구형 특징 표현 데이터는 60×30개(360°/6°× 

180°/6°)의 픽셀로 구성되며 학습을 위한 1×1800 크기의 

벡터로 변환되어 사용된다.

Fig. 6은 앞서 설명한 조건 하에서 수행한 지면, 자동

차, 벽면, 나무 등에 속한 임의의 점들의 구형 특징 표현 

결과를 각각 3개씩 나타내고 있다.

5.3 환경 형상 학습 결과

5.3.1 학습 파라미터 설정

심층 신뢰 회로망(DBN)을 실행하기 위해서는 몇 가지 

파라미터를 설정해야 할 필요가 있다. 그 중에서 대표적

인 것이 에퍽(epoch)의 횟수, 배치(batch) 개수, 은닉층의 

개수, 은닉층의 노드(Node) 개수 등이 있다. 이 중에서 

우선 은닉층 노드의 개수에 따른 분류 성공율의 변화를 

살펴본다. 이를 위해 은닉층은 2개의 층으로 하였으며 

첫 번째 층과 두 번째 층의 노드 개수는 동일하게 설정하

였다. 그리고 에퍽(epoch) 횟수는 20, 배치(batch) 개수는 

100으로 설정하였다. 카이스트 데이터 세트를 사용하였

으며, 구형 형상 표현 데이터 세트를 위해 전체 822,909

개의 포인트 중 샘플링하여 10%인 82,292개의 포인트에 

대한 구형 형상 표현 데이터 세트를 구성하였다. 이 중 
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Fig. 7. Error rate of the classification according to the node 
number of hidden layers

Fig. 8. Error rate of the classification according to the number 
of batch size

60,000개는 비지도 학습(Unsupervised learning)을 위한 

훈련(Training) 데이터로 사용하였고, 10,000개는 미조

정(fine-tuning)을 위한 훈련 데이터로 사용하였다. 나머

지 12,292개의 데이터는 테스트(test) 데이터로 사용하였

다. 은닉층의 노드 개수는 25, 100, 200, 300, 400, 500, 

900개로 각각 나누어 분별 성공률을 측정하였다. 레이블

(Label)은 도로, 건물, 차, 나무, 기타로 총 5개로 나누어 

진행하였다. Fig. 7에서 보듯이 노드가 400개일 때 오차

율이 가장 낮았으므로 본 연구에서는 400으로 설정하였

다. 또한 배치(batch) 개수를 정하기 위해 배치(batch) 개

수를 100부터 500개까지 100개씩 증가하여 분별 성공률

을 측정하였다. Fig. 8에서 보듯이 배치(batch) 개수가 

200일 때 오차율이 가장 낮았으므로 본 연구에서는 배치

(batch) 개수를 200으로 설정하였다.

5.3.2 형상 학습 결과

본 연구에서 사용된 카이스트 데이터 세트는 총 822,909

개의 점으로 이루어져 있다. 이 중 구형 특징 표현 데이

터를 구성하기 위해 중심이 된 점은 82,290개이다. 이는 

전체 데이터의 약 10% 이며 점 군이 표현할 수 있는 

전체 공간 영역에 대해 균일하게 수집되었다. 이렇게 수

집된 점에 대한 구형 특징 표현 데이터 세트를 구성하였

으며 (training_x1, training_y1), (training_x2, training_y2), 

(test_x, test_y)와 같이 세 종류의 세트로 다시 구분하였

다. 여기서 (training_x1, training_x2, test_x)는 구형 특징 

표현 데이터 세트이며, (training_y1, training_y2, test_y)

는 구형 특징 표현에 사용된 기준 점에 대한 레이블 세트

가 된다. 이 데이터 세트 또한 전체 공간 영역에 대해 

균일하도록 구분되었다. (training_x1, training_x2, test_x)

는 각각 27,430개로 동일한 개수의 기준 점으로부터 생

성되었다. 

(training_x1, training_y1)는 심층 신뢰 신경망에 비지

도학습(Unsupervised learning)을 위해 사용되었으며, 레

이블 데이터인 training_y1은 실제로 사용되지 않았다. 

(training_x2, training_y2)는 비지도 학습 후 미세 조정 

학습을 위해 사용되었고, (test_x, test_y)는 미세 조정 학

습 후, 실제로 학습된 신경망의 분류 성능을 검증하기 

위해 사용되었다.

심층 신뢰 신경망을 통해 학습된 첫 번째 가중치 행렬

(weight matrix)(입력층과 첫 번째 은닉층 사이)을 가시

화 해보면 Fig. 9와 같다. 도로, 건물, 차, 나무 등과 같은 

물체를 구성하는 점들의 구형 형상 표현을 뚜렷이 나타

내는 노드의 행렬(matrix)을 다수 발견할 수 있다. 그러

나 어떠한 형상을 잘 표현하지 못하는 노드의 행렬

(matrix) 또한 다수 포진되어 있음을 알 수 있다. 하지만 

이러게 형상을 잘 표현하지 못하는 노드의 행렬(matrix)

가 다수 포진되어 있다 할지라도 Fig. 8에서 확인하였듯

이 이러한 현상으로 인해 분류 성능에 악영향을 미친다

고 단정지을 수는 없다.

Table 2는 각 레이블에 대한 기존 연구 방법과 본 연구

에서 제안한 방법의 분류 성능을 각각 나타내고 있다. 

도로에 대한 분류 성능은 기존 87.45%에서 95.1%로 

7.65%만큼 소폭 증가하였다. 이는 전체 도로 레이블 점 
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Fig. 9. Visualization result of weight parameters learned in the first layer

Table 2. Precision measure of the previous and proposed 
method

Road Building Car Tree Others Avg.

[12] 87.45 93.53 51.41 82.49 56.06 74.18

DBN 95.1 91.7 90.1 83.6 66.9 85.48

7.65↑ 1.83↓ 38.69↑ 1.11↑ 10.84↑ 11.3↑

데이터 35,465개 중 1,761개가 오분류된 수준이다. 건물

에 대한 분류 성능은 기존 93.53%에서 91.7%로 1.83%

만큼 소폭 감소하였다. 이는 전체 건물 레이블 점 데이터 

5,435개 중 452개가 오분류된 수준이다. 차에 대한 분류 

성능은 기존 51.41%에서 90.1%로 38.69%만큼 대폭 증

가하였다. 이는 전체 차 레이블 점 데이터 6,821개 중 

681개가 오분류된 수준이다. 나무에 대한 분류 성능은 

기존 82.49%에서 83.6%로 1.11%만큼 소폭 증가하였다. 

이는 전체 나무 레이블 점 데이터 4,343개 중 714개가 

오분류된 수준이다. 결과에서 보듯이 차에 대한 점의 분

류 성능이 월등히 증가했음을 알 수 있고 다른 레이블에

서도 전반적으로 분류 성능이 증가했음을 확인할 수 

있다.

6. 결  론

본 연구에서는 센서 데이터의 형상 분류를 위해 크게 

구형 특징 표현과 환경 형상 학습, 이렇게 두 부분으로 

나누어 수행하였다. 구형 특징 표현에서는 레이저 스캐

너로 측정된 3차원 점 군의 단일 점에 대한 형상학적 

정보를 직관적으로 서술할 수 있는 방법을 제안하였다. 

3차원 점 군에 속해 있는 임의의 단일 점에 대한 형상학

적 정보는 기본적으로 그 점이 중심점이 되는 단위 구의 

표면에서 형상화한 후, 단위 구의 표면을 격자화 시켜 

주변의 다른 점 들을 이용하여 베이지안 업데이팅(Bayesian 

updating) 모델 기반의 점유 증거를 누적시키는 방식을 

기반으로 하였다. 환경 형상 학습에서는 이렇게 형상화

된 구형 특징 표현 결과들을 입력 값으로 하는 기계 학습

의 한 종류인 심층 신뢰 회로망(Deep Belief Networks)을 

사용하여 구형 특징 표현에 대한 환경 형상을 학습시켰

다. 결과에서 확인하였듯 차에 대한 점의 분류 성능이 

기존 방법에 비해 월등히 증가했음을 알 수 있고 도로, 

나무 등 다른 레이블에서도 전반적으로 분류 성능이 증

가했음을 확인할 수 있었다. 특히 차에 대한 인식률이 

높아진 것은 추후 무인 자동차의 자율 주행 성능에 큰 

영향을 미칠 수 있을 것으로 사료된다.

본 논문에서 사용된 검증을 위한 테스트 데이터 세트

는 학습을 위한 데이터 세트와 구분하여 사용하였다고

는 하나 동일한 장소에서 측정된 전체 점 군 데이터 내에

서 생성하였기 때문에 다른 장소에서 측정한 데이터를 

테스트 데이터 세트로 사용하여 본 논문에서 제안한 방

법에 대한 신뢰도를 추후 재확인 해 보고자 한다.
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