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Abstract

Finite mixtures of regression models provide an effective tool to explore a hidden functional relationship

between a response variable and covariates. However, it is common in practice that data are not fully

observed due to several reasons. In this paper, we derived an expectation-maximization (EM) algorithm to

obtain the maximum likelihood estimator when some covariates are missing at random in the finite mixture

of regression models. We conduct some simulation studies and we also provide some real data examples to

show the validity of the derived EM algorithm.
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1. 서론

보통의 회귀분석은 설명변수와 반응변수가 하나의 함수식으로 표현될 수 있다는 가정에 기반한다. 이는

설명변수가 주어졌을 때 반응변수의 분포는 동일하다는 가정으로 해석될 수 있는데 현실적으로는 주어

진자료안에서로상이한회귀식이존재할수있으며만약일반적인회귀분석에서그러한상이성을고려
하지 않을 경우 유의미한 결과를 기대하기 어렵다. 이렇게 서로 상이한 회귀식이 혼재한 경우는 설명변
수가 주어졌을때 반응변수의 조건부 분포가 서로 섞여 있다고 볼 수 있는데 이를 통계적으로 모형화 한

것이혼합회귀모형이다.

혼합회귀모형에서는 각 관측값이 두 개 혹은 그 이상의 서로 다른 회귀식을 가지는 여러 집단이 혼합된
집단에서 얻어졌다고 가정한다. 예를 들어 설명변수가 체질량지수이고 반응변수가 혈압이라고 하고 회

귀분석을 시행했다고 하면 이는 관측값들이 모두 동질한 집단에서 나왔음을 가정하는 것이다. 하지만

현실적으로는 관측값들이 서로 다른 회귀식을 가지는 혼합된 모집단에서 얻어졌을 가능성이 높다. 예를

들어관측되지않은성별이나인종에따라서로다른회귀식을가지는혼합된집단에서관측값들이얻어
졌을수있는것이다.

이러한 경우 혼합회귀모형은 두 개 혹은 그 이상의 숨겨진 회귀식을 얻어낼 수 있는 유용한 도구가 될
수 있다. 이를 통해 연구자들은 주어진 자료에서 숨겨진 그룹을 찾을 수 있을 뿐 아니라 각 그룹에서
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설명변수와 반응변수간의 다른 선형식도 얻어낼 수 있다. 이러한 혼합회귀모형은 Quandt와 Ramsey

(1978)에 의해 switching regression이라는 개념으로 처음 소개되었으며 이후 latent class regression

(Bandeen 등, 1997), mixtures of experts (Jacobs 등, 1991)등다양한형태로확장발전되어오고있다.

혼합회귀모형에서 모수의 최대우도추정량(maximum likelihood estimator; MLE)은 일반적으로 Exp-

ectation-Maximization(EM) 알고리즘 (Dempster 등, 1977)을 통해 얻어질 수 있는데 이는 각각의 관
측치가 어느 그룹에서 왔는지에 대한 정보를 결측으로 가정한 후 EM 알고리즘을 적용한다. 보통의 일

반적인 추정 알고리즘과 달리 EM 알고리즘은 각 단계에서 항상 우도함수를 증가시키는 성질을 가지고

있어특히혼합모형에서매우안정적으로모수를추정할수있는가장일반적인도구로이용되어지고있
다. 또한정규혼합회귀모형을비롯한많은혼합모형에서 E-step과 M-step이수리적으로계산가능하다

는 장점이 있다. 이를 처리하기 위한 소프트웨어로는 R에서 제공하는 Mixtools (Benaglia 등, 2009),

FlexMix (Leisch, 2004) 등이대표적이다.

실제 자료분석에서는 혼합회귀모형뿐만 아니라 일반적인 회귀모형 적합시 설명변수 중 일부가 관측되
지 않는 경우가 매우 흔히 발생하게 되는데 만약 결측이 있는 일부 자료를 모두 제거하고 모형적합을 할

경우 분석의 효율성이 매우 떨어질 수 있다. 효율적인 통계적 분석을 위해서는 일부 결측이 있는 자료

를 제거하지 않고 관측된 모든 정보를 충분히 사용한 통계 분석을 해야 하는데 이를 위해서는 먼저 결
측이 일어나는 메커니즘에 대한 가정이 필요하다. 큰 틀에서 결측메커니즘은 Missing Completely At

Random(MCAR), Missing At Random(MAR), Missing Not At Random(MNAR)로 구분되는데 이
중 가장 일반적으로 가정하는 결측유형은 MAR이며, MAR은 결측이 다른 결측값과는 무관하고, 오직

관측된 값에 의존하여서만 발생한다는 가정으로 본 논문에서는 혼합회귀모형에서 모수추정시 MAR 가

정하에서공변량에결측이있는경우에서의모수추정을위한 EM 알고리즘을제안하고자한다.

본 논문의 구성은 다음과 같다. 2장에서는 혼합모형과 혼합회귀모형을 소개하고 EM 알고리즘을 이용

하여 MLE를 구하는 과정에 대해 설명하였다. 3장에서는 결측 공변량을 포함한 혼합회귀모형에서 EM

알고리즘을 이용하여 모수를 추정하는 방법에 대해 제안 하였고 4장의 모의 실험을 통해 제안한 EM 알

고리즘의 효용성을 확인하였다. 또한, 5장의 사례연구에서는 제안하는 방법을 실제 자료에 적용해 보고
실제로모수를잘추정하는지확인하였다. 마지막으로 6장에서는본논문의결론에대해다루었다.

2. 혼합회귀모형

2.1. 혼합모형

본 절에서는 혼합회귀모형에 대해 설명하기에 앞서 먼저 혼합모형에 대해 간략히 설명하고자 한다. 일

반적으로 우리는 주어진 자료가 하나의 동질한 집단으로부터 나왔다고 생각을 하지만 실제로 자료들은

하나의동질한집단이아닌여러집단으로부터나온경우가많다. 이러한경우집단의분포를추정하는

데 있어서 사용할수 있는 통계적 모형이 혼합모형이다. 혼합모형은 1846년 영국의 수리통계학자 칼 피
어슨(Karl Pearson)에 의해 처음 제안되었다. 칼 피어슨은 1,000마리의 게의 몸통 길이의 비율을 측정

하여 히스토그램을 그리는 과정에서 비대칭의 종 모양을 발견하였다. 칼 피어슨은 자료 속에는 두 개의

서로 다른 종의 게들이 존재하며, 종에 따라 게의 몸통길이가 다르다고 판단하였다. 이에 하나가 아닌

두 개의 정규분포로 자료를 적합시켜 분석을 하였으며, 이것이 혼합모형에 대한 최초의 접근이였다. 이

후 많은 현실 자료에서 잠재적 요인에 의해 여러 개의 분포를 따르는 자료의 분석에 있어서 혼합모형은

유용한통계적모형이되었다.

Redner와 Walker (1984), Mclachlan과 Krishnan (1997)은 혼합모형에서 모수를 추정하는 방법으로

EM 알고리즘에 대해 소개하고 이를 이용하여 MLE를 구하는 방법에 대해 설명하였다. 혼합모형을 나
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타내는확률밀도함수는일반적으로다음의식 (2.1)과같이표현될수있다.

f(x; Θ) =

k∑
j=1

πjfj(x; θj),

k∑
j=1

πj = 1, πj > 0. (2.1)

여기서 Θ = (π1, . . . , πk, θ1, . . . , θk)이고, πj는 혼합비율(mixing proportion), 그리고 fj는 각 성

분(component)의 확률밀도함수를 나타낸다. 일반적으로 k는 유한개이며, 따라서 식 (2.1)는 k개의 성

분이혼합된유한혼합모형(finite mixture model)을나타낸다.

2.2. 혼합선형회귀모형

혼합선형회귀모형은 독립변수와 종속변수 사이의 관계를 선형관계로 나타낼 경우에 두 변수 사이의 관
계가 일반적인 선형회귀모형처럼 하나의 선형관계로 표현되지 않고 여러개의 선형 관계가 존재하는 경
우에 이용한다. 이러한 경우에 Yi = XT

i β + ϵi, i = 1, . . . , n와 같은 보통의 선형회귀모형을 가정하는
대신각관측값은 πj의확률을가지고서로다른회귀계수 βj를가지는 Yi = XT

i βj + ϵij , i = 1, . . . , n,

j = 1, . . . , J의 선형모형을 따른다고 가정한다. 여기서, Xi = (Xi1, . . . , Xpi)
T는 i번째 관측치의 공변

량벡터이고 βj = (βj1, . . . , βjp)
T는 j번째성분의회귀계수벡터이며

∑J
j=1 πj = 1을만족한다.

이때 각각의 주어진 j에 대하여 오차항 ϵij가 평균이 0이고 분산이 σ2
j인 정규분포를 따른다고 가정하면

Yi|Xi의확률밀도함수는다음의식 (2.2)와같이표현될수있다 (DeSarbo와 Cron, 1988).

f(yi|xi) =
J∑

j=1

πjϕ1

(
yi;x

T
i βj , σ

2
j

)
, (2.2)

여기서 ϕk(· ; a, b)는 평균이 a이고 분산이 b인 k차원 다변량 정규분포를 나타낸다. 이 모형은 공변

량 xi를 확률변수가 아닌 고정된 값으로 간주한 모형으로 mixtures of regressions with fixed covari-

ates(MRFC)라고부른다.

MRFC는 (XT
i , Yi)가 j번째그룹에속할사후확률이

πjϕ1

(
yi;x

T
i βj , σ

2
j

)
J∑

h=1

πhϕ1

(
yi;xT

i βj , σ
2
j

)
과같이주어지는모형으로그확률이 Yi|Xi의분포에만의존하는모형을나타내는데 Hennig (2000)은

이확률이 (XT
i , Yi)의결합확률분포에의존하는모형으로

f(yi,xi) =

J∑
j=1

πjϕ1

(
yi;x

T
i βj , σ

2
j

)
ϕp

(
xi,µj ,Σj

)
.

을 제시하였다. 이 모형은 Cluster-Weighted Models(CWMs)이라고 불리우며 Ingrassia 등 (2012,

2014), Subedi 등 (2013), Punzo (2014)에의해다양한분포가정하에서연구되었다.

또다른 모형으로 Jacobs 등 (1991)은 혼합확률 πj가 설명변수에 의존하는 모형으로 다음과 같은 모형

을제시하였는데이는 Mixture-of-Experts(ME)라고불리우며기계학습분야에서많이이용되고있다.

f(yi|xi) =

k∑
j=1

π (xi; ηj)ϕ1

(
yi;x

T
i βj , σ

2
j

)
여기서, π(xi; ηj)는 설명변수에 의존하는 혼합확률에 관한 모형으로 모수 ηj를 가지는 모수적 모형이며

보통은로지스틱이나다항로지스틱모형의형태를이용한다.
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2.3. MRFC 모형에서의 EM 알고리즘

본 절에서는 혼합회귀모형 중 MRFC 모형에서 EM 알고리즘을 이용하여 모수를 추정하는 방법에 대해

간략하게 소개하고자 한다. 혼합모형에서의 모수에 대한 MLE는 일반적으로 EM 알고리즘을 통해 얻

어질 수 있는데 혼합모형에서는 각각의 관측값이 어느 그룹에 속하는지에 대한 정보를 결측이라고 보고
일반적인 EM 알고리즘을 적용한다. 특히 혼합모형에서의 EM은 많은 경우에 E-step과 M-step이 계산

가능한 형태로 도출이 되어 매우 안정적으로 모수를 추정할 수 있다. MRFC 모형에서 EM 알고리즘을

이용하기 위해 우리는 먼저 각 관측값이 어떠한 그룹에 속하는지를 나타내는 지시함수 Zij를 다음과 같

이정의한다.

Zij =

1, Yi|Xi가 j번째성분에서나온경우,

0, 그렇지않은경우.
.

이때, Xi가주어졌을때 Zi = (Zi1, . . . , ZiJ)와 Yi의결합확률밀도함수는다음과같이나타낼수있다.

f (yi, zi|xi; Θ) =

k∏
j=1

[
πjϕ1

(
yi;x

T
i βj , σ

2
j

)]zij
여기서, Θ = (π1, . . . , πJ , β1, . . . , βJ , σ

2
1 , . . . , σ

2
J)이다. 주어진 자료 ((x1, y1), . . . , (xn, yn))과 위의 결

합확률밀도함수로부터로그우도함수는다음과같이표현될수있다.

ℓ (Θ) =

n∑
i=1

k∑
j=1

zij
(
log πj + log ϕ1

(
yi;x

T
i βj , σ

2
j

))
. (2.3)

위의 식 (2.3)에서 zij는 관측가능하지 않으므로 EM 알고리즘에서는 다음과 같은 E-step과 M-step을

반복하여 MLE를구할수있다.

• E-step: 현재의추정량을 Θ(t)라할때, 전체우도함수의조건부기댓값인 Q는다음과같다.

Q
(
Θ|Θ(t)

)
= E

[
ℓ (Θ |Xi, Yi,Zi)|Xi = xi, Yi = yi; Θ

(t)
]

=

n∑
i=1

k∑
j=1

ẑij
(
log πj + log ϕ1

(
yi;x

T
i βj , σ

2
j

))
, (2.4)

여기서,

ẑij = E
[
Zij |Xi = xi, Yi = yi; Θ

(t)
]
=

π
(t)
j ϕ1

(
yi;x

T
i β

(t)
j , σ2

j
(t)
)

J∑
h=1

π
(t)
h ϕ1

(
yi;x

T
i β

(t)
h , σ2

h
(t)
) (2.5)

• M-step: 위의식 (2.4)을최대화하는단계이며, 그결과는다음과같다.

π̂
(t+1)
j =

1

n

n∑
i=1

ẑij ,

β̂
(t+1)
j =

(
XT ŴjX

)−1

XT ŴjY,

σ̂
2(t+1)
j =

n∑
i=1

ẑij
(
yi −

(
xT

i β
(t)
j

))2
n∑

i=1

ẑij

. (2.6)
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위의 결과는 Q(Θ|Θ(t))를 각각의 모수로 미분하여 얻어지며, 식 (2.6)에서 X는 절편이 있는 보통의 선

형회귀모형에서의 design matrix를의미하며 Ŵj는 ẑij를대각원소로하는 n× n 대각행렬이다.

3. 결측공변량을 갖는 혼합회귀모형

본 장에서는 혼합회귀모형에서 공변량이 결측값을 가지는 경우에 있어서 모수를 추정하기 위한 EM 알

고리즘을 MAR 가정하에서 제안하고자 한다. MAR 가정하에서 공변량의 일부 또는 전체가 결측인 경

우에 EM 알고리즘을 적용하기 위해서는 공변량의 분포에 대한 가정이 있어야 하는데 본 논문에서는

MRFC 모형에서공변량이다변량정규분포를따른다는가정에서의 EM 알고리즘을제안하고자한다.

이를 위하여 먼저 Xi가 평균이 µ이고 분산이 Σ인 p차원 다변량 정규분포를 따른다고 하자. 이 경우

Xi, Yi, Zi의결합밀도함수로부터로그우도함수는

ℓ(Θ) =

n∑
i=1

k∑
j=1

zij
(
log πj + log ϕ1

(
yi;x

T
i βj , σ

2
j

)
+ log ϕp (xi;µ,Σ)

)
(3.1)

와 같이 주어진다. EM 알고리즘을 유도하기 위하여서는 Xi에 결측이 존재하는 경우와 그렇지 않은 경
우를 구분하여야 하는데 이를 위하여 인덱스 집합(index set) O를 모든 공변량이 관측된 경우의 인덱
스(index)의 집합으로 정의하고 M을 그렇지 않은 경우의 인덱스의 집합이라 정의하자. 이경우에 O와
M은 O ∩ M = ∅과 O ∪ M = {1, . . . , n}을 만족한다. 이러한 두 인덱스 집합을 이용하면 식 (3.1)은

다음과같이다시표현될수있다.

ℓ(Θ) =

n∑
i∈O

k∑
j=1

zij
(
log πj + log ϕ1

(
yi;x

T
i βj , σ

2
j

)
+ log ϕp (xi;µ,Σ)

)

+

n∑
i∈M

k∑
j=1

zij
(
log πj + log ϕ1

(
yi;x

T
i βj , σ

2
j

)
+ log ϕp (xi;µ,Σ)

)
. (3.2)

공변량에 결측이 있는 경우에서의 E-step은 공변량에 결측값이 존재하는 경우와 그렇지 않은 경우로
나누어서 계산하여야 하는데 공변량에 결측이 없는 경우(즉 i ∈ O)의 계산은 식 (2.5)와 같이 ẑoij =

E(Zij |Xi = xi, Yi = yi,Θ)만을 계산하면 되지만 공변량에 결측값이 있는 경우(즉, i ∈ M)에서는

경우는 ẑmij = E(Zij |Xo
i = xo

i , Yi = yi,Θ), ẑijxi = E(ZijXi|Xo
i = xo

i , Yi = yi,Θ), ̂zijxixT
i =

E(ZijXiX
T
i |Xo

i = xo
i , Yi = yi,Θ)을 함께 계산하여야 한다. 여기서 Xo

i는 Xi에서 관측이 된 부분
을 의미한다. 이 경우에 ẑmij은 XO

i 와 Yi의 결합분포가 다변량 정규분포임을 이용하여 식 (2.5)와 유

사하게 계산되어질수 있다. 하지만, ẑijxi과 ̂zijxixT
i 의 계산은 관측된 값들이 주어졌을 때 ZijXi와

ZijXiX
T
i 의 조건부 분포를 구해야 하므로 그 계산이 다소 복잡할 수 있다. 하지만, 다음의 사실로부

터 E(Xi|Xo
i = xo

i , Yi = yi,Θ)와 E(XiX
T
i |Xo

i = xo
i , Yi = yi,Θ)의 계산만을 이용하여 ẑijxi과

̂zijxixT
i 을쉽게계산할수있다.

ẑijxi = E [ZijXi|Xo
i = xo

i , Yi = yi; Θ]

= E [E(ZijXi|Zij ,X
o
i , Yi)|Xo

i = xo
i , Yi = yi; Θ]

= E [Zij |Xo
i = xo

i , Yi = yi; Θ]E [Xi|Zij = 1,Xo
i = xo

i , Yi = yi; Θ]

= Ẑm
ij X̂i,



1352 Hyungmin Kim, Geonhee Ham, Byungtae Seo

̂zijxixT
i = E

[
ZijX

T
i Xi|Xo

i = xo
i , Yi = yi; Θ

]
= E

[
E(ZijX

T
i Xi|Zij ,X

o
i , Yi)|Xo

i = xo
i , Yi = yi; Θ

]
= E [Zij |Xo

i = xo
i , Yi = yi; Θ]E

[
XT

i Xi|Zij = 1,Xo
i = xo

i , Yi = yi; Θ
]

= Ẑm
ij X̂

T
i Xi

여기서, x̂i = E[Xi|Zij = 1,Xo
i = xo

i , Yi = yi; Θ]이고 x̂ixT
i = E[XiX

T
i |Zij = 1,Xo

i = xo
i , Yi =

yi; Θ]이며 이들은 (Xo
i , Yi)의 결합분포가 다시 다변량정규분포임을 이용하여 쉽게 계산할 수 있다. 따

라서 식 (3.2)의 조건부 기댓값인 Q(Θ|Θ(t))는 모든 관측값들과 x̂i, x̂ixT
i , ẑ

o
ij , ẑ

m
ij의 식으로 표현할 수

있고 M-step에서는이를각모수로미분하여 Θ(t+1)를다음과같이구할수있다.

π̂
(t+1)
j =

1

n

n∑
i=1

ẑij ,

β̂
(t+1)
j =

(∑
i∈O

ẑijxix
T
i +

∑
i∈M

ẑijx̂ixT
i

)−1(∑
i∈O

ẑijxiyi +
∑
i∈M

ẑijx̂iyi

)
,

σ̂
2(t+1)
j =

∑
i∈O

ẑoij

(
yi − xT

i β̂
(t)
j

)2
+
∑

i∈M
ẑmij

(
y2
i − 2x̂T

i β̂
(t)
j yi + β̂

(t)T
j x̂ixT

i β̂
(t)
j

)
∑
i∈O

ẑoij +
∑

i∈M
ẑmij

,

µ̂(t+1) =
1

n

(∑
i∈O

xi +
∑
i∈M

x̂i

)
,

Σ̂(t+1) =
1

n

(∑
i∈O

(
xi − µ̂(t)

)(
xi − µ̂(t)

)T
+
∑
i∈M

(
x̂ixT

i − 2µ̂(t)x̂T
i + µ̂(t)µ̂(t)T

))
.

4. 모의 실험

본 장에서는 3장에서 유도된 EM 알고리즘을 이용하여 혼합회귀모형에서 공변량에 결측이 있는 경우에
대하여 모의 실험을 실시하였다. 모의실험에서는 공변량이 X1, X2 두 개인 경우에 대하여 다른 선형식

을 가지는 두 집단이 있는 경우를 가정하였다. 첫 번째 모의 실험에서는 공변량에서의 결측이 X1과

X2에 동시에 일어나는 경우를 가정하였으며, 두 번째 모의실험은 결측이 오직 X1에서만 발생하고,

X2는 항상 관측되는 경우로 설정하였다. 결측값을 생성하기 위하여 R을 결측이 있을 경우 1 그렇지
않은 경우 0을 나타내는 지시함수라고 정의하였을 때 결측이 일어날 확률은 다음의 모형으로 가정하였

다.

P (R = 1) =
exp(α0 + α1y)

1 + exp(α0 + α1y)
. (4.1)

이 결측메커니즘은 결측여부가 오직 항상 관측되는 반응변수 Y에 의해서 결정되므로 MAR을 만족하

는 모형이 된다. 여기서 α1은 결측확률이 관측된 다른 변수에 얼마나 의존하는지를 나타내는 값으로
α1 = 0일 경우 MCAR을 의미하게 된다. 본 모의 실험에서는 α1 = 2로 두었고 결측을 발생시켰다.

α0는 결측값이 발생하는 비율을 조정하는 모수로 본 모의실험에서는 결측비율이 30%와 50%가 되도록

α0를 선택하였다. 모의 실험에서는 우리가 제안한 EM 알고리즘을 통하여 추정된 모수와 결측이 전혀

없는관측된자료로만으로추정된모수비교하였다.
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먼저첫번째모의실험에서는공변량 X1과 X2를다음과같은다변량정규분포로부터생성하였다.(
X1

X2

)
∼ N

((
µ1

µ2

)
,

(
σ2
x1 ρ

ρ σ2
x2

))
.

이때 결측은 식 (4.1)의 확률로 X1과 X2에 동시에 일어난다고 가정하였다. 또한, 두 개의 선형회귀모
형, Y = β0j + β1jX1 + β2jX2 + ϵj , j = 1, 2를이용하였으며 ϵj ∼ N(0, σ2

j )을가졍하였다. 첫번째모

의실험에서이용한모수의참값으로는 σ2
x1 = σ2

x2 = 1, ρ = 0.3과(
µ1

µ2

)
=

(
0

0

)
,

(
β01

β02

)
=

(
3

2

)
,

(
β11

β12

)
=

(
2

−1

)
,

(
β21

β22

)
=

(
3

3

)

을사용하였으며혼합비율은 π1 = 0.3, π2 = 0.7으로두었다.

Table 4.1은첫번째모의실험의결과이며, CC는결측이있는자료를모두제거하고혼합회귀모형을적
합하여 얻은 결과이고 FD는 결측을 생성하기 전의 완전한 자료에 대하여 적합한 결과이며 MLE는 본

논문에서 제안한 방법에 의하여 얻어진 결과이다. 따라서 FD는 결측이 없는 경우에 비해 얼마나 제시

한 추정방법이 효율적인지를 보기 위한 값이고 실제 상황에서는 구할 수 없는 값이다. 이 세 가지 방법

으로 각각 100번의 반복시행을 통해 각 모수의 mean squared error(MSE)와 bias를 구하였으며 Table

4.1에서의 값들은 MSE에 1,000을 곱한 값들을 나타내며 괄호안의 값은 bias에 1,000을 곱한 값을 나타

낸다. Table 4.1에서 CC와 MLE를 비교해 보면 MSE와 bias 모두에서 MLE가 CC에 비해 효율적인

추정을 함을 알 수 있다. 특히 missing rate가 증가함에 따라 CC의 경우 매우 큰 bias를 가짐에 반해

MLE는여전히신뢰할수있는추정값을주는것을알수있다.

두 번째 모의실험에서는 첫 번째 모의실험과 마찬가지로 식 (4.1)에 따라 결측을 발생시켰으나 오직

X1에서만결측을발생시켰다. 두번째모의실험에서이용한모수의참값은 σ2
x1 = σ2

x2 = 1, ρ = 0.1과(
µ1

µ2

)
=

(
0

0

)
,

(
β01

β02

)
=

(
1

2

)
,

(
β11

β12

)
=

(
−2

−1

)
,

(
β21

β22

)
=

(
2

1

)

을사용하였으며혼합비율은 π1 = 0.4, π2 = 0.6으로두었다.

Table 4.2는 두 번째 모의실험에 대한 결과이다. 결과를 살펴보면 첫 번째 모의실험의 결과와 유사하게

동일한 30%의 결측 비율에서는 MLE 방법의 추정치들의 MSE 값이 대부분 CC 방법보다 작으며, FD

방법의추정치와비교했을때도큰차이가없으므로좋은성능을보여주며, 동일한결측비율에서표본의

수를 250개에서 500개로 증가시키면, 전반적으로 MSE 값이 작아지는 것을 알수 있다. 또한, 결측 비

율을 50%까지증가시키면, MLE 방법과 CC 방법에서의 MSE 차이가더욱커짐을알수있다.

5. 사례연구

사례연구에서는 UCI Machine Learning Repository(http://archive.ics.uci.edu/ml/)에서 제공하는

미국 위스콘신(Wisconsin) 의과대학의 유방암 진단 자료를 이용하여, MLE 방법이 실제 자료에서

도 좋은 성능을 보이는지 알아보고자 한다. 자료의 수는 198개이며, 본 사례연구에서는 32개의 변

수들 중 반응변수를 세포핵(cell nucleus)의 둘레(perimeter)로 두고 공변량을 세포핵의 부드러운 정

도(smoothness)와 밀집된 정도(compactness)를 측정한 두 개의 변수로 설정하였다. 또한 자료에는 유

방암의재발여부에대한변수가있는데이를잠재변수라고간주하고, 성분(component)이 2개인혼합회

귀모형에 대해 모수의 추정을 실시하였다. 이 자료는 결측이 없는 완전한 자료이며, 제안한 방법의 성
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Table 5.1. Mechanism to generate 60 and 100 missing values

Missing ID numbers

60 observations are missing 100 observations are missing

perimeter ≥ 150 All ID numbers All ID numbers

120 ≤ perimeter < 150 Multiples of 3 Even ID numbers

90 ≤ perimeter < 120 Multiples of 5 Odd ID numbers

perimeter < 90
85715, 844981, 855138, 855167,

855138, 927992, 937897
856106, 863030, 927992, 937897
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Figure 5.1. Scatter plot and regression plane.

Table 5.2. Parameter estimates from each method.

The number

Method

Parameter estimates

of missing
π β01 β11 β21 β02 β12 β22 σ2

1 σ2
2 µx1 µx2 σ2

x1 σ2
x2 ρ

values

FD 0.38 5.05 −0.24 0.37 2.81 −1.04 0.27 0.09 0.13 −2.28 −2.01 0.12 0.36 0.68

60
MLE 0.30 4.10 −0.70 0.46 2.72 −1.15 0.28 0.08 0.15 −2.29 −2.01 0.11 0.36 0.66

CC 0.25 3.70 −0.75 0.27 3.16 −0.92 0.24 0.13 0.14 −1.59 −1.42 0.59 0.60 0.90

100
MLE 0.23 3.69 −0.98 0.49 2.92 −1.09 0.30 0.07 0.15 −2.28 −2.01 0.11 0.36 0.66

CC 0.48 2.82 −1.15 0.22 2.29 −1.13 0.25 0.19 0.18 −1.12 −1.01 0.81 0.77 0.96

능을 알아보기 위해 모의 실험에서와 동일하게 MAR가정하에서 결측치 60개와 100개를 각각 생성하였

다. Table (5.1)은 결측값을 생성한 방법과 생성된 결측치 번호를 보여주는 표이다. 또한, 자료가 정규
분포를따르지않기때문에반응변수와공변량에로그변환을한다음에분석을실시하였다.

먼저 자료의 탐색을 위해 산점도를 그려보았으며 그 결과는 Figure 5.1(a)와 같다. 여기서 Recur는 유

방암이 재발한 집단을 Nonrecur는 그렇지 않은 집단을 나타낸다. 산점도를 살펴보면 유방암이 재발한

집단과재발하지않은집단간의뚜렷한차이를확인하기어렵다. 따라서두집단에대해각각회귀모형
을 적용하여 비교해 보았으며 그 결과는 Figure 5.1(b)와 같다. 점선이 유방암이 재발한 집단에서의 회

귀평면이고, 아래의 직선이 유방암이 재발하지 않은 집단에서의 회귀평면을 나타낸다. 이를통해 두 집

단간에는 기울기 차이가 있음을 알수 있었다. 다음으로 FD, MLE, CC 방법을 통해 모수를 추정해 보

았다. 그 결과는 Table 5.2이며, 결과를 살펴보면 MLE 방법이 CC 방법에 비해 FD의 추정치에 더욱

근접한 값을 가지는 것을 알 수 있다. 이로부터 MLE 방법이 실제 자료에서도 CC 방법에 비해 더 좋은

성능을보여준다는것을확인할수있었다.
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(a) Recur group with 60 missing values
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(b) Nonrecur group with 60 missing values
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(c) Recur group with 100 missing values
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(d) Nonrecur group with 100 missing values

Figure 5.2. Estimated regression plane for each group with different numbers of missing values.

다음으로 시각적인 비교를 위해 Figure 5.2에서는 유방암이 재발한 집단(Recur group)과 재발하지 않

은 집단(Nonrecur group)으로 자료를 나누어 회귀분석을 적합시킨 실제 회귀 평면과 MLE 방법과 CC

방법으로 추정한 회귀 평면을 비교해 보았다. MLE로 구한 회귀 평면은 실제 회귀 평면과 약간의 차
이는 있지만 상당히 유사하게 나타나는 반면 CC 방법의 경우에는 상당한 차이를 보인다. 또한, 결

측값이 60개에서 100개로 증가하면 실제 회귀 평면과의 차이는 더욱 커진다는 것을 알 수 있다. 이

와 더불어 두 추정회귀직선이 각각 참그룹을 얼마나 잘 반영하고 있는지 알아보기 위해 방법 별로 빈
도표(confusion table)를 만들어 비교해 보았다. 그 결과 결측값이 60개인 경우와 100개인 경우 모두

MLE 방법이 CC 방법에비해참그룹을더잘반영하고있음을알수있다.

6. 결론

기존의 연구에서는 결측 공변량을 포함한 혼합회귀모형에 대해 엄밀히 다룬 연구는 없었으며 본 논문에
서는 공변량에 결측이 존재하는 경우에 공변량이 다변량 정규분포를 따른다는 가정하에서 EM 알고리
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Table 5.3. Confusion table for the classification using FD method

True group

Recur Nonrecur Total

Estimated group
Recur 23 54 77

Nonrecur 24 97 121

Total 47 151 198

Table 5.4. Confusion table from CC method with 60 missing values

True group

Recur Nonrecur Total

Estimated group
Recur 5 30 35

Nonrecur 29 74 103

Total 34 104 138

Table 5.5. Confusion table from MLE method with 100 missing values

True group

Recur Nonrecur Total

Estimated group
Recur 6 16 22

Nonrecur 21 55 76

Total 27 71 98

Table 5.6. Confusion table from CC method with 100 missing values

True group

Recur Nonrecur Total

Estimated group
Recur 12 36 48

Nonrecur 15 35 50

Total 27 71 98

즘을 이용해 모수를 추정하는 방법에 대해 연구하였다. 일반적으로 결측된 자료가 많지 않은 경우에 있

어서 혼합회귀분석을 시행할 때는 결측값을 포함하는 관측값 전체를 제외하고 모형적합을 하여도 큰 정
보의 손실이 있지 않지만 모의실험에서 살펴본 바와 같이 결측된 관찰값들이 무시할 수 없을 정도로 많
을경우에는이러한모수추정방법은큰편의를보여주어서신뢰할수있는분석결과를주지못한다.

본 논문에서 다룬 혼합회귀모형은 MAR하에서 MRFC만을 다루었으나 CWMs와 ME의 경우도 비슷

한 방법으로 EM 알고리즘을 유도할 수 있을 것이다. 또한, 비선형 회귀모형에 대해서도 EM 알고리즘

이 유도될수 있을 것이다. 다만 이러한 경우에는 M-step이 계산가능하지 않은 형태가 되어 수치적 계

산이 필요할 수 있다. 그외에 MAR이 아닌 결측 메커니즘하에서의 모수추정과 공변량의 분포가 다변량

정규분포가아닌경우에서의모수추정방법등은향후보다연구되어야할필요성이있다.
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결측 공변량을 갖는 혼합회귀모형에서의 EM

알고리즘
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요 약

혼합회귀모형은 반응 변수와 공변량 사이의 관계를 규명하는 유용한 통계적 모형으로 여러 분야에서 사용되어지고
있다. 하지만 실제로 혼합회귀모형을 이용하여 분석을 하는 과정에서 공변량이 결측값을 포함하는 문제는 흔하게 발
생하며, 발생하는 결측의 유형 또한 다양하게 나타난다. 이러한 경우에 있어서 본 논문에서는 최대우도추정량을 구
하기 위한 EM 알고리즘을 제안하고자 한다. 제안된 EM 알고리즘의 효용성을 모의실험을 통해 확인하였으며 또한

사례연구를통해제시된방법이어떻게사용될수있는지와그효용성을함께확인하였다.

주요용어: 혼합모형, 결측공변량, 혼합회귀모형, EM 알고리즘
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