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Ⅰ. 서 론

작년 2015년 한국에서 발생한 교통사고는 약 

22만 건이다. 이 중 가장 높은 비율을 차지하는 것

이 안전운전 불이행으로 약 12만6천 건 정도이며, 

다음으로 신호위반, 안전거리 미확보, 교차로 운행

위반, 중앙선 침범 순이다. 명확하게 차선과 관련된  

사고는 중앙선 침범 및 차선 위반으로 볼 수 있으

며 합쳐서 약 1.5만여 건으로 전체 22만 건 중 약 

6.8%를 차지하고 있다. 차선 위반의 경우 사고 시

대형화로 이어질 수 있는 가능성이 크므로 이러한 

부분에서 차선관련 사고를 방지하기 위해 개발되는 

시스템을 차선 이탈 방지 시스템 (Lane Departure 

Warning System) 이라고 하며 많은 회사에서 개발

되고 있다. 차선 이탈 방지 시스템의 경우 운전자가 

졸음상태, 음주 상태, 부주의 상태일 때 차선 이탈

이 자주 발생되므로 이러한 부주의로 인한 사고도 

예방할 수 있다. 

차선 이탈 방지를 위하여 본 논문에서는 영상 

처리를 통한 차선 검출 시스템을 제안한다. 차선 검

출에는 CNN [1]을 이용하였으며, CNN의 결과로 

얻어진 보정된 이미지에 RANSAC [2, 3]을 적용하

여 차선 검출을 한다. 일반적으로 차선 검출 시스템

은  소벨과 캐니 윤곽선 검출로 차선 후보영역을 

검출한 후 선 검출 알고리즘을 사용하여 차선을 추

정하는 방식을 많이 사용하고 있다. 본 논문은 단순

히 CNN을 검출 알고리즘 자체로 쓰는 것이 아닌 

윤곽선 영상에서 차선이 아닌 외부 요소를 제외하

도록 하는 이미지 보정에 적용되며, 보정된 이미지

에 기존의 RANSAC을 적용한다.

CNN을 사용한 차선검출 시스템

(Lane Detection System using CNN)
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Abstract :  Lane detection is a widely researched topic. Although simple road detection is easily 

achieved by previous methods, lane detection becomes very difficult in several complex cases 

involving noisy edges. To address this, we use a Convolution neural network (CNN) for image 

enhancement. CNN is a deep learning method that has been very successfully applied in object 

detection and recognition. In this paper, we introduce a robust lane detection method based on a 

CNN combined with random sample consensus (RANSAC) algorithm. Initially, we calculate edges 

in an image using a hat shaped kernel, then we detect lanes using the CNN combined with the 

RANSAC. In the training process of the CNN, input data consists of edge images and target data 

is images that have real white color lanes on an otherwise black background. The CNN structure 

consists of 8 layers with 3 convolutional layers, 2 subsampling layers and multi-layer perceptron 

(MLP) of 3 fully-connected layers. Convolutional and subsampling layers are hierarchically 

arranged to form a deep structure. Our proposed lane detection algorithm successfully eliminates 

noise lines and was found to perform better than other formal line detection algorithms such as 

RANSAC
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Ⅱ. 기계학습 및 CNN

기계 학습은 인공 지능의 한 분야로 컴퓨터가 

학습을 해서 스스로 판단하는 알고리즘을 통칭한다. 

이러한 기계 학습은 다양한 분야가 있으며 신경망, 

데이터 마이닝, 유전 알고리즘, 패턴 인식 등등의 

분야가 있다. 이러한 기계 학습은 인간의 학습 능력

을 컴퓨터에 구현하고자 하는 목적으로 연구되었다. 

이러한 학습을 알고리즘에서 정의하면 주어진 데이

터(연습, 경험)로부터 어떤 문제에 대한 지식, 시스

템을 수정 보완하여 다음에 그 문제를 좀 더 해결

할 수 있도록 하는 것(행동)이라고 볼 수 있다. 이

러한 기존의 지식, 시스템을 어떻게 정의하고 수정

하느냐에 따라 기계학습을 여러 종류로 나눌 수 있

다. 

본 논문에서는 신경망 이론 특히 최근에 신경망 

이론 중 가장 사람들의 관심이 많고, 많이 연구되는 

딥러닝(deep learning)을 사용한 차선검출 방식을 

제안하고자 하며, CNN 알고리즘을 이용한다.

신경망 이론은 인간 뇌의 뉴런을 모방해서 만든 

이론으로 1943년 McCulloch와 Pitts [4]의 의해서 

최초로 소개되었다. 그 이후 1958년 Rosenblatt이 

퍼셉트론(Perceptron) [5]과 여기서 확장된 다층 

퍼셉트론(Multi-Layer Perceptron, MLP) [6]으로 

꾸준히 발전되어 왔다. 또한 신경망의 학습방식으로 

제안된 역전법(Back-Propagation) [7]이 개발된 

이후 지속적으로 연구가 진행되어 왔다. 이러한 신

경망 이론이 여러 분야에 적용되며 좀 더 다양하고 

복잡한 환경에서의 문제를 해결하기 위해 제안된 

것이 딥러닝이다. 딥러닝의 경우 기존의 하나였던 

중간층에 여러 개의 중간층을 사용한다. 이러한 여

러 개의 중간층은 기존의 3개의 층을 사용했던 신

경망으로 해결하지 못하는 문제들을 해결하기 위한 

목적을 가지고 제안되었지만, 학습의 속도, 알고리

즘의 복잡성으로 인하여 많이 이용되지 않았다. 그

러나 컴퓨터가 발달함으로써 복잡한 환경에서의 문

제 해결 및 최근의 여러 분류 문제에서 최고의 성

능을 갖는 알고리즘 개발에 많은 연구가 진행되고 

있다. 이러한 딥 러닝은 크게 두가지로 분류 될 수 

있다. 인간 눈의 구조를 모방해서 만들어진 형태인 

CNN과 기존의 딥러닝의 학습 속도를 줄이기 위하

여 입력데이터를 사전에 자율학습(unsupervised 

learning)을 통해 학습하고 가중치를 조절하는 형태

이다. 첫 번째의 경우 눈에서 이미지가 뇌로 가서 

처리되는 과정을 모방하였으므로 이미지를 이용한 

학습에 주로 사용된다. 두 번째의 경우에는 Deep 

belief network(DBN) [8]로 자율학습을 통해 입력 

데이터를 학습하고 fine-tuning을 통해서 가중치를 

조절하는 방식을 이루고 있다. 자율학습은 

Restricted Boltzmann machine(RBM) [9]을 통하

여 학습된다. 본 논문에서는 이미지를 기반으로 차

선 검출을 하므로 CNN을 사용하고자 한다.

CNN은 인간의 시신경이 시각 피질로 가는 일련

의 과정을 모방해서 만들어진 알고리즘이다. 시각 

피질에는 단순세포와 복잡세포로 구성되어 있으며, 

단순세포는 국소적 수용영역(local receptive 

fields)을 가지고 있으며 이로 인해 눈으로 들어간 

이미지가 윤곽선 형태로 계산되어진다. 따라서 이 

단순세포의 역할을 convolution으로 대체하여 

convolution 층(C층)을 사용한다. 복잡세포의 경우 

단순세포에서 계산된 수용영역의 값을 합쳐서 표현

하므로, CNN에서는 이것을 subsampling 층으로 

사용한다. subsampling 층(S층)에서는 보통 평균값

을 이용하거나, 최대값을 이용하나 일반적으로 최대

값을 이용한 형태가 좀 더 좋은 성능을 가진다고 

보고 있다. CNN은 이러한 C층과 S층을 번갈아 가

면서 여러 개의 특징 맵을 사용하며, 특징 맵의 크

기를 줄여가는 형태이다. 그리고 마지막 단에서는 

각각의 특징 맵에서 하나의 데이터가 얻어지며 이

것을 일반적인 신경망의 뉴런을 연결하는 형태로

그림 1. 일반적인 CNN의 구조

Fig. 1 structure of the general CNN
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그림 2. 차선 검출 구조

Fig. 2 structure of lane detection

사용하게 된다. 따라서 이층은 fully connected 층

(F층)이라고 불리며 최종적으로 C와 S층에서 얻어

지는 값을 F층을 통해 결과를 얻어지게 된다. 이 

과정이 일반적인 CNN의 forward 과정이며 그림 1

에 나타나고 있다. 각각의 가중치는 이렇게 얻어지

는 결과와 목표 값의 차이인 오차를 이용하여 조절

하며 역전파 [10]를 이용한다. 다만 상대적으로 층

이 많기 때문에 여러 층의 가중치가 조절되어야 하

므로 가중치 조절과정에서 상대적으로 많은 반복횟

수를 필요로 한다. 따라서 이러한 반복 횟수 때문에 

CNN의 학습 시간은 많이 걸리게 된다.

Ⅲ. 차선 검출 모델

본 연구에서 차선 검출의 구조는 그림 2와 같다. 

차선 검출에서 차선은 회색 도로에 흰색으로 나타

난다. 그러므로 기본적으로 윤곽선 검출을 이용하여 

차선이 잘 드러날 수 있도록  전처리를 한 후, 선 

검출 알고리즘을 통해 차선을 검출하게 된다. CNN

은 기존의 선 검출로도 검출되지 않는 복잡한 환경

을 따로 추정하여 주변의 복잡한 환경을 제거하기 

위하여 사용한다.

전처리 과정에서는 앞서 설명한 차선이 잘 나타

나는 영상을 얻기 위해 보통 윤곽선 검출을 사용하

게 된다. 윤곽선 검출은 일반적으로 소벨 마스크나 

캐니 마스크를 이용하나, 본 논문에서는 일반적인 

윤곽선 검출과는 다르게 그림 3과 같이 모자 형태

의 커널 [11]을 사용한다. 즉, 초기 영상에서 수평

방향으로 잘랐을 때 나오는 이미지 픽셀과 커널에 

대한 convolution 연산을 통해 윤곽선을 검출하며 

그림 4에 자세하게 주어진다. 그림 4의 왼쪽 차선

이미지에서 빨간색 네모로 체크한 영역을 구체적인 

값으로 표현하면 중앙의 표와 같다. 연산은 모자모

양의 커널과 수평방향으로만 계산을 한다. 커널은 

-1과 +1의 모자형태로 –1에 해당되는 부분은 감

소, +1에 해당되는 부분은 증가한다. 이러한 커널

을 사용하는 이유는 영상에서 차선에 해당되는 밝

은 부분은 값이 크고, 일반 도로의 어두운 색은 값

이 작다. 이러한 상황 하에 커널의 +1이 차선의 밝

은 부분과 겹치고, -1이 도로의 어두운 부분과 겹

칠 경우 값이 가장 크게 나온다. 따라서 그림3의 오

른쪽 그림과 같이 차선이 밝은 값으로 나온다. 기존

의 소벨 및 캐니 윤곽선 검출은 차선과 도로가 맞

닿은 부분이 검출되므로 왼쪽선과 오른쪽 선으로 2

개의 선이 나타나게 된다. 반면에 모자모양의 커널

을 이용할 시 차선 전체 영역이 밝게 나오며 차선

의 중앙이 가장 큰 값으로 나오게 된다. 따라서

그림 3. 윤곽선 검출 시 쓰이는 커널 형태 및 결과

Fig. 3 kernel shape and result when detection edge 

그림 4. 모자모양 커널 및 컨벌루션 연산 과정

Fig. 4. hat-shape kernel and process of convolution  
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그림 5. RANSAC 알고리즘의 예시

(a) 선이 있는 영상,

(b) 영상에서의 선 검출

Fig. 5 example of RANSAC algorithm.

(a) shown line image,

(b) line detection of image

추가적인 보정이 필요 없이 차선을 검출 할 수 있

다. 그림 4는 표현상 1x8 크기의 커널로 표현하였

으나, 실험에서는 1x40 크기의 커널을 사용하였다.

실제 차선에서 선을 검출하는 방법은 여러 가지 

있다. 주로 쓰이는 알고리즘으로는 허프 변환

(Hough transform) [12-14], RANSAC [3, 4] 등

이 있다. 허프 변환의 경우 직선에 해당될만한 경계

선 화소의 위치를 잡아 그 점을 포함하는 수많은 

기울기를 가진 직선을 구한 후, 가장 많은 화소를 

포함하는 선을 구하는 방식이다. 이와는 다르게 

RANSAC은 데이터 셋에서 랜덤으로 임의의 샘플데

이터를 선택하고 모델을 예측해서 가장 잘 맞는 모

델을 선택하는 알고리즘이다.

실제 RANSAC 알고리즘은 어떤 현상에서 노이

즈나 예측을 방해하는 데이터(outliner)가 있을 경

우 예상되는 최적의 모델을 선택하는 절차적 방법

이다. 이러한 RANSAC 알고리즘은 주어진 데이터 

셋에서 임의로 모델을 만들고 얻어진 모델이 실제 

데이터 셋에서 얼마나 만족하는지 확인한다. 그 다음

그림 6. RANSAC을 이용한 차선검출.

Fig. 6 lane detection using RANSAC.

이렇게 얻어진 모델 중 기존의 데이터 셋에 가장 

많이 만족하는 모델을 최종적으로 선택하는 방법이다.

영상처리에서는 RANSAC 알고리즘을 통해 선, 

원 또는 임의의 곡선 등을 검출 할 수 있다. 그림 5

의 경우 RANSAC 알고리즘으로 선을 검출할 시 나

오는 결과를 나타내고 있다. 예를 들면 선 검출에서

는 데이터 셋에서 임의로 여러 종류의 다양한 직선

을 선택한 다음에 데이터가 가장 많이 포함되는 선

을 선택하는 방식을 사용하게 된다. 

실제 선을 검출하려면 직선의 모델을 가정해야

하며, 이는 직선의 조건인 각도 및 한 점 또는 두 

점의 정보를 가지고 있어야 정의할 수 있다. 본 논

문은 두 점, 즉 두 개의 샘플을 통해 직선 모델을 

가정한다. 실 시스템에의 적용방법은 그림 6과 같

다. 차선이 보이는 영역에서 위쪽 라인과 아래쪽 라

인을 설정한 후, 위쪽 라인에서 한 점 및 아래쪽 라

인에서 한 점을 정의한 뒤 직선 방정식을 구한다. 

그리고 구한 직선 주변의 일정 영역내에 있는 픽셀

값을 모두 더해서 비용함수를 결정한다.  비용함수 

는 다음과 같다.

  
     

  


  



 (1)

그림 7. 차선 이미지를 학습하는 CNN 구조. 

Fig. 7 CNN structure of training lane image
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여기서, top과 bottom은 차선 영역의 위쪽과 아

래쪽 라인, 는 직선의 방정식에서 주어진 값에 

따른 값을 나타내며, 은 고려하고자 하는 너비를 

나타낸다. 이렇게 구한 직선들의 비용함수를 저장하

며 비용함수가 최대값의 80% 이하인 직선들은 제

외한다. 최대값의 경우 실제 차선의 영역을 다 포함

하고 있는 경우가 많기 때문에 80%이상 되는 값은 

실제 차선의 영역을 포함하는 즉 차선에 근사한 직

선일 가능성이 높다. 따라서 이렇게 걸러내고 남은 

직선들은 실제 차선 또는 차선과 유사한 다른 직선

(보도블럭 경계선 등)에 모이며, 이중 겹치는 직선

은 같은 직선을 나타낸다고 볼 수 있다. 따라서 차

선의 너비를 이라고 하면 내에 포함되는 직선은 

같은 선으로 판단하여 평균값을 취하여 차선으로 

인식한다.

RANSAC을 사용하는 경우 선검출 오류를 발생

하는 경우가 있다. 대표적으로 여러 개의 선이 존재

하거나 선이 뚜렷하게 보이지 않아 다른 선을 차선

이라고 검출하게 되는 경우가 존재한다. 이러한 상

황은 쉽게 발견할 수 있으며 도로의 정비가 잘 안

되어 있는 시외로 갈수록 흔하게 볼 수 있다. 따라

서 본 논문에서는 이러한 상황을 몇 가지 형태로 

가정하고 이를 CNN을 통해 해결하고자 한다.

CNN의 구조는 그림 7과 같다. 입력 영상은 전

처리 과정에서 얻어진 윤곽선 영상을 사용하며, 타

깃 영상은 입력 영상에서 수작업으로 원하는 차선

만 그어진 노이즈가 없는 영상을 사용한다. 따라서 

알고리즘에서는 입력 영상이 들어가면 convolution 

층과 subsampling층이 번갈아 가며 연산이 되며, 

각 층을 지나며 이미지 사이즈는 감소하고 특징 맵

의 개수는 늘어나게 된다. 따라서 마지막 3번째 

convolution 층을 통과 할 경우 특징 맵의 사이즈

는 1이 되므로 이러한 값 각각을 뉴런으로 본다. 이

러한 뉴런 값을 이용하여 마지막 층은 기존의 신경

망에서 사용하는 다층 퍼셉트론을 사용하여 최종 

결과를 얻는다. 또한 subsampling의 경우 기존과는 

다르게 적용된다. 차선이 존재하는 영역인 경우 가

로와 세로의 비율이 다르므로 입력의 크기를 조절

하기 위하여 S층에서 세로는 1/2로 동일하게 줄여

나가고 가로는 층마다 줄이는 비율을 다르게 두었

다. 사용된 CNN은 3개의 C층과 2개의 S층 및 

MLP(2개의 F층)를 가진다. 입력 이미지는 192x28

의 크기이고 C1층은 6개의 특징 맵을 사용한다. S1

에서는 가로의 비율을 1/8로 줄임으로 24x14 사이

즈의 결과를 가진다. C2층은 20x10 사이즈의 16개

의 특징 맵을 만들어 낸다. S2층에서는 가로의 길

이가 세로의 길이의 2배이므로 가로를 1/4 크기로 

줄임으로 5x5 사이즈의 결과를 가지며, C3층에서는 

120개의 노드가 얻어진다. 이렇게 얻어진 노드는 

MLP를 통과하여 최종적으로 100x15인 결과를 얻

게 된다. 이러한 이미지를 다시 사이즈 조정을 통해 

원래 사이즈로 바꾼 후 차선 검출을 통해 최종 차

선 결과를 얻는다.

Ⅳ. 실험 및 결과

기존의 RANSAC만 사용한 차선 검출의 경우 단

순한 차선인 경우 잘 검출이 되나 특수상황에서 검

출 오류를 발생시키는 경우가 종종 발생한다. 이러

한 검출 오류를 발생시키는 대표적인 환경을 아래

와 같이 가정하며, CNN을 사용한 보정된 이미지에 

적용함으로써 검출오류를 보완하고자 한다.

1) 도로 주변에 울타리, 보도블록, 다른 차량 등 

차선 검출에 방해가 되는 장애물이 있을 때.

2) 차선이 갈라지거나 합치는 경우 또는 화면상 차

선이 계속 이동할 때(차선 변경 시 전방 카메라

는 차선의 이동하는 것처럼 보인다).

3) 커브길 일 때.

4) 밝기 변화가 심하거나 (흐리거나 터널 진입 및 

나올 때) 또는 그림자가 있을 때. 

이러한 총 4가지 상황을 가정하고 이때의 데이

터를 수집하여 차선 이미지를 학습시켰다. 데이터들 

은 대구 및 주변 환경에서 블랙박스를 통해 수집한 

데이터를 기반으로 구축하였다. 각 상황별로

그림 8. RANSAC을 사용한 차선 검출의 결과. 

(a) 잘 검출된 차선, (b) 잘못 검출된 차선

Fig. 8 Results of lane detection

using RANSAC algorithm.

(a) well detected lane, (b) wrong detected lane
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100~150장의 학습데이터와 20~30장의 테스트 데

이터를 이용하였다. 

그림 8의 경우는 RANSAC만 사용한 잘 검출된 

단순한 차선 이미지와 잘못 검출된 복잡한 차선 이

미지에 대한 결과이다. 실제 차선 검출에서는 기존

의 차선 검출 방식으로는 해결하지 못하는 복잡한 

상황이 많이 등장한다. 이러한 문제를 해결하기 위

하여 주변의 복잡한 상황을 단순히 두 개의 차선만 

보이도록 하는 결과를 얻을 필요가 있다. 이를 위해 

본 논문에서는  CNN을 사용한다.

실제 CNN의 결과는 그림 9.(b)와 같이 단순히 

노이즈가 제거된 결과이기 때문에 차선의 위치 정

보가 나오지는 않는다. 따라서 얻어진 결과 영상에

RANSAC을 적용함으로써 그림 9.(c)와 같이 잘 검출

Clips Corrected 
detection

Missed
detection

False 
detection

Case 1 87.5.0% 10.7% 1.8%

Case 2 92.2% 6.9% 0.9%

Case 3 93.2% 4.5 % 2.3%

Case 4 90.0% 7.5 % 2.5%

표 1. CNN을 사용한 차선 검출 성능

Table 1. performance of lane detection 

using CNN

된 최종 결과를 얻는다. 그림 9.(d)는 CNN 결과에 

RANSAC을 적용한 최종 결과이다. 앞서 주어진 4

가지 상황에 대하여 CNN을 사용한 차선 검출성능

이 표 1과 같다. 표 1에서 보는바와 같이 평균 약 

90%의 성능을 가지고 있다. 정확한 검출의 경우

그림 9. 검출 결과. (a) 윤곽선이미지, (b) CNN 결과 이미지,

(c) 이미지에 RANSAC을 적용한 결과, (d) CNN 결과에 RANSAC을 적용한 최종 결과

Fig. 9 Simulation results (a) Edge image, (b) output image of CNN,

(c) result of RANSAC in edge image, (d) result of RANSAC combined with CNN

그림 10. RANSAC과 CNN+RANSAC의 결과. (a), (c) 윤곽선 이미지에서 RANSAC만 사용한 

결과, (b), (d) 윤곽선 이미지에서 RANSAC+CNN을 적용한 결과 

Fig. 10 Result of comparing RANSAC and CNN with RANSAN. (a), (c) result in edge 

image using RANSAC only, (b), (d) result in edge image using CNN with RANSAC
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그림 11. 각 상황별 RANSAC(왼쪽)과 CNN+RANSAC(오른쪽) 결과 비교.  

(a) 상황1, (b) 상황2, (c) 상황3, (d) 상황4

Fig. 11. Result of comparing RANSAC(left image) and CNN with RANSAN(right 

image) in each cases. (a) case1, (b) case2, (c) case3, (d) case4

그림 12. RANSAC 및 CNN 결과. (a) 주변에 여러 차량이 있을 경우, (b) 중앙선에 

울타리가 있는 경우, (c) 갈라진 차선이 합치는 경우, (d) 차선 변경하는 경우,

(e), (f) 커브길, (g) 흐린날씨에서 차선 검출, (h) 터널에서 빠져 나가는 경우

Fig. 12. Result of CNN with RANSAN. (a) There are several vehicles, (b) There is 

fence in centerline, (c) Combining lanes, (d) Changing lane, (e), (f) Curve road,

(g) Lane detection when cloudy weather, (h) Passing through a tunnel

RANSAC을 통해 얻은 차선과 원래 차선의 영역이 

50%이상 겹칠 경우이며, 비슷한 검출은 50% 이하

로 겹치는 경우를 나타낸다. 검출 실패는 구한 차선

과 원래 차선이 아예 겹치지 않는 경우를 의미한다 

[15]. 그림 10은 그림8.(b)에서 RANSAC으로 검출

이 힘든 영상에 대하여 RANSAC과 CNN을 이용한 차

선검출의 결과를 보여주고 있다. 즉 이 결과에서는 

기존의 RANSAC으로 검출하기 힘든 복잡한 차선 

영상에 CNN을 사용함으로써 문제를 해결했음을 보

여준다. 그림 11은 앞에서 언급한 4가지 상황에 대

해서 각각 RANSAC과 CNN의 비교 결과를 보여주

고 있으며, 그림 12는 4가지 상황에 대한 다양한 

결과들을 보여주고 있다.

Ⅴ. 결 론

차선 검출은 현재 많이 연구가 되었고 실제 적

용이 되고 있는 분야 중 하나다. 그러나 영상처리의 

한계로 인하여 실생활에 적용하기는 쉽지 않으며, 
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블랙박스와 같은 단순한 보조영역에서의 사용은 문

제가 없으나 자동차에 탑재하여 실제 움직임을 제

어하는 데에는 적용에 어려움이 따른다. 따라서 본 

논문에서는 새로운 방법을 제시하여 문제를 해결하

고자 하였다.

RANSAC을 이용한 차선 검출은 특정한 몇몇 도

로상황 하에서는 종종 잘못 검출이 되므로, CNN을 

이용하여 이를 보완하였다. 그러나 CNN 알고리즘

의 경우 일반적으로 학습속도가 최소 몇 시간에서 

며칠 단위의 학습시간이 요구된다. 특히 차선의 이

미지 데이터는 상대적으로 크므로 학습시간이 더 

많이 소요되는 단점이 있다. 또한 CNN의 결과가 

흐리고 넓게 나타나는 경우가 있는데 RANSAC의 

성능에 따라 잘못 검출되는 경우도 나타난다. 따라

서 앞으로 이러한 단점을 해결하는 방향으로 연구

를 진행할 필요가 있다.

그리고 현재 차선 검출 연구는 기존의 방법에서 

잘되지 않는 윤곽선, 그림자 및 조명변화, 차선자체

가 잘 보이지 않는 날씨에 중점을 두고 연구되고 

있다. 따라서 이와 같은 좀 더 다양한 경우의 이미

지를 학습함으로써 실제 자동차에 탑재 가능한 강

인한 차선 검출 시스템을 개발할 필요가 있다. 
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