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MIMO-OFDM 시스템에서 에너지 효율성을 위한 기계 학습 기반
적응형 전송 기술 및 Feature Space 연구  

Machine-Learning-Based Link Adaptation for Energy-Efficient
MIMO-OFDM Systems

오 명 석․김 기 범․박 현 철 
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요  약

무선 통신의 최근 동향을 살펴보면 에너지 효율적 전송의 중요성이 강조되고 있다. 본 논문은 multiple-input multiple- 
output orthogonal frequency division multiplexing(MIMO-OFDM) 무선 시스템에서 에너지 효율성을 최대화하기 위해 기계
학습 기술을 사용하는 적응형 전송을 고려한다. MIMO-OFDM 시스템의 채널 상태를 효과적으로 나타내기 위한 two- di-
mensional capacity(2D-CAP) feature space와 classification 기술을 통해 에너지 효율적인 적응형 전송을 수행하는 machine- 
learning-based bit and power adaptation(ML-BPA) 알고리즘을 제안한다. 모의 실험 결과를 통해 2D-CAP이 본 논문이 고려
하는 무선 채널 상태를 정확하게 나타내며, 이를 통해 적응형 전송의 성능을 향상시킴을 확인하였다. 또한, ordered post-
processing signal-to-noise ratio(ordSNR)를 포함한 다른 feature space들과 직접적인 비교를 통해 2D-CAP이 전송 성능이나
복잡도 측면에서 뚜렷한 이득을 가짐을 확인하였다. 

Abstract

Recent wireless communication trends have emphasized the importance of energy-efficient transmission. In this paper, link adaptation 
with machine learning mechanism for maximum energy efficiency in multiple-input multiple-output orthogonal frequency division multi-
plexing(MIMO-OFDM) wireless system is considered. For reflecting frequency-selective MIMO-OFDM channels, two-dimensional ca-
pacity(2D-CAP) feature space is proposed. In addition, machine-learning-based bit and power adaptation(ML-BPA) algorithm that per-
forms classification-based link adaptation is presented. Simulation results show that 2D-CAP feature space can represent channel condi-
tions accurately and bring noticeable improvement in link adaptation performance. Compared with other feature spaces, including ordered 
postprocessing signal-to-noise ratio(ordSNR) feature space, 2D-CAP has distinguished advantages in either efficiency performance or 
computational complexity.
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Ⅰ. 서  론      확률적으로 변하는 채널 환경을 가지는 무선 통신에서

효율적인 전송을 수행하기 위한 방안으로 적응형 전송
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(link adaptation)이란 기술이 존재한다. 적응형 전송은 채
널 상태에 따라 시스템 성능을 최대화하는 최적의 전송

파라미터(변조 레벨, 부호율, 전송 전력 등)를 선택한다. 
시스템 성능의 지표로는 전송률이 가장 널리 사용되고

있으며, 이에 따라 전송률 최대화를 위한 적응형 전송 기
술들이 기존에 많이 연구되었다[1],[2]. 그러나 최근에 이루
어진 배터리 기반 통신 기기들의 발전과 그에 따른 대량

의 전력 소모 문제로 인해 에너지 효율이 무선 통신의 새

로운 성능 지표로 각광받고 있다[3]. 이를 반영하듯, 에너
지 효율을 고려하는 적응형 전송 기술들이 최근에는 많

이 연구되었다
[4]～[7].

지금까지 개발된 적응형 전송 알고리즘들의 대부분은

최적화를 통해 목표 문제를 해결한다. 그러나 최적화를
사용한 문제 해결은 증폭기 비선형성(amplifier nonlinea-
rity), 전송 주파수 불안정성(transmission frequency inst-
ability), 비 가우시안 잡음(non-Gaussian additive noise) 등
의 여러 부분에서 극단적인 가정들이 요구되고[8], 이러한
사실은 해당 알고리즘들이 실질적인 시스템에 적용되기

어렵다는 단점을 제공한다. 위 문제점을 해결하기 위해
기계 학습을 기반으로 두는 적응형 전송 기술들이 최근

에 연구되고 있다. Supervised learning을 바탕으로 한

multiple-input multiple-output orthogonal frequency division 
multiplexing(MIMO-OFDM) 시스템에서의 적응형 전송 기
술[9]과 reinforcement learning에 기반을 둔 적응현 전송 기
법[10],[11] 등이 기계 학습을 성공적으로 적용한 적응형 전
송 기술들이다.
기계 학습 기반 적응형 전송의 성능을 좌우하는 주요

요소들 중에 하나는 feature space이다. 알고리즘이 사용하
는 feature space가 주어진 환경의 채널 상태를 효과적으
로 나타낸다면, 성공적인 적응형 전송을 수행할 수 있
기 때문이다. 그리하여 기존의 기계 학습 기반 적응형 전
송 기술들은 minimum postprocessing signal-to-noise ratio 
(SNR), minimum subcarrier capacity, average subcarrier ca-
pacity 등의 다양한 링크 지표(link quality metric)를 feature 
space로 사용하였다. 그러나 MIMO-OFDM과 같이 전송
구조가 복잡한 통신 시스템에서는 위에 언급된 feature 
space들이 효과적인 성능을 제공하지 못한다.
본 논문은 MIMO-OFDM 무선 시스템에서 채널 상태를

효과적으로 나타내기 위해 2D-CAP(two-dimensional capa-
city) feature space를 새롭게 제안한다. 2D-CAP은 채널 상
태를 나타내는 데 상호 보완하는 두 종류의 feature space
를 결합하며, 이를 통해 더욱 효과적으로 채널 상태를 나
타낼 수 있다. 본 논문은 새롭게 제안하는 2D-CAP feature 
space와 더불어 MIMO-OFDM 시스템의 에너지 효율을 최
대화하는 ML-BPA(machine-learning-based bit and power 
adaptation) 적응형 전송 알고리즘을 제안한다. ML-BPA 
알고리즘은 기계 학습의 한 기술인 classification을 사용하
여 에너지 효율을 최대화하는 데이터율(data rate)과 전송
전력(transmit power)을 선택한다. 제안된 feature space의
장점을 확인하기 위해 기존의 사용되었던 다른 feature 
space들과 성능을 비교한다. 또한, 모의 실험을 통해 2D- 
CAP을 이용한적응형전송이 상대적으로낮은복잡 성능
을 향상시킴을 확인하였다.

Ⅱ. 시스템 모델

본 논문은   ×  MIMO-OFDM 시스템을 고려하고
있으며, 그림 1이 이에 대한 시스템 블록 다이어그램을
나타낸다. 시스템은 개의 송신 안테나와 개의 수신

안테나를 가지며   min   개의 공간 스트림

(spatial stream)을 가진다. 간단한 시스템 구조를 위해 본
논문은      의 상황을 고려한다. 한 OFDM 신
호 안에는 총 개의 부반송파(subcarrier)가 존재한다. 각
부반송파마다 다른 데이터율과 전송 전력을 선택하여 통

신을 수행할 수 있지만, 이러한 전송 방법은 상당히 높은

그림 1. MIMO-OFDM 시스템 블록 다이어그램
Fig. 1. Block diagram of MIMO-OFDM system.
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알고리즘 복잡도와 채널 피드백(feedback)을 요구한다[2]. 
그러므로 본 논문은 한 신호 안에 존재하는 모든 부반송

파에 동일한 파라미터를 적용하는 시스템을 고려한다. 수
신단은 송신단에게 이상적(ideal) 채널 피드백을 보냄으로
써 잘못된 채널 정보로 인한 성능 저하를 경험하지 않는

것을 가정한다. 
무선 채널에는 채널 가간섭성 시간(coherence time)이

패킷(packet) 전송 시간보다 긴 quasi-static 조건을 가정한
다. 위 조건을 가정할 시, 한 패킷이 전송되는 시간 동안
에는 채널의 이득(gain)이 일정하다. 채널은 또한, frequ-
ency-selective 조건을 가정하며, 신호 내 부반송파들이 각
기다른 채널이득을가지게된다. 위와 같은조건들을가
정하였을 때 한 OFDM 신호 내 ∈번째 부
반송파는 다음과 같은 수신 신호를 가진다.

  r  Hx z (1) 
  
위 식에서 r은 번째 부반송파의  ×  수신 벡터

이며, x은 번째 부반송파의   ×  송신 벡터를 나타
낸다.  ×   채널 매트릭스 H은 ∊   

번째 송신 안테나와  ∊   번째 수신 안테
나 사이의 무선 채널 주파수 대응(frequency response)값인
  를 원소로 가진다.  ×  잡음 벡터 z의 원소
 ∼는 번째 수신 안테나의 complex addi- 
tive Gaussian 부반송파 잡음을 나타낸다. 여기서 잡음 분
산은   로 정의되며,  ,  ,  , 는 각

각 implementation margin, noise figure, 부반송파 대역폭
(subcarrier bandwidth), 잡음 스펙트럼 밀도(noise spectral 
density)를 나타낸다.
본 시스템은 zero-forcing 선형 등화기(linear equalizer) 

사용을 가정하며, 이를 통한  ∊  번째 공간

스트림의 번째 부반송파 postprocessing SNR은 다음과
같이 정의된다.

  

  


 ′  

 

  HHH HH    ′


 

(2)
  
위 식에서 는 안테나 이득을 나타내고,  는 전송

전력을 뜻한다.

Ⅲ. 문제 형성

이 부분에서는 무선 시스템 내 에너지 효율을 정의하

고, 이를 이용하여 본 논문이 제안하는 ML-BPA 알고리
즘의 목표 문제를 설정한다. 본 논문이 고려하는 시스템
의각 OFDM 신호는 데이터율 과전력 전송 를가지

고 전송되며, 이에 따른 에너지 효율은 다음과 같이 정의
된다.

  

  


(3)
  

여기서 는 전송과는 독립적으로 MIMO-OFDM 시스템

을 동작시키기 위한 회로 전력을 나타낸다. 간단한 시스
템구조를 위해 고정된회로전력값을 가정하고, 이는에
너지 효율이 적응형 전송에 의해 결정되는 파라미터들인

데이터율과 전송 전력만으로 결정된다는 점을 확인할 수

있다. 여기서 시스템이 선택할 수 있는 데이터율 과 전

송 전력  의 값들은 정의된 유한 집합에서 선택될 수

있다고 가정한다. 이는 실질적으로 한정된 데이터율과 전
송 전력을 선택할 수 있는 무선 통신 시스템을 반영하고

자 함이며, 본 시스템이 선택할 수 있는 데이터율과 전송
전력의 집합들을 각각 와 로 다음과 같이 정의한다.

  

    (4)
    

    (5)
  
본 논문이 제안하는 적응형 전송 알고리즘은 최적의

데이터율  ∊ 와 전송 전력  
∊ 를 선택하여 에

너지 효율이 최대화된 전송을 수행한다. 데이터율은 높고
전송 전력은 낮을수록 에너지 효율은 높아지지만, 실질적
인 통신이 이루어지기 위해서는 어느 정도의 통신 품질

(transmission quality)이 보장되어야 한다. 이를 반영하기
위해서 본 알고리즘이 가지는 목표 문제에 패킷 오류율

(packet error rate) 제한과 최소 데이터율 제한을 적용한다. 
패킷 오류율과 데이터율 제한이 적용된 ML-BPA 알고리
즘의 최종 목표 문제는 다음과 같다.



THE JOURNAL OF KOREAN INSTITUTE OF ELECTROMAGNETIC ENGINEERING AND SCIENCE. vol. 27, no. 5, May. 2016.

410

  
  argmax

st PER  ≤ PER  and  ≥  (6)
  
위 식에서 PER은데이터율 과전송 전력

을 사용하여 통신을 수행할 시 가지는 평균 패킷 오류

율이며, PER 과 은 각각 임계 패킷 오류율과 최

소 데이터율을 나타낸다. 따라서 ML-BPA 알고리즘은 평
균 패킷 오류율이 임계 패킷 오류율을 넘지 않고, 데이터
율이 최소 데이터율보다 높은 한도 내에서 에너지 효율

을 최대화하는 데이터율과 전송 전력을 선택한다.
기존에 연구된 적응형 전송 기술들의 대부분은 최적화

를 통해 설정된 목표 문제를 해결한다. 하지만 앞서 언급
했던 것처럼 최적화를 통한 문제 해결 과정에는 많은 가

정들이 요구된다. 특히나 패킷 오류율을 데이터율과 전송
전력의 식으로 표현하기 위해서 적용되는 가정들은 적응

형 전송의 실질적인 적용에 있어 성능 저하를 초래할 수

있다. 이 문제에 대한대안으로본논문은 기계 학습을이
용한다. 다음 부분에서는 효율적인 적응형 전송을 위한
2D-CAP feature space를 소개함과 동시에 제안 기술인

ML-BPA 알고리즘의 framework를 소개한다.

Ⅳ. 기계 학습 기반 적응형 전송 기술

4-1 2D-CAP Feature Space

앞서 언급되었듯이, 채널 상태를 정확하게 나타내기

위한 링크 지표에 대한 연구들은 지속해서 이루어졌다. 
특히 부반송파수신 SNR을 사용하여 제안된지표들은 다
른 지표들보다는 상대적으로 더 효과적인 채널 상태 반

영을 수행하며, 기계 학습에 사용되는 feature space도 이
러한 링크 지표를 많이 사용한다. 일반적으로는 feature 
space의 차원(dimension)이 낮을수록 더 효율적이며, 이는
feature space의 차원이 낮을수록 시스템 복잡도가 줄어들
기 때문이다[9]. 이렇게 feature space의 차원과 시스템 복
잡도 간에 trade-off가 존재함에도 불구하고, 기계 학습의
성능을 극대화하기 위해서 데이터 활용을 좀 더 효과적

으로 수행할 수 있는 다차원의 feature space를 사용하기
도 한다. 본 논문은 2차원 feature space인 2D-CAP을 새롭

게 제안한다. 2D-CAP은 상호 보완이 가능한 두 개의 다
른 1차원 링크 지표를 결합하여 MIMO-OFDM 시스템의
채널 상태를 효과적으로 나타내고, 궁극적으로 적응형 전
송의 성능을 개선할 수 있도록 구성이 된 feature space이
다. 지금부터 2D-CAP에 사용된 두 가지의 지표를 설명하
겠다.

2D-CAP feature space를 구성하는 첫 번째 링크 지표는
A-CAP(average capacity)이며, 다음과 같은 식으로 정의

된다.
  

 
 

  

 


  

 log   (7)
  
한 OFDM 신호 안에 존재하는 개의 spatial stream들

과 개의 부반송파들의 capacity 평균을 취하여 계산된
다. A-CAP은 무선 채널의 상태를 효과적으로 판단할 수
있는 좋은 지표이지만, 높은 SNR 지역에서는 채널

capacity와 시스템이 실제로 전송할 수 있는 데이터율의
차이가 크기 때문에 정확한 채널 상태 반영이 이루어지

지 않는다[13].
2D-CAP의 두 번째 지표는 M-CAP(modulation-level ca-

pacity)이다[14]. M-CAP의 경우에는 A-CAP과 달리 비트 오
류율(bit error rate)을 직접적으로 계산하여 채널 상태 측
정에 사용된다는 특징이 있다. M-CAP을 계산하기 위해
서는 우선 번째 공간 스트림 내 번째 부반송파의 비트

오류율을 계산하는데, 이를 다음과 같이 정의한다.
  

BER     exp

 ･   (8)
  
위 식에서 은변조 레벨을나타낸다. 따라서 BER

은 Gray mapping을 통해 구성된 M-QAM(Quadrature Am- 
plitude Modulation)의 함수라고 볼 수 있다. 그러므로
BER을 계산하기 위해서는 M이 우선적으로 결정되어
있어야 한다. 다음은 모든 공간 스트림과 부반송파들의
BER  평균을 계산하는 순수 비트 오류율(raw bit error 
rate)을 정의한다.

  

BERRaw 
 

  

 


  

 BER (9)
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식 (9)를 통해 한 OFDM 신호를 대표하는 비트 오류율
을 계산할 수 있다. 마지막으로 M-CAP이 다음 식을 통해
계산된다.

  

  log  Raw (10)
    

 Raw BER  BERRaw (11)
  

여기서  Raw는 BER의 역함수를 통해 계산한다. 
M-CAP의 값은 비트 오류율로부터 직접적으로 유도되기
때문에 채널 상태를 보다 정확하게 표현할 수 있다. 특히
부반송파마다 채널 이득이 유동적인 frequency-selective 
채널에서는 M-CAP의 효과가 더욱 부각될 수 있다. 하지
만 낮은 SNR 지역에서는 BER 이 낮은 의존도를 가지
게 되는데, 이는 SNR에 따라 변하는 비트 오류율 변화폭
이작기 때문이다. 따라서 링크지표가표현할수 있는채
널의 정밀도(resolution)가 낮은 SNR 지역에서는 M-CAP
의 정확도 성능이 상대적으로 낮아지게 된다.
위에서 살펴보았듯이 A-CAP와 M-CAP는 각각 높은

SNR과 낮은 SNR 지역에서 채널상태를 나타내는 정확도
가떨어지는단점을 가지고 있다. 본논문은이 두지표를
하나의 2차원 feature space로 결합하고 이를 다음 과 같은
식을 통해 2D-CAP이라 정의한다.

    

       (12)
  
서로 상호 보완하는 두 가지의 지표를 동시에 사용함

으로써 더욱 정확하게 MIMO-OFDM 채널을 표현할 수
있다. 다음은 적응형 전송에 활용되는 기계 학습을 간단
하게 설명하고, ML-BPA 알고리즘을 설명한다.

4-2 ML-BPA 알고리즘

본 논문이 제안하는 ML-BPA 알고리즘은 기계 학습의
기술들 중의 하나인 classification을 기초로 한다. Classi-
fication에는 크게 훈련 단계(training stage)와 실험 단계
(test stage)라는 두 가지의 과정이 존재한다. ML-BPA 알
고리즘의 훈련 단계에서는 총 개의 채널 realization이
2D-CAP 훈련 데이터(training data)로 저장된다. 각  

번째 채널 realization마다 최적의 전송 파라미

터  와  
를 집합 와   안에서 Monte-Carlo 

검색을 통해 찾고, 앞서 정의된 2D-CAP 값을 계산하여
mapping시킨다.

    

          (13)
      

   

 ↦ 


  



(14)
  
모든 개의 훈련 데이터가 생성이 되면, ML-BPA 알

고리즘은 실험 단계에 들어간다. 실험 단계에서는 훈련
단계에서 생성된 훈련 데이터를 활용하여 새로운 채널

realization에 대해 classification을 수행한다. Classification
을 위한 알고리즘에는 K-NN(K-Nearest Neighborhood), su-
pport vector machine, Bayseian classifier 등의 다양한 기술
들이 존재한다. 실험 단계에서 classification을 수행하기
위해서는 새로운 채널 realization에 대한 2D-CAP 데이터
생성이 요구된다. 하지만 앞서 정의된 바에 따르면 2D- 
CAP 계산을 위해서는 변조 레벨 과 전송 전력  가

결정되어 있어야 한다. 하지만 위 변수들은 본 논문이 최
적화하고자 하는 대상으로서 미리 결정되지 않기 때문에

2D-CAP 계산에는 이전 전송에 사용되었던 변조 레벨과
전송 전력을 사용한다. 이러한 과정은 채널 상태가 시간
에 따라 느리게 달라지며, 무선 채널의 분포 특성은 유지
된다는 가정 하에 진행된다. Classification을 적용할  

  번째 채널 realization은 2D-CAP feature space를
통해 실험 데이터(test data)로 다음과 같이 생성된다.

    

           (15)
  
본 논문이 제안하는 ML-BPA 알고리즘은 K-NN 알고

리즘을 사용하여 classification을 수행하며, 번째 훈련
데이터와 번째 실험 데이터 간의 거리를 계산하기 위한

Euclidean 거리 지표를 다음과 같이 정의한다.
    

   ∥   ∥ (16)
  
K-NN 알고리즘은 분류하고자 하는 번째 실험 데이터

와 위 식을 기준으로 가장 가까운 K개의 훈련 데이터를
우선 찾는다. 이렇게 찾은 K개의 훈련 데이터 중 가장 많
이 선택된 데이터율 과 전송 전력  를 번째 실험 데
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이터의 최적 파라미터로 결정한다. 만약 가장 많이 선택
된 데이터율 또는 전송 전력이 두 개 이상 존재할 경우에

는 통신 성능을 더욱 확실하게 보장할 수 있는 낮은 데이

터율 또는 높은 전송 전력이 선택된다.

4-3 복잡도 분석 

이 부분에서는 제안된 2D-CAP의 복잡도를 ML-BPA 
알고리즘에 사용될 수 있는 다른 feature space와 비교하
여 분석한다. 여기서 2D-CAP와의 비교 대상으로 소개되
는 ordSNR(ordered postprocessing SNR) feature space[9]는

frequency-selective 채널 상태를 매우 효과적으로 나타내
는 feature space이다. ordSNR은 그 어떤 기존의 feature 
space보다 높은 classification 성능을 가지지만, feature 
space 자체를 계산하는 데에 상당히 높은 복잡도를 가진
다는 단점이 있다. 이를 확인하기 위해 ML-BPA 알고리
즘에서 이루어지는 주요 작업들에 대한 2D-CAP과
ordSNR의 복잡도를 표 1을 통해 정리하였다.
표 1에서 볼수있듯이, ordSNR 계산은일반적으로 2D- 

CAP보다 제곱 배 만큼의 복잡도를 가진다. 더욱이 ord-
SNR은 훈련 단계에서 부반송파 조합 검색(subcarrier set 
search)이라는 추가적인 작업이 요구되는데, 이는 해당

feature space 계산에 큰 복잡도 증가를 초래한다. 예를 들
어, =52, =2, =2의 상태인 MIMO-OFDM 시스템에
서는 총 5,356개의 부반송파 조합을 일일이 검색해야 최
적화된 ordSNR을 계산할 수 있다. 2D-CAP이 가지는 장
점은 ordSNR과 비교했을 때 동등한 classification 성능을
얻을 수 있지만, 복잡도 측면에서 상당한 이득을 가진다. 
이러한 이득은 이나 가 큰 시스템일수록 더욱 부

표 1. ML-BPA 알고리즘 내 주요 작업에 대한 복잡도
Table 1. Task complexity in ML-BPA algorithm. 

단계 작업 2D-CAP ordSNR

훈련

Feature 계산    
 

부반송파 조합

검색
불필요 




실험
Feature 계산    

 

K-NN classification  

각된다.

Ⅴ. 모의 실험 결과

5-1 모의 실험 설정

MIMO-OFDM 무선 시스템에 대한 모의 실험에는 IE-
EE 802.11n 표준 사양을 사용하고[16], 자세한 모의 실험
사양은 표 2에 정리되어 있다.
본 논문은     ,   의 MIMO 안테나 구조를

가진 시스템을 고려하였으며, 채널 모델로는 TGn channel 
model B를 사용하였다. 통신 성능 보장을 위해 PER 은
10 %로 설정하고, 알고리즘의 에너지 효율 극대화를 반
영하기 위해   으로 설정하였다. 총  

개의 채널 realization을 가지고, 각 realization마다 Monte- 
Carlo 검색을 통해 찾은 최적의 데이터율과 전송 전력을
mapping시켜 훈련 데이터를 생성하였다. 실제 적응형 전
송에는 실험 데이터를 따로 생성할 필요는 없지만, 제안
알고리즘에 대한 분석을 위해 최적 파라미터와 mapping
된 실험 데이터로 총   개의 데이터가 훈련 데이

터와 같은 방식으로 생성되었다. ML-BPA 알고리즘에 대
한 분석 및 성능 비교를 위해 2D-CAP을 포함한 다양한

표 2. 모의 실험 사양
Table 2. Simulation parameters. 

시스템 파라미터 IEEE 802.11n
반송 주파수 2.4 GHz

시스템 대역폭( ) 20 MHz
FFT 크기 64

사용되는 부반송파 개수 52
Cyclic prefix 길이 16
지원되는 MCS 레벨 0, 1, …, 7

지원되는 전송 전력(dBm) 0, 4, …, 20
안테나 이득( ) 2 dB

Implementation margin( ) 0 dB

잡음 스펙트럼 밀도( ) —174 dBm/Hz

Noise figure( ) 6 dB

회로 전력() 100 mW
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feature space들이 사용되었다. 통신 품질을 나타내는 패킷
오류율을 에너지 효율 계산에 반영하기 위해 goodput을
다음과 같이 정의하였다.

  

   ･  PER  i f PER ≤ PER  i f PER  PER  (17)
  

여기서 은 제안 알고리즘에 의해 선택된 데이터율이고, 
PER은 선택된 파라미터로 전송을 수행하였을 때 얻
어지는 패킷 오류율이다. ML-BPA 알고리즘의 실질적인
통신 성능을 확인하기 위해 모의 실험을 통한 에너지 효

율 성능에는 을 사용하여 계산하였다. 모의 실험의 초
기 파라미터로는   와      dBm을 지정하였다. 

5-2 성능 분석

성능 분석의 첫 부분으로는 다른 K 값에 따른 다양한
feature space들의 classification 정확도를 측정하였다. 여기
서 classification 정확도란 ML-BPA 알고리즘이 실제로 동
작할 때 올바르게 선택할 수 있는 시험 데이터 내 전송

파라미터의 개수를 비율로 측정한 수치이다. 이 분석에는
2D-ordSNR(two-dimensional ordSNR), M-CAP, 그리고 A- 
CAP이 비교 대상으로 사용되었다. 다양한 차원을 지정할
수 있는 ordSNR feature space에는 공평한 비교를 위해
2D-CAP와 같은 차원인 2를 적용하였다. 그림 2가 분석에
대한 결과를 보여준다. 그림에서 볼 수 있듯이 2D-CAP는
A-CAP나 M-CAP보다 월등히 높은 정확도를 제공한다. 
두 feature space 모두 대략 75 %의 정확도를 가지지만 낮
은 차원을 통한 채널 상태 표현이기 때문에 한계가 존재

하며, classification 정확도가 상대적으로 낮아진다.
반면에, 2D-ordSNR에 대해서는 전반적으로 2D-CAP보

다 미세하게 높은 정확도를 가지는 결과를 얻었다. 이 결
과를 통해서 확인할 수 있는 점은 제안된 2D-CAP feature 
space를 통해 classification 정확도에서 부각되는 향상을
얻을 수 있고, 최적의 feature space로 알려진 ordSNR과도
동등한 성능을 얻을 수 있다는 것이다.
다음은 송수신단 간 거리에 따라 ML-BPA 알고리즘을

통해 얻어지는 에너지 효율 성능을 분석하였다. =15로
설정하였고, 10 m에서 50 m까지의 전송 거리에 대해 성

그림 2. ML-BPA 알고리즘을 통한 K 값에 따른 다양한

feature space별 classification 정확도
Fig. 2. Classification accuracy of ML-BPA algorithm with 

different feature spaces and K values.
 

능을 측정한 그래프가 그림 3에서 나타난다. 그림을 통해
2D-CAP와 2D-ordSNR 모두 이상적인 결과(ideal result)에

그림 3. MIMO-OFDM 시스템 전송거리에 따른 ML-BPA 알
고리즘의 에너지 효율 성능

Fig. 3. Energy efficiency plot for ML-BPA on MIMO-OF-
DM system with different transmission distances.
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가까우면서 동등한 에너지 효율 성능을 제공한다는 점을

확인하였다. 적응형 전송 알고리즘을 사용하지 않고 고정
된 파라미터를 사용한 경우(MCS 5에서 얻어지는  

  Mbps과     dBm)에는 적응형 전송을 수행하는
경우보다 월등히 낮은 에너지 효율 성능을 가지는 점을

확인하였다.

Ⅵ. 결  론 

본 논문에서는 MIMO-OFDM 무선 시스템에서 에너지
효율적인 적응형 전송을 위한 목표 문제를 형성하였다. 
그리고 frequency-selective 무선 채널을 효과적으로 반영
할 수 있는 2D-CAP feature space를 제안하고, 에너지 효
율을 최대화하는 적응형 전송을 수행하는 ML-BPA 알고
리즘을 제안하였다. ML-BPA 알고리즘은 기계 학습 개념
을 적용하기 위해 경험을 통한 훈련 데이터가 사전에 필

요한 K-NN classification 기술을 사용한다. 본 논문에서 제
안되는 2D-CAP feature space를 효과적인 채널 표현 성능
이 확인된 ordSNR feature space와 비교하였고, 모의 실험
결과를 통해 제안 feature space가 훨씬 낮은 복잡도를 가
지고도 동등한 classification 정확도 및 적응형 전송 성능
을 제공한다는 점을 확인하였다. 본 논문에서 진행된 연
구는 높은 에너지 효율 성능이 요구되는 MIMO-OFDM 
시스템 기술 개발과 기계 학습을 기반으로 두는 적응형

전송 기술 개발에도 기여할 수 있다.
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