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단독주택가격 추정을 위한 기계학습 모형의 응용
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요약 : 수리 또는 계량적 모형을 사용하는 사회과학연구에서 분석의 초점은 종속변수와 설명변수의 관계를 

밝히는 것, 즉 설명 중심의 모형(explanatory modeling)이 지금까지 주류를 이루었다. 반면 예측(prediction) 

능력 제고에 초점을 맞춘 분석은 드물었다. 본 연구에서는 이론 및 가설을 검증하거나 변수 간의 관계를 밝

히는 설명 중심의 모형이 아니라 신규 관찰치에 대한 예측 오차를 줄이는, 예측 중심의 비모수 모형(non-

parametric model)을 검토하였다. 서울시 강남구를 사례지역으로 선정한 후, 2011년부터 2014년까지 신고된 

단독주택 실거래가를 기초자료로 하여 주택가격을 추정하였다. 적용한 비모수 모형은 기계학습 분야에서 제시

된 일반가산모형(generalized additive model), 랜덤 포리스트, MARS(multivariate adaptive regression splines), 

SVM(support vector machines) 등이며 비교적 최근에 개발된 MARS나 SVM의 예측력이 뛰어남을 확인할 수 

있었다. 마지막으로 이러한 비모수 모형에 공간적 자기상관성을 추가적으로 반영한 결과, 모형의 가격 예측력

이 보다 개선되었음을 알 수 있었다. 본 연구를 계기로 그간 모수 모형에 집중되었던 부동산 가격추정 방법론

이 비모수 모형으로 확대 및 다양화되기를 기대한다.

주요어 :  기계학습, 예측 중심의 모형, 비모수 모형, 공간적 자기상관성, 주택가격

Abstract : In social science fields, statistical models are used almost exclusively for causal explanation, and 
explanatory modeling has been a mainstream until now. In contrast, predictive modeling has been rare in 
the fields. Hence, we focus on constructing the predictive non-parametric model, instead of the explanatory 
model. Gangnam-gu, Seoul was chosen as a study area and we collected single-family house sales data sold 
between 2011 and 2014. We applied non-parametric models proposed in machine learning area including 
generalized additive model(GAM), random forest, multivariate adaptive regression splines(MARS) and 
support vector machines(SVM). Models developed recently such as MARS and SVM were found to be 
superior in predictive power for house price estimation. Finally, spatial autocorrelation was accounted for 
in the non-parametric models additionally, and the result showed that their predictive power was enhanced 
further. We hope that this study will prompt methodology for property price estimation to be extended from 
traditional parametric models into non-parametric ones.

Key Words : machine learning, predictive modeling, non-parametric model, spatial autocorrelation, house 
price
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1. 서론

지금까지 수리 또는 계량적 모형을 사용하는 사회

과학연구에서 분석의 초점은 종속변수와 설명변수의 

관계를 추론하는 것이 대부분이었다. 즉 설명 중심의 

모형(explanatory/exploratory modeling)이 주류를 이

루었다. 반면 예측(prediction) 능력 제고에 초점을 맞

춘 분석은 드물었다.1)

통상 설명력이 좋은 모형은 예측력 또한 좋을 것으

로 암묵적 가정을 하지만 이러한 두 가지 성능이 항

상 일치하는 것은 아니다(Shmueli, 2010). 본 연구에

서는 이론 및 가설을 검증하거나 변수 간의 관계를 밝

히는 설명 중심의 모형이 아니라 신규 관찰치에 대

한 예측 오차를 줄이는, 예측 중심의 모형(predictive 

modeling)을 단독주택 가격 추정에 적용하고자 한다. 

즉 주택가격 형성에 영향을 미치는 요소와 그 한계효

과(marginal effects)를 측정하는 설명모형 대신, 단독

주택 가격을 정확히 예측하여 실거래 가격과의 오차

를 최소화하는 예측모형을 설계하고자 한다. 또한 이 

과정에서 주택가격과 같은 공간사상(空間事象)의 특

징인 공간적 자기상관성(spatial autocorrelation)을 표

현한 변수가 예측모형의 변수로서 유용한지 살피고

자 한다.

예측 중심의 모형은 목적에서부터 모형 진단에 이

르기까지 여러 측면에서 설명 중심의 모형과 차이점

을 보인다. 표 1은 설명 중심의 모형과 예측 중심의 

모형을 비교한 것인데, 특히 설명 중심의 모형은 연구

자의 해석이 가능해야 하므로 단순한 형태의 함수를 

선호한다. 기존의 많은 연구에서 선형 함수를 빈번하

게 활용한 이유가 여기에 있다. 반면 예측 중심의 모

형은 목적이 정확한 예측에 있으므로 모수 등의 ‘해석 

불가능’이 분석의 걸림돌이 되지 않는다.

표 1에서 예측 중심의 모형은 과다적합(over-f it-

ting)이 가장 신경을 써야 하는 위험이고, 따라서 이

러한 과다적합 위험을 피하기 위해 검증 데이터(test 

data)를 기준으로 오차 정도를 가늠한다. 즉 모형 적

합에 사용된 훈련 데이터(train data)를 기준으로 예측 

오차를 계산할 경우 모형의 복잡도가 증가할수록(예

를 들어 설명변수 추가) 예측 오차는 항상 감소하기 

마련이며 이는 과다적합으로 이어진다. 그러나 검증 

데이터를 기준으로 계산한 예측 오차(“out-of-sample 

error”)는 모형이 과도하게 복잡해질 경우 오히려 증

가하는 경향이 나타나게 되어, 과다적합의 위험을 사

전에 파악할 수 있다. 

또한 최적 모형의 결정 기준에서도 설명 중심의 모

형에서는 편의를 최소화하는 모형이 가장 바람직하지

만, 예측 중심의 모형은 편의와 함께 분산을 최소화하

는 것이 목적이므로 경우에 따라 편의 추정량이라 하

더라도 분산을 현격하게 줄일 수 있다면 그러한 추정

량을 사용하기도 한다. 능형회귀(ridge regression)나 

LASSO(least absolute shrinkage and selection opera-

tor) 회귀가 편의 추정량을 사용하는 예라 할 수 있다.

이와 같이 모형이 가지는 주된 위험이나 진단기준, 

그리고 모형에 대한 제약 등을 고려할 때 예측 중심의 

모형은 대부분 비모수 모형(non-parametric model)에 

해당되는 경우가 많다(Abbott, 2014, 213). 비모수 모

형은 설명변수와 모수의 결합형태가 사전에 정해진 

형태(선형 함수 등)를 취하지 않고, 데이터가 가진 정

보로부터 함수 형태를 추출하게 된다.

예를 들어 부동산 가격함수는 경제학적 측면에서 

보았을 때 다양한 소비자 기호와 생산자 기술수준을 

나타내기 때문에 그 정확한 형태를 가늠하기 어려우

며, 선형으로 근사화할 수 있다는 가정도 받아들이기 

어렵다(Kummerow and Galfalvy, 2002). 이러한 경우 

비모수 모형은 모수 모형(parametric model)의 대안

으로 기능할 수 있다. 다만 비모수 모형은 모수 모형

보다 더 많은 수의 샘플을 필요로 하는 단점이 있다. 

왜냐하면 모수 추정뿐만 아니라 모형의 구조 자체도 

데이터가 가진 정보로부터 유도하여야 하기 때문이

다. 하지만 이러한 제약은 ‘빅 데이터의 시대’라 불릴 

만큼 자료의 공개 및 구득 가능성이 높아진 상황에서 

더 이상 걸림돌로 작용하기 어렵다.

부동산 가치를 추정하기 위하여 전통적으로 사용

되었던 모형은 초기의 OLS(Ordinary Least Squares) 

회귀모형에서부터 시작하여 이후 공간적 자기상관성

을 계량화하여 모형의 구성요소로 반영한 공간회귀

모형, 공간보간법의 일종인 크리깅(kriging) 기법 등
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이 제시되었다. 더불어 공간적 이질성(spatial hetero-

geneity)을 반영하기 위한 시도로 지리적 가중회귀모

형(geographically weighted regression model) 및 다수

준 모형(multi-level model) 등이 제안되기도 하였다.

이러한 모형들은 대부분 모수 모형으로서 설명변

수의 독립성, 자료의 정규성, 종속변수와 설명변수 

간의 선형성(linearity) 등 엄격한 가정이 많고 자료 특

성을 단순화하는 특징이 있다(Ekeland, 1988; Kum-

merow and Galfalvy, 2002; Gloudemans and Almy, 

2011). 이러한 접근법이 연구 맥락에 따라 유용한 경

우도 있지만 자료가 정규성에서 크게 벗어나거나 종

속변수와 설명변수 간의 관계가 선형이 아닌 복잡한 

비선형 관계 등일 때에는 비모수 모형을 적용하는 것

이 신규 관찰치 예측에 보다 유리할 수 있다.

특히 종속변수인 부동산 가격과 설명변수인 부동

산 특성(면적, 건물구조 등) 사이에 선형의 함수 관계

가 성립되는 것은 예외적인 경우에 해당되어 추정가

격의 정확성을 떨어뜨릴 가능성이 높다(Weirick and 

Ingram, 1990; Hastie et al., 2009, 139).

이러한 선형성 가정 등에서 자유로운 모형들이 

최근 기계학습(machine learning) 분야에서 다양하

게 개발되었으며, 트리기반 모형(tree-based model), 

MARS(multivariate adaptive regression spline), 

SVM(support vector machines) 등이 그 예라고 할 수 

있다. 기계학습 분야에서 제시된 이러한 예측 중심의 

모형들은 대부분 비모수적 방법에 해당되어 종속변

수와 설명변수 간 선형의 함수 형태를 고집하지 않는

다. 따라서 부동산 가격 추정에 있어 또 하나의 실질

적인 대안이 될 수 있을 것으로 판단된다.

전통적인 부동산 가격추정 모형은 설명 중심의 모

형 및 모수 모형이었다. 본 연구에서는 예측 중심의 

비모수 모형(predictive non-parametric model)을 활용

하여 단독주택가격을 추정하고자 한다. 이후 비모수 

모형을 통해 산출된 단독주택 가격과 기존 모수 모형

의 예측치를 비교하여 정확성 개선 여부를 확인하고, 

마지막으로 단독주택가격이 갖는 공간적 자기상관성

을 모형의 구성요소로 반영함으로써 가격의 정확성

이 추가적으로 개선될 수 있는지 살핀다. 이를 통해 

비모수 모형이 갖는 이점 및 공간적 자기상관성의 모

형 반영 필요성을 실증적으로 밝히고자 한다.

2. 기계학습 관련 선행연구 검토

1) 기계학습과 비모수 모형

기계학습은 인공지능의 한 분야로 데이터로부터 

학습하여 알고리즘을 구축하고, 개발된 알고리즘에 

기초하여 관측되지 않은 자료에 대해 목표값(target 

value)을 예측한다. 기계학습 분야에서 제시된 이러한 

예측 중심의 모형들은 사전에 정해진 엄격한 규칙을 

표 1. 설명 중심의 모형과 예측 중심의 모형 비교

구분 설명 중심의 모형 예측 중심의 모형

분석 목적 이론이나 가설의 검증 신규 관찰치의 예측

주된 변수 개념 수준의 변수(Conceptual Level) 측정 수준의 변수(Measurable Level)

최적 모형 결정 기준 편의의 최소화 편의 및 분산의 최소화

주된 위험 Type I, II 오류 과다적합(Over-Fitting)

모형에 대한 제약
해석 가능하고 모형의 형태나 변수의 선정 등이 

이론과 부합해야 함

분석 당시 활용 가능한 변수만 사용해야 하며, 사

후적으로 확보된 변수 사용 불가

모형 진단기준
결정계수 R2, 계수의 통계적 유의성(p-value), 
잔차, 다중공선성

검증 데이터(Test Data)를 기준한 예측치의 오

차 정도(MSE 등)

* 출처: Shmueli and Koppius (2011)에서 인용 및 재정리
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따르지 않는 특징이 있다.

예를 들어 부동산 가격 예측에 흔히 사용되는 헤도

닉 가격 모형(hedonic pricing model)의 경우 가격과 

부동산 특성 변수 간에 선형의 함수형태를 가정하는 

경우가 많다. 즉 사전에 정해진 암묵적인 규칙이 존재

한다. 그러나 경제학 측면에서 함수 형태가 선형이라

는 것은 변수 값의 양에 관계없이 해당 특성(속성)이 

발휘하는 한계가치(marginal utility)가 불변임을 의미

한다. 하지만 이는 경제학의 한계효용 체감법칙에 배

치될 뿐만 아니라(Maclennan, 1977) 일반적인 직관

에도 반한다. 어떠한 재화이든 존재량이 많아지면 희

소성이 떨어져 가치는 하락하기 때문이다. 토지 면적

이 증가할수록 거래단가가 하락하는 것이 대표적인 

예라할 수 있다.

또한, 이론적으로 가격함수는 수많은 주택가격 결

정요인(거주지역에 대한 주민들의 애착심, 해당 지역

의 장래 개발 가능성, 혐오시설이나 인구유입시설 등 

신규시설의 설치 여부 등)과의 관계를 모두 포함하는 

개념이므로 그 형태를 정확히 파악하는 것은 불가능

에 가깝다(Mason and Quigley, 1996).

따라서 가격함수의 형태는 이론적 문제라기보다는 

실증적 문제에 해당하며 가격함수 f를 온전히 데이터

에 기반하여 찾으려는 비모수 모형들이 기계학습 분

야에서 활발하게 시도되고 있다. 이하에서는 이러한 

기계학습 분야에서 개발된 비모수 모형의 종류 중 본 

논문에서 시도한 모형에 대해 간략하게 설명한다.

2) 비모수 모형의 종류

① 일반가산모형(generalized additive model, GAM) 

통상적인 선형회귀모형을 아래와 같이 표현한다면, 

yi=β0+β1xi1+β2xi2+...+βpxip+εi (1)

일반가산모형(이하 ‘GAM’)에서는 설명변수와 종

속변수의 비선형 관계를 반영하기 위해 선형결합 βjxij

를 비선형 함수 fj(xij)로 대체한다. 따라서 GAM은 다

음과 같이 표현할 수 있다.

yi =β0+f1(xi1)+f2(xi2)+...+fp(xip)+εi

=β0+
p
∑
j=1

fj(xij)+εi (2)

즉, 각각의 설명변수 xj에 대하여 함수 fj를 계산하

고 이를 합산(additive)한다. 함수 f j는 다양한 방법

으로 계산될 수 있는데, natural spline, smoothing 

spline, 국지회귀(local regression), 다항회귀(polyno-

mial regression) 등 여러 가지 방법을 동원할 수 있고, 

또한 한 가지 방법에 국한하지 않고 서로 다른 방법을 

설명변수별로 각각 사용할 수도 있다.

GAM은 Pace(1998)가 주택 가격 추정에 적용하여 

다항회귀모형보다 가격 예측력이 우수함을 보인 이

후 지속적으로 부동산 가격추정에 사용되고 있다. 

Bao and Wan(2004)은 smoothing spline 방법을 사용

하여 홍콩의 주택가격을 예측하였으며 기존의 Box-

Cox 변환보다 모형의 가격 예측력이 전반적으로 개

선되었음을 실증적으로 밝혔다. Karato et al.(2010)

은 주택가격의 설명변수 중 경과연수와 코호트(Co-

hort)2)에 초점을 두어 이 두 가지 특성이 주택가격 형

성에 미치는 영향이 선형이 아님을 보였다.

② 랜덤 포리스트(random forest)

랜덤 포리스트는 회귀트리 모형(regression tree 

model)을 기초로 한다. 회귀트리 모형은 설명변수 공

간(predictor space)을 분할하는 것으로부터 시작한다. 

즉, 설명변수 X1, X2, ..., Xp를 J개의 지역(Region) R1, 

R2, ..., Rj로 서로 겹치지 않게 분할한다. 다음으로 Rj 

지역에 속하는 관찰치에 대해서는 Rj 지역 관찰치 평

균값을 예측치로 제시하게 된다. Rj 지역은 잔차제곱

합(Residual Sum of Squares, RSS)이 최소가 되도록 

분할한다.

그러나 RSS 값을 최소화하는 기준으로 트리를 구

성할 경우 언제나 과다적합할 가능성이 높아진다. 이

와 같은 문제점을 해결하기 위해 통상 트리를 최대

한 키워 놓고, 해당 트리의 가지를 쳐가면서(‘pruning 

tree’) 적정 규모의 트리를 결정하게 된다. 트리의 규

모를 줄이는 기준은 다음 식을 최소화하는 것이다.

|T|

∑
m=1

∑
xi=Rm

(yi-yR

<

m)
2+α|T| (3)
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위 식에서 |T|는 트리 T의 가지(terminal node) 수

를, Rm은 m번째 가지에 해당하는 분할지역을 의미한

다. α는 동조 파라미터(tuning parameter)로서 α=0인 

경우 아무런 패널티가 없으므로 최대 트리가 되며, α

가 커질수록 트리 규모는 작아진다. α값은 교차 검증

(cross-validation) 등을 통해 정한다.

트리기반 모형은 개념이 단순하고 시각적으로 표

현하기 수월하며, 따라서 해석하기도 용이하다. 또한 

비전문가에게도 매우 쉽게 설명할 수 있다. 반면 다

른 비선형 모형에 비해 추정가격의 정확성이 떨어지

는 경우가 많다. 그러나 하나의 트리가 아닌 수백, 수

천개의 트리 결과를 종합하는 앙상블 접근(ensemble 

approach)을 취할 경우 현격한 모형 성능의 개선을 가

져오기도 한다. 여러 개 트리의 결과를 종합하는 앙상

블 접근 중 하나가 랜덤 포리스트이다.

랜덤 포리스트는 데이터로부터 일부 데이터를 복

원 추출하여, 즉 부트스트랩(bootstrap)을 통해 B개의 

데이터 집합(dataset)을 확보하고, B개의 회귀트리 결

과를 각각 계산한 후, 마지막으로 이를 평균하여 최종 

예측치를 정한다. 랜덤 포리스트는 최초 설명변수의 

수 p보다 적은 m개의 설명변수를 사용하는 특징이 

있다(통상 m≈√p̄ ).

랜덤 포리스트를 적용한 최근의 연구로 폴란드 주

택가격을 예측한 Lasota et al.(2011)을 들 수 있다. 동 

연구는 선형회귀모형을 기본 모형(null model)으로 

하여 랜덤 포리스트의 성능이 상대적으로 우수함을 

밝혔다.

③ MARS(multivariate adaptive regression splines) 

MARS의 기본적인 형태는 다음과 같다(Friedman, 

1991).

f

<

(x)=
k
∑
i=1

ciBi(x) (4)

ci는 계수, Bi(x)는 기저함수(basis function)를 나타

내며, Bi(x)는 일종의 경첩함수(hinge function)로서 

max(0,x-t) 또는 max(0,t-x)로 표현된다.3) MARS는 

상수항, 즉 종속변수 값의 평균만으로 구성된 간단한 

모형에서부터 출발하여 잔차제곱합(RSS)이 최소가 

되도록 기저함수를 추가해 나간다. 기저함수를 추가

할 때는 이미 모형에 포함된 설명변수, 앞으로 포함시

킬 설명변수와 그 knot 값 등을 모두 고려하게 된다. 

이러한 과정을 거쳐 완성된 MARS 모형은 통상 과다

적합된 결과를 가져오게 되며, 따라서 과다적합된 모

형의 규모를 줄여 나가야 하는데(‘pruning’) 그 기준은 

다음과 같은 GCV(generalized cross-validation) 값을 

최소화하는 것이다(Hastie et al., 2009, 325).

N
∑
i=1

[yi-f

<

λ(xi)]2 

[1-M(λ)/N]2 
GCV(λ)=  (5)

위 식에서 분자는 잔차제곱합을 의미하며, 분모

의 M(λ)는 모형에 포함된 모수의 유효 개수(effective 

number of parameters)를 나타낸다.

MARS는 변수 간 상호작용 효과를 포착하는데 적

합한 특징을 가지고 있다. 이와 같은 MARS는 신용

등급의 추정(Lee et al., 2006), 파산 확률의 예측(De 

Andrés et al., 2011) 등 일부 사회과학 분야에서 적용

된 사례는 있으나 부동산 가격 추정 분야에서 활용된 

예는 없는 것으로 보인다.

④ SVM(support vector machines)

SVM은 이미지 분류나 패턴 인식처럼 분류(clas-

sification)의 문제를 처리하기 위해 1990년대에 제시

된 기계학습 알고리즘 중의 하나이다(Vapnik, 1996). 

분류, 즉 이진 종속변수가 아닌 연속형 종속변수에 

SVM을 적용하는 경우에도 hyper-plane, maximal 

margin 등 그 개념이나 논리는 동일하다.4)

선형회귀모형 f(x)=xTβ+β0에서 β를 추정하기 위해 

SVM은 다음의 식(6)을 최소화하며, 이때의 V는 식

(7)과 같이 정의된다(Hastie et al., 2009, 434).

H(β,β0)=
N
∑
i=1

V(yi-f(xi))+
λ

2∥β∥2 (6)

Vε(r)=
⎧
⎨
⎩

0     |r|＜ε

|r|-ε  o/w  (7)

즉, ε보다 작은 오차는 무시한다는 의미로서(‘ε-in-

sensitive error’), 분류의 문제를 다루는 SVM의 논리

와 유사하다. λ는 일반적인 패널티 또는 동조 파라미

터로서 교차 검증을 통해 산출된다.
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SVM이 최초로 개발·제시된 패턴 인식 분야 외에 

응용 사례를 마케팅(Cui and Curry, 2005)이나 임상

의학(Guyon et al., 2002) 분야에서 쉽게 찾아볼 수 있

다. 하지만 부동산 분야에서는 쉽게 찾아보기 힘든

데, 김종수·이성근(2012)의 경우 SVM을 활용하여 

공업용 부동산의 가격을 추정한 후 기존 회귀모형보

다 가격 예측력이 우수함을 보인 바 있다.

표 2는 지금까지 설명한 비모수 모형의 특징과 장

단점을 정리하여 제시한 것인데, 대체로 비선형 관계

의 포착, 고차원 데이터 분석 등에 장점이 있는 반면 

계산량 과다, 함수형태의 복잡성 등이 단점이라고 말

할 수 있다.

3) 공간적 자기상관성의 반영

① 공간가중행렬 W

기계학습 분야에서 제시된 예측 중심의 비모수 모

형은 주택가격과 같은 공간사상이 가지는 독특한 특

징, 즉 공간적 자기상관성에 대해 관심이 상대적으로 

적은 편이다. 그러나 자료에 공간적 자기상관성이 존

재함에도 불구하고 이를 고려하지 않을 경우 예측 결

과는 부정확해질 수밖에 없다. 본 절에서는 앞절에서 

설명한 비모수 모형에 공간적 자기상관성을 명시적

으로 반영할 수 있는 방법에 대해 검토한다.

공간적 자기상관성을 정량화하기 위한 대표적인 

도구로 공간가중행렬을 들 수 있다. 공간가중행렬은 

n개의 관찰치에 대한 n×n 양행렬(Positive Matrix)로

서, 구성요소 wij는 관찰치 i 및 j 간에 부여된 가중치

를 의미한다. 공간가중행렬은 인접성(contiguity) 척

도 또는 거리(distance) 척도에 따라 다양하게 구성할 

수 있으며 분석의 목적이나 상황에 따라 바람직한 공

간가중행렬의 종류는 상이하다. 다만 다른 조건이 동

일하다면 각 지점의 좌표나 지점 간 거리를 알 수 있

는 경우 인접성 척도보다 거리 척도를 이용한 가중행

렬이 보다 바람직할 수 있다(Anselin, 1988). 거리 척

도를 활용하는 경우, 거리가 멀어짐에 따라 관찰치들 

간의 영향력이 감소한다는 공간현상을 정량화할 필

요가 있는데, 거리조락함수(distance-decay function)

로 표현하는 것이 일반적이다. 거리조락함수는 다음

과 같은 형태로 표현할 수 있다.

wij=f(dij, b) (8)

여기서 dij와 wij는 관찰치 i 및 관찰치 j간의 거리 및 

표 2. 비모수 모형의 특징과 장단점

모형의 종류 특징 장점 단점

GAM
선형결합 Xβ를 spline 함수 f(x)로 

대체한 후 각 설명변수를 가산하여 

모형을 구성

매우 복잡한 비선형 관계를 포착하

는데 유리

span, knot 등 사전에 동조 파라미

터값을 정해야 함

RF

회귀트리 모형의 변동성(variance)
을 줄이기 위한 앙상블 기법의 하나

-  회귀트리 모형의 단순 반복수행에 

기반하므로 계산속도가 빠르고 대

량 데이터에도 적용 가능

-  GAM 등 다른 모형처럼 동조 파

라미터값을 정할 필요 없음

연속형 종속변수 예측에 사용될 경

우, 자료에 나타난 범위값을 벗어난 

예측은 할 수 없음

MARS
기저함수의 구성을 통해 자료를 분

류하거나 예측

기저함수의 모형 기여도를 측정할 

수 있으므로 변수들의 상호작용 효

과를 포착하는데 효율적

계산량이 많아 대량 데이터 적용에 

한계

SVM

최대 여백(max. margin)을 가진 선

형평면(linear plane)에 기반하여 자

료를 분류하거나 예측

-  고차원 데이터(자료수 대비 변수

가 많은 데이터) 취급 용이

-  커널함수 사용시 변수 간 비선형 

관계 처리 용이

함수형태가 단순하지 않아 결과 해

석에 어려움 존재
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부여된 가중치를 의미하며, b는 임계치(또는 대역폭)

를 나타낸다.

함수 f (•)는 다양한 형태로 표현할 수 있으나 주

로 멱함수(power function)나 지수함수(exponential 

function)가 많이 활용되며 아래와 같은 식으로 나타

낼 수 있다(이창로·박기호, 2013).

wij=1/(dij)
α (9)

wij=exp(-βdij) (10)

최적의 함수 형태 f(•)를 결정하기 위한 연구가 여

럿 있었으나 널리 받아들여지는 의견이나 결론은 없

는 것으로 보인다. 공간가중행렬의 구성과 관련된 최

근의 연구 결과를 보면 국내의 경우 대부분 거리 또는 

거리 제곱에 반비례하도록 가중치를 부여하였으며, 

해외의 경우 거리의 멱함수, 커널함수 등의 시도가 이

루어졌다(안지아·박헌수, 2005; Guo et al., 2008).

② 공간차 변수 WY

위에서 구성한 W에 종속변수(본 연구에서는 주택

가격) Y를 곱하면 공간차 변수(Spatially Lagged Vari-

able) WY가 되며, 이는 예측하려는 대상 주택의 인근

에 위치한 주택들의 평균적인 가격수준을 의미한다. 

특정 지점 i에서의 주택가격은 건물구조, 신축연도 등

과 같은 대상 주택의 일반적인 속성 뿐 아니라 인근에 

위치한 주택가격의 영향도 크게 받을 수밖에 없다. 따

라서 공간차 변수 WY를 구성하여 추가적인 설명변

수로 동원할 경우, 이는 주택가격의 공간적 자기상관

성을 명시적으로 고려하는 것이 된다. 이러한 접근은 

아래 식의 공간시차모형(spatially lagged model)의 논

리와 그 맥락을 같이 한다고 볼 수 있다.

y=ρWy+βX+ε

ε~N(0,σ2I) (11)

상기 식을 보면 주택가격 Y를 예측하기 위해 일반

적인 속성변수 X뿐 아니라 주변의 주택가격 수준 Wy

도 함께 고려함을 알 수 있다. 

공간적 의존성을 고려하는 소위 ‘spatial model’에는 

상기의 공간시차모형(SLM) 외에도 SEM(spatial error 

model), hierarchical model, non-stationary model 등 

광범위하다. 공간모형 전체를 아울러 검토하는 것은 

본 연구의 범위에서 벗어난다. 다만 공간적 자기상관

성을 표현한 WY를 설명변수로 동원하는 것이 예측

모형의 오차를 줄일 수 있는지 제한적으로 검토하고

자 한다.

3. 사례 분석

1) 데이터 및 기초 통계량

본 연구에서는 서울시 강남구에 소재한 단독주택

을 대상으로 가격을 추정하였으며 가격 추정을 위한 

투입자료로 2011년부터 2014년까지의 실거래가 신고

자료를 사용하였다. 단독주택은 아파트에 비해 가격

추정모형이 시도된 사례가 극히 적어 감정평가나 공

시가격 추정시 더 많은 어려움을 초래하는 부동산 유

형이라 할 수 있다. 이러한 단독주택을 대상으로 가격

을 추정한 점이 본 연구의 차별성 중 하나라 할 수 있

다. 최초의 단독주택 신고건수는 488건이었으나 지

분거래, 중복신고건 등을 제외한 438건을 대상으로 

분석을 실시하였다.5) 

주택과 관련된 구득 가능한 설명변수는 13개였으

나 OLS의 반복적 적합과정을 통해 9개 항목(용도지

역, 도로접면, 방위, 경과연수, 건물 연면적, 토지면

적, 건물구조, 지붕구조, 인근지역 특징)을 유의한 설

명변수로 최종 결정하였다. 나머지 4개 항목(형상, 경

사도, 空家 여부, 거래연도)은 통계적으로 유의하지 

않거나 직관과 반하는 결과가 나와 제외하였다. 종속

변수는 거래금액(단위:억원)을 사용하였으며, 기초 

통계량은 표 3과 같고 최종 OLS 적합 결과는 표 4와 

같다(조정 결정계수 R2=61.6%)6).

표 4 설명변수에서 p-value 기준으로 유의하지 않

더라도 계수의 부호가 일반적인 직관과 일치하는 경

우 설명변수로 포함시켰다. 예를 들어 방위에서 “남

향 외” 주택의 회귀계수는 -0.42로서 통계적 측면에

서 유의하지 않지만(p-value 0.57)은 남향 주택 대비 
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가격 수준이 낮게 형성된다는 것은 일반적인 상식에 

부합하므로 설명변수로 포함시켰다. 주택가격 결정

요인은 가격시점 당시의 금리, 물가 등과 같은 외생변

수, 구매자 심리 변수, 경매물건인지 여부 등 맥락과 

시각에 따라 다양한 변수와 형태의 모형 구성이 가능

하지만 본 연구에서는 단독주택가격 감정평가시 현

실적 기준으로 삼는 변수에 국한하여 모형을 구성하

였다.7)

2) 비모수 모형의 적합

표 4에서 제시된 설명변수를 투입변수로 하여 

GAM, 랜덤 포리스트, MARS, SVM을 순차적으로 

적용하였으며, 표 5는 GAM의 적합 결과를 보여준

다. 설명변수 중 경과연수와 건물 연면적은 선형이 아

닌 비선형으로 모형을 구성하였음을 알 수 있다. 그림 

1은 이러한 비선형 효과를 시각적으로 보여주는데, 

경과연수(age)의 경우 신축 후 약 30년까지는 주택가

격이 완만하게 하락하다가 이후에는 재건축·재개발 

표 3. 강남구 단독주택 실거래가 기초 통계량(438건)

구분 최소 최대 평균 중위수 표준편차

거래금액(억원) 2 82 21.07 19.84 9.23

토지면적(㎡) 41.92 908.30 241.78 224.60 90.76

건물 연면적(㎡) 65.79 1,193.42 344.95 304.47 179.92

경과연수(年) 1 42 24.45 24.00 8.10

용도지역 주거지역 (430건) 녹지지역 (8건)

건물구조 철근콘크리트조 (188건) 연와조 (250건)

표 4. OLS 모형 적합 결과

설명변수 계수 표준오차 t-value p-value 기준범주

상수항 10.60 4.12 2.57 0.01 

용도지역 녹지지역 -5.01 2.75 -1.83 0.07 주거지역

도로접면

소로 -3.42 2.47 -1.39 0.17 

중로세로 -2.91 2.35 -1.24 0.22 

세로불 -3.50 3.00 -1.17 0.24 

방위 남향 외 -0.42 0.73 -0.57 0.57 남향

경과연수 -0.50 0.22 -2.24 0.03 

경과연수2 0.01 0.00 2.77 0.01 

건물 연면적 0.01 0.00 2.39 0.02 

토지 면적 0.07 0.00 16.61 0.00 

건물구조 연와조 -3.67 1.13 -3.25 0.00 철근콘크리트

지붕구조 기와 -4.38 3.03 -1.45 0.15 슬라브

인근지역 특징
상업지대 8.17 2.55 3.20 0.00 

주거지대
주상지대 4.26 1.27 3.36 0.00 
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기대감 등으로 다시 상승함을 알 수 있다. 건축 연면

적(barea)의 경우에도 약 400㎡를 초과하면 주거용 건

물로서의 효용증가가 거의 없는 것으로 보인다.

랜덤 포리스트의 경우 적합 결과를 표의 형태로 표

현하기에 적합하지 않다. 수백 개의 회귀트리 결과를 

종합하는 앙상블 접근을 취하므로 중간 계산과정을 

명확하게 파악할 수 없기 때문이다. 그림 2는 수백 개

의 회귀트리 중 하나의 적합 결과를 보여 주는데 토지

면적(larea), 건물면적(barea), 경과연수(age), 인근지

역 특징(land.neighbor) 등이 예측의 주요 변수로 사

표 5. GAM 적합 결과

설명변수 계수 표준오차 t-value p-value 기준범주

상수항 6.67 2.72 2.45 0.01

용도지역 녹지지역 -4.10 2.71 -1.51 0.13 주거지역

도로접면

소로 -2.36 2.44 -0.97 0.33

중로세로 -2.22 2.31 -0.96 0.34

세로불 -2.54 2.95 -0.86 0.39

방위 남향 외 -0.07 0.72 -0.10 0.92 남향

토지 면적 0.07 0.00 16.96 0.00

건물구조 연와조 -2.64 1.19 -2.23 0.03 철근콘크리트

지붕구조 기와 -3.82 2.95 -1.29 0.20 슬라브

인근지역 특징
상업지대 8.08 2.49 3.25 0.00

주거지대
주상지대 4.98 1.24 4.01 0.00

비선형 변수(smooth terms)

설명변수 추정 자유도(estimated d.f.) F-value p-value

경과연수 4.41 5.09 0.00

건물 연면적 3.37 3.28 0.01

그림 1. 경과연수(age) 및 건물 연면적(barea)의 비선형 효과

*  그림에서 수직축은 경과연수 및 건물 연면적 변수에 대한 평활화 함수(smoothing function)를 보여주며, (   )안의 수치

는 각 변수에 대한 추정 자유도를 나타냄
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용되었음을 알 수 있다. 예측치는 최소 8.377억원에

서 53.86억원까지 이르고 있다.

그림 2. 회귀트리 적합 결과(예시)

본 연구에서는 이와 같은 회귀트리 500개를 생성하

였으나 그림 3을 보면 약 200개 회귀트리 이후부터는 

Error 값이 일정 수준으로 수렴함을 알 수 있다. 그림

에서 Error 값은 잔차제곱합의 평균을 나타낸다. 따라

서 500개 트리에 기초한 본 연구의 추론에 문제가 없

는 것으로 보인다. 

그림 3. 랜덤 포리스트 내 회귀트리 개수의 적정성

표 6은 MARS의 적합 결과를 보여준다. 강남구 단

독주택의 경우 29년을 기준으로 경과연수가 주택가

격에 미치는 효과가 상이하고, 365.79㎡를 기준으로 

건물 연면적이 주택가격에 미치는 효과가 상이함을 

알 수 있다.8)

표 6. MARS 적합 결과

설명변수 계수

상수항 4.0344
토지면적 0.0690
인근지역 특징[상업지대] 8.4797
토지면적×인근지역 특징[주상지대] 0.0274
h*(29-경과연수)×토지면적 0.0009
h(경과연수-29)×토지면적 0.0034
h(365.79-건물 연면적)×토지면적 -0.0001

* GCV: 32.57

마지막으로 SVM의 경우 랜덤 포리스트와 마찬가

지로 적합 결과를 표의 형태로 표현하기가 수월하지 

않다. SVM은 중간 과정을 쉽게 이해할 수 없는 일종

의 블랙박스 모형으로, 산출된 예측 결과의 정확성에

만 의미를 두는 특징이 있다. 표 7은 본 연구에서 적

합시킨 SVM 모형의 상세 내역을 보여준다.9)

표 7. SVM 상세 내역

SVM Type  ε-regression
Kernel Function Radial Basis
Cost Parameter 2.35

# of Support Vectors 251

연속형 종속변수를 다루는 경우 흔히 사용되는 

SVM은 ε-regression과 ν-regression이다. 두 가지 유형

의 SVM은 패널티 파라미터로 ε 또는 ν를 사용하는 

정도의 차이만 있다. 결과도 대부분 유사한 편이어서 

어떠한 유형의 SVM을 사용하였는지는 그리 중요한 

사안이 아니다. 자세한 사항은 Chang and Lin (2001)

을 참조할 수 있다.

이와 같이 비모수 모형은 적합 결과를 비교하는 것

보다는 예측 결과의 정확성을 비교하는 접근이 더욱 

의미가 있다. 본 연구의 경우 예측 결과의 정확성은 

검증 데이터의 실제 거래가격과 추정가격을 비교하

여 판단하였다. 즉 실거래가 신고자료 438건을 7:3으

로 임의분할(random split)하여 70%(306건)는 모형 



- 229 -

단독주택가격 추정을 위한 기계학습 모형의 응용

적합에, 나머지 30%(132건)는 검증 데이터로 유보하

여 예측 결과의 정확성을 비교하는데 사용하였다.10) 

정확성 비교 지표는 아래 식과 같은 R MSE(Root 

Mean Squared Error)와 MAE(Mean Absolute Error)

를 사용하였다.

RMSE=
n
∑
i=1

(y

<

i-yi)21
n  (12)

MAE=
n
∑
i=1

|y

<

i-yi|
1
n  (13)

표 8 및 그림 4는 30%의 검증 데이터에 대해 분석

한 각 모형의 성능을 보여준다.

표 8. 모형별 RMSE 및 MAE

구분 OLS GAM RF MARS SVM

RMSE 5.83 5.58 5.50 5.22 5.41
MAE 4.52 4.43 4.15 4.12 4.19

그림 4. 모형 성능의 비교

모수 모형 OLS 대비 비모수 모형의 가격 예측 성능

이 전반적으로 우수한 것으로 나타났으며, 특히 최근

에 제시된 MARS의 성능이 비교적 뛰어난 것으로 분

석되었다. 

3) 공간적 자기상관성의 반영

상기 모형 성능은 공간적 자기상관성을 반영하지 

않은 상태에서의 비교 결과이다. 그러나 자료에 공간

적 자기상관성이 존재하는 경우 그러한 특징을 반영

하는 것이 합리적일 것이다. 그림 5는 모형 성능이 가

장 우수하게 산출된 MARS의 주택 예측가격에 대해 

비율값을 표시한 것이다. 비율값이란 MARS에서 산

출된 예측가격 y

<

을 실제 주택 거래가격 y으로 나눈 것

(y

<

/y)으로 이 값이 1.00보다 크면 과대추정 경향, 1.00

보다 작으면 과소추정 경향을 나타낸다. 이러한 비율

값은 모형 적합에 사용하지 않은 30%의 검증 데이터

를 대상으로 계산하였다.

공간적 자기상관성이 존재하지 않는다면 비율값이 

지역 전체에 걸쳐 무작위하게 분포하여야 하나, 그림 

5를 보면 일관되게 과대 및 과소평가하는 지역이 있

음을 알 수 있다. 공간적 자기상관성 여부를 판단할 

때 흔히 활용되는 검정 통계량 Moran’s I값은 0.11(p-

value 0.02)로서 비교적 유의하게 나타나 비율값에 공

간적 자기상관성이 존재함을 추론할 수 있다.11)

그림 5. 비율값 연속표면

+ : 검증 데이터에 해당하는 단독주택

W는 여러 가지 방법으로 구성할 수 있으나, 본 연

구에서는 1/d 2를 가중치로 한 W를 적용하였다. 본 연

구에서 선정한 사례지역의 경우 1/d,1/√d̄  등 다른 가

중치를 사용하는 것보다 1/d 2를 사용하는 것이 모형 

성능 개선에 보다 유리하였기 때문이다.12) 공간차 변

수 WY에서 Y는 거래금액(단위: 억원)을 토지면적으

로 나눈 단가를 사용하였다. 

표 9는 공간적 자기상관성을 모형의 구성요소로 추
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가 반영한 결과를 보여준다. OLS를 포함한 모든 모

형에서 모형 성능이 개선되었음을 알 수 있다.

표 9. 모형 성능의 개선 정도(검증 데이터 기준)

구분 RMSE MAE

OLS 5.83→5.11 (▼) 4.52→3.82 (▼)

GAM 5.58→4.72 (▼) 4.43→3.57 (▼)

Random Forest 5.50→4.92 (▼) 4.15→3.58 (▼)

MARS 5.22→4.87 (▼) 4.12→3.72 (▼)

SVM 5.41→4.95 (▼) 4.19→3.60 (▼)

또한 Moran’s I 값의 경우 최초 0.11에서 0.08로 떨

어졌고 p-value도 0.02에서 0.08로 증가하였다. 따라

서 미약하지만 공간적 자기상관성을 0.11에서 0.08로 

다소 줄일 수 있었다.

표 9는 자료의 7:3 임의분할(1회)에 따른 모형 성능 

비교치를 보여주는 것으로 동일한 비중의 임의분할

을 100회 시행한 결과는 그림 6과 같다. 표 9의 결과

와 유사하게 OLS보다는 여타의 비모수 모형이 우수

하게 나온 것을 확인할 수 있다.

요약하면 모수 모형인 OLS 대비 예측능력 제고에 

초점을 맞춘 비모수 모형의 가격 정확성이 보다 높았

고, 이러한 비모수 모형에 시계열 분석에서의 시차변

수(Lagged Variable)와 유사한 공간차 변수를 활용함

으로써 가격 정확성을 추가적으로 개선시킬 수 있었

다. 아울러 비율값에 남아 있는 공간적 자기상관성도 

완화시킬 수 있었다.

4. 결론

부동산 가격을 추정하기 위한 기존의 연구들은 대

부분 모수 모형을 활용하였다. 모수 모형은 자료의 양

이 적어도 비교적 정확하게 원하는 모수값을 찾아낼 

수 있고, 특히 선형의 함수 형태를 가정하는 경우 해석

이 수월하여 광범위하게 활용된 모형이라 할 수 있다. 

그러나 이러한 모수 모형은 설명변수의 독립성, 자료

의 정규성, 종속변수와 설명변수 간의 선형성 등 엄격

한 가정이 많아 추정가격의 신뢰성에 한계가 있었다. 

본 연구에서는 이러한 비현실적인 통계적 가정을 부

과하지 않는 보다 유연한 비모수 모형들을 적용하여 

주택가격을 추정하였다. 또한 모형의 해석 가능성 등

을 희생하더라도 추정된 주택가격의 정확성을 높일 

수 있는, 예측 중심의 모형을 구축하고자 하였다.

서울시 강남구를 사례지역으로 하여 기계학습 분

야에서 제시된 다양한 비모수 모형들을 주택가격 추

정에 적용한 결과, SVM이나 MARS 등 최근에 개발

된 모형들의 성능이 비교적 우수한 것으로 나타나 이

러한 모형들의 확대 적용이 필요한 것으로 보인다.

한편 기계학습 분야에서 제시된 이러한 비모수 모

형들은 기본적으로 속성정보만을 고려할 뿐, 공간사

상의 가장 큰 특징인 공간적 자기상관성을 반영하는

데 관심이 적다. 본 연구에서는 비모수 모형에 공간적 

자기상관성을 추가로 반영하기 위해 주변 주택가격

의 평균적인 가격수준을 나타내는 공간차 변수 WY

그림 6. 모형 성능의 개선 정도(100회 simulation 결과)
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를 동원하여 공간적 자기상관성을 모형의 한 요소로 

반영하였다. 그 결과 모형 성능이 개선됨을 확인할 수 

있었다. 

강남구는 건물가격 비중에 비해 토지가격 비중이 

높은 지역으로 본 연구 결과는 이와 비슷한 토지:건물 

비중을 보이는 대도시 지역에 무리 없이 적용 가능할 

것으로 보이나 토지가격보다 건물가격 비중이 높은 

군 지역에서는 설명변수의 선정 등에 있어 본 연구와

는 다른 접근이 필요할 것으로 보인다.

모수 모형이 갖는 한계점을 설명하고 비모수 모형

이 갖는 이점을 중심으로 살핀 본 연구는 엄밀한 의미

에서 모수 모형과 비모수 모형을 비교한 것이 아니라

는 한계가 존재한다. 즉 모수 모형의 경우 OLS라는 

모형을 기본 모형으로 제시한 것에 그치고, 연구의 대

부분은 비모수 모형의 적용 및 정교화에 초점을 맞추

었다. 그러나 OLS 모형을 개선하여 보다 우월한 모

수 모형을 구축할 수도 있고, 이러한 모수 모형과 비

모수 모형을 비교하여야 각 접근법의 장단점이 정확

히 파악될 수 있을 것이다. 따라서 OLS 모형과 같은 

모수 모형의 정교화에 상대적으로 노력을 덜 경주한 

한계가 존재한다.

최근 공공자료의 개방과 이에 따른 구득성 증가로 

데이터에 기반한 주택가격 추정이 어느 때보다 수월

해졌다. 전문가에 의한 주택가격 추정을 정밀평가(a 

single-property appraisal)라 한다면 데이터에 기초하

여 많은 수의 주택을 일시에 추정하는 것을 대량평가

(mass appraisal)라 한다. 대량평가는 정밀평가와 달

리 저렴한 비용, 신속한 처리, 자의성 개입 최소화 등

을 경쟁력으로 사회 각 분야에서 저변을 확대하고 있

다. 특히 대량평가모형을 활용한 과세평가 영역은 그 

역사가 오래되었을 뿐 아니라 국민의 재산권에 직접

적인 영향을 미치는 등 파급효과가 매우 큰 분야라 할 

수 있다.

따라서 본 연구의 결과는 부동산 가격을 필요로 하

는 다양한 사회 분야에 적용할 수 있는데, 특히 과세

평가 분야에서 정책적 의의가 크다고 볼 수 있다. 즉 

본 연구에서 제시한 기계학습 모형은 현행 공시가격

과 달리 사람에 의한 편의가 적고 실제 거래가격에 근

접한 가격을 제공할 수 있는 바, 현재 정부가 추진하

는 실거래가 기반 공시제도 도입 업무 등에 의미 있는 

시사점을 제공할 수 있을 것으로 예상된다.

그간 모수 모형에 집중되었던 방법론이 비모수 모

형으로 확대되는 등, 본 연구를 계기로 부동산 가격추

정에 있어 기계학습 모형의 논리와 응용에 대한 관심

이 제고되기를 기대한다.

주

1) 경제학 등 사회과학에서 ‘예측’은 통상 미래에 발생할 상황

을 추측할 때 사용하는 용어이지만, 본 논문에서는 미래 시

점, 관측되지 않은 지점 등 신규 관찰치가 발생할 때 해당 

관찰치를 추측하는 의미로 사용하기로 한다.

2) 경과연수는 주택의 물리적 노후화 정도를, 코호트는 주택 

신축 당시의 건축공법이나 스타일을 나타낸다.

3) t는 상수이며 ‘knot’라고 부른다.

4) 자세한 사항은 James et al.(2013) Chapter 9, Hastie et al. 

(2009) Chapter 12 등 참조.

5) 국토교통부 실거래가 공개시스템( www.molit.go.kr) 및 건

축데이터 민간개방 시스템(http://open.eais.go.kr)에서 자

료를 확보하였다.

6) 이하 모든 분석은 통계 소프트웨어 R을 사용하였으며 활용

한 패키지는 mgcv, randomForest, earth, e1071 등이다.

7) 단독주택을 대상으로 한 담보평가, 경매평가 및 공시가격 

산정시 기준으로 삼는 변수들을 의미한다.

8) 경과연수 29년을 전후한 효과의 차이는 재개발·재건축에 

따른 가격상승 기대감에 기인한 것으로 보이며, 단독주택

의 건물 규모가 365.79㎡를 초과할 경우 초과분에 대해서

는 주거용 건물로서의 추가적 효용 증가분이 거의 없다고 

해석할 수 있다. 29년 또는 365.79㎡와 같은 knot point는 

잔차제곱합(RSS)이 가장 크게 감소하는 모형을 찾는 과정

에서 얻어진다. 다시 말해 MARS의 적합은 종속변수 평균

값으로부터 출발하여, 경첩함수를 추가할 새로운 설명변

수의 선정 및 선정된 설명변수의 knot point를 찾는 과정의 

연속이라 할 수 있는데,  본 연구의 경우 경과연수는 29년, 

건물면적은 365.79㎡에서 knot point를 설정하여 해당 값

을 경계로 각각 다른 함수(piecewise functions)를 적용하는 

것이 RSS를 가장 크게 줄일 수 있는 것으로 산출되었다.

9) 자세한 사항은 James et al.(2013) Chapter 9, Hastie et al. 

(2009) Chapter 12 등 참조.

10) 검증 데이터 비중이 높을수록 모형의 예측 오류를 과대평

가하는 반면, 검증 데이터 비중이 낮을수록 모형의 예측 오



- 232 -

이창로·박기호

류를 과소평가할 가능성이 있다(Fortmann-Roe, 2015). 따

라서 검증 데이터셋을 어떠한 비중으로 나눌 것인지는 이

러한 상쇄관계를 고려해야 한다. 아래 표는 논문에서 활용

한 설명변수를 동원하여 OLS 모형을 적용한 후, 검증 데이

터에 대해 결정계수 값(Cross-validated R2, 즉 MSE)을 계

산한 결과이다(100회 랜덤 분할 시뮬레이션 결과).

 ① 5:5분할(100회 simulation) ② 7:3분할(100회 simulation)

Cross-validated R2 49.5% Cross-validated R2 56.0%  

③ 8:2분할(100회 simulation) ④ 9:1분할(100회 simulation)

Cross-validated R2 55.8%   Cross-validated R2 56.9%

 검증 데이터 비중을 높여 50%로 분할한 경우 Cross-

validated R2이 49.5%로 산출되는 등 모형의 예측 오류를 

상대적으로 과대평가하고 있다. 반면, 검증 데이터 비중을 

30%, 20%, 10%로 낮출 경우 Cross-validated R2은 56% 내

외로서 큰 차이가 없음을 알 수 있다. 따라서 검증 데이터 

비중을 5:5 정도로 크게 높이지 않는 한 7:3, 8:2, 9:1 분할

은 실질적인 차이가 없는 것으로 보인다. 본 연구에서는 부

동산 분야 논문에서 주로 쓰이는 비율(7:3)을 따랐다.

11) 여기에서 Moran’s I 값은 수치 그 자체의 의미보다는 WY

를 활용하여 예측모형의 오차를 줄이고 공간적 자기상관성

을 완화시켰다는데 의미가 있다.

12) 모형 성능은 RMSE, MAE를 기준으로 검토하였으며, 1/

d2이 보다 유리하다는 사실은 주택의 경우 가격이 상호 영

향을 주는 지역적 범위를 좁게 해석하는 것이 바람직함을 

의미한다.
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